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基于有限量测信息的多分支配电线路故障定位方法 

尚博阳，罗国敏，茹嘉昕，王小君，刘畅宇 
（北京交通大学电气工程学院，北京 100044） 

 
摘 要：准确快速的故障定位对配电系统的运行质量和可靠性至关重要。目前多分支配电系统故障定位方法大多

通过在配网中增加量测装置实现，但配电网拓扑结构复杂，监控设备数量有限，大规模安装额外量测设备的成本

较高，难以在实际系统中广泛应用。为此，提出了一种基于有限量测信息的多分支配电线路故障定位方法。首先，

对多分支配电线路中电气量信息与故障距离的非线性关系进行理论分析，证明了采用深度学习构建映射函数完成

故障定位任务的可行性；其次，利用堆栈自编码器和长短期记忆网络建立故障测距模型，降低配电线路多分支对

故障定位产生的误差；再次，结合配电自动化系统的量测信息，通过逻辑推理和智能测距模型实现故障线路判定

和测距；最后，基于深度迁移学习提出一种智能定位实施方案，以增强所提方法泛化能力。在 MATLAB/SIMULINK

平台上对所提方法进行测试验证，仿真结果证明了该方法在复杂工况和分布式电源接入条件下的有效性和鲁棒性。

研究结果可为现有故障定位方法提供辅助决策功能。 
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Fault Location Method of Multi-branch Distribution Lines Based on Limited  
Measurement Information 

SHANG Boyang, LUO Guomin, RU Jiaxin, WANG Xiaojun, LIU Changyu 
(School of Electrical Engineering, Beijing Jiaotong University, Beijing 100044, China) 

1 
Abstract：Fast and accurate fault location is very important to the running quality and reliability of power distribution 

system. At present, most of the fault location methods of multi-branch distribution are realized by adding measuring de-

vices in distribution network. However, the topology structure of the distribution network is complex, the number of 

existing monitoring equipment is limited, and the large-scale installation of additional measuring equipment is expensive, 

which makes it difficult to be widely used in the actual system. Therefore, a fault location method for multi-branch distri-

bution lines based on limited measurement information is proposed. Firstly, the nonlinear relationship between the 

capacitance information and the fault distance in multi-branch distribution lines is analyzed theoretically, and the feasibil-

ity of using deep learning to construct mapping function to complete the fault location task is proved. Then, the stack 

auto-encoder and long-short term memory network are used to establish an intelligent location model to reduce the error 

estimation of multi-branch distribution lines for fault location. Secondly, based on the measurement information in the 

distribution automation system, the determination and location for fault lines are realized by logical reasoning and intelli-

gent location model. Finally, an intelligent localization implementation scheme based on deep transfer learning is 

proposed to improve the performance of the proposed method in various applications. The proposed location method is 

tested and verified on MATLAB/SIMULINK platform, and the simulation results show the effectiveness and generaliza-

tion ability of the proposed method under complex working conditions and distributed generation access conditions. The 

results of this study can provide an auxiliary decision function for existing fault location methods. 

Key words：fault location; stacked auto encoder; long short term memory network; intelligent electronic devices; mul-
ti-branch distribution systems 
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0 引言 

配电网的可靠性受故障持续时间的影响较大。

准确、快速的故障定位是实现故障清除和减少停机

时间的关键，有助于提高电力系统运行可靠性[1]。

但由于配电网中包含多个分支，且拓扑结构复杂，

同时配电网量测设备的布置较为分散，在各支路首

末端安装高精度测量装置不现实[2]。因此，多分支

配电线路故障精准定位是一个较为棘手的难题。 
配电网故障定位技术大致可分为 3 类：阻抗 

法[3-5]、行波法[6-8]和基于机器学习[9-11]的方法。阻抗

法使用电压和电流测量信息估计故障位置，易于实

现，但易受多分支、计量误差和系统规模的影响。

随着对定位精度的要求越来越高，行波法在输电系

统中的应用越来越广泛。但是，很少有研究将行波

法用于多分支配电网的故障定位任务中，主要原因

是行波在多分支配电网中传输时容易发生反射和折

射，导致行波波前的检测和故障距离量测是非常困

难的。一些研究人员利用微型相量同步测量装置，

结合阻抗法和行波法提高定位精度，尝试采用高精

度测量信息弥补上述问题造成的误差估计[12]。但基

于高精度测量装置的定位方法需要较高质量的采样

频率，而具备这些功能的设备在实际配电网中并不

普遍。 
目前，智能电表和智能测量终端在配电网中的

应用已形成一定规模，配电自动化体系也逐步完 
善[13-14]。充分发挥配电自动化系统的作用，提高电

力行业的安全运行水平是十分必要的。配电网在工

业信息化的支撑下，积累了大量的数据样本，这为

基于机器学习的定位方法提供了应用基础。由于传

统的故障定位方法对配电网进行了一些系统假设，

例如在一定程度上忽略了故障类型、电阻和线路支

路对定位结果的影响，进而使得传统方法在面对实

际多分支配电线路的复杂场景时定位效果性能一

般。在本文中，将这些系统假设称为物理模型的“不
可控因素”。而基于机器学习的定位方法则通过超参

数表达“不可控因素”，使拟合结果更接近实际物理

模型。但是，在实际案例中应用基于机器学习的方

法时仍然存在一些问题，主要表现在：(1)实际测量

点的分布远小于模型输入维度的需求。基于机器学

习的方法采用不同的数据输入，如正序电压电流、

零序电压电流、相角等，以实现故障区段定位和精

确故障测距。然而，这类算法在多分支配电线路中

实现需要在每个节点上配置相应的记录设备。大量

的信息测量成本使得基于机器学习的定位算法在实

际配电网中应用较为困难。(2)定位模型样本需求个

数与实际配电网故障样本个数不匹配。目前，在故

障定位领域中提出了一些机器学习模型，包括卷积

神经网络(convolutional neural networks，CNN)、长

短期记忆网络(long short term memory，LSTM)和堆

栈自编码器(stacked auto encoder，SAE)。但是，这

些方法的数据采集都是基于较广的区域或站域。当

应用场景的拓扑结构与仿真阶段的拓扑结构不同

时，实际场景中的故障样本难以支持模型的再训练，

导致模型泛化能力不足。 
综上所述，基于阻抗和行波的方法无法避免“不

可控因素”的影响，在多支路配电线路中尤为明显。

虽然基于机器学习的定位方法在配电网中取得了显

著的进展，但如何将其应用到现有的配电网络中是

一个亟待解决的难题。 
为促进智能配电网的发展，本文结合配电自动

化系统，提出了一种基于深度学习的配电网故障定

位方法，可精确定位配电网中各种相间短路故障。

所提定位模型结合了 2 种鲁棒深度学习网络(堆栈

自编码器和长短期记忆网络)的优点，充分利用相电

压和相电流波形信息，实现多分支配电线路故障的

精确定位，且不受线路参数和支路电流的影响。同

时，基于深度迁移学习提出一种智能定位实施方案，

以提高模型在新环境的适应能力。本文提出的精准

定位方法旨在从新的角度消除多支路配电线路对故

障定位的影响，而不是取代现有的电力系统定位方法。 

1  多分支配电线路故障原理分析 

1.1  配电自动化系统 

本文所提出的故障定位方法是基于现有配电

自动化系统，由智能量测终端、智能电表及数据中

心等组成[15]。配电自动化系统架构如图 1 所示，其

中 M 1,  2,m m = L( )表示第 m 条一级分支线路的首

端节点，Nmc 和O 1 1,  2,  mc c n n≤ ≤ = L( ， )分别表示

第 m 条一级分支上的第 c 条二级分支线路的首端和

末端， mI 为第 m 条一级分支首端的电流有效值，

(1 )kcI k m≤ ≤ 为第 k 条一级分支中第 c 条二级分支

的电流有效值。与输电网不同，配电网拓扑结构复

杂，存在多级分支，如果在所有分支节点配置智能

量测设备，则会产生大量的投资成本，且该成本一

般不在配电网技术盈利范围之内。因此，配电系统



2310 高电压技术 2023, 49(6) 

自动化的智能量测终端仅配置在一级分支线路的首

端(如图 1 中的 M1、M2 号节点)。智能量测终端可

测得配置节点电压和电流波形信息。在二级分支线

路末端(如图 1 中 O11、O12、O1c、O21、O22、O2c)仅
配置智能电表测量电流量的有效值。 
1.2  故障线路判定 

故障线路判定是多分支故障线路测距的前提。

在配电自动化系统中，故障指示器或智能量测装置

可用于确定故障的配电支路，例如图 1 中 M1 后的

配电线路。同时，配电自动化系统可以采集分布在

各个分支节点末端配置的智能电表测量的电流数

据。根据智能电表的电气数据进行逻辑推理，可以

判断出故障的二级分支线路。 
在一级分支首端收集各个二级分支末端的电流

有效值，从中选取小于阈值 γ(γ接近于 0，本文取值

0.2)的电流量形成判定矢量 e [ , , ]kp kqI I= LI ，其中 p
和 q 均为二级分支标号，且假定分支 p 更靠近量测

点。如果 p=q，则表示只有一个二级分支出现故障，

故障线路为 NkpOkp；如果 p≠q，则表示一级分支

Nk(p-1)Nkp出现故障，导致多个二级分支断电。 
以首端为 M1 的一级分支为例，对故障线路判

定逻辑进行介绍。当在一级分支 M1 线路上没有发

生故障时， 1 11 12 13 1nI I I I I= + + + +L 。当故障发生

在一级分支 N11N12 上时，N12 节点之后的二级分支

的电流(如 12I 、 1cI )有效值都将接近于 0。当故障发

生在二级分支 N12O12上时，二级分支 N12O12上的电

流有效值 12I 接近于 0。以此类推，在故障发生之后，

依靠配电自动化系统收集各个一级分支首端和二级

分支线路末端的电流有效值，可判别出具体故障线路。 
1.3  故障精准测距 

一旦确定了故障线路，配电网精准定位的另一

任务是故障测距。图 2 为不考虑电容对地影响，故

障线路的等效故障电路图，其中 aE 为等效电源，

MU 、 MI 分别为智能量测装置测得的相电压和电流

相量； fI 为故障点的电流相量；Rfg 为过渡电阻；

Zl为单位阻抗；f 为故障点，量测点 M 到 f 点的距

离为故障距离 x。以相间短路为例，分析故障原理。 
1）两相短路故障 
当二级分支支路(如 N1cO1c 支路)发生故障时，

故障后的等效电路图(BC 两相短路)如图 3 所示，图

中量测点到故障分支首端的距离为 L；L′、L′′分别

表示量测点到其他正常分支线路的距离； MAU 、 

 

图 1  配电自动系统架构 

Fig.1  Architecture of distribution automation system 

 

 

图 2  故障等效线路示意图 

Fig.2  Equivalent circuit of fault line 

 

MBU 、 MCU 分别表示主线路 A、B、C 三相的相电

压相量； MAI 、 MBI 、 MCI 分别表示主线路 A、B、
C 三相的相电流相量； fBI 、 fCI 分别表示故障线路

的 B、C 相故障电流相量。在其他正常分支上的小

负载电流相量 ′I 和 ′′I 均在所提算法原理的考量范

围之内。 
由等效电路图 3 可知， fBI 、 fCI 与 MBI 、 MCI 不

相等，量测点 M 与故障点 f 处的电气关系为 

 MB MC MB MC l

fB fC l fg
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L
x L + R

− = − +
− −

U U I I Z
I I Z  (1) 
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式中 fBI 和 fCI 无法通过 M 端量测装置测得。将

fB fC MB MC( ) / ( )− −I I I I 定 义 为 阻 抗 系 数 P ，

MB MC MB MC( ) / ( )− −U U I I 定义为测量阻抗 MZ ，

lLZ 定义为系统阻抗 LZ ， fg l(1 )+ −R LP P Z 定义为

增量阻抗 addZ 。此三者的关系可以转化为 



尚博阳，罗国敏，茹嘉昕，等：基于有限量测信息的多分支配电线路故障定位方法 2311 

 L M add= −PZ Z Z  (3) 
2）三相短路故障 
当多分支配电系统中发生故障类型为三相接

地短路故障时，故障线路等效示意图如图 4 所示。 
由于发生三相短路故障，每一相故障情况相

同，故在本小节中选取 A 相为故障相展开分析。 fAI
表示故障线路 A 相的故障相电流。量测点 M 与故

障点 f 处的电压的关系为 
 MA MA l fA l fg( ( ) + )x x L R= + −U I Z I Z  (4) 

由等效电路图 4 可知， fAI 和 MAI 不相等，故式

(4)可转化为 

 MA fA fA
l fg l

MA MA MA

(1 ) ( )= + −x+ R LU I IZ Z
I I I  (5) 

由式(2)、(5)可知，当配电线路发生相间短路故

障时，一级分支首端测得的电压和电流信息与故障

距离之间存在映射关系，即式(3)。测量阻抗 MZ 、

系统阻抗 LZ 和增量阻抗 addZ 之间的关系可以在图

5 所示的复平面上表示，其中 Mϕ 表示测量阻抗相量

MZ 的相角， Lϕ 表示阻抗系数和系统阻抗共同作用

下 LPZ 的相角， Zϕ 表示增量阻抗 addZ 的相角。 

在故障距离计算中，不包括二次支路以及接地

阻抗为 0 的条件下， add 0=Z ，即 L M=PZ Z 。在这

种情况下，故障距离 x 可以直接使用方程

MB MC MB MC l fg( )( )− = − +x RU U I I Z 计算。但当故障

电路中包含二次支路或接地电阻为非零时， addZ 将

增加且不能忽略。然而，现阶段配电网量测的有效

信息较少，无法直接计算出 addZ 。因此，在多分支

配电线路中无法通过测量端电压和电流信息计算得

出故障距离 x。未知项 addZ 可以被认为是在实际场

景中随机分布的“不可控因素”。在复平面中， addZ 的

概率分布实际上是 MZ 和 LPZ 之间映射的概率分布。 

为了使用统一的变量对该复平面中矢量关系

进行建模，本文采用了相电压和相电流作为特征量。

同时，电压和电流的波形信息也作为后续测距模型

的输入量，通过深度学习网络拟合 2 者与故障距离

之间的映射关系，如式(6)所示。 

 
1

( ( ) )
n

i
i

y g w b
=

′ ′= ⊕ +∑ U I  (6) 

式中： ′U 为电压相量U 的波形信息； ′I 为电流相

量 I 的波形信息；⊕表示电压和电流波形信息的耦

合拼接；g 为深度学习模型，包含模型的权值参数 iw
和偏置 b；n 为深度学习模型隐藏层的层数；y 则为 

 

图 3  两相短路故障线路等效示意图 

Fig.3  Equivalent of two-phase short-circuit fault line 

 

 

图 4  三相短路故障线路等效示意图 

Fig.4  Equivalent of three-phase short-circuit fault line 

 

图 5  故障测距的等效阻抗复平面 

Fig.5  The equivalent impedance complex plane of  

fault location 

模型输出的预测标签。 
综上所述，通过采用配电自动化系统中的测量

点的电气量信息可学习从波形到故障点的映射关

系，实现波形空间到距离空间的映射，从而将信息

丰富的故障特征转化为实际故障距离。 

2  多分支配电线路故障定位方法 

2.1  多分支定位框架 

本文提出的定位方法基本框架如图 6 所示。在

实际配电系统中，只有少数节点配备量测装置。当 
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图 6  多分支配电线路故障定位框架 

Fig.6  Multi-branch distributed line fault location framework 

 
线路发生故障后，通过一级线路首端的智能量测装

置和各线路末端智能电表采集到的信息选择故障线

路，随即触发故障精准测距模型。相比于传统方法

对多分支配电线路故障定位中“不可控因素”的忽

略处理，采用深度学习方法对位置参数进行非线性

拟合，提高了模型的鲁棒性。故障线路判定部分的

原理与 1.2 章节一致，在本节不做重点说明。下面

介绍框架中故障测距模型的实现细节。 
2.2  测距网络架构 

电力系统本身具有明显的周期性特征，尤其是

如电压、电流的连续电气量具有很强的时间相关 
性[16]。在测距架构中网络模型的选择关系到模型精

确度。一些文献中关乎时间特征的网络选择均以

LSTM 网络作为首选项[17]。但是 LSTM 在直接处理

高维度原始数据时效果较差。故本文采用 SAE 网络

提取输入数据的关键特征并进行数据降维处理。测

距网络架构如图 7 所示，其中主要包含 SAE 降维模

块和 LSTM 预测模块。 
1）SAE 降维模块 
SAE 网络是一种无监督学习模型，它可以提取

关键特征，并提高监督学习模型的性能[18]。本文采

用单隐层自编码器。同时，为帮助发现输入向量的

更多相关性，引入稀疏性参数约束隐藏层中的神经

元大多数接近于 0。 

在训练过程中，将输出目标值设置为与输入向

量相同，SAE 降维模块的损失函数为 
22 2

SAE
1 1 1

1 ( || )
2 2

S H

i i i j
i i i

L x x
S

λ α ρ ρ
= = =

= − + + ∇∑ ∑ ∑W%  (7) 

式中： ix 表示第 i 个输入样本； %ix 表示输出层中第

i 个重建样本；S 为输入数据样本总个数；α 、λ 为

调整权重的正则化参数惩罚因子；Wi是层与层之间

的权重矩阵，当 1=i 时，W1是输入层和隐藏层之间

的权值矩阵，当 2=i 时，W2 是隐藏层和输出层之

间的权值矩阵；H 是神经元的总隐藏层个数。∇ (ρ||ρj)
是 Kullback-Leibler 散度，一个用于测量 2 个数据集

之间差异的标准函数，常用来训练 SAE，其可表示为 

 
1( || ) ln (1 ) ln
1j

j j

ρ ρρ ρ ρ ρ
ρ ρ

−
∇ = + −

−  (8) 

式中：ρj 为隐层中神经元 j 相对于所有训练样本的

平均激活函数值；ρ是稀疏性参数。 
2）LSTM 预测模块 
LSTM预测模块接收SAE降维模块的输出向量

作为输入，再利用 LSTM 预测模块完成故障距离估

计。该预测模块由 LSTM 元组成，其结构如图 7 所

示，图中 σ和 tanh 代表 sigmoid 和 tanh 激活函数，

z 为 LSTM 网络内部的时间步长。LSTM 预测模块

将不同时间切片的单元格进行相乘，使得上一个时

间步长的输出与下一个时间步长的输出相同。以均

方误差作为 LSTM 预测模块的损失函数 LSTML ，如

式(9)所示。 

 
2

LSTM
1

1
=

= −∑ %
S

i i
i

L y y
S

 (9) 

式中： %iy 为 LSTM 模型的预测结果； iy 表示第 i 个
样本真实标记值。 

在训练回归 SAE-LSTM 模型时，定义一个总体

损失函数 TL 同时考虑 SAE 和 LSTM 模块的影响，

如式(10)所示。 
 T SAE LSTM= +L L L  (10) 

该框架基于网格搜索和交叉验证确定超参数，

并使用 sigmoid 函数作为 LSTM 中全连接层的激活

函数。本文省略了 SAE 网络和 LSTM 网络的计算

过程和权重训练，类似的过程可在先前的工作中找

到[18-19]。 
2.3  迁移运行 

迁移学习侧重于利用数据、任务或模型之间的

相似性，将学习到的知识应用于新问题。对于模型

迁移，迁移学习的优点是使模型在小规模训练集的 
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图 7  定位网络 SAE-LSTM 结构示意图 

Fig.7  Schematic diagram of location network SAE-LSTM 

 

情况下快速收敛。原始模型可以用大量的模拟数据

进行训练，并且应用知识转移来改进具有小的实际

数据集的模型，其中源数据和目标数据具有相似的

分布。迁移学习的模型迁移可以在很大程度上减少

对目标域样本的需求。 
源域和目标域中的任务如式(11)—式(14)所示，

其中 D 表示域；X 表示样本；T 表示任务；Y 表示

相应的标签；θ 表示网络参数；f 表示从样本 X 到预

测值 Y 的函数映射；下标 s 和 t 分别表示源任务和

目标任务。 
 s s s{ , }=D X T  (11) 

 t t t{ , }=D X T  (12) 

 s s s s{ , }θ=Y f X  (13) 
 t t t t{ , }θ=Y f X  (14) 

迁移学习是在源域数据｛Xs，Ts｝中找到相关

属性并获得映射 fs。在将映射 fs迁移到目标域之后，

从目标域数据｛Xt，Tt｝学习目标任务的映射 ft。相

关参数关系可以表示如下： 

 
s

s s s s
1

arg min ( , )
n

i
L X Tθ

=

= ∑  (15) 

 
t

t t t s t
1

arg min ( , , )
n

i
L X Tθθ

=

= ∑  (16) 

式中：ns和 nt分别是源域数据和目标域数据的样本

数；Ls和Lt分别是源域网络和目标域网络的损失函数。 
由于提出的 SAE-LSTM 测距模型是采用不同

典型树状配电网拓扑生成的样本进行训练，直接应

用于新拓扑结构可能会导致定位性能较低，模型再

训练耗时长。同时，训练一个实际故障样本有限的

网络也较为困难。根据先前课题组成果得出，虽然

故障电压和故障电流随着配电网拓扑的变化而变

化，但在不同分支数量的树状网络中，故障波形的

总体分布是相同的[20]，这表明了不同多分支拓扑内

在的物理信息存在类似的故障位置映射关系。因此，

本文采用基于微调的迁移学习算法来实现不同拓扑

结构下的故障点定位。算法如图 8 所示。 
微调是指冻结源模型中的结构与某些层的参

数保持不变，并使用目标拓扑的数据对其他非冻结

层进行再训练的过程。在提出的模型中，SAE 降维 
模块和 LSTM 预测模块包含更多的一般特征，而全

连接层更具体地描述回归细节。全连接层可以作为

回归预测因子。源模型是通过对大量配电网数据进

行训练得到的，重点挖掘数据在故障发生时的共同

特征。故而认为源模型中 SAE 降维模块和 LSTM 预

测模块的参数已经能够很好地挖掘故障波形的相关

知识表达。因此，采用冻结所有隐藏层并对最终的

全连接层进行微调的迁移策略，既能有效继承源模

型中通过大量数据获得的知识挖掘能力，又能保证

局部部署的效率。 

3  算例设置 

本文以广西柳州某地配电网拓扑为原型，通过

对 2 个典型的树状配电网进行建模，验证了所提方

法的定位性能。在 MATLAB/SIMULINK 平台上搭

建如附录 A 图 A1 所示的模型，作为训练样本的源

域，该网络仅由 1 个一级分支和 3 个二级分支组成。

附录 A 图 A2 中的网络只生成少量故障样本，看作

为实际目标系统。通过合理分配智能量测装置，将

目标系统划分为 3 个区域，每个区域只包含一个智

能量测装置。 
2 种配电型号的电压均为 10 kV。模拟了相间接

地短路故障、相间短路故障和三相接地短路故障，

共 3 种故障类型。波形的采样频率为 10 kHz。算例

设置不同的故障参数，如故障距离、接地电阻、初

相角等，具体如附录 A 表 A1 所示。源域网络共产
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生 4788 个故障样本，随机选取 3352 个样本组成训

练集，其余 1436 个样本用于测试。 
通过检测精度 Lright 和定位精度 Eerr_L 对所提算

法模型性能进行评价。当智能量测装置向配电自动

化系统报备所在一级分支发生故障时，系统自动收

取二级分支末端的电流数据，进行故障线路的判定。

以被正确检测的样本的比例作为检测精度，其计算

式如(17)所示。精准测距评价指标如式(18)所示。 

 right right total/=L N N  (17) 

 err _ L pre act total( ) /= −E L L L  (18) 

式中：Nright为故障选线正确结果的个数；Ntotal为所

有测试样本的个数；Lpre 为模型预测得到的故障距

离；Lact为实际故障距离；Ltotal为节点之间的距离，

如图 1 中的 N11N12。 

4  仿真验证与分析 

4.1 源网络故障定位程序性能 

采用源数据对所提算法的定位性能进行检验，

检测准确度和定位精度的测试结果如表 1 所示。在

测试中所有的故障分支均被正确选定，证明该方法

对故障分支的确定具有普适性。 
分析表 1 可得，源网络中可准确测得 4 种不同

故障类型的位置，且预测误差均在 3%以下。现针

对表 1 中体现的误差结果最大的两相接地短路进行

分析。两相短路接地短路测试结果如图 9 所示。其

中，x 轴表示每条故障分支上的 19 个故障点，y 轴

表示 7 条故障分支。从 x−y 平面展示的等高线平面

可得到以下结论：(1)距离数据测量点越远的分支，

模型测得的误差越大；(2)同一分支下，距离数据测

量点越远的分支误差越大。图中数据及颜色渐变验

证了所提方法的合理性，符合电气传统知识规律。

图 10 展示了不同电阻和相角下的预测误差。测试结

果表明该方法在不同电阻和故障初相角场景下都可

保证定位的准确度。 
4.2  与其他模型的对比 

为了验证所提测距方案在精度方面的优势，将

所提方法与工业广泛应用的其他深度学习模型进行

了比较，包括卷积神经网络、长短期记忆网络以及

堆叠自编码器网络。所有模型在源域的训练集上训

练，在源域测试集中测试。基于人工智能法的定位

精度取决于目标样本的多少和网络的性能优劣。由

于在第 3 章节中已经讨论过目标域的样本，故在本 

 

图 8  迁移运行算法图 

Fig.8  Transfer learning algorithm diagram 

表 1  不同故障类型算法测试结果 

Table 1  Test results of algorithms for different fault types 

故障类型 
检测 

精度/% 
定位误差 
平均值/% 

定位误差 
最大值/% 

两相接地短路 100 0.87 1.96 
两相短路 100 1.53 2.73 

三相接地短路 100 1.27 2.03 

 

图 9  不同线路和故障位置下的两相接地故障测试结果 

Fig.9  Test results of two-phase ground faults with different 

lines and fault locations 

 

图 10  不同故障电阻和相角下的两相接地故障测试结果 

Fig.10  Test results of two-phase ground faults with different 

fault resistances and phase angles 
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章节模型对比中仅考虑源网络的模型选取。测试结

果如表 2 所示。结果表明，所采用的模型性能优于

其他模型，验证了所提测距模型架构的优越性。 
本文所提的方法采用 SAE 和 LSTM 结合的复

杂网络进行原始模型的训练。该网络通过 SAE 对波

形信息进行故障数据的特征提取，捕捉故障信息的

局部特征，同时，采用 LSTM 网络捕捉电压和电流

信息的时间序列特征。因此，该模型在故障测距任

务中具有较好的非线性拟合效果。 
4.3  迁移算法验证 

所提定位方法在应用中的最后一步是对特定

拓扑进行迁移，以提高精准测距算法的在线运行性

能。根据文献[21]结论可知，在配电网故障诊断领

域中应用迁移学习时，用于迁移学习的目标数据越

多，模型预测的结果越好。在本小节中从目标域生

成 230 组波形，其中每个区域 20 个样本用于适配，

剩余 170 组波形用于测试。测试结果如附录 B 图

B1 所示。在测试集中 3 个区域的平均误差均在 2%
以内，且测试集中包含配电网线路能够发生的所有

故障类型。如若不进行迁移，仅将 170 组数据用源

域模型进行预测，则定位结果误差高达 15.33%。2
种测试结果验证了所提算法的有效性，在一定程度

上解决了小样本问题，为基于人工智能的配电网故

障定位方法的实际应用提供技术支持。 
4.4  精准测距与现有技术的对比 

附录 B 图 B2 展示了阻抗法、单端行波法和本文

所提方法的对比测试结果。阻抗法受采样频率和故障

样本数量影响较小。然而阻抗法受分支电流的影响，

导致定位误差偏高。附录 B 图 B2(a)展示 3 种方法随

着频率增长的误差曲线示意图。其中行波法会随着频

率的增长而减小误差。随着采样频率的提高，采样设

备的成本也会随之上升。考虑到现阶段的配电网硬件

需求，对于行波法在低压配电网的应用较为困难。附

录 B 图 B2(b)表示 3 种方法随着样本数量的增加，误

差变化的曲线统计图。本文所提的 SAE-LSTM 测距

模型结合迁移学习，在小故障样本场景下也能表现较

好的定位性能。因此，该方法弥补了在多分支复杂配

电网中，传统方法故障定位精度不高的难题，为维修

人员维护配电网运行提供技术支撑。 
4.5  有源配电网故障测距 

随着分布式电源(distributed generation，DG)接
入配电网的规模增大，配电网的运行方式也发生改

变。配电网由“无源”变为“有源”、潮流由“单向”

变为“双向”，一定程度上改变了配电网的结构和负

荷特性，增加了故障诊断的复杂性。本小节在附录

A 图 A1 中 1、2、3 号节点处分别单独接入一台 0.5 
MW 的光伏电源，设置故障线路为线路 2，分别对

应光伏在测量点上游(情景 1)，光伏在测量点下游且

在故障点上游(情景 2)和光伏在测量点下游且在故

障点下游(情景 3)的 3 种场景。每种场景下故障线路

发生 30 次短路故障，其中 20 组数据用于模型训练，

10 组数据用于模型测试。测试结果如表 3 所示。 
在测试的所有场景中，平均误差均在 4%以内，

最大误差在 7%以内。显而易见，分布式电源的接

入会在一定程度上影响所提方法的定位性能，特别

是当新场景与源场景的故障特征相差较大时。对应

本小节的算例测试中，场景 1 中的光伏在故障线路

和测量点的上游，当线路 2 发生故障时，分布式电

源将馈送故障电流，测量点获得的量测信息与故障

位置仍旧符合 1.3 小节中推导的映射关系。然而，

场景 2 和场景 3 中发生故障后，量测信息不包含分

布式电源馈入系统的故障电流，导致映射关系发生

改变。因此，在所有使用分布式电源的场景中，场

景 1 的最大误差最小。但是每次故障预测的误差是

由多方面原因构成的，比如故障距离、相角和电阻

值等，故而 3 个含有分布式电源的故障场景的平均

误差均保持在 3.5%左右。测试结果验证了所提方法

在分布式电源接入配电网情况下故障测距的有效

性，在工程应用问题中，误差仍在可接受范围内[2]。 

表 2  不同故障类型算法测试结果 

Table 2  Test results of algorithms for different fault types 

模型 平均误差/% 最大误差/% 训练时间/s 执行时间/s

CNN 4.21 5.38 136.1 0.3158 

LSTM 2.76 4.36 151.3 0.3415 

SAE 3.51 5.17 120.9 0.3837 

所提架构 1.53 2.73 196.1 0.4368 

 

表 3  不同 DG 接入后的测试结果 

Table 3  Test results of different DGs access 

情景 平均误差/% 最大误差/% 

无 DG 1.67 3.12 

情景 1 3.68 5.12 

情景 2 3.29 5.75 

情景 3 3.58 6.62 
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5  结论 

1）本文提出了一种基于配电自动化系统和深

度学习方法的故障精准定位方法。推导了故障量测 
信息和故障位置之间的关系，并构建了一种 SAE 和

LSTM 测距模型，实现对故障位置的精准测距。 
2）引入了一种带微调的迁移学习方法，提高

模型在实际情况下故障定位的有效性，并在一定程

度上解决了电力人工智能在实际应用中遇到的小样

本问题。 
3）对于各种配电网发杂运行情况，如故障电

阻、故障相角和 DGs 接入，故障点定位的误差均小

于 7%。与现有技术相比，该方法在多分支配电线

路的故障场景下降低了测距误差，减少了故障排查

时间，提高了供电可靠性。 
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附录 A 

在 MATLAB/SIMULINK 平台上搭建如附录图 A1 所示的模型，作为训练样本的源域，该网络仅由一

个一级分支和三个二级分支组成；附录图 A2 中的网络只生成少量故障样本，看作为实际目标系统；算例

模型设置不同的故障参数如附录表 A1 所示。 

 

图 A1  源域数据集的配电网拓扑示意图 

Fig.A1  Topology of the source domain distribution network 
 

 

图 A2  目标域数据集的配电网拓扑示意图 

Fig.A2  Topology of the target domain distribution network 
 

表 A1  故障样本参数设置 

Table A1  Fault sample parameters 

参数类型 数值 

故障线路 线路 1 到线路 7 
故障距离 从 5%到 95%(步长：5%) 

故障电阻/Ω 0.1，10，30，50 
故障初相角/(°) 30，60，90 

故障类型 两相短路、两相接地短路、三相接地短路 

 



 

附录 B 

算例分析中迁移算法的验证结果如附录图 B1
所示；阻抗法、单端行波法和本文所提方法的对比

测试结果如附录图 B2 所示。 

 

图 B1  迁移学习测试结果 

Fig.B1  The transfer learning test results 

 

图 B2  与不同方法的测试结果对比 

Fig.B2  Test results under different method 
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