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基于自适应强化探索悲观 Q 的多智能体协同

AGC 算法 

席  磊 1,2，全  悦 1，刘治洪 1，解立辉 1 
（1. 三峡大学电气与新能源学院，宜昌 443002； 

2. 梯级水电站运行与控制湖北省重点实验室（三峡大学），宜昌 443002） 
 

摘 要：双碳目标下规模化可再生能源和柔性负荷的接入，使得电力系统中新能源占比日益增大。而传统的控制

方法无法充分调动源–网–荷–储各部分的能动性，给电网带来愈来愈差的控制性能。因此本文从自动发电控制的角

度，提出一种自适应强化探索悲观 Q 的多智能体协同算法，以提高源网荷储协同系统的控制性能。算法中所采用

的悲观 Q 学习通过选择多个动作值估计器中最小动作值，不仅能够解决传统 Q 学习在动作探索过程中动作值的估

计偏差，而且能够控制动作值估计偏差从正到负的变化，有助于提高算法的控制精度。同时自适应强化探索策略

的引入，代替了传统 Q 学习中 ε-贪婪策略，能够避免重复和不平衡的探索。通过对改进的 IEEE 标准两区域负荷

频率控制模型和源网荷储协同系统模型进行仿真，验证了所提算法的有效性，且与传统强化学习相比，具有更高

的 CPS 性能、更小的频率偏差、更小的区域控制误差和更快的收敛速度。 
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Abstract：Under the carbon peak and neutrality targets, the proportion of new energy in the power system is increasing. 
The traditional control method is unable to properly mobilize the initiative of each part of source-gird-load-storage, so that 
the control performance of power gird is getting worse. Therefore, from the perspective of automatic generation control, 
this paper proposes a multi-agent collaborative algorithm based on Self-Adaptive Reinforcement-Exploration Maxmin Q 
in order to improve the control performance of source-gird-load-storage collaborative system. The Maxmin Q-learning 
adopted in the proposed algorithm mitigates the estimation bias of action-value by using the minimum action-value from 
multiple action-value estimates. Furthermore, the bias of action-value estimation can be controlled from positive to nega-
tive to enhance the control accuracy. Meanwhile, the introduction of Self-Adaptive Reinforcement-Exploration strategy 
replaces the ε-greedy strategy to avoid repetitive and unbalanced exploration. The simulations verify the effectiveness of 
the algorithm, where the improved IEEE standard two-area load-frequency control model and the model of 
“Source-Grid-Load-Storage” collaborative system are built. Compared with the traditional reinforcement learnings, the 
proposed algorithm achieves higher CPS performance, lower frequency deviation, lower area control error, and faster 
convergence. 
Key words：maxmin Q-learning; automatic generation control; source grid load storage; reinforcement learning; new 
energy; multi-agent 
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0 引言 

“双碳”目标加速新型电力系统快速发展[1]。

分布式可再生能源及柔性负荷的规模化接入使传统

集中式电网结构模式逐步走向分散式结构模式。传

统控制方法无法充分调动源–网–荷–储各部分的能

动性来促进分布式能源[2-4]的消纳、维护电力系统安

全稳定。而人工智能技术的进步，推动了电力系统

的智能化，通过源–网–荷–储协同实现能源更绿色、

更高效利用[5-7]。本文从基于人工智能的自动发电控

制(automatic generation control，AGC)角度进行探

索，以实现源网荷储系统最优协调控制。 
目前可查文献中基于人工智能的 AGC [8-9]尤以

强化学习应用最为广泛。文献[8]将控制性能指标

(control performance standards，CPS)标准下的 AGC
系统看作一个典型的不确定随机系统，转化为基于

马尔可夫决策过程理论的强化学习问题，进而应用

Q 学习来解决此问题，实现了 AGC 系统的动态优

化决策。文献[9]提出改进的 R(λ)学习算法，使用在

线“模仿学习”代替 Q 学习的预学习过程，克服了

强化学习控制器需要另外搭建仿真模型来进行预学

习收敛的缺陷。 
而在面向AGC 的诸多强化学习算法中以Q 学习

最为经典[10]，经过多年发展，Q学习及其衍生算法[11-15]

以自成体系。针对非马尔可夫环境下火电占优的互联

电网，文献[11]引入随机最优控制中 Q(λ)学习的“后

向估计”原理，有效解决火电机组大时滞环节带来的

延时回报问题。针对大电网环境，文献[12]提出基于

人工情感 Q 学习的自动发电控制，使智能体拥有机械

逻辑与人工情感，其人工情感可生成连续动作代替传

统强化学习中的离散动作，有效解决维度灾难问题。

而学者们研究发现 Q 学习及其衍生算法存在动作值

探索过程中的动作值估值偏差问题[13]，其动作值估计

偏差会直接影响 AGC 系统的控制性能。 
文[14]将双估计量法引入到 Q 学习中，提出了

双 Q 学习(double Q-learning，DQL)来解决动作值估

值偏差问题。DQL 的提出使得 AGC 控制器性能得

到进一步提升。针对接入储能系统的多区域互联电

网，文献[15]在 DQL 基础上引入采样参数 σ来统一

离策略和在策略的优缺点，实现了更优的协同控制。

文献[16]针对大型风电并网，提出乐观双 Q 算法，

在减缓动作值高估偏差的同时避免陷入局部最优

解，有效提高了控制性能。 

然而上述方法是有针对性地解决Q学习的动作

值估计偏差问题，实际在真实复杂的环境里，动作

值高估或者低估都有可能更利于智能体学习[17]。文

献[17]研究了高估和低估偏差对学习性能的影响，

提出悲观 Q 学习(maxmin Q-learning)。悲观一词的

翻译取自预测决策理论中的悲观准则 ( 又名

max-min 准则)。跟以往的单纯地去解决 Q 学习算

法体系的动作值估计偏差问题不同，悲观 Q 学习提

供了一个超参数，通过整定超参数来灵活地控制偏

差，进而达到灵活地去选择是否需要智能体高估或低

估动作值。 
而悲观 Q 的收敛性并不优秀，尤其当超参数值

变大时，收敛性会进一步恶化，难以满足 AGC 系

统实时控制。要提高其收敛性，方法之一是改善动

作探索策略，即智能体如何达到探索新知识与利用

旧知识之间的平衡。传统的 ε-贪婪策略[18]很容易实

现，而且理论上实验的次数是无限的，那么所有动

作都会被无限次尝试，就会保证估计值收敛到真实

值。而实际上在探索过程中动作选择是随机的，那

么就有可能永远选择到最糟糕的动作。文献[19]提
出了改进的 ε-贪婪策略，该方法在探索过程中，会

考虑动作选择概率的估计值代替平均概率来选择动

作，但该方法的问题在于很难确定估计值。文献[20]
则舍弃 ε-贪婪策略，将禁忌搜索算法与 Q 学习相结

合，提出基于禁忌搜索想法的 Q 学习算法来平衡探

索与利用之间的关系，但该方法在不同的环境需要

重新设置禁忌表长度和特赦准则，限制了其适用性。

文献 [21]通过自适应强化探索策略 (self-adaptive 
reinforcement-exploration strategy，SARE)使智能体

减少探索期间无意义的探索，并在利用期间更好地

利用信息，平衡了探索与利用之间的矛盾问题。 
因此，本文首次在 AGC 系统中应用悲观 Q，

并融入 SARE 策略，提出了一种新颖的基于自适应

强化探索悲观 Q 学习的多智能体协同算法，即

SARE–悲观 Q。所提算法不仅能够解决 Q 学习算法

体系的动作值估计偏差问题，而且很好地平衡了探

索与利用之间的矛盾问题。通过对改进的 IEEE 标

准两区域负荷频率控制模型和源网荷储协同系统模

型进行仿真，验证所提算法的有效性。 

1  SARE 悲观 Q 学习 

1.1 悲观 Q 

悲观Q学习的核心思想为保持N个动作值估计
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器，将这些估计器定义为 Qi，i={1, …, N}。定义

Qmin为悲观动作值估计器，其计算式如下： 

 ( ) { } ( )min
1,...,, min ,i

i Ns a s a∈=Q Q  (1) 

为了在线进行训练，SARE–悲观 Q 拥有一个经

验池 M，M 储存每一次循环经历的状态 sM、动作

aM、奖励 rM 与下一个状态 Ms′ 。在一次循环中，随

机选择 k 个(k≤N)动作值估计器，同时在 M 中选择

多组数据，k 个动作值估计器使用这些数据进行更

新，其动作值更新公式如下： 
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式中：α为学习率；γ为折扣因子。其动作值更新公

式中所使用的目标值为 Qmin中的最大动作估计值。 
当 N=1 时，更新过程相当于原始的 Q 学习，此时动

作值有高估偏差。随着 N 值的增加，高估偏差会逐

渐减小；当 N>1 时，悲观 Q 从对动作值的高估逐步

转为低估。所以，悲观 Q 创造了超参数 N 来调节估

计偏差。 
对于N和动作值估计偏差之间的数学关系参考

附录 A。 
1.2 SARE 策略 

为了更好地解决探索和利用的矛盾问题，

SARE 策略构造了行为效用跟踪 E，以记录每个状

态对未来的影响，其定义如下： 
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式中：t 为当前时刻；β为行为效用跟踪因子；动作

ai为智能体的动作集合的第 i 个动作；at–1和 at–2分

别为上一个时刻和上上个时刻的动作；rt 为当前状

态的即时奖励；e 为探索激励值，其值越大，智能

体越会倾向于探索；1(rt>0)是一个用来判断真值的

表达式，当且仅当 rt>0 时为 1，在其他情况下为 0；
v(st)为状态访问函数，描述一个状态是否被访问，

其定义如下： 

 ( ) 0
1

t
t

s
v s

∈⎧
= ⎨

⎩

V，

， 其他
 (4) 

式中：V 为状态访问集合，v(st)当且仅当当前状态

第一次被访问时的值为 1。 
由于篇幅限制，SARE 策略的实现原理参考附

录 B。 

1.3 SARE 悲观 Q 

SARE–悲观 Q 融合上述两种强化学习方法并

加以改进，以达到理想的适配性。 
1）在将 AGC过程描述成马尔可夫决策过程后，

拥有较多的状态与动作，若行为效用跟踪单一地用

动作来描述，并不能准确地反映在某一状态下动作

对未来的影响，本文将行为效用跟踪改为以状态-
动作对来描述。同时，本文设计的奖励函数不会得

到正数，若奖励函数值在[−5,0)之内，则表明此刻电

力系统处于理想状态，因此判断即时奖励的条件设

置为大于等于−5，其计算式如下： 
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2）每次更新过程中，本文设计智能体随机选

择每个动作的概率为 

 ( ) ( )
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式中：E(st-1,ai)为在 st-1状态下动作 ai的行为效用跟

踪值；n 为所有动作的个数。 
3）值得一提的是，SARE 策略是设计在分幕式

任务上，而描述为马尔科夫决策过程的 AGC 问题

是一个持续性任务，因此本文将最大幕数设计为最

大迭代次数 Im，其计算式如下： 
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式中：εt 为当前时刻的探索系数；Im 为训练的最大

迭代次数；θ 为自适应探索因子，其值决定了第一

阶段何时结束，过小探索不充分，过大无法收敛，

经过实验，取值范围在[0,0.5]能达到理想效果。 
4）同样，本文将达到最小值 εmin的幕数设计为

达到最小值 εmin的迭代次数 I1，其计算式如下： 
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式中：ε1 为第一阶段的最终值；I1 为 ε 达到最小值

的目标迭代次数；R 为智能体每 20 次成功到达目标

状态的概率；i 为 R 的利用因子；εmin是设置的探索
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因子最小值。通过这样的设计，R 值越高，探索因

子 ε 衰减地越快，从而更好地利用信息，加速收敛

的同时保证算法效率。 
SARE–悲观 Q 学习的整体控制框架见图 1。 

3  基于 SARE 悲观Q 学习的AGC 系统设计 

3.1 基于 SARE 悲观 Q 的 AGC 原理 

为衡量基于 SARE–悲观 Q 的 AGC 控制器的控

制性能，引入北美电力可靠性委员会提出的 CPS 标

准[22]且频率偏差(∆f)的合格率范围为±0.2 Hz。 
SARE–悲观 Q 包括智能体、状态、动作、奖励

和环境。对于基于 SARE–悲观 Q 的 AGC 系统来说，

智能体为 AGC 控制器，环境为电力系统，智能体

通过动作与环境进行交互。为获得理想的控制效果，

所设置的离散动作集不可过于细化或过于粗略，前

者会导致状态−动作对维数过高，后者不利于智能

体进行准确控制，两者都会使得 AGC 系统控制性

能下降。经过大量实验，本文设置动作集为 A={−50，
−40，−30，−20，−10，0，10，20，30，40，50} MW，

共 11 个动作。在动作与环境的作用下，智能体会产

生新的状态，本文以区域控制误差 (area control 
error，ACE)作为状态输入，划分为 13 个状态，如

表 1 所示。最后环境会给出一个即时奖励(奖励函数

如 3.2 节所示)。 
本文设计的源网荷储协同系统(4.2 节所示)划

分为多个区域，采用分布式结构[23]，每个区域应用

一个智能体，各智能体间为平级关系。因存在多个

智能体与环境进行交互，构成多智能体系统

(multi-agent system，MAS)。在 MAS 中，每个智能

体需要交互分享信息来更新动作策略。本文设计各

智能体的奖励函数相同，即各智能体目标一致，隶

属于完全合作任务。因 SARE–悲观 Q 的单个智能体

要维护 N 个动作值估计器，若采用群体强化学习方

法，会导致状态与动作空间维数爆炸[24]。因此本文采

用自主 Q 学习方法(independent Q-learning，IQL)[25]，

每个智能体的目标为使所有智能体奖励最大化。 
同时，源网荷储协同系统包括了可控柔性负荷。

柔性负荷的特点之一就在于其输出与消纳功率的不

确定性。若按传统等比例容量功率分配，过低会无法

充分利用柔性负荷的优势，过高会导致功率指令与柔

性负荷实际输出功率严重不匹配，危害电力系统安

全。因此，在发出总调节功率指令后，智能体会进行

一次协同功率分配，本文设计计算式如下： 

 

图 1  SARE–悲观 Q 整体控制框架 

Fig.1  The overall control framework of SARE-Maxmin Q 

表 1  SARE–悲观 Q 状态划分区间 

Table 1  Partition of SARE-Maxmin Q state space  

状态 区间 状态 区间 

1 |ACE|<1MW 8 −10MW≤ACE<−1MW

2 1MW<ACE≤10MW 9 −20MW≤ACE<−10MW

3 10MW<ACE≤20MW 10 −30MW≤ACE<−20MW

4 20MW<ACE≤30MW 11 −40MW≤ACE<−30MW

5 30MW<ACE≤40MW 12 −50MW≤ACE<−40MW

6 40MW<ACE≤50MW 13 ACE<−50MW 

7 ACE>50MW   
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式中：∆PF 为柔性负荷输出功率指令；∆PT 为传统

机组输出指令；∆P 为总调节功率指令；Ec 为柔性

负荷的现有总储能；Ecmin 和 Ecmax 分别为柔性可控

负荷总储能的下限和上限。 
通过这样的设计，源网荷储协同系统形成了区

域与区域之间、区域内发电侧与负荷侧之间的协同

控制，源网荷储协同系统控制框架如图 2 所示。 
3.2 奖励函数 

对于新型电力系统的评价，除了可靠性要求，

环保性要求也为极其重要的一环。因此本文设置智

能体的目标为最小化 ACE 和碳排放(carbon emis-
sion，CE)[26]。区域电网的 CE 值等于机组输出功率

与机组 CE 强度系数的乘积。将 ACE 和 CE 的量纲

进行归一化处理，并将其线性加权，则智能体的综

合目标奖励函数为： 

( )( )
( ) ( )( )

( ) ( ) ( )

2 1

min max

1
,

1000

m

k k
k

t

k k k

B P t
R t

P t P t P t

η
η δ =

⎛ ⎞
− Δ⎜ ⎟

⎝ ⎠= − −

               Δ ≤ Δ ≤ Δ

∑
 (11) 

式中：δ(t)为 t 时刻 ACE 的瞬时值；∆Pk(t)为时刻第

k 机组的实际输出功率；η和 1−η分别为 ACE 和 CE
的权重，将 ACE 和 CE 看做具有相同的权重，故 η
值取为 0.5；m 为区域机组总数；Bk 为第 k 机组的

CE 强度系数，kg/(kW·h)；∆Pkmax(t)和∆Pkmin(t)分别

为第 k 机组容量的上下限，各类型发电机组 CE 强

度系数为： 

 
0.87 600
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k k
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，

，
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3.3 参数设置 

1）学习因子(0<α<1)，决定了赋予算法更新部

分的信任度。α(接近 1)越大，算法的收敛速度越快，

而较小的 α可以增强算法的稳定性。 

 

图 2  “源−网−荷−储”协同系统控制框架 

Fig.2  Control framework of “Source-Grid-Load-Storage” collaborative system 
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2）折扣因子 γ(0<γ<1)，权衡立即奖励和后期奖

励之间的重要性，考虑 γ 取值应接近 1。 
3）自适应探索因子 θ(0<θ<1)，决定了智能体

探索环境的时间。 
4）动作值估计器个数 N，随着其值变大，动作

值估计偏差呈现由正到负的变化。在预学习阶段选

用 N=2、N=4、N=6 和 N=8 进行对比。在正式运行

中，选用在预学习阶段获得最优控制效果的 N 值。 
5）状态访问次数利用率 μ和 φ，决定智能体探

索新状态的喜好，其值越大，智能体越倾向于探索。 
6）行为效用跟踪因子 β(0<β<1)，决定了行为

效用跟踪值的衰减速度。 
所有参数设置如表 2 所示。 

4  仿真研究 

4.1 改进的 IEEE 标准两区域 LFC 模型 

本文在 IEEE 标准两区域负荷频率控制(load 
frequency control，LFC)模型基础上融入了冷热电联

供 系 统 (combined cooling heating and power, 
CCHP)[27]与飞轮储能模型[28]。CCHP 集制冷、供热

及发电于一体，在高效利用能源资源与低碳运行两

方面表现出巨大的优势。飞轮储能具有瞬时响应与

精确跟踪的特点[29]，在参与电网调频具有显著的技

术优势。改进后两区域 LFC 模型及机组参数如图 3
所示，虚线表示虚拟信息的传输，实线表示物理信

息的传输。 

4.1.1 预学习 
强化学习简单来说就是一种试错学习，SARE–

悲观 Q 控制器需要经过随机探索和试错学习过程，

即预学习，才可以将其投入在线运行。经过大量实

验证明，正弦负荷扰动能够很好地帮助智能体进行

预学习，对两区域模型引入周期为 1 200 s，幅值为

1 000 MW 的连续正弦信号，引导智能体做出最优

决策。基于 SARE–悲观 Q 控制器的特点，本文实

验了不同 N 值下 SARE–悲观 Q 的性能。图 4 给出

了 SARE–悲观 Q(N=2、N=4、N=6 和 N=8)在负荷扰

动下两区域预学习性能指标以及它们的差异化。 
为简述实验结果，SARE–悲观 Q(N=2)简写为

N=2，其他名称同理。由图 4(a)可见 N=2 在 3 000 s
左右能够跟踪负荷，N=4 在 5 000 s 左右能够跟踪负

荷，N=6 在 6 000 s 左右能够跟踪负荷，而 N=8 在

8 000 s 左右能够跟踪负荷。 
表 2  参数设置表 

Table 2  Parameters for algorithm 

参数 符号 数值 

学习率 α 0.1 
自适应探索因子 θ 0.1 

折扣因子 γ 0.95 
动作值估计器个数 N 2、4、6、8 
探索激励因子 e 1 

成功率加速利用因子 i 0.1 
达到 εmin的目标迭代次数 I1 1000 

最大迭代次数 Im 1250 
状态访问次数利用率 μ和 φ 0.02 和 0.0002 
行为效用跟踪因子 β 0.75 

 

 

图 3  改进 IEEE 标准两区域 LFC 模型 

Fig.3  Improved IEEE standard two-area LFC model 
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由图 4(b)可知，在预学习频率稳定期间，N=2
时∆f 在±0.005 Hz 以内，N=4 时∆f 在±0.004 Hz 以内，

N=6 时∆f 在±0.005 1 Hz 以内，N=8 时的∆f 在

±0.010 6 Hz 以内，区域内都具有合格的∆f。由图 4(c)
可知，N=2 的 10-min ACE(10 min 内 ACE 的平均值)
曲线趋于稳定在 4 MW 左右，N=4 稳定在 1 MW 左

右，N=6 稳定在 2 MW 左右，而 N=8 稳定在 6 MW
左右。 

 

图 4  SARE–悲观 Q 预学习性能指标 

Fig.4  Performance indexes of SARE-Maxmin Q in the 

pre-learning 

CPS1 为在一个评估期间内，要求控制区域满

足相应要求 [22]的指标。由图 4(d)可知，N=2 的 
10-min CPS1(10 min 内 CPS1 的平均值)曲线最终稳

定在 199.98 %左右，N=4 的 CPS1 曲线最终稳定在

200.002 %左右，N=6 的 CPS1 曲线最终稳定在

199.99 %左右，而 N=8 稳定在 199.94 %左右，区域

内都具有合格的 CPS1。 
由图 5 可知，N=2 在 3 000 s 以内收敛，N=4 时

算法在 4 500 s 以内收敛，N=6 时算法在 6 500 s 以
内收敛，N=8 时在 8 000 s 以内收敛。对比分析了

Q[3]、DQL[8]、悲观 Q(N=4)[11]3 种算法的收敛性，

可以看出 Q 收敛时间约为 20 000 s，DQL 收敛时间

约为 28 000 s，悲观 Q 收敛时间约为 25 000 s。以

N=4 为例，SARE–悲观 Q 的收敛速度快于其他算法

77.5 %~83.93 %。 
由分析可知，SARE–悲观 Q 在经过充分的学习

探索后，其控制策略已达到最优，并且可以得知，

在 N=4 时，SARE–悲观 Q 的控制效果最优。此外，

随着 N 值的增加，SARE–悲观 Q 的收敛性会逐步变

差。为了拥有更好的控制效果将SARE–悲观Q(N=4)
控制器投入在线运行。 
4.1.2 方波扰动实验 

引入方波负荷扰动，模拟负荷持续突增与平稳

的极端情况，测试算法的可靠性。对基于 Q、DQL、
悲观 Q、SARE–悲观 Q 4 种算法(相同参数数值保持

一致，以保证对比的有效性)的控制器进行仿真对比

分析。图 6 为 4 种控制器面对方波扰动时的功率输

出效果，图 7为 4种AGC控制器的控制性能指标(以
B 区域为例)。 

由图 6 可知，SARE–悲观 Q 控制器在面对方波

扰动时的稳定性最好，悲观 Q 其次。DQL 与 Q 都

由于极端的负荷突变，导致小段时间难以跟上负荷。 

 

图 5  各算法预学习收敛效果 

Fig.5  Convergence of each algorithms in the pre-learning 
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图 6  方波扰动下基于不同算法的控制器输出曲线 

Fig.6  Output curve of controller based on different algorithms 

under square wave 

 

图 7 为上述 4 种智能算法的各项性能考核指

标，|∆f|为整个仿真周期中∆f 绝对值的平均值，|ACE|
为 ACE 绝对值的平均值。相较于其他算法，SARE–
悲观 Q 能降低 |ACE|69.37%~76.12%，减少 |∆f| 
56.14%~67.46%，提高 CPS1 指标 9.97%~21.19%。

仿真结果表明，SARE–悲观 Q 在能源出力不确定，

负荷极端波动的情况下仍能保持稳定的控制效果。 

 

图 7  方波扰动下各算法性能指标对比图 

Fig.7  Comparison of performance indexes of each algorithm 

under square wave 

 
4.2 源网荷储协同系统模型 

本文搭建的源网荷储协同系统包括传统火水

电机组、分布式能源(风、光伏发电)、CCHP、柔性

可控负荷(电动汽车)[30]和储能模型(电动汽车与飞

轮储能)。其中，传统机组及风光发电使用实际西南

电网数据[31]，风光发电仅作负荷处理。 
电动汽车模型考虑了用户使用电动汽车的随

机性，采用蒙特卡洛方法模拟了可控电动汽车数量

的动态变化；同时为防止电池的过度充放电，模型

中增加了功率和能量约束，只有满足此约束的可控

电动汽车才能响应系统调频信号。可控电动汽车为

满足所设定的充电状态(state of charge，SOC)的电动

汽车，只有可控电动汽车能向电网提供调频服务。源

网荷储协同系统模型及其机组参数参考附录图 C1。 
根据中国公安部 2022 年统计数据[32]，得到中

国电动汽车保有量在汽车总保有量中的占比，用该

占比乘以各省份民用汽车保有量[33]，最后得到西南

各省份预估电动汽车数量。在源网荷储协同系统中，

四川区域有 347 913 辆，重庆有 134 356 辆，西藏有

16 205 辆电动汽车。 
考虑到实际分布式能源接入的强随机性，通过

引入无规则随机负荷信号模拟真实电网环境，进行

24 h 实时仿真，验证 SARE–悲观 Q 的实际工程应

用效果。分别对 Q、DQL、悲观 Q、DWoLF- 
PHC(λ)[34]，SARE–悲观 Q 等 5 种算法进行仿真。图

8 为四川区域风、光伏发电的输出功率曲线，图 9
为四川区域电动汽车总储能变化曲线，图 10 为

SARE–悲观 Q 控制器的输出曲线(取四川区域作为

展示)。可以看出 SARE–悲观 Q 的机组输出能够对

随机扰动进行快速且精确的跟踪。 
5 种算法最终实验结果由表 C1 给出，为更直观

地展现出 SARE–悲观 Q 的性能优越性，将实验结 
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图 8  风、光伏发电功率输出曲线 

Fig.8  Wind power and photovoltaic power generation  

output curve 

 

 

图 9  电动汽车总储能变化曲线 

Fig.9  Dynamic change curve of the total storage energy of 

electric vehicles 

 

果绘制成了图 11 与图 12。图 11 中的 CE 为整个西

南区域碳排放总和，分别为 6 966.716、6 958.732、
6 946.718、6 953.072 和 6 945.649 t/h，其中 SARE–
悲观的每小时碳排放量最低。 

在表 C1 中，以四川地区为例，各算法下的|∆f|
分别为 0.002 373、0.002 185、0.002 154、0.001 511
和 0.001 201 Hz，相较其他算法，SARE–悲观 Q 的

|∆f|降低了 44.24 %~49.39 %。各种算法的 CPS1 分

别是 199.56 %、199.618 %、199.651 %、199.632 %、

199.693 %。各算法|ACE|分别为 14.252、8.952、8.82、
6.29、5.879 MW，SARE–悲观 Q 的|ACE|降低了

33.34 %~58.75 %。 

5  结论 

1）SARE–悲观 Q 解决了传统强化学习算法中

固有的“动作值高估”问题。该算法可通过整定超参

数 N，获得最优协同控制策略，最大程度地保证

AGC 机组实行最优最快调节。 
2）该算法所采用的 SARE 策略，能够避免重

复和不平衡的探索，并在利用期间更好地利用信息，

显著提高了算法的收敛能力。 

 

图 10  SARE–悲观 Q 功率输出曲线 

Fig.10  Power output curve of SARE-Maxmin Q 

 

 

图 11  各算法性能指标对比图 

Fig.11  Comparison of performance indexes of each algorithm 

 

 

图 12  各算法 CPS1 指标对比曲线图 

Fig.12  Comparison curve of CPS1 index of each algorithm 

 

3）实验结果表明 SARE–悲观 Q 能表现出优于

其他控制方法的强适应性，且能够有效实现源网荷

储系统的协同控制。 
在本文的研究中发现，对于确定 SARE–悲观 Q

中的超参数 N 需要做大量的实验，才能找到适应当

前环境的最优性能。通过一些人工智能技术(例如元
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学习)去自动学习超参数 N 或者实现更强的泛化能

力是下一步的研究重点。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 

 ( ) ( ) ( )*, , ,i iQ s a Q s a e s a= +  (A1) 

式中，Qi(s,a)为第 i 个 Q 值估计器所估计的动作价

值，Q*(s,a)为理论上实际的动作价值，ei(s,a)为第 i
个 Q 值估计器拥有的随机近似误差。假设 M 为 s′
状态下的所有动作数，定义一组数据状态 s，动作 a，
奖励 r，下一时刻的状态 s′的预估偏差 ZMN为： 

 ( ) ( )( )min *

'
max , max ,MN a a

Z Q s a Q s aγ
′

′ ′ ′ ′= −  (A2) 

式中： 

 ( ) ( )
{ }

( )min *

1,...,
, , min ,i

i N
Q s a Q s a e s a

∈
= +  (A3) 

式(3)定义了悲观动作值估计器 Qmin(s,a)；式(2) 
中 ( )min

'
max ,

a
Q s a′ ′ 表示在状态 s′下所有动作中，选

择动作 a′会获得最大 Qmin值， ( )*max ,
a

Q s a
′

′ ′ 同理。 
式(4)和式(5)展示了期望估计偏差 E[ZMN]是如

何与悲观 Q 中动作值估计器的数量 N 相联系的： 
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 (A4) 

E[ZMN]会随着 N 值的增加而减少： 
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−
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 (A5) 

因此，可以通过改变悲观 Q 中估计器的数量来

控制偏差。具体来说，随着 N 的增加，估计偏差可

以从正减少为负。需要注意的是，当 tMN=1/2 时，

E[ZMN]=0。这表明，通过选择 N 使 tMN≈1/2，可以将

偏差减少接近到 0。 

附录 B 

1、每次更新过程中，智能体随机选择每个动

作的概率为： 

 ( ) ( )
( )1

1 i
i n

j

a
P a

n a

+
=

+ ∑
E

E
 (B1) 

2、在不同的阶段实时调整勘探系数 ε，以达到

不同的要求，ε 的衰减分为两个阶段，第一个阶段

为智能体初始训练阶段，未知环境下，初始训练阶

段主要任务是探索环境，ε 衰减可以相对缓慢，定

义如下： 

 
2 π1 sin ,

2t
t t T
T

ε θ
⎛ ⎞⎛ ⎞= − × ≤⎜ ⎟⎜ ⎟⎜ ⎟⎝ ⎠⎝ ⎠

 (B2) 

在训练周期 t>θT 时，进入第二阶段，重点从探

索转为利用，具体公式如下： 

( )

( )

min 1
1

min 1 min
1

min

,t

t t

t T i R
T T

t T i R
T T
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⎪
⎩
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 (B3) 

3、为了提高目标位置附近的探索效率，减少

初始位置附近无效的探索，根据该状态的访问次数，

对探索因子提出了一种动态的调整方法，如式： 
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附录 C 

表 C1  “源−网−荷−储”协同系统仿真性能指标对比表 

Table C1  Comparison of simulation performance indexes in 

“Source-Grid-Load-Storage” collaborative system 
区域 算法 ∆f/Hz |ACE|/MW CPS1/% CE/(t·h−1)

重庆 

Q 0.002165 5.981 199.926 2445.413

DQL 0.001276 4.552 199.955 2450.424

悲观 Q 0.001198 4.239 199.956 2447.969

DWoLF-PHC(λ) 0.001151 4.417 199.958 2451.051

SARE–悲观 Q 0.000482 1.302 199.977 2445.939

四川 

Q 0.002373 14.252 199.56 1949.781

DQL 0.002185 8.952 199.618 1944.994

悲观 Q 0.002154 8.82 199.651 1941.444

DWoLF-PHC(λ) 0.001511 6.29 199.632 1937.402

SARE–悲观 Q 0.001201 5.879 199.693 1939.346

西藏 

Q 0.002556 13.698 199.545 2571.522

DQL 0.002297 9.429 199.766 2563.314

悲观 Q 0.001924 7.837 199.794 2557.305

DWoLF-PHC(λ) 0.00133 5.848 199.803 2564.619

SARE–悲观 Q 0.001021 3.638 199.839 2560.364

 

 



 

 

图 C1  源网荷储协同系统模型 

Fig.C1  The model of “Source-Grid-Load-Storage” collaborative system 
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