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摘  要：随着深度学习在信号去噪领域的快速发展，基于卷积神经网络的数据驱动方法为复杂噪声背景下的地震信号恢

复提供了新的技术途径。去噪卷积神经网络（denoising convolutional neural network，DnCNN）最初面向自然图像去噪任

务设计，直接迁移至地震信号去噪时，存在感受野受限、特征尺度单一以及有效震相与噪声区分能力不足等问题。针对

上述问题，提出扩张卷积多尺度残差网络（dilated convolution multi-scale residual network，DCMR-Net）。该模型利用不

同扩张率的空洞卷积扩大网络感受野，通过多尺度特征融合提取局部震相细节和整体波形结构，并引入注意力机制，增

强有效震相特征，抑制无关噪声响应。采用频率-波数域方法构建三分量 FK 合成地震波信号，分别叠加真实背景噪声、

Gaussian 噪声、Pink 噪声和 Combo 混合噪声，并选取斯坦福地震数据集（Stanford earthquake dataset，STEAD）中的低信

噪比实测地震记录进行模型评估。结果表明，DCMR-Net 对 4 类噪声均具有较强的适应性，能够有效压制不同类型的噪

声，同时较好保留原始合成有效信号的振幅和主要震相；在 STEAD 实测地震记录中，该模型能够有效提高信噪比，减弱

P 波到达前的背景噪声，并较好保留 P 波初至及主要震相特征。研究表明，DCMR-Net 相较于 DnCNN 模型在合成数据

和真实地震记录中都具有更好的去噪效果和应用潜力。

关键词：地震信号去噪；空洞卷积；多尺度特征；注意力机制；深度学习

中图分类号：P315     文献标识码：A 收稿日期：2026⁃07⁃23
DOI：10.13203/j.whugis20260325 文章编号：1671⁃8860（2026）11⁃2314⁃15

DCMR-Net： A Multi-scale Residual Denoising Network for Seismic 
Records with Complex Noise

CHEN Guanzhi 1，2 ZHANG Chengfeng 1 ZHANG Han 1 NI Sidao 1

1 State Key Laboratory of Precision Geodesy, Innovation Academy for Precision Measurement Science and Technology,
 Chinese Academy of Sciences,  Wuhan 430077, China

2 School of Earth and Space Sciences, University of Science and Technology of China, Hefei 230026, China

Abstract： Objectives: With the rapid development of deep learning in signal denoising, data-driven 
methods based on convolutional neural networks have provided a new approach for seismic signal recovery 
under complex noise conditions. The denoising convolutional neural network (DnCNN), originally designed 
for natural image denoising, has several limitations when directly applied to seismic signal denoising, in⁃
cluding a limited receptive field, single-scale feature representation, and insufficient ability to distinguish ef⁃
fective seismic phases from noise. To address these limitations, this paper proposes a dilated convolution 
multi-scale residual network (DCMR-Net) for seismic signal denoising. Methods: DCMR-Net employs di⁃
lated convolutions with different dilation rates to enlarge the receptive field, integrates multi-scale features 
to capture both local seismic-phase details and overall waveform structures, and introduces an attention 
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mechanism to enhance effective seismic-phase features while suppressing irrelevant noise responses. 
Three-component synthetic seismic signals are generated using the frequency–wavenumber (FK) method 
and contaminated with four types of noise, including real background noise, Gaussian noise, Pink noise, 
and Combo mixed noise. In addition, low-signal-to-noise-ratio real seismic records from the Stanford 
earthquake dataset (STEAD) are selected to evaluate the denoising performance of the proposed model. Re⁃
sults: The results show that DCMR-Net exhibits strong adaptability to all four types of noise and can effec⁃
tively suppress different noise components while preserving the amplitudes of effective signals and the ma⁃
jor seismic phases. For real seismic records from STEAD, DCMR-Net effectively improves the signal-to-
noise ratio, reduces background noise before the P-wave arrival, and preserves the P-wave onset and ma⁃
jor seismic-phase characteristics. Conclusions: DCMR-Net demonstrates good denoising performance and 
stability for both synthetic seismic data and real seismic records. By combining dilated convolution, multi-
scale feature fusion, and an attention mechanism, the proposed network improves the distinction between 
effective seismic phases and complex noise, showing promising potential for practical seismic signal denoising 
applications.
Key words： seismic signal denoising； dilated convolution； multi-scale features； attention mechanism； 
deep learning

地震信号去噪是地震学数据处理中的基础

环节，其目的在于从含噪记录中恢复有效震相信

息，为后续震相识别、震源定位、波形反演及地球

内部结构研究提供可靠的数据基础。环境噪声、

台站仪器噪声及人文活动等干扰产生机制差异

大、具有不同的频带特征，都可能显著降低地震

波形的信噪比，淹没 P 波、S 波等关键震相，给后

续波形分析带来困难［1］。因此，发展稳定、有效的

地震信号去噪方法，对于提升地震监测能力、降

低事件检测阈值以及改善后续分析精度具有重

要意义。

传统去噪方法主要利用有效信号与噪声在

频率、视速度、尺度等方面的差异进行去噪，常见

方法包括 S 变换和小波阈值去噪［2-5］、频率 -空间

域预测滤波  ［6］、曲波变换［7-8］、经验模态分解［9］及

多通道奇异谱分析［10］等，此类方法通常具有较明

确的物理意义和较强的可解释性。但是它们大

多依赖先验假设及经验性的人工阈值的设定，在

面对不同台站、不同区域及不同噪声环境时，相

关参数往往需要重新调整。当噪声呈现明显非

平稳性、频谱发生重叠时，传统方法容易出现有

效震相损失、边缘振荡、模态混叠及噪声压制不

彻底等问题。随着地震观测数据量持续增长以

及自动化处理需求不断提高，传统方法在跨台站

参数适配、复杂噪声鲁棒性和批量处理自动化方

面的不足逐渐显现［11］。

近年来，深度学习在图像去噪、语音增强及

时间序列处理等领域取得了显著进展，也为地震

信号去噪提供了新的解决思路［12-13］。深度学习方

法通过端到端训练，可以自动学习含噪信号与干

净信号之间的非线性映射关系，从而减少对人工

特征设计和逐数据参数调节的依赖。去噪卷积

神经网络（denoising convolutional neural network，
DnCNN）是深度学习去噪领域具有代表性的模

型［14-15］，网络采用残差学习策略，通过多层卷积学

习输入数据中有效信号与噪声之间的特征差异。

由于地震记录同样可表示为一维波形或二维多

道数据，深度卷积网络及残差学习思想随后被引

入地震信号去噪研究，通过学习含噪数据中的信

号与噪声特征，实现随机噪声压制，并结合迁移

学习提高模型对实际地震数据的泛化能力［16］。

文献［17］将残差卷积神经网络用于地震随机噪

声压制；文献［18］提出的 DeepDenoiser 实现了地

震信号与噪声的分离，并验证了深度神经网络在

频谱重叠和有色噪声条件下的应用潜力；文献［19］
进一步构建改进残差卷积网络，增强地震随机噪

声衰减能力；文献［20］也在 DnCNN 框架下开展

了地震信号去噪建模和实验研究。上述工作表

明，深度学习方法在噪声抑制和波形保持方面具

有较大的应用潜力。在此基础上，深度学习地震

去噪研究进一步向真实数据训练、波形保真以及

实际监测应用等方向拓展。文献［21］提出 P 波

去噪网络（P-wave denoising network，PD-Net），

利用天然重复地震 P 波具有较高波形相似性的特

点进行模型训练和验证，并通过波形相似性约束

增强网络对有效地震信号的保持能力。文献［22］
提出的 WaveDenoiser 采用编码器 -解码器结构，

直接在时域对三分量地震记录进行去噪，避免了
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时频变换过程，并基于斯坦福地震数据集（Stan⁃
ford earthquake dataset，STEAD）验证了模型对

背景噪声的压制能力及其对后续震相拾取的改

善作用。文献［23］进一步提出地震波形去噪器

（earthquake seismogram denoiser，EQS-denoiser），

利用经过质量控制的地震信号和噪声记录训练

深度学习去噪模型，并将其应用于连续地震波形

处理，改善事件检测、震相拾取和振幅估计等自

动化地震监测环节。这些研究进一步拓展了深

度学习在地震去噪中的应用范围，也表明在增强

噪声抑制能力的同时保持有效震相及波形特征，

是地震信号智能去噪中的重要问题。

尽管 DnCNN 在地震信号去噪中展现出良好

的应用前景，其网络细节仍存在一定的优化空

间。一方面，DnCNN 在图像去噪领域已取得成

功并得到广泛验证，但其网络结构原本针对自然

图像设计，以固定尺度的局部卷积为主，将其迁

移至地震波形去噪时，感受野的扩展主要依赖网

络深度，对震相前后长程时序关系的利用相对有

限；另一方面，单一尺度的特征提取方式难以充

分兼顾 P 波初至等局部特征与震相波形的整体时

频特征，在复杂噪声背景下会增加有效震相特征

提取的难度［24］。

针对上述深度神经网络架构在地震信号去

噪中的不足，已有研究主要从扩大感受野、多尺

度特征融合以及注意力特征增强等方向进行改

进。文献［25］在 DnCNN 残差学习思想的基础上

构建多尺度 DnCNN，利用不同尺度的卷积操作

增强网络对地震信号多尺度结构的表征能力；文

献［26］提出多尺度空间注意力网络，通过多尺度

特征提取和空间注意力加权提高有效地震信号

与随机噪声的区分能力；文献［27］将不同扩张率

的空洞卷积与注意力机制相结合，提出注意力双

空洞卷积网络，通过扩大网络感受野并增强重要

特征筛选能力改善地震数据去噪效果；文献［28-29］
进一步设计融合深度可分离卷积、残差空洞卷积

和多尺度注意力机制的去噪网络，加强局部细

节、多尺度上下文及全局特征之间的信息交互。

这些研究表明，扩大感受野、融合多尺度信息和

引入注意力机制可以有效提升卷积神经网络的

地震去噪性能，这些机制为增强震相上下文建

模、融合多尺度信息并突出 P 波相关特征提供了

可行思路。上述研究从多尺度特征提取、感受野

扩展和注意力增强等不同方面推动了深度学习

地震去噪网络的发展，也为本文网络结构的设计

和性能评价提供了重要参考。

基于上述分析，本文在 DnCNN 残差学习框

架上提出融合空洞卷积、多尺度特征提取和注意

力机制的扩张卷积多尺度残差网络（dilated con⁃
volution multi-scale residual network，DCMR-

Net）。该网络利用不同扩张率扩大时序感受野，

通过并行分支与不同深度特征融合，兼顾 P 波初

至和主要震相波包，并以注意力机制自适应增强

有效震相特征。本文采用频率 -波数域方法构建

合成地震信号［30］，分别叠加实测背景噪声［31］、

Gaussian 噪声［32］、Pink 噪声［33］和 Combo 混合噪

声，同时选取实测三分量记录进行测试。综合实

验结果表明，DCMR-Net 在合成数据和实测地震

记录中均表现出良好的去噪性能，能够有效抑制

不同类型的复杂噪声。

1　数据与方法

1.1　评价指标

本文从噪声抑制能力、波形保持能力和去噪

稳定性 3 个方面对比 DnCNN 与 DCMR-Net 的地

震去噪表现，其中采用信噪比（signal-to-noise ra⁃
tio，SNR）和 SNR 改 善 量（SNR improvement，
SNRi）衡量模型对 P 波时间窗口中背景噪声的抑

制 效 果 ，采 用 波 形 相 关 系 数（correlation coeffi⁃
cient，CC）评价去噪模型对合成的有效地震波形

的保持能力，并以负增益样本比例反映模型在不

同噪声条件和不同地震记录上的去噪稳定性。

本文 SNR 值 V SNR 的计算式为：

V SNR = 10 lg P signal

P noise
                     （1）

式中，P signal、P noise 分别表示信号窗口和噪声窗口能

量，对于合成带噪数据，P signal、P noise 分别由合成波

形与加入的噪声数据计算得到。对于实际观测

波形，以 P 波到达时刻为时间零点，信号窗口选取

P 波到达时刻后 0~3 s 的波形计算能量，噪声窗

口则选取 P 波到达前 2~0.5 s。这两个时间窗口

的选择尽可能包含了 5.5 级以下地震的有效 P 波

能量，也避免了在噪声窗口中混入地震信号。

SNRi 由降噪前后的 SNR 相减计算得到，正

值表示应用降噪模型后 SNR 得到提升，负值则表

示 SNR 下降。本文将这种 SNR 不升反降的数据

称为负增益样本，并使用这一样本在总输入数据

中的占比来衡量模型整体稳定性。在合成带噪

数据的测试中，本文使用降噪后波形与原始不含

噪波形的 CC 来评价模型的波形保持能力。然
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而，在实测数据的应用中，由于缺失不含噪波形，

无法使用该指标对模型能力进行评估，本文使用

整体 SNRi与负增益样本比例来评价模型表现。

1.2　数据来源与数据集构建

本文使用频率 -波数法（frequency-wavenum⁃
ber，FK）计算合成数据，并与 STEAD 中的天然

噪声波形（Chunk1）、实测含噪数据（Chunk2 和

Chunk3）组成测试数据。STEAD 数据在本文中

具有两种不同用途：（1）Chunk1 仅包含地震台站

记录的背景噪声，不包含地震事件波形，仅用于

提供背景噪声，与 FK 合成的无噪地震信号叠加，

用于训练集、验证集及部分合成测试数据的构

建；（2）Chunk2 则包含真实地震事件记录，作为主

要实测测试集，Chunk3 作为扩展测试集，二者均

不参与模型训练、模型选择及参数优化。

在合成数据测试中，本文采用 FK 合成三分

量无噪地震信号［17］。这些数据的震源时间函数、

震源深度、震源机制、传播距离和观测方位等参

数均在合理范围内随机采样，以保证合成波形的

多 样 性 。 随 后 ，本 文 将 FK 合 成 数 据 分 别 与

STEAD 真实背景噪声［31］、Gaussian 噪声［32］、Pink
噪声［33］和 Combo 混合噪声等典型噪声模型叠加，

这 4 类噪声分别代表真实台站背景噪声、典型随

机噪声、有色噪声和复杂混合噪声，可用于分析

模型在常规噪声和复杂噪声条件下的性能差异，

在不同层次上对降噪模型进行检验。控制去噪

前 SNR 分布于［−5，5］ dB 范围内，加噪后所得含

噪信号与无噪参考信号的平均波形 CC 为 0.70。
STEAD 具有数据规模大、来源广泛和标注

信息完整等特点，是当前地震学及深度学习地震

信号研究中应用较为广泛的参考数据集之一［31］。

本文使用的 STEAD 实测数据中，Chunk2 是以加

利福尼亚州 Parkfield 地区为主的三分量地震波

形数据，事件类型均为近震，震级范围为 0.5~
4.5，以小震和微震事件为主。在此基础上，进一

步引入 Chunk3 作为扩展测试集，其包含更多台

站和台网来源，并覆盖加利福尼亚州以外的不同

区域，用于进一步评价模型在不同数据分布和观

测条件下的适用性。

1.3　DnCNN基线模型

DnCNN 是一种基于残差学习的卷积神经网

络，通过多层卷积学习含噪输入中的噪声残差，

并将预测噪声从输入信号中扣除，从而实现去噪

结果。该网络主要由卷积层、批量归一化层和非

线性激活层组成，具有结构清晰、训练过程稳定

等特点，其基本结构如图 1 所示。

本文采用前文介绍的合成带噪地震信号数

据集训练 DnCNN 模型，使网络学习地震波形与

背景噪声之间的映射关系，得到基线模型（图 1）。

合成数据按 10 000 条训练集、2 000 条验证集和

2 000 条测试集进行划分。训练过程中，将 FK 无

噪合成信号与 STEAD Chunk1 真实背景噪声随

机配对叠加，构造含噪训练样本，使模型学习真

实背景噪声与有效地震信号之间的特征差异。

验证集用于训练过程中的模型选择与早停，其构

建方式与训练集一致。测试阶段采用 FK 干净测

试集信号，分别叠加实测背景噪声、Gaussian 噪

声、Pink 噪声和 Combo 混合噪声，形成 4 类测试

数据，以保证不同噪声条件下模型性能比较的一

致性。FK 无噪信号同时作为监督训练目标和去

噪评价参考，用于计算 SNRi、CC 等指标，并分析

模型对有效震相和波形结构的保持能力。

1.4　DCMR⁃Net网络改进方法

本文从引入空洞卷积、加入多尺度特征模

块、融合注意力机制 3 个方面改进原始 DnCNN
网络，以增强有效震相、抑制无关噪声响应，最终

图 1　DnCNN 基线网络结构示意图

Fig.  1　Schematic Architecture of the Baseline DnCNN Model
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构建得到 DCMR-Net［25，28］，其网络结构如图 2 所

示。首先，对所有输入地震波形数据进行短时傅

里叶变换（short-time Fourier transform，STFT），

将时域信号转换为时频表示。STFT 是一种时

频分析方法，通过滑动时间窗对信号进行分段加

窗，并对各窗内的信号进行傅里叶变换，以刻画

信号频率成分随时间的变化。变换得到的时频

谱作为 DCMR-Net 的输入，用于后续的特征提

取与噪声估计本文在前端特征提取阶段设置了

多层空洞卷积，并采用不同的扩张率逐步扩大感

受野，该结构在不进行下采样的情况下，可以同

时保留时频谱的分辨率，并获得更大范围内的上

下文信息。空洞卷积模块主要承担初步噪声估

计任务，通过交替使用不同扩张率，网络既能提

取局部噪声变化，也能描述持续时间较长或频率

分布较宽的噪声特征，从而增强模型对连续噪

声 、复 杂 背 景 波 动 以 及 完 整 震 相 结 构 的 识 别

能力。

在多层特征提取后，网络首先输出一个粗略

的噪声频谱，为后续精细修正提供基础。然后，

DCMR-Net从空洞卷积网络的不同深度提取中间

特征，并在通道对齐后进行融合，使浅层细节信息

与深层语义信息得到共同利用。在精细修正阶

段，模型进一步设置多个并行特征提取分支，分别

提取局部时频特征、时间方向特征、频率方向特征

以及较大范围的空洞卷积特征。不同分支的输出

经过融合后，可以同时描述 P 波初至等局部变化、

震相在时间方向上的连续性以及不同频带中的能

量分布，从而提高模型对复杂地震波形的表达能

力。同时，在多尺度特征提取过程中加入自适应

权重分配机制，根据输入特征自动调整各分支的

重要程度，使网络能够针对不同噪声场景选择更

合适的特征尺度。多尺度特征融合后，模型进一

步采用通道注意力对融合特征进行重新标定，增

强与有效震相和主要波包相关的特征响应，降低

背景噪声及异常扰动所对应特征的权重。该设计

使模型不仅能够提取更多特征，还能够从中筛选

对噪声估计和有效信号恢复更有价值的信息，从

而降低有效震相被误判为噪声的可能性。

图 3 对比了 DnCNN 与 DCMR-Net 在相同训

练数据、数据预处理方式和训练条件下的损失曲

线。从整体训练过程看，两种模型的损失均随迭

代逐渐下降，说明重新训练后的 DnCNN 和 DC⁃
MR-Net 均能够学习含噪地震信号与目标噪声之

间的映射关系，相比之下 DCMR-Net 在训练初期

和中期的损失下降速度更快，训练后期曲线更加

平稳，最终损失和残差误差也相对较小，表明其

具有更好的收敛性能和训练稳定性。这种差异

说明空洞卷积、多尺度结构和注意力机制 3 类模

块的协同作用增强了模型对有效震相和复杂噪

声差异的表达能力，使其能够更加准确、稳定地

学习噪声残差，为后续地震信号去噪提供基础。

图 2　DCMR⁃Net整体结构图

Fig.  2　Overall Architecture of DCMR-Net
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上述分析表明，空洞卷积、多尺度特征提取

和注意力机制分别从感受野、特征表达和特征筛

选 3 个方面改善了 DnCNN，三者联合使用后模型

具有更好的收敛速度和训练稳定性。在上述模

块基础上，DCMR-Net 形成“粗略提取—多尺度

修正—残差去噪”的整体处理流程。输入的三分

量地震波形首先转换为时频表示，经空洞卷积特

征提取网络得到粗略噪声估计及不同深度的中

间特征；然后，中间特征融合后输入多尺度修正

模块，并结合注意力机制得到噪声修正量，粗略

噪声估计与修正结果进一步融合形成最终噪声

频谱，再通过残差学习从含噪频谱中扣除；最后，

经逆时频变换恢复得到去噪后的三分量地震

波形。

2　去噪结果与分析

2.1　合成数据去噪结果分析

为分析基线 DnCNN 在复杂噪声条件下的典

型去噪特征，首先对 4 类合成测试数据中的负增

益 样 本 进 行 考 察 ，图 4 给 出 了 STEAD 噪 声 、

Gaussian 噪声、Pink 噪声和 Combo 混合噪声条件

下 DnCNN 的典型负增益样本及其去噪结果。由

图 4 可以看出，DnCNN 虽能够在一定程度上削弱

背景噪声，但在部分复杂噪声样本中仍存在噪声

残留、局部异常波动和波形伪影等现象，同时部

分有效震相的振幅受到削弱，导致去噪后 SNR 不

升反降。这表明，基线 DnCNN 在复杂噪声条件

下对噪声与有效地震信号的区分仍存在一定局

限，其噪声抑制能力、波形保持能力和去噪稳定

性仍有进一步改善空间。

上述典型样本能够直观反映 DnCNN 在部分

复杂噪声条件下的失效特征，但单个样本不足以

反映模型在整个测试集上的总体性能。因此，为

进 一 步 从 统 计 角 度 评 价 DCMR-Net 相 对 于

DnCNN 的改进效果，图 5 选取平均 SNRi、平均

CC 以及负增益样本比例 3 个指标，对两种模型在

4 类噪声条件下的综合去噪性能进行比较。其

中，SNRi 用于反映模型对噪声能量的抑制能力，

CC 用于衡量去噪后波形与无噪参考波形之间的

一致性，负增益样本比例则用于评价模型在不同

噪声条件下的去噪稳定性。

图 5（a）中数据点越接近右上方，表示模型在

获得较高去噪增益的同时，对有效地震波形具有

更好的保持能力。从图 5（a）可以看出，4 类噪声

对应数据点的连线整体向右上方移动，说明 DC⁃
MR-Net 在提高 SNRi 的同时，能够维持或提升

CC。由此表明，DCMR-Net 的性能提升并非以

牺牲有效波形为代价，而是在噪声抑制能力与波

形保真能力之间取得了更好的平衡。图 5（b）显

示，DCMR-Net 在 4 类噪声条件下均有效降低了

负增益样本比例，减少了去噪后 SNR 不升反降的

异常情况，表明模型的去噪稳定性得到改善。

STEAD 噪声、Gaussian 噪声、Combo 混合噪声和

Pink 噪声条件下的负增益样本下降率分别为

48.9%、58.3%、44.4% 和 50.7%。 Gaussian 噪声

条件下的下降幅度最为明显，Combo 混合噪声条

件下的降幅相对较小，但仍能减少较多负增益样

本，说明 DCMR-Net 在复杂噪声条件下同样具有

较好的稳定性。

为进一步说明两种模型在降噪后波形层面

上的差异，图 6 给出了同一合成样本的含噪波形、

DnCNN 去噪结果和 DCMR-Net 去噪结果，并以

FK 干净信号作为参考。经 DnCNN 处理后，非震

图 3　DnCNN 与 DCMR⁃Net训练损失曲线

Fig.  3　Training Loss Curves of DnCNN and DCMR-Net
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相区域的噪声得到一定削弱，但波形中仍存在部

分残余波动，且有效震相振幅出现一定程度的衰

减，与干净参考信号之间仍有明显差异。相比之

下，DCMR-Net 进一步压制了震前及震后区域的

残余噪声，同时较好地保留了主要震相的振幅变

化和波包结构，使去噪结果与干净参考波形具有

更高的一致性。 DCMR-Net 相较于 DnCNN 的

SNRi 平均提高了 0.65 dB，CC 提高了 0.015，该结

果与前述综合性能分析相互印证，说明 DCMR-

Net 能够减少噪声残留及过度去噪引起的有效信

号损失，在噪声抑制与波形保真之间取得更好的

平衡。

上述典型波形结果与前述统计分析相互印

证，表明 DCMR-Net 能够在进一步压制残余噪

声的同时，减少有效信号衰减和波形失真，在噪

声抑制与波形保真之间取得更好的平衡。由于

合成数据具有明确的无噪声参考，模型性能可

以通过 SNRi 和 CC 分别从噪声能量变化与波形

图 4　DnCNN 在 4 类噪声条件下典型负增益样本的去噪结果

Fig.  4　Denoising Results of DnCNN for Typical Negative-Gain Samples Under Four Noise Conditions

图 5　DnCNN 与 DCMR⁃Net在 4 类噪声条件下的综合去噪性能

Fig.  5　Comprehensive Denoising Performance of DnCNN and DCMR-Net Under four Noise Conditions
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保持程度两个方面进行评价，但合成数据难以

完全反映实际台站记录中复杂的噪声组成、非

平稳变化及传播环境影响，仅依靠合成数据测

试仍不足以说明模型在真实场景中的适用性，

因此本文进一步选用 STEAD 实测三分量地震

记录 ，对 DnCNN 与 DCMR-Net 在真实台站噪

声 条 件 下 的 去 噪 效 果 和 稳 定 性 进 行 对 比 和

验证。

2.2　实测数据去噪结果分析

本文主要使用降噪前后的 SNRi 作为模型表

现评价指标，然而，输入信号自身的 SNR 也会影

响模型的去噪收益。SNR 高的原始数据难以通

过降噪获得显著 SNR 提升。为分析不同输入

SNR 条件下的降噪必要性，图 7（b）给出了去噪前

数据的 SNR 与 DnCNN 模型获得的 SNRi 之间的

关系。由图 7（b）可以看出，DnCNN 的去噪改善

量随输入 SNR 升高而单调下降，在低 SNR 条件

下，模型尚能从强噪声背景中提取有效信号，获

得正向增益；随着输入波形逐渐清晰，模型预测

残差中有效震相成分所占比例不断上升，去噪收

益随之降低。当输入 SNR 超过约 7 dB 后，大量

样本的 SNRi 落入负值区间，说明噪声扣除过程

同时削弱了 P 波等主要震相，出现了过度去噪现

象。这一现象反映出 DnCNN 的残差学习机制在

输入信号较清晰时缺乏自适应停止能力，即使原

始波形中的有效震相已经可辨，模型仍会按照固

定的噪声预测模式持续去除残差，从而破坏已有

的信号结构。结合图 7（a）可以看出，当原始数据

的 SNR 达到 10 dB 以上时，波形中的 P 波震相及

主要结构特征已较为清晰，噪声对有效信号识别

的影响相对较弱，此时进一步降噪的实际必要性

有限。因此，本文综合考虑波形可辨识程度与模

型去噪收益，将后续实测数据去噪的 SNR 范围限

定在 7 dB 以下。

本文将 STEAD 中 SNR<7 dB 的 52 890 条

数据同时输入 DnCNN 与 DCMR-Net 模型，并使

用 SNRi 及负增益样本率来评价模型的噪声抑制

能力和去噪稳定性，测试结果如表 1 所示。从整

体统计结果来看，两种模型处理后的样本平均

SNR 均有所增加，但 DCMR-Net在真实地震记录

上的去噪性能表现优于 DnCNN。经 DCMR-Net
处理后，样本去噪后 SNR 平均提升 4.99 dB，表明

改进模型能够更加有效地降低 P 波到达前的背景

噪声，增强有效震相信号与背景噪声之间的能量

对比。在去噪稳定性方面，DnCNN 的负增益样

本率为 31.0%，即接近 1/3 的实测记录在去噪后

出现 SNR 不升反降的现象，DCMR-Net的负增益

样本率相对下降 13.1%，说明改进模型显著减少

了有效震相误削弱、噪声残留，以及前述异常波

形重构所产生的局部振荡和波形伪影等负向去

噪现象。全窗口 SNRi 中位数提升 5.42 dB，中位

数不易受到少量极端高增益样本的影响，该结果

说明 DCMR-Net 在典型实测记录上具有更高的

去噪增益。

图 6　DnCNN 与 DCMR⁃Net的合成信号去噪结果波形对比图

Fig.  6　Waveform Comparison of Synthetic-Signal Denoising Results Obtained by DnCNN and DCMR-Net
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为了判断 DCMR-Net 的性能优势是否稳定

存在于大部分实测记录中，图 8 进一步对两种模

型在 52 890 条记录上的 SNRi 进行逐样本配对比

较。图 8 中横轴为 DnCNN 的 SNRi，纵轴为 DC⁃
MR-Net 的 SNRi，对角线表示两种模型具有相同

的 SNR 改善量。82.9% 的数据点分布在对角线

上方，说明 DCMR-Net 在大部分实测记录中均获

得了更高的 SNRi。结合其更高的 SNRi 以及由

30.2% 降至 15.9% 的负增益样本率可以看出，

DCMR-Net 的性能优势具有较好的普遍性，并非

由少数高增益样本所主导。对于部分 DnCNN 去

噪增益较低或 SNRi 为负的记录，DCMR-Net 仍
能取得正向改善，反映出改进模型对复杂背景噪

声与有效信号具有更好的区分能力。

上述统计结果反映了两种模型去噪前后

SNR 变化的总体特征及逐样本差异。图 9 进一

步给出了典型波形样本的去噪对比结果。从三

分量波形可以看出，DCMR-Net 明显减弱了 P 波

到达前的背景波动，同时较好地保持了 P 波到达

后的主要震相波包，P 波初至附近的振幅变化更

加清晰，东西向（E）、南北向（N）和垂直向（Z）3 个

分量中的震相起始位置均具有较好的可辨识性，

震后波形也保持了较好的连续性。相比之下，

DnCNN 输出中仍存在较明显的背景波动，P 波到

达前后的振幅差异不够突出，部分震相特征受到

残余噪声和局部连续波动的干扰，尤其在非震相

时段仍可观察到较多波动，使 P 波初至的辨识相

对困难。该结果表明，DCMR-Net 在抑制震前背

景噪声的同时，能够减少局部异常扰动和波形伪

影 对 震 相 识 别 的 影 响 ，与 前 述 统 计 分 析 结 果

一致。

2.3　消融实验

为了进一步分析 DCMR-Net 中不同改进模

块对去噪性能的具体贡献，本文在相同训练数

据、测试数据及训练条件下开展消融实验。以

DnCNN 为基线，分别引入空洞卷积（dilated con⁃
volution，DC）和 多 尺 度 特 征 提 取（multi-scale 

图 7　不同输入信噪比下 DnCNN 的去噪增益特征

Fig.  7　Denoising gain Characteristics of DnCNN at Different Input SNRs

表 1　DnCNN与 DCMR-Net在 STEAD实测数据上

的去噪性能对比

Table 1　Comparison of Denoising Performance of 
DnCNN and DCMR-Net on STEAD Real Seismic Data

指标

去噪后平均 SNR/dB
负增益样本占比/%

SNRi中位数/dB

DnCNN
7.26

31.0
1.97

DCMR-Net
12.26
18.0

7.39

提升效果

4.99
—13.1

5.42

图 8　实测数据中 DnCNN 与 DCMR⁃Net逐样本

SNRi对比

Fig.  8　Sample-Wise Comparison of SNRi Between 
DnCNN and DCMR-Net on Real Seismic Data
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feature extraction，MS），进一步考察二者联合使

用以及在此基础上加入注意力机制（attention，
ATT）后的性能变化。采用 SNRi、∆CC 和负增

益样本下降率分别表征模型的噪声抑制效果、

波形相关性改善程度和去噪稳定性，消融实验

结果见表 2。

消融实验结果表明，空洞卷积和多尺度特

征提取均能够改善 DnCNN 的去噪性能，但二者

的作用有所不同。单独引入空洞卷积后，SNRi、
ΔCC 和负增益样本控制均有所改善，说明扩大感

受野有助于利用更长范围的上下文信息，提高模

型对复杂背景噪声的识别能力。单独采用多尺

度特征提取时，3 项指标的改善相对单独引入空

洞卷积更加明显，尤其在负增益样本控制方面表

现更突出，表明不同尺度特征的联合提取能够更

好地兼顾局部震相变化与整体波形结构，在波形

保持和去噪稳定性方面具有更明显的作用。当

二者联合使用后，3 项指标均较单模块进一步改

善，说明二者具有较好的互补性。空洞卷积主要

提供更大范围的上下文信息，多尺度特征提取则

增强对不同尺度波形变化的表征，两者联合构成

了 DCMR-Net 性能提升的主要来源。在此基础

上加入注意力机制后，SNRi 和 ΔCC 仅获得较小

幅度提升，而负增益样本下降率进一步明显提

高。该结果表明，注意力机制对平均去噪性能和

波形相关性改善的直接贡献相对有限，其主要作

用在于对已有特征进行自适应筛选，减少过度去

噪和有效震相误削弱，从而进一步提高模型在不

同样本上的去噪稳定性。总体来看，空洞卷积、

多尺度特征提取和注意力机制分别侧重于上下

文信息获取、多尺度波形表征和特征自适应筛

选，三者结合后对平均去噪性能的提升相对有

限，但能够更加明显地降低负增益样本比例，说

明完整结构的主要优势之一在于减少异常去噪

结果并提高模型的去噪稳定性。

2.4　结果讨论

FK 合成数据与 STEAD 实测数据的测试结

果具有较好的一致性。合成数据实验中，DCMR-

Net在 4 类噪声条件下均取得了一定的提升，并降

低了负增益样本比例。图 5（a）中，由 DnCNN 指

向 DCMR-Net 的性能连线整体向右上方移动，其

中向上表明模型获得了更高的去噪增益，向右则

说明去噪结果与干净参考波形的一致性得到提

高。图 5（b）所示负增益样本比例的普遍下降，也

说明改进模型在不同噪声条件下具有更好的去

噪稳定性，合成波形与实测三分量波形进一步支

持了上述结论。在合成数据中，DCMR-Net 能够

更充分地削弱震相前后的残余噪声，同时较好地

保持有效振幅和主要震相波包，减少 DnCNN 输

图 9　实测样本的三分量去噪波形对比

Fig.  9　Comparison of Three-Component Denoised Waveforms for a Representative Real Seismic Sample

表 2　不同结构配置下模型消融实验结果

Table 2　Ablation Experiment Results of Different 
Model Configurations

模型配置

DnCNN
DnCNN+DC
DnCNN+MS

DnCNN+MS+DC
DCMR-Net

(MS+DC+ATT)

SNRi/dB

13.53
13.57
13.66
13.96

14.02

∆CC

0.24
0.25
0.25
0.25

0.26

负增益样本

下降率/%

23.4
31.9
48.9

61.7
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出中出现的局部异常振荡和波形伪影。在实测

数据中，DCMR-Net处理后的 P 波初至更加清晰，

三分量震相起始位置更易辨识，震后波形也具有

较好的连续性（图 9）。逐样本比较表明，其性能

优势广泛存在于大部分实测记录中，并非由少数

高增益样本所主导（图 8）。因此，合成数据与实

测数据虽然评价方式不同，但均反映出 DCMR-

Net 在噪声抑制、震相保持和去噪稳定性方面优

于 DnCNN。

这种性能改善与 DCMR-Net 的结构设计有

关。DnCNN 主要通过连续堆叠的固定尺度卷积

估计噪声残差，特征提取更偏向局部范围，对震

相前后长程时序关系和不同尺度时频结构的利

用相对有限。当噪声与有效震相具有相似的局

部形态时，容易出现噪声残留或有效信号误削

弱。针对这一问题，DCMR-Net 将噪声残差估计

组织为“粗略估计—多尺度修正—残差去噪”的

分层处理过程。首先，利用不同扩张率的空洞卷

积扩大感受野，结合较长范围的上下文信息获得

粗略噪声估计；然后，融合不同深度特征，通过多

尺度分支进一步刻画局部震相变化、时间连续性

和不同频带能量分布；在此基础上，注意力机制

对不同尺度和通道特征进行自适应筛选，降低无

关噪声响应及有效震相误削弱的可能性。此外，

消融实验表明空洞卷积和多尺度特征提取联合

使用后，模型的噪声抑制能力和负增益样本控制

均得到进一步改善，在此基础上加入注意力机制

后，平均 SNRi 和 CC 的提升相对有限，但负增益

样本比例进一步明显下降，这说明 3 种机制在分

层噪声残差估计过程中具有不同的功能侧重，其

联合使用能够在增强特征表达的同时减少过度

去噪和异常去噪结果，从而提高模型在复杂噪声

条件下的去噪稳定性。

尽管 DCMR-Net 的去噪效果得到明显改善，

实测数据中仍有 15.9% 的波形出现 SNR 降低的

情况。同时，逐样本对比中也存在少量性能低于

DnCNN 的样本，这一现象可能与模型结构和样

本噪声特征之间的匹配程度有关。DnCNN 采用

固定尺度卷积进行局部残差估计，结构相对简

单，当噪声主要表现为局部、单一尺度或较平稳

的波动时，其特征提取方式可能已足以完成噪声

分离，并能避免复杂特征融合带来的额外干扰。

相比之下，DCMR-Net 通过扩大感受野、融合多

尺度特征并进行注意力加权，虽然增强了对复杂

噪声的处理能力，但在部分噪声结构较简单或与

训练分布差异较大的记录中，较大范围的上下文

信息可能使有效波形与噪声响应发生混合，多尺

度分支和注意力机制也可能对部分特征赋予不

恰当的权重，从而造成噪声残留或有效震相的局

部削弱。在这类样本中，DnCNN 较为直接的局

部残差估计反而可能获得更高的 SNRi。尽管

DCMR-Net 在部分样本上的表现略显不足，但其

在多数实测记录中的去噪收益仍为正向，并在

SNR 改善和负增益样本控制方面表现出较好的

综合去噪效果。

为进一步评价 DCMR-Net 相对于其他典型

深度学习地震去噪方法的性能，本文在相同测试

数据和评价指标下，将 DCMR-Net 与 DnCNN、

DeepDenoiser［18］、PD-Net［21］、WaveDenoiser［22］和

EQS-denoiser［23］进行了对比，结果如表 3 所示。

总体来看，不同模型在合成数据和实测数据上的

表现存在较明显差异，说明模型性能在一定程度

上受到训练数据分布及去噪策略的影响。在合

成数据中，DCMR-Net 和 DnCNN 整体优于其余

几 类 模 型 ，这 可 能 与 二 者 训 练 过 程 中 均 引 入

STEAD Chunk1 真实背景噪声、与本文合成数据

的噪声构建方式具有较高一致性有关。其中，如

图 10 所示，DCMR-Net在噪声抑制和波形保持方

面均表现出较好的综合性能，说明其相对于基础

DnCNN 的改进并非仅体现为单一指标的提升。

表 3　DCMR-Net与典型深度学习地震去噪模型的综合性能对比

Table 3　Comprehensive Performance Comparison of DCMR-Net and Representative Deep-Learning 
Seismic Denoising Models

模型

DCMR-Net
DnCNN

DeepDenoiser
PD-Net

WaveDenoiser
EQS-denoiser

合成数据 SNRi/dB
14.18
13.53

6.86
2.65
6.67
0.32

合成数据 CC
0.95
0.94
0.90
0.69
0.84
0.56

实测数据 SNRi/dB
7.39
1.97

17.64
2.21
1.62

27.60

实测数据负增益样本比例/%
18.0
31.0

0.4
15.0
31.1

1.5

2324



第  51 卷第  11 期 陈冠芝等：DCMR-Net：一种面向复杂噪声地震记录的多尺度残差去噪网络

在实测数据中，各模型的相对表现则有所变

化。DeepDenoiser 表现出较强的去噪能力，这可

能与其训练数据和本文实测数据在区域及台网

来源上具有较高一致性有关，其训练数据主要来

源于北加州地震台网，而本文所采用的实测记录

中也包含大量北加州地区地震数据，因此二者具

有较为接近的数据分布，这可能减小了训练数据

与测试数据之间的域差异，从而有利于 DeepDe⁃
noiser 在本文实测数据上的表现。EQS-denoiser
同样获得了较高的 SNRi 和较低的负增益样本比

例，但结合图 10 中的去噪波形可以看出，其对疑

似噪声及难以明确判定的低幅度波形成分具有

较强的压制倾向，部分时段的波形甚至趋于平

坦，这使得噪声窗能量被大幅降低，因此可能在

SNRi 和负增益样本率上形成偏高的表观优势。

WaveDenoiser虽然同样采用 STEAD 数据进行训

练，在数据来源上与本文实测数据具有较高一致

性，但其在本文测试中表现出相对保守的去噪特

征，对难以确定的波形成分保留较多，因此整体

噪声抑制增益相对有限。相比之下，DCMR-Net
的训练并不依赖与实测测试数据高度一致的数

据来源，其在合成数据和实测数据中均保持了较

图 10　不同深度学习地震去噪模型对典型实测三分量记录的去噪结果对比

Fig.  10　Comparison of Denoising Results of Different Deep-Learning Seismic Denoising Models for a Representative 
Three-Component Real Seismic Record
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好的噪声抑制、波形保持和去噪稳定性。综合不

同测试场景可以看出，DCMR-Net 的性能改善并

不仅体现在相对于 DnCNN 基线模型的比较中，

在与不同训练数据和去噪策略的代表性深度学

习模型比较时，也表现出较为均衡的综合性能和

跨数据场景适应能力。

本文研究仍存在一定的局限性，FK 合成数

据具有明确的无噪声参考，便于评价模型的噪声

抑制和波形保持能力，但当前采用的合成波形相

较真实地震记录高度简化，其震源特征、传播介

质 及 噪 声 组 成 难 以 完 全 覆 盖 真 实 观 测 环 境 ；

STEAD 实测数据虽然更接近实际台站条件，但

本文所选样本在区域、事件类型及 SNR 范围等方

面仍具有一定局限，存在一定的采样偏倚。但从

模型工作原理来看，DnCNN 与 DCMR-Net 均基

于残差学习进行去噪，其基本过程是从含噪记录

中学习并估计噪声成分，再将预测噪声从输入信

号中扣除以获得降噪结果，因此对输入信号本身

不存在严格的波形先验要求。基于这一特点，尽

管当前合成波形相对简化、实测样本的覆盖范围

有限，两种网络仍能够通过学习其中的噪声特征

实现有效的噪声抑制。然而，作为数据驱动方

法，模型对噪声的识别与去除能力仍与训练数据

中噪声类型、频谱特征及其与有效信号组合形式

的多样性密切相关。当实际观测数据中的波形

或噪声特征超出训练数据的覆盖范围时，模型的

去噪表现可能受到训练与测试数据分布差异的

影响，因此进一步拓展数据覆盖范围、丰富训练

样本的多样性，有助于增强模型对不同观测条件

的适应能力。

此外，实测数据的评价方式仍有进一步完善

空间。由于 STEAD 实测记录缺少与之对应的无

噪声参考，本文主要利用 SNRi 和负增益样本比

例评价模型在真实记录上的去噪效果，因此相关

统计结果更侧重反映背景噪声抑制能力及去噪

稳定性。对于去噪后有效地震信号的保持情况，

目前主要结合典型波形进行分析，后续仍可引入

更加丰富的信号特征评价指标，从不同角度进一

步完善实测记录的去噪质量评价。

消融实验已经对空洞卷积、多尺度特征提取

和注意力机制的总体作用进行了验证，但不同模

块在不同噪声特征和观测条件下的贡献可能存

在差异，当前结果主要反映其在整体数据集上的

综合表现。后续研究可进一步扩充不同区域、台

站、事件类型及噪声条件下的数据，提高样本的

多样性与代表性，并结合更丰富的信号保真性评

价指标和不同数据条件下的模块分析，进一步检

验和优化 DCMR-Net 在复杂真实观测环境中的

泛化能力和应用稳定性。

3　结　语

本文针对 DnCNN 在地震信号去噪中存在感

受野受限、特征提取尺度单一以及有效震相与噪

声区分能力不足等问题，提出了一种融合空洞卷

积、多尺度特征提取和注意力机制的改进模型

DCMR-Net。该模型利用空洞卷积扩大网络感受

野，增强对震相前后时序关联的建模能力；通过

多尺度特征提取兼顾 P 波初至等局部细节与主要

震相波包的整体结构；利用注意力机制自适应增

强有效震相特征并抑制无关噪声响应。在此基

础上，分别采用 FK 合成弱震数据和 STEAD 实测

地震记录开展实验，对模型的噪声抑制能力、波

形保持能力和去噪稳定性进行了验证，得出以下

结论：

1）针对 DnCNN 固定尺度卷积对长程上下文

和多尺度震相特征利用不足的问题，本文构建了

“粗略噪声估计—多尺度修正—残差去噪”的分

层处理结构。利用空洞卷积扩大感受野，通过多

尺度特征提取兼顾局部震相细节与整体波形结

构，并利用注意力机制对不同尺度和通道特征进

行自适应筛选。3 种机制在残差估计过程中分别

承担上下文建模、多尺度表征和特征筛选作用，

联合使用后能够减少噪声残留及有效震相误削

弱，尤其能够有效降低负增益样本比例，提高模

型在复杂噪声条件下的去噪稳定性。

2）合成数据和实测数据测试结果表明，DC⁃
MR-Net 在提高信噪比的同时能够较好保持有效

波形，并在不同噪声条件下显著减少负增益样

本。结合消融实验可以看出，完整网络的性能改

善不仅体现在平均 SNRi和 CC 上，更明显地体现

在负增益样本比例的降低，说明空洞卷积、多尺

度特征和注意力机制的联合使用有助于减少异

常去噪结果，提高模型在不同样本上的去噪稳定

性。进一步应用于 STEAD 实测地震记录后，

DCMR-Net 表现出相对于 DnCNN 更高且更稳定

的信噪比改善，并有效降低了负增益样本比例，

表明模型在不同数据分布和观测条件下均具有

较好的背景噪声抑制能力和去噪稳定性。结合

典型波形可以看出，去噪后 P 波初至及主要震相

仍具有较好的可辨识性，说明 DCMR-Net 在真实
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地震记录中具有一定的适用性和应用潜力。

3）本研究仍存在一定局限性。当前 FK 合成

波形相较真实地震记录较为简化，STEAD 实测

样本在区域、事件类型及 SNR 范围等方面的覆盖

也较为有限，模型的去噪性能仍可能受到训练与

测试数据分布差异的影响。同时，受实测数据缺

少无噪声参考的影响，现有评价主要侧重背景噪

声抑制效果和去噪稳定性，对有效信号保真性的

评价仍可进一步完善。后续将通过扩充数据覆

盖范围、完善评价指标并开展不同数据条件下的

模块分析，进一步提升 DCMR-Net 的泛化能力和

实际应用稳定性。
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