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摘要: 准确获取径流信息可为水资源评价、水资源调度和水资源管理与利用提供科学依据和数据支撑。本文基于

三水源新安江模型，构建了一种集合卡尔曼滤波（EnKF）与长短期记忆神经网络（LSTM）的联合校正方法（EnKF-

LSTM）。以岷沱江流域 2010-2019 年日尺度径流模拟为研究对象，综合评估了 EnKF-LSTM、EnKF 和 LSTM 的校

正效果。研究结果表明，与校正前的初始三水源新安江模型结果对比来看，三种校正方法均可提升日径流过程模

拟效果，其中 EnKF-LSTM 联合校正方法效果最为显著，LSTM 次之，EnKF 相对较差。相对于校正前，EnKF-

LSTM 可使岷江流域径流模拟 NSE、R2和 KGE 分别提升 25.37%、22.86% 和 13.92%；沱江流域径流模拟 NSE、R2

和 KGE 分别提升 18.57%、22.85% 和 11.54%。从三种校正方法对丰水期与枯水期校正效果来看，EnKF-LSTM 联

合校正方法也均优于 EnKF 与 LSTM。本文构建的 EnKF-LSTM 联合校正方法能够有效地提高径流模拟的精度，

可为流域的径流模拟提供有效的技术支撑。
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Application of combined correction method based on Ensemble 
Kalman Filter and LSTM neural network in hydrological modelling
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2. School of Water Resources and Hydropower Engineering， Wuhan University， Wuhan 430072， China）

Abstract： Accurate runoff information is an important basis for the study of hydrological processes, which can 
provide scientific basis and data support for water resources management and utilization. In this study, we 
develop an integrated correction method (EnKF-LSTM) of ensemble Kalman filter (EnKF) and long short-term 
memory neural network (LSTM) based on the Xin'anjiang model. The Mintuo River Basin is selected as a case 
study area to comprehensively evaluate the correction effects of EnKF-LSTM, EnKF and LSTM. The results 
show that all the three calibration methods can improve the accuracy of daily runoff modelling, among which the 
EnKF-LSTM shows the best performance, followed by LSTM and EnKF. Compared with the pre-corrected 
scenario, the NSE, R2 and KGE given by EnKF-LSTM increases by 25.37%, 22.86% and 13.92% in the 
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Minjiang River Basin, respectively, and 18.57%, 22.85% and 11.54% in the Tuojiang River Basin, 
respectively. Moreover, the EnKF-LSTM outperforms both EnKF and LSTM in terms of both the flood and 
dry seasons. Therefore, the developed EnKF-LSTM in this study can effectively improve the accuracy of runoff 
simulations and provide effective technical support for runoff simulations in the basin.
Key words： Xin'anjiang model； Long Short Term Memory network； Ensemble Kalman Filter； integrated 
correction method； hydrological modelling

准确获取径流信息可为水资源评价、水资源调

度和水资源管理与利用提供重要数据支撑［1-3］。流

域水文模型是径流模拟预测的重要工具之一，但由

于流域水文模型是一个复杂的系统，在实际应用

中，模型输入、模型结构及参数、状态变量初值和测

量手段等诸多环节会导致模拟径流值与实测值之

间存在误差［4-6］。降低水文过程模拟误差，可有效提

高水文模型的实用性和有效性，对提高径流模拟预

测的精度具有重要的意义。

在利用水文模型进行径流模拟的过程中，通过

对径流模拟结果进行校正，以提高径流模拟的精

度，是一种较为常用的方法［7］。一般来说，径流校正

方法按原理可大体分为两大类：终端校正方法（Ter⁃
minal Bias Correction，TBC）和过程校正方法（Pro⁃
cess Bias Correction，PBC）［7］。TBC 方法不考虑模

型的参数、状态变量等在水文模拟过程中产生的误

差，只对最终模型输出的流量进行校正，以减小与

实测流量之间的误差。常用的 TBC 方法包括：自回

归校正算法［7］、反馈模拟实时校正方法［8］、K 最邻近

结 点 方 法［9］与 长 短 时 记 忆 神 经 网 络（Long Short 
Term Memory network，LSTM）校正方法［10］等，但

TBC 方法无法考虑预报过程中的误差传播，会导致

过程中产生误差在终端发生变化 ，影响校正效

果［11］。PBC 方法考虑了模拟过程中产生的误差，通

过修正状态变量来达到降低终端误差的效果。典

型的 PBC 方法包括最小二乘校正法［12］、集合卡尔曼

滤波法（Ensemble Kalman Filter，EnKF）［13］和动态

系统响应曲线法［14-15］等。相较于 TBC 方法而言，

PBC 方法的计算更加复杂，且十分依赖于观测资料

的实时获取，在实际作业中可应用性不高［11］。随着

校正技术的发展和实际应用的需要，部分学者提出

综合利用 TBC 和 PBC 方法的优势，发展了联合校

正方法，如 Zhang 等［16］提出了一种自回归模型与反

馈模拟法联合的校正方法，以反馈模拟法交替地重

新率定水文模型与自回归模型的参数，显著提高了

白云山水库流域的洪水预报精度；Wang［17］等人提

出了基于动态系统相应曲线法和贝叶斯模型平均

的多模型综合误差校正方法，证明了多模型综合误

差校正的方法对孙水河流域日径流过程模拟具有

改进作用；Liu 等人［18］提出了基于最小二乘支持向

量机和 4D 联合概率分布的径流误差预测方法，利

用最小二乘支持向量机计算 4 个不同预测时段的径

流预测值，结合随机采样的反馈预测得到修正后的

预测误差，提升了吉林省富裕站的日径流模拟预测

精度。上述研究表明，联合校正方法能够降低过程

中的误差传播而造成的不确定性，也能减少对实测

数据的依赖，最终有效提高场次洪水以及日过程模

拟的精度，具有较大的发展潜力和应用前景。

本文综合考虑 TBC 对终端误差与 PBC 对过程

误差的校正优势，通过将 LSTM 校正后的预报流量

按顺序加入到 EnKF 的滤波器中，对模型的状态变

量与参数进行更新，建立了基于 EnKF 与 LSTM 联

合校正方法。以岷沱江流域 2010-2019 年日径流过

程模拟为研究对象，采用纳什效率系数（Nash-Sut⁃
cliffe efficiency coefficient，NSE）、决定性系数（R2）、

克林-古普塔效率系数（Kling-Gupta efficiency coeffi⁃
cient，KGE）为评价指标，验证了 EnKF-LSTM 联合

校正方法在岷沱江流域径流模拟的提升效果。本

文成果可为流域径流模拟和水资源管理提供技术

支撑。

1 研究区概况及数据  
1. 1　研究区概况　

岷沱江流域是长江流域的重要组成部分，大部

分位于四川省内，流域面积约为 16.30×104km2。其

中岷江流域（图 1a）位于东经  104°35’~104°51’，北
纬  28°38’~33°10’之间，发源于岷山，流经阿坝州、

成都市、眉山市、乐山市、宜宾市等地，在宜宾市城

区汇入长江，全长 1279km，流域面积约 13.6 万 km2，

水量充沛，水资源总量约为 900 多亿 m3，水力资源蕴

藏量占长江水系的 1/5。岷江流域年均气温介于

11℃至 17℃之间，年均降雨量在 900mm~1300mm
之间，整体气候特征自北向南气温与降雨量逐渐增

多。沱江流域（图 1b）位于东经 103°41’~105°55’、
北纬 28°50’~31°41’之间，发源于四川西北部九顶
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山区域，经德阳市、资阳市、内江市、自贡市、泸州市

等地 ，于泸州市城区汇入长江。全流域面积为

27860km2，干流全长 502.0km，总落差 214.1m，多年

平均流量为 454m3/s，水资源总量约 143 亿 m3。上

有主流为绵远河，赵镇至内江为中游，内江至河口

为下游，支流毗河、青白江与岷江水系相邻。沱江

流域年均降雨量介于 900mm~1400mm 之间，降雨

主要集中在夏季；年均气温通常在 12℃以上，不超

过 22℃。

1. 2　数据　

本文共搜集到岷沱江流域及其周边区域共计

98 个气象站点（其中岷江流域 65 个，沱江流域 33
个，见图 1）日尺度的气象观测数据，包括降水量与

水面蒸发量。为了构建新安江模型的输入数据，采

用算术平均法分别计算岷江流域与沱江流域的面

平均降水和面平均蒸发量，以表征流域尺度的气象

过程。

岷江流域与沱江流域的出口控制站分别为高

场站与富顺站，本文搜集了两个站点 2010–2019 年

期间的逐日实测流量数据，数据来源为水文年鉴。

上述数据中，2010–2017 年为模型的率定期，2018
–2019 年为验证期，用于对检验模型的模拟能力。

2 研究方法  
2. 1　三水源新安江模型　

三水源新安江模型是一个分单元、分水源、分

阶段的概念性水文模型，主要适用于湿润与半湿润

地区的降水径流过程模拟［19］。该模型按照土层的

不均匀性垂向分布分为三层进行蒸散发计算，采用

流域蓄水容量曲线进行蓄满产流计算，依据自由水

调蓄原理进行分水源计算，最后基于线性水库原

理、滞后演算法与马斯京根分段连续演算法进行汇

流演算［20］。

新安江模型共有 18 个参数，本文根据刘松等

人［21］的研究，对其中 13 个参数采用 SCE-UA 方法进

图 1　岷沱江流域图

Fig.1　Map of the Mintuo river basin
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行率定，目标函数为基于实测流量与模拟流量计算

得到的 NSE 值，经过 500 次率定后得到最优参数值

（表 1）。为评估新安江模型关键参数对模拟性能的

影响，采用 Sobol全局敏感性分析方法［22］，基于蒙特

卡洛采样和  Sobol 方差分解框架，分析其对 NSE 的

影响程度。敏感性分析结果表明，WM 和 WUM 对

模型输出影响最为显著，分别表现出较高的一阶敏

感性指数（S1）和总效应指数（ST）。此外，C、b 及

IM 等参数对模型输出的影响较小，S1 和 ST 均接近

于零，表明其在整体 NSE 响应中的直接线性影响有

限。但值得注意的是，这些参数的总效应指数虽小

但非零，说明它们可能通过参数间的交互作用间接

影响模型表现，尤其是在特定水文情境下（如枯水

期或特定土地类型区域）更可能发挥作用。因此，

本文在 EnKF 的参数更新中仍保留了上述参数，以

提升模型在多时段与复杂条件下的适应能力与结

构合理性。

2. 2　流量校正方法　

2.2.1　EnKF 校正方法　

EnKF 是卡尔曼滤波（Kalman Filter，KF）的一

种拓展方法，它通过向模型中不断加入观测值，使

模型的参数或状态变量更新，从而提高模型的预测

能力［23］。该方法通过一个权重系数（卡尔曼增益）

来调整观测值和模拟值的比例，最终获得模型输出

的最优值。相比起传统的 KF 算法，EnKF 不需要显

式计算协方差矩阵，解决了非线性系统计算困难的

问题，更加适合应用于水文系统中。

EnKF 包括预测步和更新步两个部分，具体算

法步骤如下：

（1）预测步：

初始时刻依据蒙特卡洛抽样方法生成一个具

有特定均值、方差和协方差的大小为 N 的初始状态

变量集合 X= { x 1，x2，....，xn }，对模型输入加入服从

高斯分布的随机扰动，输入到预测模型对状态变量

进行预报，得到模型预测集合：

X f
t,i = φ (X a

t- 1,i,Mt- 1,θ) ( i= 1,2,⋯,N ) (1)
式中 X f

t，i为 t 时刻第 i 个集合成员的预测值；X a
t- 1，i为

t-1 时刻第 i 个集合成员的分析值（也称更新值）；φ
为预测模型，在本文中特指新安江模型；噪声项

Mt- 1 为 t-1 时刻的系统噪声，代表模型误差，θ为模

型参数。

由预测集合可计算求得预测值的估计
-
X t 及预

测协方差矩阵 Pt：

-
X t = 1

N ∑
i = 1

N

X f
t,i (2)

表 1　新安江模型参数范围与率定结果

Table 1　 Parameter range and the best value of Xinanjiang model

参数

KC
WUM
WLM

C
WM

B
IM
SM
EX
KI
CI
CG
CS

物理意义

流域蒸散发能力折算系数

上层张力水蓄水容量

下层张力水蓄水容量

深层蒸散发扩散系数

流域平均张力水容量

张力水蓄水容量面积分布曲线指数

不透水面积占全流域面积的比例

表土层自由水容量

自由水蓄水容量-面积分布曲线指数

壤中流的日出流系数

壤中流日消退系数

地下水日消退系数

地面径流消退系数

初始值

0
20
70

0.14
160
0.27

0.015
40
1.2
0.3
0.9

0.99
0.5

最小值

0.4
10
60
0.1
150
0.2

0.01
20
1

0.1
0.85
0.8
0.4

最大值

1
30
80
0.2
200
0.4

0.02
50
1.5
0.5

0.99
0.998

0.6

最优值

岷江岷江

0.4
10.6
64

0.17
189.3
0.304
0.015
47.1
1.26
0.26
0.91

0.997
0.4

沱江沱江

0.45
12.2
73.7
0.13

175.1
0.28
0.02

20.34
1.44
0.38
0.95
0.84
0.4

表  2　参数敏感性排序

Table 2　Ranking of parameter sensitivities

WUM
WLM
WM

b
C

IM

岷江

一阶敏感性指数

0.376
0.001
0.526
0.012
0.014
0.005

总效应指数

0.419
0.051
0.593
0.015
0.017
0.003

沱江

一阶敏感性指数

0.152
-0.005

0.482
0.042
0.003
0.258

总效应指数

0.198
0.1015
0.547

0.0441
0.005
0.257
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Pt =
1

N- 1 EtE T
t (3)

Et = [ X f
t,1 --Xt,X f

t,2 --Xt,⋯,X f
t,N --Xt ] (4)

式中
-
X t 为  t 时段状态变量预测值的最佳估计；Pt为  

t 时段系统的预测协方差矩阵。

（2）更新步：

对观测值加入服从高斯分布的随机扰动，然后

根据预测值 X f
t，i及预测协方差  矩阵 Pt，及加入扰动

后的观测值，计算卡尔曼增益矩阵 Kt，即计算权重，

该值是加入观测数据滤波的关键，最终得到更新

集合：

Kt = PtH T (HPtH T + Rt)-1 (5)
X a
t,i = X f

t,i + Kt[Zt,i - HX f
t,i ] (6)

式中H为观测矩阵，它的作用是将模型预报的扩展

状态映射到观测空间；Rt为观测矩阵误差的协方差

矩阵；Zt，i为 t时刻第 i个样本的观测值。

对更新值的样本集合取平均值，得到预测状态

的更新值，即预测变量的校正  结果，将更新集合中

第  i 个样本代入模型构成循环，进行下一时段的

滤波。

本文采用 EnKF 更新三水源新安江模型的状态

变量与参数值，构建基于 EnKF 的实时校正模型。

首先采用蒙特卡洛方法生成状态变量和参数集的

初始集合，其中状态变量包括上层土壤含水量与流

量，参数集包括上层张力水蓄水容量（WUM）、下层

张力水蓄水容量（WDM）、流域平均张力水容量

（WM）、张力水蓄水容量面积分布曲线指数（b）、深

层蒸散发扩散系数（C）、不透水面积占全流域面积

的比例（IM）6 个参数，并对其加以扰动生成扰动集

合，将集合成员输入到三水源新安江模型，再经过

预测步得到状态变量的预测集合，预测集合的集合

平均作值为预测变量的最佳估计（即预报值）；对预

测集合加入观测数据不断向前滤波，得到更新集

合，更新后的状态变量作为分析值输入到下一个预

测步构成循环，即构建成实时校正模型。

2.2.2　LSTM 校正方法　

LSTM 是径流模拟中的一种常用方法［24-25］，它

是一种特殊的递归神经网络，由多个记忆单元结构

组成，记忆单元的功能由“遗忘门”、“输入门”和“输

出门”决定［26］，LSTM 的主要原理如下：

ft = σ (Wf[ht- 1,xt ]+ bf) (7)

it = σ (Wi[ht- 1,xt ]+ bi) (8)

Ct = ft ⊗ Ct- 1 + C͂ ( t ) ⊗ it (9)

Ot = σ (Wo[ht- 1,xt ]+ bo) (10)
ht = ot ⊗ tanh (Ct ) (11)

C 't = tanh (Wc[ht- 1,xt ]+ bc ) (12)
式中，ft是遗忘门，决定对上一个单元状态信息的舍

弃量；it是输入门，决定从新获取的信息中储存在当

前单元状态 ct内的比例；ot是输出门，决定了这一时

刻最终的输出信息；xt是输入向量，ht- 1 是上一单元

状态的输出信息，σ是激活函数 sigmod，⊗ 代表向量

相 乘 ，Wf，Wi，Wc，Wo 是 神 经 网 络 的 权 重 矩 阵 ，

bf，bi，bc，bo是偏置向量。

本文建立了一个 LSTM［27］误差校正模型，仅仅

对模拟流量与实测流量之间的误差进行模拟，能够

最大程度上保留了三水源新安江模型的物理机制。

具体步骤如下：首先计算三水源新安江模型的模拟

流量与实测流量之间的误差序列，同时基于降水、

蒸发等实测序列，对 LSTM 进行训练，得到一个训

练效果较好的误差预测模型；使用误差预测模型，

仅对误差进行预报；再对模拟流量进行误差修正，

得到校正后的流量。模型使用包括三层隐藏层的

LSTM，每一层都有 100 个神经元，且在每一层后添

加了 Dropout 层以防止过度拟合。训练时采用 Ad⁃
am 优化器，通过试错法确定模型的超参数，模型每

次输出一个时间序列，并与实测值进行比较，LSTM
的参数设置见表 3。

2.2.3　EnKF-LSTM 联合校正方法　

本文提出了一种 EnKF-LSTM 联合校正方法，

以三水源新安江模型为核心，将基于 LSTM 校正的

流量序列引入 EnKF 滤波器中，实现状态变量与参

数的动态更新。该方法融合了物理驱动模型的可

解释性与数据驱动模型的非线性拟合能力，旨在提

升流域水文模拟的精度与稳健性。其核心思路在

于利用 LSTM 拟合模拟误差，并将其作为观测量代

入 EnKF 系统中，进行状态变量与模型参数的协方

表 3　LSTM 设置参数表

Table 3　The hyperparameter setting of LSTM

参数名称

输出层个数

隐含层神经元数

隐藏层个数

学习率

批处理量

时间步大小

迭代更新次数

隐含层激活函数

变量

Output_size
Run_unit

Layer_size
Learning_rate

Batch_size
Time_step

Epoch
Activation function

设置

1
100

3
0.001

64
30

100
tanh
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差更新。该融合策略与  Moradkhani 等人［28］提出的

基于贝叶斯理论的数据同化框架一致，后者强调通

过递推更新模型状态和参数的联合后验分布，可有

效提升非线性水文模型的预测能力与不确定性量

化水平。本研究借鉴其思路，将 LSTM 输出视为准

观测量引入 EnKF，实现对系统误差的动态修正与

模型状态的实时更新，体现了物理模型与机器学习

耦合的理论可行性与实践有效性，具体步骤如下：

（1）基于气象数据驱动三水源新安江模型，构

建预测模型框架，并初始化 EnKF 滤波器；

（2）采用气象数据作为输入，训练 LSTM 误差

预测模型，输出为新安江模拟值与观测流量的误差

序列；

（3）将 LSTM 预测的误差用于修正模型流量，

得到经过校正的准观测值QLSTM
k ；

（4）将 LSTM 校正后的流量序列QLSTM
k 作为 En⁃

KF 中的观测项，结合新安江模型的模拟流量构建

状态更新公式，实现对状态变量与部分参数的联合

校正，更新公式如下：

Kk = P f
k H T (HP f

k H T + Rk )-1 (13)
x̂ k = xfk + Kk (QLSTM

k - Hxfk ) (14)
（5）使用更新后的模型状态与参数进行下一步

模拟，迭代实现 EnKF-LSTM 耦合校正流程。

在 EnKF 原理中，认为观测值与模拟值同样存

在误差，因此我们可以使用 LSTM 预测的流量作为

EnKF 中观测流量，利用 2010-2017 年的实际流量值

对模型状态进行更新，采用 LSTM 模拟 2018-2019
年的流量，将 LSTM 的模拟流量加入到 EnKF 滤波

器中进行同化，最终得到校正后的流量。

2. 3　评价指标　

本文选择 NSE、R2 与 KGE 三个指标评估日径

流过程模拟效果［29］，计算公式如下：

NSE= 1 -
∑
i= 1

n

( )Qobs - Qsim

2

∑
i= 1

n

( )Qobs -
- -----
Qsim

2 (15)

R2 =

é

ë
ê
êê
ê ù

û
úúúú∑

i= 1

n

( )Qsim,i -
- -- -----
Qsim,i ( )Qobs -

- -- -----
Qobs,i

2

∑
i

n

( )Qsim,i -
- -- -----
Qsim,i

2∑
i

n

( )Qobs,i -
- -- -----
Qobs,i

2
(16)

KGE= 1 - ( r- 1 )2 +( α- 1 )2 +( β- 1 )2

(17)
式中，Qsim，i和 Qobs，i分别表示模拟径流和实测径流；
- -- -----
Qsim，i和

- -- -----
Qobs，i分别表示模拟平均径流和实测平均径

流；n 为样本数量。σsim，σobs分别表示模拟径流与实

测径流的标准差，μsim，μobs分别表示模拟径流与实测

径流的均值，α= σsim
σobs

，β= μsim
μobs

，γ= α
β
。

NSE 用于评估模型的模拟能力，其值范围为

](-∞，1 ，值越接近 1 表示模型模拟越准确；R2 评价

模拟径流与实测径流之间的线性相关程度，其值范

围为 [0，1]，值越接近 1 表示两者之间的线性相关性

越强。KGE 综合评价了模拟径流与实测径流之间

相关性、偏差、变异系数，其值范围为 ](-∞，1 ，值越

接近 1 表示模型模拟越准确［30］。

3 研究结果  
3. 1　初始三水源新安江模型率定　

本文利用三水源新安江模型对高场站与富顺

站的逐日径流进行模拟，参数见表 1，结果表明，岷

江 流 域 率 定 期 的 NSE=0.68，R2=0.70，KGE=
0.71，验证期的 NSE=0.67，R2=0.70，KGE=0.79；
沱 江 流 域 率 定 期 NSE=0.68，R2=0.69，KGE=
0.73，验证期的 NSE=0.70，R2=0.70，KGE=0.78，
水文过程模拟流量与实测流量对比图见图  2。从

NSE、R2和 KGE 来看，三水源新安江模型基本能够

再现岷沱江流域的日径流过程。分析丰水期与枯

水期的评价指标，岷江流域丰水期的 NSE、R2、KGE
分别为 0.39、0.44、0.64，枯水期的 NSE、R2、KGE 分

别为 0.19、0.38、0.57；沱江流域丰水期的 NSE、R2、

KGE 分别为 0.61、0.61、0.71，枯水期的 NSE、R2、

KGE 分别为 0.02、0.41、0.54，说明三水源新安江模

型在丰水期和枯水期的径流模拟精度存在一定的

提升空间。

3. 2　校正方法结果对比分析　

3.2.1　EnKF 校正结果　

基于 EnKF 校正方法（图 3），岷江流域验证期的

NSE=0.70，R2=0.71，KGE=0.81，对比起初始三

水 源 新 安 江 模 型 ，NSE、R2 和 KGE 分 别 提 升 了

4.47%、1.41% 和 2.53%；沱江流域验证期的 NSE=
0.71，R2=0.74，KGE=0.61，对比初始三水源新安

江模型，NSE 和 R2 分别提升了 1.43% 和 5.71%，而

KGE 下降了 21.79%，说明沱江流域模拟流量与观

测流量之间波动性的匹配程度有所下降。从整体

上来看，在经 EnKF 校正后，岷江流域和沱江流域验

证期效果都有所提升。

本文进一步分析了 EnKF 校正方法在丰水期（5
月~10 月）和枯水期（11 月~次年 4 月）的效果（图 3

6
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和表 3）。可以看出，与原始三水源新安江模型相

比，经 EnKF 校正后，岷江流域丰水期的 NSE、R2和

KGE 分别提升 13.62%、5.85% 和 2.03%，枯水期的

NSE、R2 分别提升了 92.31%、6.83%，KGE 下降了

7.17%，除枯水期的 KGE 以外，其它评价指标总体

呈现上升趋势，说明 EnKF 方法对岷江流域丰、枯水

期的日径流模拟精度都有所提升，尤其是在枯水期

的校正效果更为明显。经 EnKF 校正后，沱江流域

丰水期的 NSE 基本没有变化，R2 提升了 10.93%，

KGE 下降了 24.62%，枯水期的 NSE、R2 和 KGE 分

别提升 1919.88%、10.57% 和 12.21%，除丰水期的

KGE 以外，其它评价指标总体呈现上升趋势，说明

EnKF 对沱江流域丰、枯水期都有一定的校正效果，

且在枯水期的校正效果更为明显。

3.2.2　LSTM 校正结果　

基于 LSTM 校正方法（图 4），岷江流域验证期

的 NSE=0.83，R2=0.86，KGE=0.78，对比初始三

水源新安江模型，NSE、R2提升了 23.88%、22.86%，

KGE 下 降 了 1.26%；沱 江 流 域 验 证 期 的 NSE=
0.77，R2=0.77，KGE=0.80，对比初始三水源新安

江 模 型 ，NSE、R2、KGE 提 升 了 10.00%、10.00%、

2.56%。经 LSTM 校正后，岷江流域和沱江流域的

NSE 和 R2 都有明显上升，虽然岷江流域的 KGE 有

轻微下降，但是总体而言，LSTM 的效果优于 En⁃
KF。

本文进一步分析了 LSTM 校正方法在丰水期

（5 月~10 月）和枯水期（11 月~次年 4 月）的效果（图

4 和表 3）。可以看出，与原始三水源新安江模型相

比，经 LSTM 校正后，岷江流域丰水期的 NSE、R2和

图  2　三水源新安江模型模拟流量与实测流量对比图

Fig.2　Comparison between simulated and observed streamflow

表  4　ENKF、LSTM、ENKF-LSTM 模型在丰、枯水期的指标统计

Table 4　 Performance metrics of the ENKF, LSTM, and ENKF-LSTM during wet and dry seasons

流域

校正模型

丰水期

枯水期

NSE

R2

KGE

NSE

R2

KGE

岷江

原始原始

模型模型

0.389
0.444
0.638
0.189
0.380
0.571

ENKF

0.442
0.470
0.651
0.365
0.406
0.530

LSTM

0.702
0.765
0.729
0.543
0.604
0.761

ENKF-LSTM

0.704
0.711
0.819
0.776
0.786
0.863

沱江

原始原始

模型模型

0.607
0.608
0.709
0.018
0.414
0.543

ENKF

0.607
0.675
0.534
0.306
0.458
0.611

LSTM

0.704
0.709
0.756
0.407
0.553
0.711

ENKF-LSTM

0.775
0.810
0.857
0.787
0.797
0.840
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KGE 分别提升 80.46%、72.29% 和 114.23%，枯水

期的 NSE、R2、KGE 分别提升了 186.15%、59.02%
和 33.43%；沱江流域丰水期的 NSE、R2 和 KGE 分

别提升 16.02%、16.49% 和 6.65%，枯水期的 NSE、

R2 和 KGE 分 别 提 升 了 2148.62%、33.52% 和

30.64%。根据以上结果进行分析，岷沱江丰、枯水

期的各项指标的提升相比起 EnKF 都更为明显，说

明 LSTM 不仅在总体流量的校正上优于 EnKF，其

在不同流量区间的校正效果也更好，原因在于 En⁃
KF 更依赖于观测资料的获取，导致校正的效果不

明显，而 LSTM 中引入了门控机制，可以更好地捕

捉序列数据中长期依赖关系，它的记忆功能导致它

能对时间序列进行更加准确的预测。

4.2.3　EnKF-LSTM 校正结果　

基于 EnKF-LSTM 校正方法（图 5），岷江流域

验证期的 NSE=0.84，R2=0.86，KGE=0.90，对比

初 始 三 水 源 新 安 江 模 型 ，NSE、R2、KGE 提 升 了

25.37%、22.86%、13.92%；沱江流域验证期的 NSE
=0.83，R2=0.86，KGE=0.87，对比初始三水源新

安江模型，NSE、R2、KGE 提升了 18.57%、22.85%、

11.54%。经 EnKF-LSTM 校正后，岷江流域和沱江

流域的 NSE、R2与 KGE 都有明显上升，且校正效果

优于 EnKF 和 LSTM 方法。

本文进一步分析了 EnKF-LSTM 校正方法在

丰水期（5 月~10 月）和枯水期（11 月~次年 4 月）的

效果（图 5 和表 3）。可以看出，与初始三水源新安江

模型相比，岷江流域丰水期的 NSE、R2和 KGE 分别

提升 80.97%、60.14% 和 128.31%，枯水期的 NSE、

R2 和 KGE 分 别 提 升 了 308.42%、106.81% 和

51.14%；经过 EnKF-LSTM 校正后，沱江流域丰水

期的 NSE、R2 和 KGE 分别提升 27.81%、33.25% 和

20.86%，枯 水 期 的 NSE、R2 和 KGE 分 别 提 升 了

4249.17%、92.42% 和 54.25%。根据以上结果进行

分析，三种校正方法中，EnKF-LSTM 对于岷沱江

丰、枯水期的各项指标的提升效果最为明显，说明

相比起单一的校正方法，EnKF-LSTM 联合方法能

够更好地对模拟流量进行校正，尤其是对于枯水期

的校正效果更加明显。

对极端水文事件进行分析，EnKF-LSTM 方法

能有效改善三水源新安江模型在极端水文事件模

拟中的精度不足问题。如图 5a 所示，在岷江流域流

量超过 15000m³/s 的极端事件中，三水源新安江模

型在 2018 年呈现低估现象，而在 2019 年则出现显

著高估现象。可以看出，经 EnKF-LSTM 方法校正

后，显著提升了极端水文事件的模拟精度。类似

地，在沱江流域（图 5b）流量超过 5000m³/s 的极端事

件中，三水源新安江模型同样表现出明显的低估，

而经过 EnKF-LSTM 校正后的模拟结果与实测值

图 3　EnKF校正后流域与实测流量、模拟流量对比图

Fig.3　Comparison of EnKF-corrected, simulated, and observed streamflow
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更为接近。

对比以往的研究，本研究提出的 EnKF-LSTM
联合方法能够在日尺度径流模拟中取得与一些先

进方法相当的效果。例如，Amol Patil等［31］使用 En⁃
KF 对 SWAT 模型使用土壤湿度进行数据同化，提

升 日 尺 度 水 文 过 程 的 模 拟 精 度 ，NSE 提 高 了

22.15%；Jonathan M. Frame 等［32］使用 LSTM 对美

国国家水模型模拟的日过程进行校正，NSE 提高了

17.7%。本文使用 EnKF-LSTM 校正方法进行水文

模拟的校正，对比原始的模拟流量，岷江流域校正

后流量的 NSE 提升了 25.37%，沱江流域校正后流

量的 NSE 提升了 18.57%，说明 EnKF-LSTM 校正

方法对三水源新安江模型的日径流有较好校正

效果。

4 结论  
本文基于三水源新安江模型，分别构建单一的

EnKF 校正方法、单一的 LSTM 校正方法、EnKF 与

LSTM 联合校正方法，以岷江流域与沱江流域作为

研究区域，对比各方法校正前后日径流过程模拟精

度变化，主要结论如下：

（1）EnKF-LSTM、EnKF 和 LSTM 三种校正方

法中，EnKF-LSTM 的校正效果最为显著，LSTM

次之，EnKF 相对较差。相比校正前，EnKF-LSTM
可使岷江流域校正后流量的 NSE、R2、KGE 分别提

升了 25.37%、22.86%、13.92%；沱江流域校正后流

量的 NSE、R2、KGE 分别提升了 18.57%、22.85%、

11.54%。

（2）经 EnKF-LSTM、EnKF 和 LSTM 三种方法

校正后，初始模拟流量的丰水期和枯水期模拟精度

都有一定提升，且 EnKF-LSTM 的提升效果最为显

著。经 EnKF-LSTM 校正后，岷江流域丰水期的

NSE、R2 和 KGE 分 别 提 升 80.97%、60.14% 和

128.31%，枯水期的 NSE、R2 和 KGE 分别提升了

308.42%、106.81% 和 51.14%；沱江流域丰水期的

NSE、R2 和 KGE 分 别 提 升 27.81%、33.25% 和

20.86%，枯 水 期 的 NSE、R2 和 KGE 分 别 提 升 了

4249.17%、92.42% 和 54.25%。

本研究提出的 EnKF-LSTM 联合校正方法在

提升新安江模型于岷沱江流域模拟精度方面表现

出一定的优势。该方法具备较强的适应性与可扩

展性，具有推广至其他流域及多种水文模型的潜

力，为复杂流域条件下的水文模拟提供了可行路

径。然而，当前方法仍存在一定的局限性，特别是

在未纳入水库调度及人类活动等关键影响因子的

情形下，其校正效果可能受到干扰。未来研究有必

图 4　LSTM 校正后流域与实测流量、模拟流量对比图

Fig.4　Comparison of LSTM-corrected, simulated, and observed streamflow

9



武汉大学学报（工学版）

要进一步完善模型结构与校正机制，从而增强方法

在真实复杂情境中的适用性与稳健性。
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