
随着遥感技术的快速发展，高分辨率光学影像已

成为城市交通规划、灾害应急响应、智慧农业等领域

的重要数据源[1-2]。基于遥感影像的道路提取，对于城

市规划、导航服务和灾害救援路径优化具有重要意

义[3-4]。光学遥感影像中的道路形态复杂多样，如何在

大尺度、背景复杂的遥感影像中，完整提取道路结

构，具有重要的研究价值。早期研究多采用边缘、纹

理等模板匹配方法[5]或基于经典机器学习模型的像素

分类方法[6]实现道路结构与背景的分割，在简单场景

中表现尚可，但其特征表达能力有限，难以应对复杂

背景与形态多变的道路结构[7]。近年来深度学习技术

凭借其强大的特征自适应性，逐渐成为道路提取的主

流方法 [8]。以卷积神经网络（CNN）为基础的模型通

过局部卷积操作提取道路边缘与纹理特征，而基于视

觉变换器（ViT）的模型则通过全局自注意力机制提

升长距离建模能力，进一步提升复杂道路网络的完整

性[9-11]。目前基于遥感影像的道路提取结果主要存在断

裂、毛刺、拓扑错误等问题，其主要原因可归纳为数

据和模型两个层面。在数据层面，随着遥感影像空间

分辨率的不断提高，其内部地物目标细节特征愈发丰

富，提取任务易受空间层面的阴影遮挡、语义层面的

类道路结构以及同物异谱、同谱异物等问题干扰，导
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致模型难以光滑连续的提取完整道路结构；此外，遥

感影像内道路结构的像素占比远低于无关背景样本，

导致现有方法难以充分学习道路结构特征。在模型层

面，现有模型主要基于 CNN 与 ViT 单元构建，标准

CNN模型虽能有效捕获局部特征，但其上下文感受野

有限，对狭长形态的道路结构上下文建模不足，导致

所提取道路的连通性较差；ViT模型通过全局注意力

提升长距离建模能力，但参数量庞大，且对图像预处

理的分块机制还会导致细节特征难以被连贯学习。针

对上述问题，本文提出了一种基于局部—全局特征联

合编解码的遥感影像道路提取模型。基于内嵌卷积视

觉转换器（AssemFormer）搭建特征编码器网络，利

用卷积核的局部特征提取能力与ViT单元的全局上下

文建模能力同步捕获道路细节纹理与全局上下文关联

特征。在 ViT 建模阶段，以分组查询注意力（GQA）
为注意力计算头，减少键值存储带来的额外计算开

销。在特征解码阶段，利用高效上采样模块（EUB）
对各级特征图进行精细上采样，同时结合通道—空间

双域的混排注意力（SA）赋予特征图注意力权重，抑

制无关背景对提取过程的干扰。在训练阶段，采用广

义骰子系数损失 （GDL） 与自适应阈值焦点损失

（ATFL）组合作为模型损失函数，通过类别平衡权重

与动态聚焦难分类样本策略，优化模糊道路边缘的定

位精度。

1 模型结构概述

1.1 GQA-AssemFormer编码器

为提取不同尺度下的道路细节与全局上下文特征，

通过AssemFormer搭建特征编码网络。AssemFormer单
元封装了尺寸为 3 ´ 3 、 1 ´ 1 的标准卷积核与 ViT 单

元，并在内部通过打包（Pack）、解包 （Unpack） 操

作实施特征图与特征序列之间的双向转换。Pack 操

作层通过补丁拆分与线性投影嵌入的方式将特征图

拉伸为特征序列；Unpack 操作层通过逆向映射操

作，将赋予全局上下文注意力的特征序列还原为图

像。通过 Pack-Unpack 操作实现特征图与序列的转

换，卷积核与ViT单元的协同编码。为控制计算效率，

在 AssemFormer 的 ViT 单元采用 GQA 计算全局注意

力。作为融合多查询注意力与多头注意力优点的多头

注意力机制，GQA将全部查询头分为 G 组，每组包含

H/G 个查询头（H 为注意力头的数量），各组内采用

共享键 （ K ） 和值 （V ） 的策略独立计算注意力，

最后拼接各组所得注意力，作为输出结果。

ì

í

î

ïï
ïï

Qg =X ´W
Q

g

Kg =X ´W K
g

Vg =X ´W V
g

（1）

式中， X 为输入特征， Qg 为第 gÎ[1G] 组对应的查

询； Kg 与Vg 为组内共享键值；W
Q

g 、W
Q

g 、W
Q

g 为

查询、键、值的投影矩阵。

在组内计算注意力，再以通道拼接的形式合并各

组结果，即

Att(QgKgVg)= Softmax(
Qg K T

g

d
)Vg （2）

Att =Concat(Att1Att2Attn)W
o （3）

式中， Att(QgKgVg) 为第 g 组内所得注意力； d 为

键的维度； K T
g 为 K T 的转置； Softmax 为归一化操

作， Concat 为通道拼接； W o 为对应的权重矩阵。

基于GQA构建的AssemFormer结构见图 1a。现有

ViT架构的编码器通常在网络前端采用结合补丁拆分

与线性投影嵌入的方式完成图像的序列化处理，而

GQA-AssemFormer则通过内嵌的 Pack-Unpack机制逐

层实现特征图与序列的相互转换，因此编码网络的头

部改为无损下采样的干细胞层，层间以 2倍步长卷积

的方式进行下采样，编码器完整结构见图1b。
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a GQA-AssemFormer单元结构图 b 编码器结构图

图1 重构编码器结构示意图

1.2 多尺度特征过滤解码网络

为还原特征图平面尺寸，目前解码器多以双线性

插值为基本上采样路径并增加多尺度特征图跨层拼接

的方式，引导特征图重建道路的细节与全局特征；但

简单的图像上采样对内部细节特征的恢复能力有限，

导致特征图中仍存在各类背景噪声，不利于道路结构
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的准确分割。针对该问题，本文构建了带有特征精细

上采样与负样本过滤机制的特征解码器网络。解码器

网络通过EUB机制构建特征多级上采样路径，同时融

合编码器输出的多层特征图，提高图内特征信息的丰

富程度。EUB 单元由双线性插值上采样、标准卷积

核、批量归一化—线性整流函数模块组成，在上采样

的基础上，通过卷积与非线性激活操作，对特征进行

强化处理。对于各解码器层得到的融合特征图，通过

SA 单元二次赋权，过滤特征图内的无关背景特征。

SA单元同时在平面、通道两个维度计算注意力权重。

SA单元沿通道切分将特征分为 G 组，对于任意一组

子特征 XkkÎ(1G) ，沿通道二次分割获得 Xk1 与

Xk2 。在 Xk1 的基础上计算通道注意力，首先通过全局

平均池化（GAP）将特征拉平；再通过由Sigmoid激活

函数与全连接层组成的门控机制，在通道注意力的基

础上生成通道注意力图，即

Fgp( )Xk1 = 1
H ´W å

i = 1

H

å
j = 1

W

Xk1( )i j （4）
X `

k1 = σ( )Fc( )s Xk1 （5）
式中， Fgp 为GAP计算； s 为通道注意力； C ´H ´W

为特征图尺寸； σ 为 Sigmoid激活函数； Fc 为全连接

层组成的门控机制； X `
k1 为通道注意力图。

对于 Xk2 ，采用组归一化计算空间注意力，再通

过门控机制得到空间注意力图，即

X `
k2 = σ( )Fc(GN(Xk2)) Xk2 （6）

式中， GN() 为组归一化计算； X `
k2 为空间注意力图。

在每组赋权特征末端，采用1 ´ 1卷积核完成通道归

一化，再将其与更浅层编码器输出的特征图进行拼接。

1.3 损失函数

对于大尺度遥感影像背景中的道路结构，其像素

占比与背景像素差异显著，在无任何偏置引导的情况

下，易使模型更偏向学习背景像素特征，影响最终的

道路提取精度。针对上述问题，本文采用GDL与AT⁃
FL的组合作为损失函数。

LGDL = 1 -
2 ´ å
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（8）
式 中 ， pn、rn 为 各 像 素 的 真 实 、 预 测 标 签 ；

Wl =
1

å
n = 1

N

r 2
n

为类别均衡权重参数； M = 2 为样本数量

（包含背景像素）； N 为像素总数量； ϖ 为确保分母

不为零的平衡参数； pt 为模型预测正样本的概率； αt

为平衡正负样本贡献的权重系数； θ为用于区分难/易
样本的阈值， pt < θ 表示样本难以被分类； λ为对简

单样本的惩罚因子； μ、ν 分别为控制易分类样本和

难分类样本的调节因子。

GDL 通过引入 Wl 对道路与背景样本加权，引导

道路、背景像素在损失计算过程中的权重，使模型在

训练阶段更加关注道路像素的预测准确性。 LA 通过

自适应阈值和动态权重调整，为不同分类难度的像素

分配不同的权重，增加模型对阴影遮挡、相似线状结

构等区域像素的关注程度，提高模型对复杂场景中道

路结构的提取性能。

2 实验结果与分析

2.1 实验设计

1）实验数据集。为验证本文模型的有效性，

在遥感影像道路提取数据集 DeepGlobe Road[10] 和

Massachusetts Road[11]上开展模型训练与性能验证实

验。DeepGlobe Road数据集包含东南亚地区城市、乡

村等环境的8 970张尺寸为1 024像素 ´ 1 024 像素，空

间分辨率为 0.5 m 的卫星遥感影像；Massachusetts
Road数据集涵盖了美国马萨诸塞州不同区块的卫星遥

感影像1 171张，尺寸为1 500像素 ´ 1 500 像素。

2）数据集预处理。为完成模型的训练测试，按

照 8∶1∶1的比例将两组公开数据集分为相互独立的

训练集、验证集、测试集。对于训练数据集内的样

本，采用随机水平翻转、随机垂直翻转、随机角度旋

转等影像增强措施提高影像样本的多样性，使训练后

的模型能在不同道路结构和环境条件下均有效。

3） 模型训练。实验均采用搭载 2 块 NVIDIA
GeForce RTX 3090显卡的服务器完成，设备操作系统

为 Ubuntu 20.04，中央处理器为 Intel Xeon Platinum
8255C，服务器内存为52 GB，硬盘容量为1 TB。模型

训练过程中，采用权重自适应矩估计算法优化模型参

数，设置初始动量参数为 0.935，权重衰减系数为

0.001，单批次送入模型的训练样本数量为 20个，模

型总迭代次数为150次，初始学习率为0.02。
4） 评价指标。本文选取精确率（P）、召回率（R）、

总体精度（OA）、F1-score、平均交并比（mIoU）作为

实验结果的评价指标。

··28
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2.2 实验结果分析

2.2.1 多模型对比实验

为验证本文模型的实际表现，以UNet[12]、第三代U
型网络（UNet3+） [13]、稠密连接网络（D-LinkNet） [14]、

单分支卷积—转换器网络（SCTNet） [15]、Swin-UNet[16]、

多尺度交换网络（MINet） [17]作为对照组，分别在两组

数据集上进行模型训练和对比实验。实验结果见表 1，
可以看出，本文模型在两组数据集上的 F1-score、
OA、mIoU 分别达到 90.27%、 99.35%、 85.24%以及

90.85%、99.39%、85.65%，表现趋于一致，说明在不

同环境下本文模型均能保持精度稳定。相较于对照模

型，本文模型在 DeepGlobe Road 数据集上的 F1-score
分 别 提 高 19.75% 、 15.86% 、 11.62% 、 8.43% 、

7.14% 、 4.92% ；在 Massachusetts Road 数据集上的

F1-score分别提高 19.21%、15.09%、11.03%、8.51%、

7.38%、4.59%；本文模型的 OA 与mIoU也较对照模型

有不同程度的提高，说明本文模型在遥感影像道路结

构提取任务上的精度表现优于当前主流模型。本文模

型与对照模型提取结果见图2，可以看出，对照模型提

取的道路结构均出现了不同程度的道路结构断裂、部分

消失、非道路结构错误划分等问题，而本文模型提取的

道路结构较为完整，在不同模型反复出现提取错误的区

域也能较完整、正确地分割出道路结构，进一步证明了

本文模型在道路提取精度方面的优势。

表1 不同模型道路提取结果对比

数据集

DeepGlobe
Road

Massachusetts
Road

模型

UNet
UNet3+

D-LinkNet
SCTNet

Swin-UNet
MINet

本文模型

UNet
UNet3+

D-LinkNet
SCTNet

Swin-UNet
MINet

本文模型

P

72.24
76.18
79.44
81.15
82.61
84.34
89.23
74.51
77.37
80.34
82.61
83.34
85.75
89.78

R

68.88
72.72
77.88
81.93
83.66
86.38
91.33
68.98
74.22
79.31
82.07
82.92
86.78
91.95

F1-score
70.52
74.41
78.65
81.54
83.13
85.35
90.27
71.64
75.76
79.82
82.34
83.47
86.26
90.85

OA

97.23
97.76
98.35
98.83
98.94
99.12
99.35
97.45
97.89
98.47
98.94
98.97
99.18
99.39

mIoU
59.74
64.23
66.85
72.29
73.75
78.86
85.24
60.35
64.87
67.32
73.85
74.24
79.23
85.65

Mask Image UNet UNet3+ D-LinkNet SCTNet Swin-UNet MINet 本文模型 Ours-heatmap
图2 不同模型道路提取结果对比图

2.2.2 模型结构验证

为验证以GQA-AssemFormer单元搭建编码器的实

际性能表现，分别将语义分割转换器（SETR） [18]的编

码 器 部 分 、 Swin Transformer 所 搭 建 的 编 码 器 、

GQA-AssemFormer 搭建的编码器应用于本文模型中，

在DeepGlobe Road数据集上进行编码器性能对比实验。

结果表明 （图 3），SETR-Encoder、Swin Transformer、
GQA-AssemFormer的F1-score分别为85.42%、87.81%、

90.27%，mIoU 分别为 78.93%、81.38%、85.24%；说

明以GQA-AssemFormer搭建编码器能通过捕获不同尺

度下的目标细节与全局特征，提高模型对道路结构的

提取精度。

为验证编码器网络中EUB与 SA注意力权重特征

过滤组合对特征图内目标信息的还原效果，分别将

UNet 网络解码器、仅有EUB模块的解码器、仅有 SA
注意力单元的解码器、EUB-SA解码器应用于模型中开

展对比实验。结果表明 （图 4），UNet、EUB-Only、
SA-Only、EUB-SA 解码器的 F1-score 分别为 73.79%、

83.74% 、 81.89% 、 90.27% ， mIoU 分别为 59.74% 、

74.26%、72.85%、85.24%；在构建解码器阶段仅使用
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Mask Image SETR-Encoder Swin Transformer GQA-AssemFormer
图3 不同编码网络提取结果对比

Mask Image UNet EUB-Only SA-Only EUB-SA
图4 不同解码网络提取结果对比

EUB或SA单元所得模型的F1-score略低于二者组合效

果，但仍优于UNet网络的解码器，说明在特征解码阶

段引入精细化上采样与特征二次过滤，能有效提高模

型的提取精度。

损失函数在训练过程中逐步计算各训练轮次

的提取结果与真实掩膜之间的差异，其在训练阶

段的表现对于训练效果与模型性能表现具有直接

影响。为验证本文模型中的损失函数组合的性

能 ， 分 别 以 Dice-BCE、 Dice-ATFL、 GDL-BCE、

GDL-ATFL 为组合，训练本文模型，开展对比实

验 。 结 果 表 明 （图 5）， Dice-BCE、 Dice-ATFL、

GDL-BCE、 GDL-ATFL 的 F1-score 分别为 86.74% 、

88.29% 、 89.25% 、 90.27% ， mIoU 分别为 81.13% 、

82.75% 、 83.87% 、 85.24% ； 验 证 了 GDL、 ATFL
两组损失函数，在提升道路提取准确性方面的有

效性。

Mask Image Dice-BCE Dice-ATFL GDL-BCE GDL-ATFL
图5 不同损失函数模型提取结果对比

为确定GQA中不同共享计算头分组数以及 SA单

元中不同通道分组数的最优设置，参考已有文

献 [19-20]，调整 GQA 计算头分组数 G1Î[8163264] ，

与 SA 单元的通道分组数 G2Î[8163264] ，基于

DeepGlobe Road数据集开展梯度对比实验。实验结果见

表 2，随着 G1 的增加，对应模型的 F1-score 同步上

涨， G1 = 32 时模型的 F1-score 达到最优；随着 G2的

增加，模型的 F1-score 相应提高， G2 =64 时模型的

F1-score达到最高。通过上述实验可确定GQA与SA单

元中分组数的最优配置。

2.2.3 模型结构消融实验

为验证本文模型中不同结构对于提升道路提取精

度的具体贡献，以Swin-UNet为基准模型，分别在两组

数据集上开展消融实验。将GQA-AssemFormer编码器

网络、EUB-SA组合解码器网络、GDL-ATFL损失函

表2 GQA和SA不同分组参数设置对比实验

方法

GQA( G1 )

SA( G2 )

分组数

8
16
32
64
8
16
32
64

F1-score/%
88.21
88.56
90.27
89.74
88.62
89.17
89.53
90.27

mIoU%
82.35
82.87
85.24
84.39
82.73
83.58
84.16
85.24
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表3 消融实验结果

模型

基准

1
2
3
4
5
6

Ablations
GQA-AssemFormer

-
√
-
-
√
-
√

EUB-SA
-
-
√
-
√
√
-

GDL-ATFL
-
-
-
√
-
√
√

DeepGlobe Road
F1-score/%

83.13
87.41
85.35
84.63
89.56
86.45
88.36

mIoU/%
73.75
81.25
78.86
76.32
84.65
79.12
83.65

Massachusetts Road
F1-score/%

83.47
87.53
85.64
84.97
89.79
86.52
88.93

mIoU/%
74.24
81.87
79.14
76.73
85.14
79.48
84.27

数3组结构单独应用于基准模型上，构建消融模型1~
3，将 3 组优化结构以不同组合形式应用于基准模型

上，构建消融模型4~6，实验结果见表3。基准模型和

各消融模型的检测结果见图6。

Mask Image 基准模型 模型1 模型2 模型3 模型4 模型5 模型6
图6 基准模型与消融模型检测结果

基准模型在两组数据集上的 F1-score 达到了

83.13%与83.47%；替换编码器网络后，消融模型1的

F1-score分别提升至 87.41%与 87.53%。观察模型结构

可知，以GQA-AssemFormer搭建的编码器网络，在各

尺度特征图上先后进行卷积与全局自注意力计算，卷

积层直接捕捉像素级道路边缘、材质、纹理等局部特

征，自注意力机制则建模道路像素间跨越大区域、长

距离的空间依赖关系，理解道路网络的拓扑连通性，

同时借助单元内部特征图向卷积、GQA-AssemFormer
的顺序传导路径与通道拼接机制，实现了细节纹理与

全局上文的关联，能使模型更好地建立像素间跨区域

的全局关联，从而更好地预判断裂道路的合理连接方

式，使得消融模型 1在提取精度上优于基准模型。采

用EUB-SA组合解码器后，消融模型2的F1-score提升

至 85.35%与 85.64%。EUB-SA 一方面通过精准上采

样，充分恢复了特征图内的道路细节信息，避免传统

插值上采样过程引入无关背景噪声；另一方面基于SA
机制进行注意力建模，使模型更侧重学习道路结构特

征并抑制无关背景噪声，能更准确地捕捉道路边界细

节，减少对非道路结构的错误划分。以GDL-ATFL替

换现有损失函数，消融模型 3的 F1-score达到 84.63%
与84.97%。GDL通过像素级类别加权，确保模型关注

正确预测的道路像素，有效抑制模型学习无关背景的

倾向，而ATFL在此基础上引入自适应阈值动态区分

难易样本，进一步优化模型对模糊或缺失道路的预测

效果。GDL-ATFL组合在像素级分类与对象级相似度

任务上实施双重保障，使得消融模型 3 在提取细小、

复杂或被干扰的复杂道路时，提升了对道路结构和边

缘提取的准确性。组合使用上述改进措施后，对应消

融模型的提取精度均较基准模型有一定的提升。
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3 结 语

为准确提取遥感影像中的道路结构，构建全

局—局部特征联合编解码的遥感影像道路提取模型。

以GQA-AssemFormer单元搭建编码器网络，在各尺度

特征图上同步编码全局与细节特征；在解码器网络中

利用EUB单元对特征图精细上采样，并采用 SA单元

通过空间与通道维度注意力进一步过滤特征图内无关

背景特征；使用GDL-ATFL组合损失函数引导模型在

训练期间关注学习道路样本和难分类区域的特征分

布。实验结果表明，本文模型在DeepGlobe Road上的

F1-score 达 到 90.27% ， 较 对 照 模 型 分 别 提 升 了

19.75%、15.86%、11.62%、8.43%、7.14%、4.92%；

在 Massachusetts Road 数 据 集 上 的 F1-score 达 到

90.85%，较对照模型分别提高了 19.21%、15.09%、

11.03%、8.51%、7.38%、4.59%。在不同场景下，本

文模型均能更完整地提取复杂地表环境下的道路结

构，结果与真实掩膜更接近，表现出良好的提取精度

与泛化水平。后续研究将进一步优化模型结构，在增

强提取精度的同时，压缩网络参数和训练拟合所用的

时间。
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