
高光谱影像分类在众多应用场景中取得了显著成

就 [1-3]，其中卷积神经网络 （CNN） 模型发展十分迅

速[4-5]。为了更有效地捕捉高光谱影像中的空谱信息，

众多学者 [6-13]设计了各种 CNN 模型并不断地进行改

进。尽管基于CNN的方法在捕获高光谱影像上下文信

息方面表现出色，但在捕捉细微光谱差异方面仍存在

不足。此外，这些方法可能过分强调空间信息，而忽

略了光谱序列信息的重要性，使得深入挖掘和描述影

像中的光谱特征变得更加具有挑战性。因此，本文提

出了结合混合注意力机制的空洞卷积神经网络

（HA-DLNet）模型，在兼顾空间和通道信息的同时，

高效强化模型在特征提取上的关注区域，确保模型既

不会忽视光谱信息中的细微差异，也不会漏掉重要的

空间位置信息。

1 HA-DLNet模型

1.1 网络结构

HA-DLNet由光谱特征学习模块和空间特征学习
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摘 要：针对卷积神经网络在高光谱影像地物分类中精度较低的问题，提出了一种结合注意力机制的空洞卷积神经网络

（HA-DLNet）。在编码器端采用轻量化的主干特征提取器，通过三维卷积模块提取光谱特征，并引入由通道注意力、空间注意

力和多头自注意力构建的混合注意力机制，利用异感受野融合连接和条纹池化策略优化编码器结构，实现全局上下文信息学习

与重建。通过全局卷积网络模块将解码器结构连接稠密化，进一步融合边界增强，实现浅层空谱特征损失的恢复。在 Indian
Pines、Salinas Valley和WHU-Hi-LongKou数据集的实验结果表明，HA-DLNet能增强不同区域空谱特征的关注度，同时细化

地物边缘信息。
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模块两部分组成（图 1）。相较于DeepLabV3+，其改

进点为：①通过主成分分析 [14-15]对输入影像进行降

维，再传输至轻量化三维卷积结构中提取光谱特征；

②主干特征提取模块替换为轻量化的MobileNetV2[16]，

采用异感受野融合连接和条纹池化策略优化空洞空间

金字塔池化结构；③引入由卷积注意力模块（CBAM）

和多头自注意力模块（MSAM）组成的混合注意力机

制；④采用全局卷积网络模块（GCNM）进行稠密化重

构，边界增强（BR）进一步细化地物边缘。

高光谱影像

光谱特征学习

主干特征提取 多尺度信息融合 编码器

分类结果

低维信息融合

解码器

MobileNetV2

PCA

Gonv3D3×3×3
Gonv3D1×1×3

Gonv2D1×1

Reshape

CB
AM

ASPP
Gonv2D1×1

DSConv2D3×3Rate=6
DSConv2D3×3Rate=12
DSConv2D3×3Rate=18
条纹池化

MS
AM

Gonv2D1×1

Gonv2D1×1GCNM 4倍上采样

4倍上采样 BR Gonv2D1×1

通道拼接 卷积注意力模块 多头自注意力模块 全局卷积网络模块 边界增强BRGCNMMSAMCBAM

C

C

C

C

图1 HA-DLNet网络结构

1.2 混合注意力机制

混合注意力机制由CBAM和MSAM组成，在强调

空间特征的同时，保证了对细微光谱特征的提取。

CBAM是通道注意力机制（CAM）和空间注意力机制

（SAM）共同作用的结果，主要用于空间—通道信息

提取，但对光谱维度间差异的捕捉能力不足。为了解

决该问题，将其与MSAM相结合，以具备更强的光谱

信息处理能力。

1） CAM。通过为不同通道分配不同的注意力权

重，实现对特征图的重标定，能够更加关注对任务贡

献较大的通道特征，而抑制不重要的特征。其计算公

式为：

Mc = σ(W1(W0(F
c
avg))+W1(W0(F

c
max))) （1）

式中， σ 为 Sigmoid 激活函数； W1 、 W0 为两个输入

MLP 后的权重系数； F c
avg 、 F c

max 分别为经平均池化

和最大池化后的通道特征向量。

2） SAM。通过聚焦于关键区域，帮助模型更准

确地捕捉输入数据中的有用信息，从而提高模型在各

种视觉任务中的性能。其计算公式为：

Ms = σ( f ([F s
avg ; F s

max])) （2）

式中， f 为卷积操作；其他参数含义同式（1）。
3）MSAM。通过构建多个并行自注意力计算模块

从不同角度捕捉特征的内部相关性，以提高特征点之

间的相关性，完成长距离依赖信息表征，同时减少对

外部信息的依赖。其计算公式为：

MMSA =Concat(Head1Headn)W
O （3）

Headi =MSA(QW
Q

i KW K
i VW V

i ) （4）
式中， Headi 为单头自注意力分支；W

Q

i 为查询向量

Q 对应的权重矩阵； W K
i 为键向量 K 对应的权重矩

阵；W V
i 为值向量V 对应的权重矩阵。

1.3 GCNM与BR
GCNM能在不显著增加参数量的前提下，有效增

大网络的感受野，输入特征向量分别经过 1 ´ k + k ´ 1

和 k ´ 1 + 1 ´ k 两组非对称卷积映射得到两个大小为

k ´ k 的特征图，再将两个特征图相加融合得到最终的

特征图，实现了大卷积核效果并减少了参数量。BR
利用两个3×3的卷积层提取输入特征图中微小的空谱

特征，采取残差连接的方式与原输入特征图相加，从

而达到细化地物边缘信息的目的。

1.4 损失函数

交叉熵损失衡量的是模型预测的概率分布与真实标

签的概率分布之间的差异，在模型预测错误时能给出更

大的梯度，有助于模型更快地收敛。其计算公式为：

LossCE(x x̂)=- 1
Nåi = 1

N

å
j = 1

M

xij log(x̂ij) （5）
式中， N 为样本数量； M 为类别数量； xij、x̂ij 分别

为第 i 个样本第 j 个类别的真实标签和预测概率。

2 实验设计

本文在 Indian Pines、Salinas Valley 和 WHU-Hi-
LongKou 三 个 公 开 数 据 集 上 ， 将 HA-DLNet 与

1D-CNN[17]、2D-CNN[18]、3D-CNN[19]、HSN[20]和SSFTT[21]

进行对比实验。

2.1 实验数据集和精度评价指标

Indian Pines 数据集包含 16 类地物，实验随机抽

取10%的像素样本作为训练集，剩余像素样本作为测

试集。Salinas Valley数据集包含16类地物，实验随机

抽取 5%的像素样本作为训练集，剩余像素样本作为

测试集。WHU-Hi-LongKou数据集由武汉大学于2020年

发布，包含 9类地物，实验随机抽取 10%的像素样本

作为训练集，剩余像素样本作为测试集。3个数据集

各地物类别的标签信息见表1~3。

··2
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表1 Indian Pines数据集标签信息/个

类别

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16

中文类名

苜蓿

免耕玉米

玉米幼苗

玉米

牧草

树木

修剪后牧草

干草料堆

燕麦

免耕大豆

少耕大豆

修剪后大豆

小麦

树林

建筑-草-树
石-钢-塔

训练样本数

5
143
83
24
48
73
3

48
2

97
245
59
20
126
39
9

测试样本数

41
1 285
747
213
435
657
25
430
18
875

2 210
534
185

1 139
347
84

总样本数

46
1 428
830
237
483
730
28
478
20
972

2 455
593
205

1 265
386 386

9 393
表2 Salinas Valley数据集标签信息/个

类别

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16

中文类名

西兰花-杂草-1
西兰花-杂草-2

休耕地

休耕地-粗耕

休耕地-精耕

作物茬

芹菜

葡萄

葡萄园-土壤

玉米

生菜-4周

生菜-5周

生菜-6周

生菜-7周

葡萄园

葡萄园-垂直格

训练样本数

100
186
99
70

134
198
179
564
310
164
53
96
46
54

364
90

测试样本数

1 909
3 540
1 877
1 324
2 544
3 761
3 400

10 707
5 893
3 114
1 015
1 831
870

1 016
6 904
1 717

总样本数

2 009
3 726
1 976
1 394
2 678
3 959
3 579
11 271
6 203
3 278
1 068
1 927
916

1 070
7 268
1 807

表3 WHU-Hi-LongKou数据集标签信息/个

类别

1
2
3
4
5
6
7
8
9

中文类名

棉花

宽叶大豆

混合杂草

窄叶大豆

玉米

水体

水稻

芝麻

道路及房屋

训练样本数

835
6 321
523
415

3 451
6 706
1 185
303
712

测试样本数

7 512
56 891
4 706
3 736
31 060
60 350
10 669
2 728
6 412

样本总数

8 347
63 212
5 229
4 151

34 511
67 056
11 854
3 031
7 124

本文采用总体精度（OA）、平均精度（AA）和

Kappa系数3个指标评估分类结果。

2.2 实验环境

为保证所有实验训练环境的一致性，本文在同一

台计算机上进行所有实验，实验平台参数信息为：中

央处理器 Intel Core i7-9700，图形处理器 NVIDIA
RTX 2080 SUPER，操作系统 Windows 10，深度学习

框架 PyTorch，集成开发环境 PyCharm，重要软件

Python3.9、CUDA11.6、Torch1.12.1等。实验涉及的神

经网络超参数的设置情况为：学习率 0.001、动量

0.9、权重衰减 0.000 5、迭代次数 100、批量大小 30、
补丁大小15。
3 实验结果与分析

3.1 对比实验

1） Indian Pines 数据集。不同方法在 Indian Pines
数据集上的分类精度见表4，HA-DLNet的 OA、AA 和

Kappa系数分别达到了98.68%、97.11%和98.49%，均

为该数据集上的最高值。在草地—修剪后的牧草、干

料草堆这两项地物分类中，HA-DLNet的分类精度高

达 100%；在免耕玉米、玉米等类别中也达到了最高

分类精度。

表4 不同方法在 Indian Pines数据集上的分类精度/%

类别

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
OA

AA

Kappa系数

1D-CNN
32.44
69.84
62.82
43.05
88.48
96.59
40.40
98.28
39.44
67.34
82.92
73.15
97.95
94.04
60.98
83.45
78.89
71.58
74.88

2D-CNN
81.46
91.44
91.88
91.36
92.66
99.23
75.20
99.16
71.66
92.57
96.94
85.22
99.51
98.41
92.65
93.92
94.47
90.83
93.69

3D-CNN
46.34
91.90
96.92
95.77
96.55
99.64
92.01
99.95
61.11
95.08
98.27
93.82
99.02
99.91
94.81
96.42
96.51
91.13
96.62

HSN
82.92
94.16
98.52
94.83
98.85
99.08

100.00
99.53
92.59
98.74
99.23
94.63
96.75
99.64
97.34
88.36
97.15
95.22
96.75

SSFTT
95.85
94.91
98.72
98.77
98.06
98.82
90.40
99.81
68.77
97.63
98.82
95.03
96.16
99.01
97.52
91.07
97.77
94.75
97.46

HA-DLNet
92.43
98.27
97.72
99.20
97.24
98.88

100.00
100.00
82.77
99.68
99.04
96.04
99.89
99.70
99.79
93.09
98.68
97.11
98.49

目视解译效果见图 2，对比方法在分割中部包含

大豆幼苗与免耕玉米的混合区域时均存在局限性，其

中1D-CNN表现最差，未能有效识别大面积的免耕玉

米，存在大量噪声点，导致分类结果混淆；2D-CNN
较1D-CNN有所改进，引入空间维度信息后显著提升

彭家真等：引入注意力机制的高光谱影像分类空洞卷积网络 ··3
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了边界识别的准确性，使得分类错误区域以噪声块的

形式出现，但其对复杂场景边界的精细处理尚需提

升；3D-CNN和HSN通过提取空谱信息，显著降低了

分类错误和边界误判，但HSN在对中部连接处的免耕

玉米分类中仍存在边界收缩、识别范围偏小的缺陷；

SSFTT在边界界定上更精准，但仍存在分类错误的噪

声 点 。 相 比 之 下 ， HA-DLNet 模 型 不 仅 避 免 了

1D-CNN和 SSFTT中分类错误的噪声点，而且能进一

步细化混合区域的边界，取得更好分类效果。

a 伪彩色图 b 真值图 c 1D-CNN

d 2D-CNN e 3D-CNN f HSN

g SSFTT h HA-DLNet

首蓿

免耕玉米

玉米幼苗

玉米

草地-牧草

草地-树木
草地-修剪
后牧草
干草料堆

燕麦

免耕大豆

大豆幼苗

修剪后大豆

小麦

树林

建筑-草-树
石-钢-塔

图2 不同方法在 Indian Pines数据集上的分类效果

2） Salinas Valley 数据集。不同方法在 Salinas
Valley数据集上的分类精度见表5，HA-DLNet模型的

OA、AA 和Kappa系数分别达到了 99.93%、99.86%和

99.92%，均为该实验数据集上的最高值。在芹菜、葡

萄园—土壤、西兰花—杂草等地物分类中，HA-DLNet
的分类精度高达 100%；HSN的表现紧随其后，在芹

菜、葡萄园—垂直格等地物分类中，精度也高达

100%。相较于1D-CNN和2D-CNN，其他方法具有更

好的分类效果。

目视解译效果见图 3，部分对比方法在分类影像

左上角葡萄与葡萄园的混合区域时存在缺陷，其中

1D-CNN在该混合区域分类边界模糊，且存在大量噪

声点，在其他区域分类中也存在该问题； 2D-CNN改

善了1D-CNN的分类效果，分类错误区域以噪声块的

形式出现，尤其是在芹菜的分类中，将其大面积错分

为葡萄园—垂直格，分类精度低至 40.50%；3D-CNN
避免了2D-CNN在芹菜区域的错误分类，同时降低了

其他区域的分类混淆，但在边缘区域的分类中不够精

细；HSN在3D-CNN的基础上进一步改善了性能，但

仍存在分类错误；SSFTT 虽然避免了块状分类错误，

但在部分地物分类中仍存在少量噪声点。相比之下，

HA-DLNet克服了HSN和 SSFTT的缺陷，没有块状或

点状的噪声， OA 几乎达到100%。

c 1D-CNNa 伪彩色图 b 真值图

f HSNd 2D-CNN e 3D-CNN

g SSFTT h HA-DLNet

西兰花-杂草-1
西兰花-杂草-2
休耕地
休耕地-粗耕
休耕地-精耕
收割后作物茬
芹菜
葡萄
葡萄园-土壤
玉米
生菜-4周
生菜-5周
生菜-6周
生菜-7周
葡萄园
葡萄园-垂直格

图3 不同方法在Salinas Valley数据集上的分类效果

表5 不同方法在Salinas Valley数据集上的分类精度/%

类别

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
OA

AA

Kappa系数

1D-CNN
99.20
99.96
98.97
99.20
97.87
99.80
98.66
82.07
99.66
95.86
97.68
99.89
98.60
96.16
76.71
98.34
92.41
96.23
91.56

2D-CNN
99.47
99.99
90.09
91.23
98.97
99.99
40.50
97.94
99.77
99.77
99.01
99.99
95.17
96.65
90.19
98.83
93.41
93.60
92.67

3D-CNN
99.96
99.99
99.95
99.39
99.71
99.99
99.94
99.68
99.97
99.81
99.08
99.78
99.85
99.11
99.27
99.47
99.57
99.69
99.52

HSN
100.00
100.00
99.95
99.89
99.48
99.91

100.00
99.99

100.00
99.96
98.71

100.00
99.93
99.76
98.20

100.00
99.70
99.74
99.67

SSFTT
99.94
99.93
99.93
98.50
98.98
99.95
99.78
99.75
99.99
99.62
99.30
99.99
98.56
97.96
99.89
99.20
99.71
99.50
99.68

HA-DLNet
100.00
100.00
99.99
98.43
99.48
99.98

100.00
99.99

100.00
99.98
99.98

100.00
100.00
99.94
99.99
99.98
99.93
99.86
99.92
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3） WHU-Hi-LongKou 数 据 集 。 不 同 方 法 在

WHU-Hi-LongKou 数 据 集 上 的 分 类 精 度 见 表 6，
HA-DLNet 的 OA、AA 和 Kappa 系 数 分 别 达 到 了

99.52%、99.38%和 99.30%，均为该实验数据集上的

最高值。在大部分地物分类中，HA-DLNet取得了最

高的分类精度，其余的地物分类精度也与最高精度十

分接近。

表6 不同方法在WHU-Hi-LongKou数据集上的分类精度/%

类别

1
2
3
4
5
6
7
8
9

OA

AA

Kappa系数

1D-CNN
87.43
83.98
19.83
96.52
90.27
99.20
73.70
79.94
67.82
89.20
60.95
85.59

2D-CNN
93.64
98.74
93.99
91.37
96.01
98.45
80.29
72.59
83.18
92.88
77.01
90.59

3D-CNN
98.98
94.92
99.08
99.57
99.01
99.93
94.67
98.39
96.58
98.35
96.51
97.84

HSN
96.30
99.19
89.60
98.75
98.73
99.82
85.82
94.49
90.55
98.96
97.38
98.63

SSFTT
99.48
93.38
99.50
99.47
99.68
99.96
94.85
98.06
97.13
99.18
97.83
98.99

HA-DLNet
99.93
99.92
99.37
99.51
99.67
99.98
94.97
98.37
99.85
99.52
99.38
99.30

目视解译效果见图 4，对比方法在地物影像分类

中存在不同程度的缺陷，其中1D-CNN的分类效果最

差，解译后的影像中存在大量噪声点，棉花与芝麻的

混合区域分类混淆，对道路的识别能力较弱；相较于

1D-CNN，2D-CNN 凭借对高空间分辨率影像的有效

利用，显著减少了噪声点，但仍将棉花区域误分为宽

叶大豆；3D-CNN改善了宽叶大豆和棉花混合区域的

分类，但仍存在噪声点；HSN对道路、芝麻这两类条

状细长分布地物的识别精度较低；SSFTT克服了HSN
的这一缺陷，但对窄叶大豆和宽叶大豆这两种接近地

物的边缘细化效果较差，未能准确识别两块区域的边

界。相比之下，HA-DLNet在保证识别细长分布地物的

同时细化了边缘信息，取得了最佳分类效果。

4） 模型效率。在 Indian Pines、Salinas Valley 和

WHU-Hi-LongKou 数据集上，对比分析 1D-CNN、

2D-CNN、3D-CNN、HSN 和 SSFTT 五种模型的效率。

为更直观地展示模型的计算复杂度和运行时间，本文

选择了训练时间、测试时间和模型参数量 3 个评价

指标，结果见表 7，实验选取 10%的像素点作为训

练样本，剩余均为测试样本，记录训练和测试每轮所

需时间。结果表明，1D-CNN 模型在效率和简洁性

方面表现突出，但分类效果较差；相较于 1D-CNN，

2D-CNN 的训练和测试时间更长、所需参数量更大；

3D-CNN在处理高光谱数据时能同时捕捉空间和光谱

信息，提升分类精度的同时降低了参数量；HSN在特

征提取能力和计算效率之间达成了一定的平衡，适合

大规模数据集的处理；SSFTT通过特征迁移强化了对

稀缺样本的适应能力，具有更小的参数量和更短的运

行时间。相比之下，HA-DLNet通过混合注意力机制

提升了模型的细微特征捕捉能力，但参数量较大、训

练和测试时间较长。

a 伪彩色图 b 真值图 c 1D-CNN

d 2D-CNN e 3D-CNN f HSN

g SSFTT h HA-DLNet

棉花

宽叶大豆

混合杂草

窄叶大豆

玉米

水体

水稻

芝麻

道路及房屋

图4 不同方法在WHU-Hi-LongKou数据集上的分类效果

表7 不同方法在3个数据集上每轮训练、测试时间和模型参数量

数据集

Indian Pines

Salinas Valley

WHU-Hi-LongKou

效率指标

训练时间/s
测试时间/s
参数量/K
训练时间/s
测试时间/s
参数量/K
训练时间/s
测试时间/s
参数量/K

1D-CNN
0.11
0.12

72.30
0.53
0.60

74.30
2.35
2.12

81.73

2D-CNN
8.19

40.63
2 636.34

43.63
213.51

2 650.16
182.82
550.05

2 871.08

3D-CNN
0.19
1.16

974.51
0.88
6.28

994.10
4.05

16.44
780.97

HSN
0.47
5.64

3 942.66
2.92
33.59

4 016.39
14.73
88.60

5 231.99

SSFTT
0.13
0.39

153.22
0.61
1.93

153.22
2.39
8.45

153.22

HA-DLNet
1.66
9.15

7 021.32
7.04

47.82
7 021.32

23.70
108.83

6 954.11

彭家真等：引入注意力机制的高光谱影像分类空洞卷积网络 ··5
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3.2 消融实验

本 文 分 别 在 Indian Pines、 Salinas Valley 和

WHU-Hi-LongKou 数据集上进行消融实验，以验证

CBAM、MSAM和GCNM模块在不同质量数据集上的性

能。实验结果见表8~10，表中勾选符号表示添加该模

块，可以看出，3个模块的联合使用可获得最高的分

类精度；选用CBAM和MSAM模块对模型分类性能提

升最显著，证明了引入混合注意力机制的有效性；相

较于 MSAM 模块，CBAM 模块对模型性能的提升更

大；GCNM作为优化编码器分支的模块，其单独提升

效果不如其他两个模块明显，但仍可作为二者的后续

分支加入网络，实现对上采样损失信息的有效恢复。

表8 各模块在 Indian Pines数据集上的消融实验结果/%

HA-DLNet
√
√
√
√
√

CBAM模块

√
√

√

MSAM模块

√

√
√

GCNM模块

√
√
√

OA

97.74
98.57
98.26
98.00
98.68

Kappa系数

97.45
98.22
97.89
97.50
98.49

表9 各模块在SalinasValley数据集上的消融实验结果/%

HA-DLNet
√
√
√
√
√

CBAM模块

√
√

√

MSAM模块

√

√
√

GCNM模块

√
√
√

OA

99.55
99.89
99.79
99.76
99.93

Kappa系数

99.47
99.86
99.78
99.74
99.92

表10 各模块在WHU-Hi-LongKou数据集上的

消融实验结果/%

HA-DLNet
√
√
√
√
√

CBAM模块

√
√

√

MSAM模块

√

√
√

GCNM模块

√
√
√

OA

99.09
99.46
99.30
99.19
99.52

Kappa系数

98.93
99.35
99.23
99.07
99.38

4 结 语

本文提出了 HA-DLNet 模型，并在 Indian Pines、
Salinas Valley 和 WHU-Hi-LongKou 数 据 集 中 ， 与

1D-CNN、2D-CNN、3D-CNN、HSN 和 SSFTT 等方法

开展了对比实验，验证了HA-DLNet分类效果的优越

性。对引入的 CBAM、MSAM 和 GCNM 模块进行消融

实验，验证了混合注意力机制和 GCNM 模块的有效

性，可有效提升模型的分类效果。相较于传统CNN，

HA-DLNet 在训练和推理过程中需要更多的计算资

源，训练时间较长，未来的研究将集中于如何通过模

型压缩和优化来提高复杂模型的效率，以便在保持性

能的同时，降低计算成本和提高实时性。
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