
地形测绘是水利工程的基础，其依赖机载激光雷

达点云生成DEM[1-5]。目前，地面滤波方法从传统机器

学习发展到深度学习，但现有方法缺乏长距离特征依

赖，影响复杂地形分析[6-10]。Transformer通过自注意力

机制获取远程信息，是生成长距离特征依赖的有效手

段，该机制能够同时整合点云局部和全局信息，从而

在复杂地形和大范围环境建模中提供更准确和全面的

分析[11]。因此，一些基于Transformer的点云分割方法

相继提出，Point Transformer[12]将“向量自注意力机

制”和“减法关系”融合，实现点云全局特征聚合；

Voxel Transformer[13]以体素为单位执行自我关注，但丢

失了点的位置信息；Fast Point Transformer[14]是 Point

顾及多高程多密度 Transformer 的点云地面滤波
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摘 要：地面滤波是处理ALS点云数据的基础步骤之一，Transformer机制为点云数据处理提供了新的解决方案，但现有方法大

多通过堆砌Transformer提高地面滤波精度，未曾建立长距离点云特征依赖关系。为此，提出一种多层Point Transformer模型并

将其应用于大范围ALS点云地面滤波，该模型结合了Transformer、反向残差MLP和卷积的多重优势，能够实现点云场景多层位

置信息的捕获和轻量化计算。首先，提出融合了多层位置信息的多高程多密度Transformer，该模块分别依据高程和密度对点云

场景进行分层，选取高程层和密度层的邻域信息构成多层特征，并分层计算注意力，实现点云高程和密度特征融合。其次，提

出一种点云上下文位置编码算法，以准确描述点云上下文依赖关系。最后，在特征维度较小的输入输出层放置Transformer块，

以减少内存占用，实现模型轻量化。实验引入大范围ALS点云数据集OpenGF充分验证多层Point Transformer的综合性能，结

果表明，多层Point Transformer能够满足大范围ALS点云地面滤波需求，与现有方法相比，取得了更先进的地面滤波精度，并

降低了模型复杂度。
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Abstract: Ground filtering is one of the foundation steps for processing ALS point cloud data. The Transformer mechanism provides a solution

for point cloud data processing, but most of the existing methods improve the ground filtering accuracy by stacking Transformers, without ever

establishing the long-distance point cloud feature dependency. For this reason, we proposed a multi-layer Point Transformer model and applied it

to large range ALS point cloud ground filtering, which combining the multifaceted advantages of Transformer, inverted residual MLP, and convo-

lution, and realizing the capture of multilayered positional information of point cloud scene and lightweight computing. Firstly, we proposed a

multi-elevation and multi-density Transformer fusing multi-layer position information, which could layer the point cloud scene based on eleva-

tion and density respectively, choose the neighboring information of elevation and density layers to constitute multi-layer features, and calculate

the attention in layers to realize the fusion of elevation and density features of point cloud. Secondly, we proposed a point cloud context location

coding algorithm to accurately describe the point cloud context dependencies. Finally, we placed a Transformer block in the input-output layer

with smaller feature dimensions to reduce the memory occupation and achieve model lightweighting. Experiments used large-scale ALS point

cloud dataset OpenGF to fully validate the comprehensive performance of multilayer Point Transformer. The results show that the multilayer

Point Transformer can meet the demand of ground filtering for large-scale ALS point clouds, and achieve a more advanced ground filtering accu-

racy and reduce the model complexity compared to the existing methods.
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Transformer的改进版本，训练速度更快，模型复杂度

更小。Stratified Transformer[15]则利用一种分层的采样

策略，增强了点云长距离依赖关系，但只局限于密度

层面。上述基于Transformer的点云分割方法都是在每

次采样结束后加入Transformer实现特征融合，平均每

个模型需要8~9个Transformer模块，导致模型计算复杂

度较高。因此，如何减少基于Transformer模型的计算

复杂度以及进一步建立点云长距离依赖关系，是需要

解决的问题。

针对以上问题，提出一种适用于大范围ALS点云

地面滤波的多层Point Transformer模型。首先，对于点

云上下文利用不充分问题，提出一种基于点云分块的

多高程多密度Transformer，通过密度分层捕获不同距

离的点云邻域信息，实现目标点上下文由局部到多距

离的延伸；在此基础上，提出一种点云上下文位置编

码算法来描述点云空间依赖关系，将获取到的多密度

点云邻域信息添加到自注意力学习中，实现多高程多

密度的点云上下文信息建模，进而提高点云地面标签

预测的准确率；最后，为解决模型反复堆叠 Trans⁃
former模块造成的内存消耗过大问题，提出一种轻量

级Transformer机制，将多高程多密度Transformer放置

于维度较小的输入输出特征层，减少模型的计算复杂

度和内存消耗，并引入编码层和反向残差MLP（in⁃
verted residual MLP）对特征空间进行拉伸，避免模型

结构单一引起特征学习不充分。

1 研究方法

1.1 多层Point Transformer模型概述

多层Point Transformer模型框架如图1所示，输入

信息包括 XYZ 坐标和相对位置坐标信息，整体框架采

用了编码-解码器结构。

1.2 多高程多密度Transformer
多高程多密度Transformer模块由多高程多密度采

样策略、自注意力机制[2]、线性层和MLP组成，若直

接使用整幅点云数据计算自注意力，数万个点会产生

高达 O(N 2) 的内存消耗，其中 N 是输入点数。因此，

为避免内存消耗过高，首先对场景进行分块后再计算

自注意力；接着，为建立多层位置依赖，提出多高程

多密度采样策略，通过高程分层和密度分层的方式获

取点云上下文信息[15]。

1.2.1 点云分块

点云分块是将三维空间划分为多个立方体，查询

点只考虑同一立方体内的邻域点，而不是像全局自注

意力那样关注场景中所有点。立方体构建方法分为规

则不重叠分块和随机重叠分块方法，规则不重叠分块

是针对整体场景点云 P ={ }pn|n = 12N ，将其划

分 m 个尺寸为 h ´w ´ d 的固定立方体。随机重叠分块

则是根据场景中的点云数 N ，估算该场景立方体个数

m ，接着随机选取 m 个中心点，寻找每一个中心点的

h ´w ´ d 范围，作为当前中心点所在分块。2种点云

分块方法如图2所示。

a 规则不重叠分块 b 随机重叠分块

图2 点云分块示意图

1.2.2 多高程多密度采样策略

由于只关注查询点的局部信息会导致有效接收域

缩小，无法捕获到远距离上下文特征，从而拉低分割

精度。虽然扩大立方体尺寸有利于对远距离上下文特

征捕捉，但内存消耗也会随着立方体尺寸的增大而增

大，为在节约内存成本的前提下有效捕捉远距离上下

文特征，提出多高程多密度采样策略。

1）多高程采样。针对任意立方体，首先通过高

程值检索出最大最小高程 Zmax 和 Zmin 。接着，设置高

程参数 φ （单位：m）将场景分为 Malti = (Zmax - Zmin)/φ

个高程层。最后，将同一高程层中的点作为检查点 pi

路创军等：顾及多高程多密度Transformer的点云地面滤波

图1 多层Point Transformer模型

注：InvResMLP是反向残差MLP，LN（Layer Normalization）是

归一化层，MLP是多层感知机，Conv是卷积层。
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的邻近点集 Si ，并将该点集特征赋予 pi 。为避免高

程信息缺失，高程参数 φ不宜设置过小，考虑到大规

模室外点云存在显著高程差异，本文以立方体尺寸为

依据，将立方体内点云分为 5层，每层高程参数 φ设

置为10 m。

2）多密度采样。多高程采样只关注同一高程层

点的上下文关系，未扩散到更远的高程关系，为弥补

该问题，提出一种多密度采样策略与其相结合。多密

度采样将每个点云立方体分为 Mdes 个密度级，实现不

同密度级下的注意力计算。首先以点云立方体为单

位，将原始点云设为第一密度层，点数为 n1 。接着，

利用最远点采样方法下采样点云，获取稀释的密度

层，其中第 l 个密度层的点数 nl = n1/2l , lÎ(2Mdes) 。

最后，在不同的密度层下，检索当前距离当前点 pi 最

近的 k 个点，形成邻近点集 Si 。

为适应不同密度不同场景的数据，通过改变分级

数 Mdes 设置了3个采样级别，分别为 Mdes =2、 Mdes =
3和 Mdes =4。 Mdes 越大，则可以获得更长距离的点云

依赖，从而构建更稳健的上下文交互关系。

1.2.3 自注意力计算

多高程多密度采样完成后，在每个立方体中独立

执行自注意力机制。与传统自注意力机制不同，本文

提出点云上下文位置编码，对输入点集特征及其邻域

特征重新编码，增加了位置信息的利用率。假设 nt 表

示为第 t 个立方体内点的数量，那么在第 l 层（高程层

或任意密度层）的上下文相对位置编码（Contextual
Relative Position Encoding） cRPE

nt
l ´ k ´ ce

l 计算公式为：

cRPE
nt

l ´ k ´ ce

l = pos(σæ
è
ç

ö
ø
÷f

nt
l ´ k ´ c

text - φ( f
nt

l ´ c

in )) （1）
式中， f

nt
l ´ c

in 为第 l 个密度层点集输入的特征； c 为输

入特征通道数； ce 为上下文相对位置编码输出的特征

通道数； f
nt

l ´ k ´ c

text = f
nt

l ´ c

in ·idx
nt

l ´ k

l 为第 l 个密度层点集对

应的上下文特征矩阵； k 为邻接的上下文点数；

idx
nt

l ´ k

l 为第 l 个密度层点集上下文的位置索引； ·为

特征映射； σ 和 φ 为特征变换，这里特指线性层；

pos 为位置编码函数，它由线性层和RELU函数构成。

自注意力由输入特征 f
nt

l ´ c

in 和 cRPE
nt

l ´ k ´ ce

l 计算得到。

首先，将 f
nt

l ´ c

in 线性变换得到 query、key和 value；然

后将query和key的上下文特征相减，得到相对位置差

值特征信息后，添加上下文相对位置编码，并利用

soft max() [16]函数归一化，得到第 l 个密度层的自注意

力特征矩阵，将 value的上下文特征与上下文相对位

置编码相加，与注意力矩阵完成加权聚合运算得到所

有密度层的聚合特征；最后把聚合特征和输入特征进

行残差链接，得到输出的残差特征矩阵，完成自注意

力计算。

1.3 反向残差MLP
PointNet++的分割架构仅由 4个特征提取块组成，

每个特征提取块中使用3层MLP完成特征拟合。Point⁃
NeXt发现，添加更多的特征提取块或者使用更多的

MLP层都不会使得准确度提高，反而会导致吞吐量[17]显

著下降，造成特征梯度消失和模型过拟合，而反向残

差MLP可以通过残差连接和反向瓶颈设计（inverted
bottleneck design） 显著提高分割性能。因此，多层

Point Transformer引入反向残差MLP实现点云特征拟

合。反向残差MLP的示意图如图3所示。

图3 反向残差MLP（点的颜色越深代表上下文信息越丰富）

注： N 是输入点数， C 是特征通道数， K 是邻域检索点数。

2 实验结果与分析

2.1 实验设置

2.1.1 OpenGF数据集

OpenGF发布于 2021年 4月 15日 [18]，是一个大范

围地面滤波数据集，训练数据建立在全球 4个不同国

家的开放ALS点云上，覆盖面积超过 47.7 km2，拥有

5.42亿个精细标记的地面和非地面点。此外，OpenGF
还提供了 2个测试数据（Test1，Test2），测试场景中

包含多种土地覆盖类型，这对于点云地面滤波算法来

说具有一定挑战性。Test1覆盖面积约 6.6 km2，包括

村庄、城市和山区，点密度为 6.97 m2。Test2是一个

面积约1.1 km2的都市区，包含多种大型建筑物和少量

植被，点密度为 5.65 m2。需要注意的是，Test2原始

点云中包含大量异常点，实验过程已去除异常点。

2.1.2 参数设置

实验设置初始学习率为 0.7，权重衰减为 10-4 ，

batch size 为 20，使用 Adam 优化器来训练多层 Point
Transformer模型，立方体点数为8 192；特征提取层使用

最远点采样方法进行下采样，下采样点数矩阵表示

为[20 48,512,128,32]，训练 epoch 设置为 30， Trans⁃
former 深度为 1。另外，多层Point Transformer模型缩
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写为MLPoint Transformer （Multi-Layer Point Transform⁃
er），根据 Mdes 由小到大分别表示为 S 、 M 、 L 。

2.2 点云地面滤波结果分析

为了验证多层 Point Transformer点云地面滤波性

能，采用可视化分析和定量分析来比较不同方法的点

云地面滤波结果，从而验证方法的优越性和不足。

2.2.1 可视化分析

图4展示了OpenGF数据集Test1和Test2点云地面

滤波的可视化结果，对比方法包括PointNet++、Point
Transformer 和 MLPoint Transformer。通过对比可知，

MLPoint Transformer能够更准确的预测地面点云，且

DEM更真实，相比其他方法，MLPoint Transformer误
判范围明显变小，误差点较少 （如黄色方框中所

示），这是因为多高程多密度 Transformer中的采样策

略能够获取更大接收域上的上下文信息，而其他方法

则局限于小部分范围。此外，MLPoint Transformer对
非地点的预测更准确（如绿色方框中所示），大型建筑

物完整度更高，这说明随机分块算法不会导致组间独

立，相反，由于随机分块学习到了更多上下文依赖关

系，能够精准表达点云特征，从而降低误判几率。

图4 OpenGF点云地面滤波可视化结果对比

注：红色区域为多余检测的地面点映射，蓝色区域为未检测到

的地面点映射。

2.2.2 定量分析

定量对比选择了 6 种现有方法，包括 Point⁃
Net++、DGCNN、RandLA-Net[19]、SeqGP、Point Trans⁃
former[12]和 Stratified Transformer[15]，精度评价指标包括

IoU（Intersection over Union）、 OA （Overall Accuracy）
和RMSE （Root Mean Square Error） [18]，IoU是正确预

测点数与所在类别交并点数（真值点数和多余预测点

数之和）的比值，其中 IoUNG和 IoUG分别是非地面点和

地面点的 IoU， OA 统计了数据中正确分类点所占比

例，RMSE则是评价预测DEM与真值DEM高程之间均

方根误差，值越小代表预测误差越小。对大范围ALS
点云场景来说，多高程多密度分层查询点信息能够

更精确地描述点云的上下文关系。MLPoint Transform⁃
er-L的各项精度评价指标优于 S和M型模型，这是因

为随着密度层增多，模型学习到更远距离点云特征，

进而检索到更多点云上下文依赖关系，特征学习也更

充分。在 Test2 数据上，对比其他方法，MLPoint
Transformer的 OA 值明显提高，最高可达 96.88%，这

证明MLPoint Transformer对含有大型地物场景的地面

点预测能力较好，且地形细节保留更完整。

2.3 消融实验

通过消融实验来验证MLPoint Transformer中每个模

块的有效性，分别对模型中的随机重叠分块、多高程多

密度采样、反向残差MLP和数据增强模块进行消融分

析，添加各模块后Test1的 IoUG如表1所示，Test2的精

度变化与Test1类似。其中 ID为1~5时，模型依次添加

一个组件，ID为6~8时，则从最终模型中删除一个模块

来进行双重验证。需要说明的是，消融实验中的基础

框架是PointNet++（使用规则的不重叠点云分块方法）。

1）随机重叠划分。在表 2中，比较 ID4和 ID5可
以看到，采用随机重叠划分使 IoUG 精度提高了

8.26%。而单独摘除随机重叠划分后（ID6），精度下

降 8.08%，可见随机重叠点云划分能够极大提高点云

地面滤波，比起传统的规则分块，随机方式能够捕捉

到更多变的点云分布特征。

2） 多高程多密度采样。在表 1中，比较 ID3和

ID4，可以注意到添加多密度注意力模块使得 IoUG精

度提高了 6.78%。而单独摘出多高程多密度采样模块

后（ID8），精度下降15.25%，这说明该模块极大提高

了点云地面滤波精度。多高程多密度采样增加了点云

上下文依赖关系，且由于密度分层，使得无论点云近

距离关系还是远距离关系，都能准确表达。

表1 消融实验（每列最大值以粗体显示）

ID
1
2
3
4
5
6
7
8

随机重叠
分块

√
√
√

多高程多密
度采样

√
√
√
√

反向残差MLP

√
√
√
√
√

数据增强

√
√
√
√
√
√
√

IoUG/%
68.86
76.30
83.73
90.51
9898..7777
90.69
93.43
83.52

3）反向残差MLP。在表 1中，比较 ID2和 ID3可
以看到，反向残差 MLP 模块使得 IoUG 精度提高了

7.43%。而摘除反向残差MLP模块后（ID7），精度下

降 5.34%，说明该模块分割性能优于MLP，能够更准

确的拟合点云特征。

4）数据增强。数据增强[20]在训练基于Transformer
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的网络时起着重要作用，在MLPoint Transformer中也

是如此，表 1中加入数据增强模块后，IoUG提高了

7.44%。为进一步评估数据增强的效果，单独加入各

项数据增强方法，比较 IoUG的增量。数据增强方式分

别为旋转、降低颜色、抖动和缩放，实验结果证明，

数据增强可以有效提高点云地面滤波精度，并且缩放

的数据增强方式效果最好，结果如表2所示。

表2 数据增强方法评估

数据增强类型
IoUG/%
∆

-
89.50

抖动
90.43
+0.93

旋转
91.90
+2.40

颜色降维
90.41
+0.91

缩放
94.12
+4.62

全部
98.77
+9.27

2.4 模型复杂度对比

为评估轻量级多密度Point Transformer模型的计算

成本，本节对比了不同模型的参数量 （Parameters）
和计算复杂度 （floating point operations per second，
FLOPs） [4]。参数量是指模型中需要学习的参数数量，

用来评估模型的大小。计算复杂度是指模型进行一次

前向传播时所需要的浮点数操作数量，通常评估模型

的计算量。

表3 模型复杂度对比

模型名称
Point Transformer

Fast Point Transformer
Stratified Transformer
MLPoint Transformer-S
MLPoint Transformer-M
MLPoint Transformer-L

参数量（M）
4.53
3.79
1.93
1.32
1.56
1.89

计算复杂度（G）
5.57
4.52
2.87
2.21
2.47
2.81

表 3展示了不同模型的复杂度评测指标（参数量

和计算复杂度），其中对比模型均是基于 Transformer
的，分别是 Point Transformer、Fast Point Transformer[4]
和Stratified Transformer[5]。从表格中可以看出，相对于

其他 Transformer模型，多层 Point Transformer模型整

体具有更少的参数量和更低的计算复杂度，MLPoint
Transformer-S的 2项指标远低于其他模型，这表明该

模型在处理点云数据时具有较高的效率和实用性，在

资源受限的情况下（例如移动设备和嵌入式系统）也

能得到应用。受密度层数影响，MLPoint Transform⁃
er-L 的计算复杂度略高于 MLPoint Transformer-S 和

MLPoint Transformer-M，但地面预测结果精度也更

高，因此这部分计算量是必要存在的。

3 结 语

本文提出一种多层Point Transformer方法并将其应

用于大范围ALS点云地面滤波。该方法针对点云上下

文信息利用不充分问题，提出多高程多密度 Trans⁃
former获取多层点云上下文特征，通过高程分层和密

度分层，选取上下文关键点的方式扩大感受野，建立

了更加完善的特征采样体系，提高了点云地面滤波性

能；为应对点云的不规则性，提出一种多密度上下文

位置编码方法，该方法在多个密度层上检索目标点的

邻域点，并使用线性层赋予邻域点到目标点相对距离

的可学习性，进一步提高了Transformer在点云地面滤

波上的适用性；针对基于Transformer模型计算复杂度

高的问题，设计了一个轻量级Transformer机制，该机制

仅在下采样前和上采样流程结束后放置 Transformer，
其余部分使用卷积和反向残差MLP，在减少计算量的

同时也获取了更准确的全局上下文信息。

可视化和定量化结果表明，多层Point Transformer
能够有效处理点云地面滤波，并且取得了更高的地面滤

波精度，消融实验证明了各模块的有效性，模型复杂度

对比分析则表明以多高程多密度Transformer为主体的多

层Point Transformer模型计算复杂度更低，参数量更少。
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