
随着卫星遥感技术的迅速发展，高分辨率卫星遥

感图像的分辨率越来越高，使得遥感影像数据被广泛

的应用到相关领域[1-3]。作为城市的重要组成部分，建

筑物对城市规划、人口估算、地形图更新、灾害预测

等具有重要的意义 [4-6]。在遥感领域，自动、精确且

高效的从图像中提取建筑物一直是研究的重点和

挑战[7-11]。

本文提出一种融合扩张卷积（dilated convolution⁃
al unit，DCU） 和双重注意力机制 （convolution block
attention module，CBAM）的遥感影像建筑物提取方法

ARD-UNet （attention residual dilated convolution
u-Net）。在编码阶段并行残差学习单元 （residual

learning unit，RLU），有助于解决深层网络中的梯度

消失问题；引入注意力机制模块，从空间维度、通

道维度进行了权重分配，加强建筑物关键特征信息

的学习，实现目标提取精度的提升；在中间层阶段

引入 3个扩张卷积单元，进一步提高建筑物的提取

精度。

1 研究方法

1.1 ARD-UNet网络构建

U-Net网络在建筑物的提取过程中易产生内部空

洞、过度分割，难以捕获建筑物中有效的特征信息。

因此，本文融合扩张卷积和双重注意力机制用于遥感
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影像建筑物的提取，ARD-UNet网络结构由编码阶

段、中间层、解码阶段 3部分组成。编码阶段主要接

收遥感影像数据，其中引入残差学习单元，并采用最

大池化操作降低特征的维度。中间层采用了 3个连续

扩张卷积，在不降低特征空间分辨率的情况下，扩大

特征的感受野，进一步整合遥感图像中的建筑物特征

信息。解码阶段一方面采用了双重注意力机制，使模

型对建筑物特征的学习更具有针对性，从而忽略无关

的背景信息；另一方面采用了 3×3反卷积的处理方

式，恢复了建筑物的细节特征，最后输出的结果图像

与输入遥感影像具有相同的空间分辨率。

1.1.1 残差学习单元

随着卷积层数的增加，经典的U-Net网络在训练

过程中容易产生计算速度减慢、精度下降、梯度消失

以及过拟合的现象。为有效防止此类问题产生，本文

在编码器阶段引入残差学习单元（如图1所示），通残

差学习单元实际上是将一个 x 恒等映射加入到普通卷

积中，通过批量归一化操作和恒等映射机制，大大简

化了网络模型的结构，增强了浅层次的特征层和中间

层次的上下文信息。残差学习单元结构计算公式

如下：

F(x)=H(x)- x （1）
式中， H(x) 为目标映射函数； x 为残差学习单元的

输入； F(x) 为残差函数，即学习后的残差结果。

3×3
3×3

图1 残差学习单元结构

1.1.2 扩张卷积单元

经典的U-Net具备很好的捕捉上下文信息的能力，

可以使得特征信息有效的向网络模型更深层次传播。

但由于U-Net网络模型池化层的存在，大大降低了遥

感影像的分辨率，导致遥感图像语义信息的丢失，直

接影响了建筑物提取的准确性。为了在不损失特征空

间分辨率的前提下，扩大特征的感受野并整合特征的

上下文信息，ARD-UNet网络模型在编码器的第 4次

降采样后引入了3个扩张卷积，扩张率分别为2、2和
3。扩张卷积通过在每个空间维度的连续卷积核中插

入 N - 1 个零值，实现输入的上采样滤波。扩张卷积

核的大小为：

K = k + (k - 1)(N - 1) （2）
式中， N 为扩张卷积的扩张率，取值为2、2和3； k

为原始滤波器（卷积核）的大小，通过调整扩张率，

可以自适应地扩大感受野，在不增加网络复杂度的前

提下，有效地获取遥感图像中不同尺度的局部特征，

并更好地保留大部分像素的空间和位置信息。

1.1.3 注意力机制模块

注意力机制的核心思想是聚焦于关键特征的重要

信息，忽略无关的背景特征，同时通过反向传播和前

向传播来学习获得注意力的权重[12]。在U-Net模型跳

跃阶段引入双重注意力机制，如图 2所示。注意力机

制模块使模型更加关注高分辨率遥感图像中建筑物的

特征信息，忽略无关的背景信息，提高网络模型对建

筑物的提取精度。注意力机制模块由通道注意力机

制、空间注意力机制组成。

通道注意力机制：通过在特征图的空间维度上进

行全局池化，将多维的特征图转换成一维的向量，然

后利用这个一维向量来调整每个通道的重要性，使模

型能够自主学习和强调对当前任务有用的特征通道，

同时抑制那些不重要的通道 ；空间注意力机制：它关

注图像中不同区域对于特定任务的贡献程度，并赋予

图像中与任务相关的重要区域更高的权重，而忽略那

图2 注意力机制结构
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些不重要的区域。空间注意力机制的核心在于定位到

感兴趣的信息，抑制无用信息。

2 实验结果与分析

2.1 实验数据

Massachusetts建筑物数据集，影像大小为1 500像
素×1 500像素，且具有 1 m的空间分辨率。为了提高

模型训练的效率和灵活性，我们对图像进行预处理，

将大尺寸的图像随机裁剪成较小尺寸的子图，获得了

4 932幅训练数据集、144幅验证数据集、360幅测试

数据集。

WHU建筑物数据集（whu building dataset） [13]，影

像的占地面积约为 450 km2，包含 22万栋不同的建筑

物，具有0.3 m空间分辨率。受GPU的局限性，将图

像的尺寸随机裁剪为 256像素×256像素的子图，其

中包含 18 944 张训练数据集，4 144张验证数据集，

9 664 张测试数据集。如图 3 所示为 Massachusetts、
WHU建筑物部分影像的示例。

a WHU数据集示例 b Massachusetts数据集示例

图3 WHU与Massachusetts数据集部分示例

2.2 评价指标

本文采用图像语义分割常用的指标来评估模型的

分类性能，包括召回率（R）、精确度（P）、总体精

度（ROA）、F1-score（F1）、交并比（RIOU），具体

公式如下：

P = TP
TP +FP

（3）
R = TP

TP +FN
（4）

F1 = 2 ´ R ´P
R +P

（5）
ROA =

TP + TN
TP +FP + TN +FN

（6）
RIOU =

TP
FP + TP +FN

（7）
式中， TP 、 FP 、 TN 和 FN 分别为真阳性、假阳

性、真阴性和假阴性。

2.3 评价指标

本文的所有实验都是在Windows 10的 64位操作

系统上，使用PyTorch 1.3.1深度学习框架进行的。实

验配置NVIDIA GeForce RTX 20808 GB显存，并利用

CUDA10.2进行加速计算。模型的初始学习率为0.000 1，
采用Adam优化器进行优化。迭代次数为 50次，每间

隔 2次保存一次权重参数文件，最终选择最优的权重

参数文件对遥感图像中建筑物进行预测。

2.4 实验结果与分析

为了验证本文方法在遥感图像建筑物提取中的有

效性。在WHU和Massachusetts建筑物数据集上，将

本文的 ARD-UNet 模型与 U-Net、 PSPNet 和 Deep⁃
LabV3+进行对比，结果如图如4、5所示。

2.4.1 WHU数据集的结果对比

表1为不同模型在WHU数据集的结果对比。通过

对比结果可以发现，ARD-UNet模型在总体精度、精

确度、召回率、交并比以及F1-score比其他 3种模型

有所提高。U-Net模型精确度为78.42%，PSPNet模型

精确度为 82.47%，DeepLabV3 +模型的精确度为

82.46%，精确度略低于ARD-UNet模型。U-Net模型

提取建筑物的总体精度在3个对比模型里最低。PSPNet
和U-Net模型有着较好的分割总体精度、精确度，但召

回率、交并比以及F1-score相对较低，不能满足精确

提取建筑物的要求。反观 ARD-UNet模型，相较于

U-Net模型在 OA 、 P 、 R 、 IOU 、F1-score（ F1）

分别提升了2.39、2.41、3.28、2.31和2.41个百分点。

表1 WHU数据集在不同模型对比结果/%

模型

PSPNet
U-Net

DeepLabV3+
ARD-UNet

OA

92.87
91.25
92.87
93.64

P

82.47
82.38
82.46
84.79

R

76.54
76.57
77.75
79.85

F1

87.36
86.59
87.36
89.00

IOU

78.85
78.63
79.34
80.94

为了更加直观地对比 4种模型在遥感图像建筑物

提取效果，分别选取了 4幅不同细节的建筑物图像进

行了对比，结果如图 4 所示。从图 4 可以看出，

PSPNet模型的提取建筑物有明显的错误，存在较多的

建筑物漏检现象，并且较多的建筑物黏连的现象；

DeepLabV3+模型提取建筑物的效果稍微优于 PSPNet
模型，但在建筑物的边缘分割较为粗糙，部分较小建

筑物分割较差；U-Net模型提取建筑物也产生了较为

明显的错误，对建筑物边缘划分还不够精确，建筑物

内部也出现了漏检、错检的现象；而ARD-UNet模型

对遥感图像中建筑物的提取结果，仍存在部分分类错

误的现象，但对于较大的建筑物，其他 3种对比方法

提取建筑的结果边缘模糊、存在内部空洞的现象，
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而ARD-UNet模型的边缘提取效果更好；对于较小的

建筑物，其他 3种对比方法提取建筑的结果出现漏检

的现象，并且对建筑物的边缘提取也较模糊，而

ARD-UNet模型明显改善了漏检、错检的问题，同时

能够较好的保留建筑物的细节特征。

图4 WHU数据集在不同模型的对比结果

2.4.2 Massachusetts数据集的结果对比

为了进一步验证ARD-UNet模型的有效性与可行

性 ， 本 文 在 Massachusetts 建 筑 数 据 集 上 进 行 了

U-Net、PSPNet和DeepLabV3+模型对比实验，结果如

图5所示。从图5可以看出，ARD-UNet模型提取建筑

的结果明显优于 PSPNet、U-Net、DeepLabV3+模型，

尤其在小型建筑物边缘细节方面。PSPNet模型提取建

筑物的结果中有着明显的空洞问题，且存在错检、漏

检的现象。U-Net和 DeepLabV3+建筑物边缘效果较

好，但还是存在部分建筑物漏检的问题。相比之下，

ARD-UNet模型充分利用了扩张卷积、双重注意力机

制以及残差单元的优点，因此，提取建筑物的结果更

加接近真实值，尤其是图 5中椭圆和矩形标出来的建

筑物无论是大型建筑物还是小型建筑物，ARD-UNet
模型具有准确的边缘信息。

表 2为对比模型在Massachusetts数据集的结果，

可以看出，对比模型中 PSPNet 的召回率明显低于

U-Net、DeepLabV3+、ARD-UNet模型，仅为75.33%，

这是因为PSPNet提取大型建筑物存在着明显错分的问

题。DeepLabV3+模型的各个评价指标仅次于ARD-UNet
模 型 。 ARD-UNet 的 总 体 精 度 为 94.21% 其 中 较

PSPNet、 U-Net、 DeepLabV3 + 分 别 提 高 了 3.18% ，

1.89%， 0.65%；精确度为 84.15%其中较 PSPNet、
U-Net、 DeepLabV3 + 分 别 提 高 了 0.92% ， 1.23% ，

0.08%，交并比为 80.83%，较PSPNet、U-Net、Deep⁃
LabV3+分别提高了 4.46%，1.87%，0.86%。通过这些

指标表明，ARD-UNet在总体精度、召回率、精确度、

F1-score、交并比均有一定的提升。

表2 Massachusetts数据集在不同模型对比结果/%

模型
PSPNet
U-Net

DeepLabV3+
ARD-UNet

OA

91.03
92.32
93.56
94.21

P

83.23
82.98
84.07
84.15

R

75.33
77.85
78.36
79.98

F1

86.96
87.40
88.56
88.90

IOU

76.37
78.96
79.97
80.83

2.4.3 消融实验

为了验证ARD-UNet模型中残差学习单元、扩张

卷积单元以及双重注意力机制模块的有效性。本文在

WHU建筑物数据集上对各个模块在原始的U-Net模型

上进行了消融实验。具体精度对比如表3所示。

从表 3消融实验结果可以，相较于经典的U-Net
模型，加入了残差学习单元 IOU 提高了0.3%，加入了

扩张卷积单元 OA 、 IOU 分别提高了 0.11%和 1.26%，

引入注意力机制 OA 、 IOU 分别提高了 0.45%和

1.36%；加入残差学习单元、扩张卷积单元组合后

OA 、 IOU 分别提高了0.15%和1.48%；加入残差学习

单元、双重注意力机制组合后 IOU 提高了2.15%；加

入扩张卷积单元和注意力机制后 OA 、 IOU 分别提高

了0.66%和2.04%。而同时添加3个模块 OA 、 IOU 分

别提高了 0.77%和 2.31%。这说明残差学习单元、扩

张卷积单元以及双重注意力机制模块的组合在

ARD-UNet发挥了积极性的作用，有助于模型提高建

筑物提取的精度。

表3 消融实验结果

U-Net
√
√
√
√
√
√
√
√

RLU
√

√
√
√

DCU

√
√
√
√

CBAM

√
√
√
√

OA/%
92.87
92.80
92.98
93.32
93.02
92.88
93.53
93.64

IOU/%
78.63
78.93
79.89
79.99
80.11
80.78
80.67
80.94

图5 Massachusetts数据集不同模型的对比结果
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3 结 语

针对遥感影像建筑物提取精度低、内部产生空

洞、错检、漏检等问题，提出一种适用于遥感图像建

筑物提取的ARD-UNet模型，在编码阶段保护了信息

的完整性；在跳跃阶段使学习更具有针对性。将

ARD-UNet、U-Net、 PSPNet、DeepLabV3 +在 WHU、
Massachusetts 数据集上进行测试，实验结果表明，

ARD-UNet 模型在 2 个数据集上都具有较好的检测

性能。
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