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摘 要：道路多级选取是地图综合的核心问题。针对现有方法多局限于小范围区域的问题，创新性地提出融合自适应特征与多

级分类一体化的城市全域道路选取方法。通过多属性约束将路网划分为 stroke单元，构建自适应空间特征和语义特征，结合

GraphSAGE深度学习模型实现多级分类训练。实验表明，该方法在城市全域道路选取中实现了较高选取精度，并具有良好的跨

区域泛用性。
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Abstract: Multi-level road selection is a core issue in map generalization. To address the limitations of existing methods that are often confined

to small-scale areas, we innovatively proposed an urban road selection method integrating adaptive features and multi-level classification. We seg-

mented the road network into stroke units through multi-attribute constraints, constructed adaptive spatial and semantic features, and leveraged

the GraphSAGE deep learning model to achieve multi-level classification training. Experimental result demonstrates that the proposed method

achieves high selection accuracy in urban road selection and has strong cross-region generalizability.
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道路选取作为道路网综合的核心问题，由于涉及

对众多道路目标之间全局关联的分析与判断，其复杂

程度相对更高。道路选取的合理性直接关乎地图综合

的精度与质量[1]。因此，深入探究道路网选取方法，不

仅具有重要的理论价值，而且在实际应用中拥有广阔

的发展前景。

1 道路自动选取方法

1.1 传统道路自动选取

传统道路选取方法是道路网自动选取研究的早

期探索方向，其核心思想是基于道路的几何特性、语

义属性以及拓扑关系对道路进行筛选与综合。早期研

究多集中于基于道路等级的简单选取，主要考虑道路

的长度、等级等特征，将每条道路作为单独的个体进

行分析和处理。这种方法对制图员的经验依赖较强，

选取结果具有一定的主观性，难以适应复杂的道路

网络场景[2-4]。

1.2 基于深度学习的道路自动选取

随着深度学习技术的飞速发展，其逐渐成为遥感

和地图制图等领域的重要技术之一[5-7]。相比于传统机

器学习，深度学习通过多层神经网络结构实现特征的

自动提取，具备更强的特征挖掘和表达能力，同时免

去了复杂的人工特征设计。因此，这一技术在地图综

合中得到了成功应用[8-9]。

尽管结合深度学习的自动选取方法相比传统

自动选取方法，在城市全域大规模道路网任务中，

选取效果已经有了显著提升，然而与制图员选取的

结果相比，在路网密度、连通度、美观性方面都有

差距。

为了应对上述问题，本文创新性地提出一种融合

多级分类一体化与自适应特征，并结合图采样聚合神

经网络的道路自动选取方法。
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2 研究方法

本文研究内容主要分为 4个部分：道路 stroke构
建，模型框架，多级分类一体化，模型训练与测试。

整体技术流程如图1所示。

图1 技术路线流程图

2.1 道路 stroke构建

进行道路 stroke构建，首先要进行道路数据提取

和预处理，预处理包括拓扑检查、悬挂伪节处理、实

部相交断线等。

接下来构建 stroke模型如图2，其中最后构建出的

道路 stroke为示意图(与 a、b、c的几何意义不同)，不

同颜色代表 stroke满足不同约束条件。

图2 道路Stroke构建过程

图3 stroke转化为图结构

道路 stroke构建完毕后，需将所有道路 stroke转化

为对偶图结构，才能用于后续图神经网络模型的训

练，过程如图 3所示。对偶图是一种数据结构，包含

图节点和边 2个基本要素，其中道路 stroke作为图节

点，道路 stroke之间的关联信息，作为边。这个过程

可以作如下描述：定义 G ={VEW}为一个图，其中

V ={ v1 , v2 , v3 ,…, vn }代表图中 n 个节点， E 为节点

之间连接的边的集合，W 为 n ´ n 的邻接矩阵，存储

每一对节点之间的关联信息权重，若节点之间存在关

联信息，则为1，代表有关联；反之，则为0，代表无

关联，在本研究中采用欧氏距离作为关联信息，通过

计算 2个 stroke几何中心之间的欧氏距离，与设定好

的阈值进行比较，大于阈值的判定为距离过远，代表

无关联，小于阈值的判定为有关联，几何中心计算公

式如下：
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式中， Cj 为第 j 个 stroke的几何中心。欧氏距离的计

算公式如下:
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式中，2个stroke的中心坐标分别为 (x
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djk 为第 j 个 stroke和第 k 个 stroke之间的欧氏距离。

本研究在传统空间特征的基础上，引入了具有自

适应性的语义特征和空间特征，如图 4所示，以成都

市为例，选中最中心、最左下方和最左上方的 A，

B，C 3个道路 stroke，其中 dAB ， dAC 和 dBC 分别表示

3点之间的距离，从图上可以看出3个 stroke之间的距

离就是自身与其他 stroke之间的最大欧氏距离，且处

于边缘区域的A和C之间欧氏距离明显大于B点与两

点之间。此外，除了空间分布，长度以及道路类型也

有区别，为了量化这种差异，提升方法面对城市全域

道路选取的效果和跨城市的泛用性，本文提出了相对

位置因子。首先按照公式（1）计算道路 stroke的几何

中心 Cj ，根据公式（2）依次计算每个道路 stroke与
其他所有道路 stroke的欧氏距离，然后算出每个道路

stroke与其他所有道路 stroke的距离极差：

d
d

d

图4 不同区域道路stroke空间分布示意图

Ddj =Max( )dj -Min( )dj （3）
再以道路 stroke 长度和道路类型等级为综合权

重，分别表示为 wl 和 wg ，计算得到相对位置因子 δ：

δ = log wl ´ log wg
2 ´Ddj ´ 10-4 （4）

最终，本文选取的特征因子有长度、直曲比、连

通度、道路类型等级、相对位置因子，表 1中展示了
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2个 stroke样本特征示例。

表1 stroke特征示例

特征

stroke1
stroke2

长度

2 724.65
504.67

直曲比

0.847
0.99

连通度

6
3

道路类型等级

13
14

相对位置因子

4.32
3.27

2.2 模型框架

针对图数据的分类训练，图神经网络（graph neu⁃
ral networks , GNN） [10]有着天然的优势，可以充分挖掘

不同节点之间的潜在关系，用于下游各种任务。在图

神经网络的基础上，衍生出的图采样聚合网络

（graph sample and aggregation，GraphSAGE） [10-12]，在

各种基于图数据的分析任务中，表现出了更加优异的

性能，同时非常适合大规模图数据的节点表示学习，

因此，本研究中采用了这个模型，GraphSAGE的模型

结构如图5所示。

图5 图采样聚合网络结构图

模型运算流程包含特征聚合和线性计算 2个部

分，特征聚合会随机选择目标节点的 K 个邻居节点，

采用平均聚合函数，完成信息聚合，再通过线性层，

将聚合后的特征映射到用于分类的特征空间中，完成

输出。具体流程可以如下表示，首先给定图数据：

G ={ }VE （5）
式中，V 为节点集合； E 为边集合；每个节点 vÎV

有特征向量 h
( )0

v ，特征聚合阶段，先进行邻居节点的

采样，获得采样子集：

Nv Í{u| ( )vu ÎE} （6）
式中， Nv 为节点 v 的采样邻居节点，再进行特征信

息的聚合与节点特征更新，其具体计算过程如公式

（7）与公式（8）所示：
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式中，W
( )k

为第 k 层的可学习权重矩阵； σ( )· 为非线

性激活函数，经过 K 次传播后，得到节点的最终特征

表示 h
( )K

v ，最后通过全连接层的线性计算得到最终预

测输出，具体公式（9）如下：
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2.3 多级分类一体化

本研究提出了多级分类一体化的选取策略，提升

方法在城市全域大规模道路网多种比例尺连续性选取

中的精度。每种标准下的道路选取，是个简单的二分

类任务。但不同比例尺下，道路选取的标准并不相

同，此前基于深度学习的自动选取方法中，每种标准

下的选取相对独立，意味着每一次都要独立训练，影

响效率。同时，由于独立训练，模型每一次面对的样

本特征空间都是陌生的，很难进一步提升选取精度。

在道路选取中，为保证跨比例尺要素的选取一致

性，小比例尺的道路网通常是从大比例尺道路网中逐

级选取出来的。因此，可以将多种比例尺的选取融合

到一起，以提升效率，同时采用连续训练的方式，每

一次训练都是基于上一次训练的模型参数，从而让模

型不断深入拟合样本的特征空间，提升整体精度。

在选取时按照由大比例尺到小比例尺的顺序进行 [10]，

整体策略如图6所示。

图6 多级分类一体化策略

2.4 模型训练策略

本实验基于 NVIDIA Geforce RTX 3090 GPU的实

验平台。对于道路 stroke，计算了长度等3个空间特征

以及道路类型等级和道路相对位置因子 2个自适应特

征作为图节点特征。在进行模型训练之前，对所有节

点特征进行了归一化。每个城市数据集都采用五折交

叉验证的方式，对样本进行划分。

所用训练模型为GraphSAGE，聚合函数采用平均

聚合，并设置随机采样的邻居节点数量为 8。模型学

习率设置为0.002，采用Adam优化器，设置最大训练

次数为20 000，并采用StepLR作为学习率调度器，控

制学习率每30次便衰减，衰减率为0.95，损失函数采

用交叉熵损失函数[13]。根据采用了早停机制控制训练

过程，忍耐度设置为 300，使用损失函数作为监控指

标，即模型在 300次训练后，损失函数不继续下降，

则跳出训练，保存模型。

实验数据中某些比例尺下，例如 1∶1 000 000比
例尺中，选取的样本比例远远低于不选取样本，为了

罗 浩等：城市全域道路多级自动选取方法 ··123
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缓解模型在训练过程中，样本不平衡带来的预测偏向，

实验中通过重新设定正类的判定阈值（初始默认为0.5），
即判定为选取的阈值来实现。通过大量实验，最终确

定比例尺由大到小的阈值设定分别为[0.05, 0.25, 0.3,
0.2, 0.5, 0.6, 0.8]。
3 实验结果

本研究选取四川省成都市、广西壮族自治区南宁

市和三江侗族自治县的 1∶5 000道路数据用作实验，

数量分别为成都市41 547条（去除伪结点前90 903条），

南宁市46 654条（去除伪结点前54 654条），三江侗族

自治县7 995条（去除伪节点前13 767条）。最终成都

市样本库中图节点数量，即道路stroke数量为14 987个，

南宁市样本库中图节点数量为16 786个，三江侗族自

治县样本库中图节点数量为 2 677个，每个城市的数

据只用于自身的实验。

实验中，采用精确率（Precision）、召回率（Re⁃
call）、F1-score和选取一致率作为模型的评估标准，

前 3个指标在训练中以 stroke为基础直接计算，可以

帮助分析模型与特征存在的缺陷和不足，计算公式如

表 2所示，选取一致率以道路本身为基础计算，可以

十分直观地呈现选取效果。每个比例尺结果数据代表

该比例尺中二分类选取的实验结果。

表2 指标计算公式

指标

Precision
Recall

F1-score
选取一致率

公式
P = TP (TP +FP)

R = TP (TP +FN)

F1 = (2 ´P ´R) (P +R)

（正确选取/应选取+正确不选取/不应选取） /2
3.1 整体选取效果

本实验完成了四川省成都市、广西壮族自治区南

宁市和三江侗族自治县3个城市的多级选取实验。为了

同时展现在小比例尺和大比例尺下的选取效果，一共选取

了1∶10 000、1∶500 000和1∶100 0000 3个比例尺。

其中成都市比例尺1∶10 000的被选取，没被选取的道

路数量的占比，小于南宁市和三江侗族自治县。

3个城市的 8个级别比例尺的详细选取结果，效

果最好的是 1∶100 000 到 1∶100 0000 到比例尺下

的选取，选取一致率能达到92%以上，效果最差的是

1∶25 000比例尺下的选取，选取一致率只有 80%左

右。从结果中可以看到：选取一致率呈现先降后升的

趋势，四项指标从 1∶5 000 到 1∶25 000 逐步降

低，从1∶25 000到1∶1000 000逐步升高。这是由于

从1∶5000到1∶25 000比例尺过渡中，道路网的异构

性显著增强，次要道路与主干道的几何相似性导致特

征空间重叠度增加，模型难以建立清晰的决策边界。

而在 1∶25 000比例尺之后，道路要素的语义特征主

导性显著增强，保留的道路均为高等级主干道，其几

何特征和拓扑特征呈现显著可分性，使得选取精度有

所提升。

3.2 对比常规深度学习方法的结果

本实验还选取此前常规深度学习方法作为比对方

法，常规深度学习方法，提取 3种传统空间特征，即

stroke长度、stroke直曲比、连通度并未添加 2种更具

备自适应性的特征，模型仍然采用GraphSAGE模型，

训练和分级策略并未采用多级分类一体化的策略，超

参数设置与本方法保持一致。因为 1∶50 000的比例

尺中，选取与不选取的样本比例稍显平衡，且样本间

特征区分度最大，所以选择在 1∶50 000 的比例尺

下，进行了效果对比。对比结果如表 4所示，常规深

度学习方法在 3个城市的 4种选取指标都远低于本方

法。由此可见，本方法相比于常规深度学习方法具有

优越性。

3.3 自适应特征的消融实验

为了验证自适应特征是否能增强方法的泛化性，

在 1∶50 000的比例尺上进行了消融实验。实验结果

表明，不使用自适应特征，南宁市和三江侗族自治

县的选取效果有显著降低，且三江侗族自治县的选

取效果已经不足 70%。这是由于南宁市和三江侗族

自治县的道路网结构有很大差别，具体体现在高等

级道路的数量和类型上，因此自适应特征的效果得

到充分体现；而成都市的道路网结构相对规则，各

类型道路分布相对均匀，因此自适应特征带来的提

升并不明显。

3.4 中心区与非中心区选取效果分析

为验证本文选取方法在城市区位差异特征保持方

面的效果，从道路网长度和连通度 2个维度进行定量

分析。连通度通过区域道路交叉口密度（区域道路交

叉口个数与区域总面积的比值）来量化。根据2020年
9月自然资源部办公厅印发的《市级国土空间总体规

划编制指南（试行）》，以商业化程度、发展重心偏

向将城市划分为中心区域和非中心区域，计算了 3个
城市中心区域与非中心区域的道路网长度和连通度。

表 3展示了不同比例尺下城市中心区域与非中心

区域道路长度占比，可以看出，在不同比例尺的选取

中，中心区域和非中心区域的道路长度占比变化差异

较小，基本在同一数量级。
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表3 不同比例尺下中心区与非中心区道路长度占比/%

城市

成都市

南宁市

三江侗族自治县

区域

中心区域

非中心区域

中心区域

非中心区域

中心区域

非中心区域

1∶5 000
8.7
91.3
7.7
92.3
5.8
94.2

1∶100 000
9.6
94.4
6.8
93.2
5.5
94.5

1∶1 000 000
10.1
89.9
7.3
82.7
4.7
95.3

表 4展示了不同比例尺下城市中心区域与非中心

区域所选道路交叉口数量占比，从大比例尺到小比例

尺，城市中心区域的道路交叉口数量占比逐步增高，

同时结合选取的道路长度占比来看，比例尺越小，所

选取的道路连通度越高，基本符合城市道路网的区位

差异特征。

表4 不同比例尺下中心区与非中心区道路交叉口数量占比/%

城市

成都市

南宁市

三江侗族自治县

区域

中心区域

非中心区域

中心区域

非中心区域

中心区域

非中心区域

1∶5 000
14.2
85.8
11.2
88.8
8.6
91.4

1∶100 000
14.5
85.5
13.6
86.4
13.5
86.5

1∶1 000 000
23.4
76.6
17.3
82.7
14.4
85.6

从实验结果来看，本方法在较大比例尺地图的道

路选取中表现出色，取得了显著的效果。然而，在中

小比例尺地图上的道路选取效果仍存在较大的改进空

间。其主要原因在于，中小比例尺地图中需要选取的

道路特征相对大比例尺地图中的道路特征更加复杂，

现有方法未能充分挖掘道路特征的潜力。

4 结 语

本文创新性地提出一种新型道路自动选取方法。

该方法融合了自适应特征与多级分类一体化的优势，

同时引入图采样聚合神经网络，旨在深度挖掘节点特

征之间潜藏的联系，进而显著提升道路自动选取的性

能表现。实验结果表明，在针对不同比例尺地图的道

路选取任务中，此方法相较于传统方法展现出更为卓

越的性能。此外，通过精心设计的消融实验，进一步

证实了自适应特征的引入，极大地增强了该方法在多

城市道路选取任务中的通用性。这一研究成果为未来

地图综合领域中道路自动选取技术的应用，提供了全

新的研究思路与方向，具有重要的理论价值与实践意

义。在未来工作中，将继续探索如何在中小比例尺

下，更深层次挖掘道路特征的问题，以提升中小比例

尺下的选取效果。
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