
随着工业发展，水污染已成为一个严峻的问题。

水面上漂浮的塑料垃圾不仅影响环境，还对水生生态

系统造成了严重的威胁。为有效检测和清理水体垃

圾，保护水生生态系统，国内外学者在水体垃圾检测

领域开展了深入研究[1-4]。

目前，基于YOLO系列的方法都已获得较好的水

体垃圾检测结果，然而相关方法都是基于卷积神经网

络CNN的方法[5-6]。随着自注意力机制技术的发展，基

于Transformer的目标检测技术已经展现出更优秀的检

测精度 [7]。基于 Transformer模型的水体垃圾检测研究

较少，针对这一问题，本文分别基于 CNN 模型

PP-YOLOE[8]， Transformer 模 型 DETR[9]、 Deformable
DETR以及RT-DETR模型对水体垃圾进行检测[10]，对

这4种模型进行对比分析。

1 基于Transformer的水体垃圾检测

图1给出了基于PP-YOLOE的水体垃圾检测流程图，

PP-YOLOE采用典型的三段式目标检测网络框架，即

骨干网络 backbone，颈部网络 neck，以及头部网络

head。PP-YOLOE采用无锚点方法，减少对预设锚点

大小和比例的依赖，简化模型并提高了其适应不同数

据集的能力，同时引入 CSPRepResNet 作为其骨干

网，有效降低计算成本的同时保持或提高检测精度。

backbone通过堆叠多个卷积层和池化层来逐步缩小图

像的尺寸，并提取更高级别的特征。这种逐层的处理

方式使得网络能够捕捉到图像中的边缘、纹理、形状

等重要特征，然后传递给neck进行特征融合变换。深

度网络中，残差连接有助于缓解深层网络训练中的梯

度消失问题，而密集连接则聚合了具有多样感受野的

中间特征，从而提高了对物体检测任务的性能，为

此，PP-YOLOE提出RepResBlock组件，结合了残差

连接和密集连接，在不损失精度的情况下降低计算负

担，将其用于构建 backbone和 neck。在采用RepRes⁃
Block 组 件 构 建 backbone 时 ， PP-YOLOE 将 4 个
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RepResBlock堆叠，并采用残差连接组成 stage模块，

然后将 3 个卷积层和 4 个 stage 堆叠搭建 CSPRe⁃
pResNet，作为 backbone。在推理阶段，RepResBlock
可以被重参数化为基本的残差块，简化了网络结构，

同时保持了训练阶段的性能，使得网络在推理时更加

高效。在搭建neck时，PP-YOLOE采用经典的路径聚

合网络PAN结构，PAN通过创建自顶向下和自底向上

的路径来实现特征层之间的有效信息流。自顶向下的

路径帮助将高层的语义信息传递到低层特征图中，而

自底向上的路径则将低层的细节信息传递到高层，这

种结构可以有效改善不同尺度特征之间的融合，提高

模型对小物体的检测能力。对于头部网络 head，
PP-YOLOE 使 用 ET-head， 使 用 有 效 挤 压 和 提 取

（ESE）层替换传统的层注意力机制，达到简化分类和

回归分支的对齐方式。

图1 基于PP-YOLOE的水体垃圾检测流程图

对于给定的影像 I ，PP-YOLOE将其输入CSPRe⁃
pResNet得到3个尺度的基础特征向量 f1 ， f2 和 f3 ：

f1f2f3 =CSPRep Res Net(I) （1）
在得到 f1 ， f2 和 f3 的基础上，输入路径聚合

网络 PAN，得到 3 个多尺度融合后的特征 P1 ， P2

和 P3 ：

P1P2P3 = PAN( f1f2f3) （2）
将融合特征分别输入对应尺度的ET-head的 3个

分支，获得3个尺度上的目标检测结果：

clsibboxi =ET - headi(Pi) （3）
式中， clsi 、 bboxi （i = 123）为ET-head第 i 个分

支 ET - headi 预测的检测框类别和检测框坐标。在得

到3个分支的检测框结果之后，利用NMS后处理去掉

冗余的检测框。

DETR将 Transformer架构应用于物体检测任务，

与传统的基于区域的方法（如Faster R-CNN系列）或

基于锚点的方法（如YOLO系列、SSD）不同，其实

现了真正的端到端目标检测，算法逻辑更为简单。它

去除了候选区域提议 （region proposal）、锚点 （an⁃
chors） 和非最大抑制 （NMS） 等步骤，通过 Trans⁃
former的解码器直接输出一组固定数量的预测，每个

预测包括目标的类别和边界框。对于其 backbone部
分，可选用ResNet-50、ResNet-101等任意卷积神经

网络，用于提取基础特征。编码-解码模块中的编码

器负责处理 backbone（如ResNet-50）提取的图像特

征。每个编码器层都包含一个自注意力机制，该机制

使模型能够关注到输入图像特征的不同部分，并理解

这些部分之间的关系。它通过一系列自主注意力和前

馈网络层来捕获图像特征中的全局依赖关系。编码-
解码模块中解码器负责生成目标检测的最终预测，包

括物体的类别和边界框。在解码器中，设置一组数量

为固定值 N 的可学习向量为查询对象，每个向量代表

一个潜在的检测对象。解码器接收编码器的输出和查

询对象，并将这些查询转换成具体的目标检测预测。

DETR的前向网络负责最后检测框的坐标回归和类别

判定，主要包含 3个感知层，一个隐藏层和预测层。

前向网络输出预测框的中心点坐标和长宽以及预测框

的类别概率分布。对于输入影像 IÎR
3 ´H0 ´W0 （ H0 ，

W0 分别代表影像的行与列），DETR 首先将其输入

backbone（本文使用ResNet-50），获得基础特征向量

fÎR2 048 ´H ´W （H =
H0

32
，W =

W0

32
）：

f =Res Net - 50(I) （4）
在将特征 f 输入编码器之前，首先利用一个卷积

层对 f 进行变换，将其特征维度变为 d （本文设置 d

为 256），得到 fcÎR256 ´H ´W ，然后将特征 fc 变形为

二维 fcÎR256 ´H ´W 输入编码器，编码器由多个自注意

力 transformer堆叠构成，对于第一个自注意力层，其

计算为：

pos_embeding = pos_encoding(HW ) （5）
q = k = pos_embeding + fc （6）
fattn = Self_Attn(qkfc) （7）

fan =Add_Norm( fcfattn) （8）
fffn =FFN( fan) （9）

fout =Add_Norm( fanfffn) （10）
式中， pos_encoding(HW ) 为对特征 fc 上的每一个位

置 进 行 位 置 编 码 ， 以 补 充 特 征 的 空 间 信 息 ，

pos_embeding 为位置编码特征； q 、 k 为 fc 附加了空

间位置编码的特征； Self_Attn(×) 为自注意力函数，在

得到注意力特征 fattn 之后，用残差连接 Add_Norm(×)

进行特征融合得到融合特征 fan ，并在随后添加一个

前向网络 FFN(×) 和残差连接 Add_Norm(×) 进行特征变

换。在编码器层，DETR将多个上述自注意力层叠

加。经过编码器特征提取，记录得到的特征为 fencoder ，

DETR将其输入解码层。解码器层主要包含 3个主要
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构件，即自注意力层，交叉注意力层和前向网络层。

对于第一层的解码器，DETR将初始化的查询向量输

入到自注意力层进行查询向量的自我表达，随后输入

至交叉注意力层，计算查询向量和图像特征 fencoder 的

相似度，基于 fencoder 对查询向量进行加权表达，最后

将结果输入前向网络得到新的查询向量：

q = k = fquery + fquery_embeding （11）
fd_self = Self_Attn(qkfquery) （12）

fd_cross =Cross_Attn( fencoderfd_self ) （13）
fquery = FFN( fd_cross) （14）

式中， fquery 为查询向量，对应第一层编码器； fquery

初始化为0向量，为 fquery_embeding 查询向量对应的可学

习位置编码； Cross_Attn(×) 为交叉注意力。为简单起

见，本文忽略了 Self_Attn(×) ， Cross_Attn(×) 和 FFN(×)

后面跟随的残差连接 Add_Norm(×) 函数。DETR 将

多个解码器堆叠，迭代获取新的 fquery 输入至目标

检测框位置回归分支和分类分支，获得目标框位置

和类别：

bbox = FFNbbox( fquery) （15）
cls = FFNcls( fquery) （16）

式中， FFNbbox(×) 为检测框预测分支； FFNcls(×) 为检

测框类别预测分支。

针对DETR注意力机制导致的计算量巨大问题，

Deformable DETR引入可变性注意力，对于特征图中

的某一点，不再计算与其他所有特征点的相似度，

而是基于自身的位置预测若干相关特征点位置及其

对应的权重获得加权表达，直接舍弃了相似度计算

过程。在提升计算速度的同时，考虑多尺度特征融

合，用于提升对小目标的检测精度。Deformable DE⁃
TR与DETR计算过程相似，其将DETR编码器中的自

注意力函数 Self_Attn(×) 替换为可变性自注意力函

数，解码器中的交叉注意力函数 Cross_Attn(×) 替换为

可变性交叉注意力函数。可变性自注意力函数和可

变性交叉注意力函数计算逻辑相似。以可变性自注

意力函数为例，对于任意特征点，其对应的特征向

量为 fq 和位置为 (qxqy) ，则可变性自注意函数基本

计算过程如下：

DxDy =Linear( fq) （17）
w =Linear( fq) （18）

fnear =Linear( fqx +Dxqx +Dx) （19）

fout =wfnear （20）
式中， Dx ， Dy 为由 fq 预测的临近点偏移量； w 为

临近点对应的权重，根据 Dx ， Dy 可以得到临近点位

置 坐 标 (qx +Dxqy +Dy) 及 其 对 应 的 特 征 向 量

fqx +Dxqx +Dx ，对 fqx +Dxqx +Dx 做特征变换得到 fnear ，最

后根据临近点权重 w 和临近点特征 fnear 获得加权表达

特征 fout 。

虽然 Deformable DETR等基于 Transformer的目标

检测模型速度已经得到极大提升，然而与YOLO系列

的目标检测器相比，仍较为逊色。针对这一问题，

RT-DETR对DTER中的编码器进行了改造，提出了一

种混合编码器，分离内部尺度交互和跨尺度融合以便

更有效地处理多尺度特征。其中跨尺度融合模块将多

尺度融合，内部尺度交互模块仅在单一尺度上的特征

进行自注意力特征变换，忽略其他尺度特征，这样可

以在保证检测精度的情况下降低计算量。

2 实验结果与分析

本文训练集样本包含 1 302张影像，图像大小为

2 048×2 048，测试集包含230张影像，共包含12个类别，

分别为球形塑料浮标（pla_ba）、塑料瓶（pet_b）、塑料浮

标（pla_b）、泡沫板（sty_p）、金属瓶（metal）、玻璃瓶

（glass）、其他塑料瓶（o_pla）、绳子（rope）、网（net）、
泡沫盒（sty_b）、泡沫浮标（sty_bu），图2给出了每类目

标样例。在本文中，对于每一张影像降采样为800×600，
训练学习率为0.000 3，训练遍历次数Epoch设置为70，
采用配置单张NVIDIA 4090显卡的服务器训练模型。

表 1给出了 PP-YOLOE， DETR、Deformable DE⁃
TR和RT-DETR在测试数据上的检测精度。

表1 PP-YOLOE，DETR、Deformable DETR和

RT-DETR在测试数据集上的检测精度

方法

PP-YOLOE
DETR

Deformable DETR
RT-DETR

AP50

81.3
66.7
81.8
88.4

glass
63.2
35.0
58.2
71.1

pet_b
79.2
58.3
73.3
82.9

pla_e
71.7
44.1
71.8
83.2

sty_bu
91.5
67.9
93.1
93.2

metal
78.8
49.6
69.5
79.8

表1显示，在4种方法中，融合多尺度的RT-DE⁃
TR具有最优的检测精度，在所有的类别中都取得最好

的检测结果。

图 3给出了 PP-YOLOE，DETR、Deformable DE⁃
TR和RT-DETR的可视化检测结果，其中红色框为类

别识别错误的检测框，其真实类别为其他塑料瓶，从

图中可以看出，PP-YOLOE，DETR、Deformable DE⁃
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a 球形塑料浮标（pla_ba） b 塑料瓶（pet_b） c 塑料浮标（pla_b） d 泡沫板（sty_p） e 金属瓶（metal）

k 泡沫浮标（sty_bu）f 玻璃瓶（glass） g 其他塑料瓶（o_pla） h 绳子（rope） i 网（net） j 泡沫盒（sty_b）
图2 实验检测影像

TR均将其识别错误，而RT-DETR因为采用了更高效

的注意力机制和跨尺度特征融合策略，具有更强的识

别能力，能正确判断其类别。

a PP-YOLOE
检测结果

b DETR
检测结果

c Deformable
DETR检测结果

d RT-DETR
检测结果

h RT-DETR
检测结果

e PP-YOLOE
检测结果

f DETR
检测结果

g Deformable
DETR检测结果

图3 PP-YOLOE、DETR、Deformable DETR和RT-DETR
的可视化检测结果

3 结 语

本文探讨了基于 Transformer的水体垃圾检测方

法，并与传统的基于CNN的方法进行了比较分析。实

验结果表明，CNN模型PP-YOLOE在某些情况下显示

出良好的性能，较Transformer模型DETR展示出更好

的检测结果，但基于 Transformer的RT-DETR模型在

多尺度特征融合和全局信息处理方面展现出更为显著

的优势，取得最好的检测结果。RT-DETR在实验数

据集上的AP50达到了0.884，相较于PP-YOLOE有7个
百分点的提升。
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