
高光谱遥感影像是成像光谱仪在电磁波谱的紫

外、可见光、近红外和中红外区域获得的大量光谱连

续且分辨率较高的图像数据[1]。随着高光谱遥感技术

的迅猛发展，其应用需求不断增加，如土地利用变化

评估、大气成分监测等[2-4]，使得高光谱遥感影像分类

成为行业研究重点。传统分类方法主要分为人工神经

网络、SVM 等监督分类 [5]和 K-means 聚类 [6]、模糊聚

类[7]等非监督分类，监督分类方法需要大量有标签样

本对网络进行训练，将耗费大量的人力物力，成本高

昂 [8]；半监督分类方法最早由 Shahshahani 等 [9]展开研

究，基于少量标记样本和大量未标记样本，采用不同

的学习方式提升分类器性能，以获取较好的分类效

果。在目前的高光谱影像半监督分类方法中[10-13]，多

数仅利用少量标记样本初次训练模型，未考虑标记样

本的邻域信息；且将新选择样本全部参与模型训练，

对训练样本量的研究较少。鉴于此，本文提出了一种

基于空间邻域信息和多分类器集成的半监督高光

谱影像分类方法；并通过 Salinas Valley AVIRIS 和

Pavia ROSIS两组高光谱影像数据集对该方法进行了实

验分析。
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摘 要：目前半监督高光谱影像分类方法中，针对未考虑标记样本邻域信息、迭代训练中样本量的研究较少，因此提出了一种

基于空间邻域信息和多分类器集成的半监督高光谱影像分类方法；并分别基于Salinas Valley AVIRIS和Pavia ROSIS高光谱影

像数据集对该分类方法进行了实验分析。结果表明：①初始模型训练时通过对标记样本进行邻域生长，保证初始模型训练的可

靠性；②通过SVM和MLC的预测结果综合评估非标记样本，可实现精准标记；③对于模型训练样本的选择，通过抽取部分样

本对分类模型进行多次投票试验，取票数多的作为最终分类结果，保证了分类结果的准确性。该方法能很好地改善较少样本情

况下图像分类模型的泛化能力，提高分类精度。
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1 分类算法

为提升高光谱影像分类精度，本文主要从影像数

据标定样本选择、预测以及标记非标记样本等方面进

行优化。

1.1 邻域生长

地理学第一定律指出，地理事物或属性在空间分

布上互为相关，因此样本邻域信息在半监督分类中得

到了广泛应用[5,14]。本文采用八邻域方法，以标记样本

点为中心，对其进行八邻域生长。其关键因素在于阈

值的设定，本文选择标记样本点八邻域内未标记样本

点与该标记样本点像元值之差的绝对值中值作为阈

值，进行标记样本点邻域生长。另外，考虑到高光谱

成像中的混合像元问题，邻域生长时加入了边缘限

制，利用 Canny 算子 [15]使结果不包含地物的边缘点。

高光谱影像包括几十甚至几百个波段，且各波段穿透

能力不同，每个波段都会在不同程度上反映地物对象

的不同光谱信息，因此利用不同波段对标记样本点进

行邻域生长将得到不同的结果。为使同一地物标记样

本点邻域生长结果的光谱信息符合真实地物情况，选

择近似真彩色 3波段的光谱影像作为邻域生长和提取

边缘影像，能有效减少边缘混合像元混入初始训练样

本，改善数据处理的冗余问题。

1.2 非标记样本选择

为降低标记样本量对高光谱影像分类精度的影

响，不增加前期人工样本标记工作，本文将合适的非

标记样本加入标记样本中，逐步完成对分类模型的训

练，达到提高分类精度的目的。因此，利用邻域生长

算法标记样本的邻域信息，并对非标记样本进行选择

标记，成为增加标记样本数量、提升分类模型分类性

能的有效途径。选择非标记样本时，首先确定一定半

径的结构元素，将标记样本半径内的非标记样本作为

候选样本；然后对候选样本进行预测，结果与标记样

本相同的点将加入标记样本，形成新标记样本。由于

本文采用两种分类器组合的方式对高光谱影像进行分

类训练，因此将两种分类器训练标记一致的样本作为

新标记样本。

1.3 多分类器集成训练

本文采用多分类器集成的方式训练样本。以不同

分类器确定样本时采用的不同假设理论为根据，更全

面地训练样本，能弥补单一分类器的局限，减少样本

对单一分类器的依赖 [16]。SVM 最早由 Vapnik[17]提出，

由于已有标记样本数量有限，仅采用SVM对未标记样

本进行训练，将使得训练结果与真实地物情况差异较

大，分类器难以正确预测非标记样本，若将错误结果

加入新的训练样本中，将直接影响下次分类器的训

练，造成错误累积。MLC是一种稳定性和鲁棒性较好

的分类方法[18]。本文将SVM与MLC相结合进行半监督

高光谱影像分类，首先从标记样本中随机抽取部分样

本作为训练样本，分别采用 SVM 和 MLC 对高光谱影

像进行分类；然后将标记样本邻域内的非标记样本作

为候选标记样本，并比较两种分类器的结果，结果一

致且与标记样本类别相同时则将该样本点加入标记

样本；最后在新的标记样本集合中随机抽取部分样本

作为新训练样本，重复上述步骤，直至达到预设条件

为止。

2 实验结果与分析

为验证本文方法，分别选用Salinas Valley AVIRIS
和 Pavia ROSIS 高光谱影像数据集进行实验分析。

Pavia ROSIS 原始影像包括 115 个波段，波长范围为

0.43～0.86 μm，剔除受噪音影响严重的波段后采用

103个波段；影像大小为 610像素×340像素，分辨率

为1.3 m。Salinas Valley AVIRIS原始影像包括224个波

段，剔除受水汽吸收影响严重的波段后采用 204个波

段；影像大小为512像素×217像素，分辨率为3.7 m。

2.1 结构元素半径的确定

为实现最佳邻域生长效果，确定形态学结构元素

半径是其关键，决定了被选入非标记样本的数量，

影响着整个实验的运算效率。通过大量试验发现，

Pavia ROSIS 和 Salinas Valley AVIRIS 数据的最优半径

分别为初始标记样本数 10个和 20个。Pavia ROSIS 和

Salinas Valley AVIRIS数据结构元素半径选择对分类结

果的影响见图 1，可以看出，Pavia ROSIS数据将结构

元素的半径设置为 6时，分类精度达到要求的运行效

率最高，而Salinas Valley AVIRIS数据将结构元素的半

径设置为3时，分类精度即可满足要求。

2.2 抽取样本量的确定

控制训练样本量不仅可减少数据冗余、提高运算

效率，而且可减少错误样本对分类模型的影响。本文

对 Pavia ROSIS、Salinas Valley AVIRIS 数据分别采用

半径为 6和 3的结构元素进行训练，确定最佳抽取样

本量。不同抽取样本量对分类精度的影响见图2，可以

看出，随着样本抽取量的增加，影像分类精度曲线平

稳性持续变好，但样本量增加到一定程度后，再增加

样本量对提升精度没有明显效果；将抽取样本量设置
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为25%和30%时，分类精度没有明显差异。在不影响

实验精度的条件下，对于两组数据，本文选择在每次

迭代继承过程中抽取标记样本的25%作为模型训练样

本集，对模型进行训练，能获得最佳效率。
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图2 不同抽取样本量的实验结果

2.3 投票次数的确定

投票次数对分类精度的影响见图 3，可以看出，

随着初始标记样本数量的增加，投票次数对 Pavia
ROSIS 数据分类精度的影响减少；由于 Salinas Valley
AVIRIS数据同类地物的分布比较集中，除 20个初始

标记样本抽取1次条件下的分类结果精度滞后于其他

组外，投票次数对分类结果的影响均不明显，因此

各组实验中均选用抽取3次的分类精度再迭代，可实

现最佳运行效率，且与更多次抽取的分类精度无明显

差距。
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图3 不同投票次数的实验结果

2.4 分类器融合对实验结果的影响

由各参数实验结果可知，实验抽取标记样本的

25%，Pavia ROSIS、Salinas Valley AVIRIS数据的结构

元素半径分别为 6、3，采用 SVM 分类、MLC 分类、

SVM与MLC相结合分类方法分别进行 3次投票实验。

在每类10、20个初始标记样本的条件下利用3种方法

对 Pavia ROSIS 数据进行分类的精度见图 4，可以看

出：①在每类初始标记样本与迭代次数一定的情况

下，仅单一分类方法的精度随迭代次数的增加而下

降；②MLC 分类对 Pavia ROSIS 数据适用性较差，在

20个初始标记样本条件下采用SVM分类的部分结果优

于 SVM 与 MLC 相结合分类的结果；③总体来看，采

用 SVM 与 MLC 相结合分类得到的精度随迭代次数的

增加而上升，在升高到一定程度后，达到较稳定的状

态，未有明显下降趋势。
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图4 Pavia ROSIS的分类实验结果

为了更直观地表现 3种方法的分类效果，分别在
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图1 不同结构元素半径的实验结果
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每类 10、20 个初始标记样本条件下循环迭代 12 次，

每次抽取样本的25%，结构元素半径为6，Pavia ROSIS
数据的分类结果见图 5，可以看出，在少量样本的条

件下，MLC 与 SVM 相结合分类的结果明显优于 MLC
分类、SVM分类。

a 10个样本MLC分类 b 10个样本SVM分类 c 10个样本SVM+MLC分类

d 20个样本MLC分类 e 20个样本SVM分类 f 20个样本SVM+MLC分类

图5 Pavia ROSIS数据不同分类方法的分类结果

在每类 10、20 个初始标记样本条件下利用 3 种

方法对 Salinas Valley AVIRIS 数据进行分类，精度见

图6，相较于Pavia ROSIS数据结论发现，在初始样本

较多的情况下，SVM 分类精度略优于 SVM 与 MLC 相

结合分类。为了更直观地表现 3 种方法的分类效果，

分别在每类 10、20 个初始标记样本条件下循环迭

代 12 次，每次抽取样本的 25%，结构元素半径为3，

Salinas Valley AVIRIS数据的分类结果见图 7，可以看

出，MLC分类效果明显差于其他两种方法；虽然各组

实验中 SVM 分类精度明显优于 MLC 分类、稍优于

SVM与MLC相结合分类，但其获得的3组结果的差异

性明显大于其他两种方法。

a 10个样本MLC分类 b 10个样本SVM分类 c 10个样本SVM+MLC分类

d 20个样本MLC分类 e 20个样本SVM分类 f 20个样本SVM+MLC分类

图7 Salinas Valley AVIRIS数据不同分类方法的分类结果

为了更好地衡量 3组影像分类结果的差异性，分

别在每类10、20个初始标记样本条件下绘制3组影像

分类结果的差异图（图8），将3幅影像中分类结果不

同的点占总影像的百分比定义为图像分类的相异程

度，可以看出，SVM 分类获得的 3 组影像的相异性

（26.27%） 明显高于 MLC 分类 （16.07%） 和 SVM 与

MLC相结合分类（15.23%）；相较于 SVM分类法，采

用 SVM 与 MLC 相结合分类法获得的边缘信息有较大

改善。
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图6 Salinas Valley AVIRIS数据的分类实验结果

c SVM+MLC相异图a MLC相异图 b SVM相异图

图8 Salinas Valley AVIRIS数据不同半监督分类方法的

分类相异图
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3 结 语

针对高光谱影像半监督分类过程中，对模型迭代

训练中样本量利用不足的问题，本文提出了一种基于

空间邻域信息和多分类器集成的半监督高光谱影像分

类方法。

1）在初始模型训练时，通过对标记样本进行邻

域生长，可保证初始模型训练的可靠性，同时避免了

初始标记样本过少导致的分类模型精度下降。

2）通过 SVM和MLC预测的结果对非标记样本进

行综合评估，实现了精准标记。

3）对于模型训练样本的选择，本文抽取部分样

本对分类模型进行多次投票试验，取票数最多的作为

最终分类结果，从而保证分类结果的准确性。

在高光谱影像半监督分类中，本文方法可获得较

高的分类精度，采用 SVM 与 MLC 相结合分类法能有

效改善单独采用SVM分类法边缘数据分类不稳定的问

题；但本文方法未对模型训练样本质量以及结构元素

半径对分类精度的影响进行深入探究，因此今后将在

如何选择高质量的训练样本以及如何确定不同数据约

束半径大小方面继续深入研究。
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