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摘 要：基于单一特征的随机子空间的最近正则化子空间集成算法 （random eubspace based nearest regularized subspace，
RSNRS） 精度受限，因此设计一种基于多特征的随机最近正则化子空间 （multi-meature random subspace-based nearest regular⁃
ized Subspace，MFRSNRS） 的高光谱遥感算法。提取高光谱遥感影像的Gabor特征、局部二值模式特征 （local binary pattern，
LBP）特征、拓展形态学多属性剖面（extended multi-attribute profiles，EMAPs）特征和光谱特征，利用随机子空间的集成方式

构建特征子空间，基于特征子空间训练基分类器最近正则化子空间（nearest regularized subspace，NRS），并将基于分类器的输

出结果进行集成得到分类结果。MFRSNRS算法在数据集 Indian Pines总体精度达到92.88%，与RSNRS算法相比，总体精度提

高了17.05%。在数据集Pavia University上总体精度达到78.88%，与RSNRS算法相比，总体精度提高7.73%。实验结果表明，多

特征的使用具有一定的提升效果。
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Abstract: The random subspaces nearest regularized subspace (RSNRS) based on a single feature has a limited accuracy, we proposed a new hy-

perspectral remote sensing algorithm named multi-feature random subspace nearest regularized subspace (MFRSNRS). Firstly, we extracted Ga-

bor features, LBP features, EMAPs features and spectral features by hyperspectral remote sensing images. Then, we selected the nearest regular-

ized subspace (NRS) as the base classifier, and used the random subspace method to construct the feature subspace. Finally, we trained the base

classifiers based on the feature subspace, and integrated the results of base classifiers to obtain the final classification results. The OA of

MFRSNRS algorithm reached 92.88% in the Indian Pines data set, which is 17.05% higher than RSNRS algorithm. The OA of MFRSNRS algo-

rithm reached 78.88% in the Pavia University data set, which is 7.73% higher than RSNRS algorithm. The experimental result indicates that the

use of multiple features has shown a certain improvement in performance.
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成像光谱技术不断发展和进步，高光谱遥感影像

的光谱分辨率随之不断提高，数据维度也相应不断增

加，这就直接导致了高光谱遥感数据处理中面临的

“维度灾难”问题[1-3]。因此，在高光谱遥感数据的分

类研究中，如何有效地解决“维度灾难”问题成为一

大研究热点。

随机子空间集成学习算法可以有效的解决“维度

灾难”问题。该集成学习算法核心思想为从原始特征

空间中随机选取部分特征得到新的特征子集，不仅有

效缓解维度灾难问题，更增加了特征子集间的差异

性，从而有效提升基分类器的分类表现。其中，基于

随机子空间的最近正则化子空间集成算法 （random

subspace based nearest regularized subspace classification，
RSNRS）中选择最近正则化子空间 （nearest regular⁃
ized subspace，NRS）为基分类器，利用随机子空间的

集成方式取得较优的分类表现[4]。但该算法未考虑单一

的光谱特征，只从某个特定的角度描述地物目标，而

多特征可以有效地提供地物目标的多重信息。

多特征与单一特征相比，一般提供 3种及以上特

征参与高光谱的影像分类，一般包含光谱特征、纹理

特征 （如 Gabor特征） 和形状特征 （如扩展属性剖

面）等。研究表明多特征的融合可在高光谱遥感表示

分类中体现明显的优势 [5-7]。多特征可以从光谱、纹

理、形状等多个角度互补地定量描述地物目标，从而
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提升分类效果[8-10]。

多特征融合虽然提升了特征间的互补性，但易造

成波段数目多和计算复杂度高的问题，因此本文提出

了一种基于多特征的最近正则化子空间(multi-feature
random subspace based nearest regularized subspace，
MFRSNRS)的高光谱影像分类方法。基于高光谱遥感

影像提取的Gabor特征、LBP特征、拓展形态学多属

性剖面（extended multi-attribute profiles，EMAPs）和

光谱特征，以堆栈的方式融合多特征。采用随机子空

间的集成方式随机选取部分特征形成多个特征子集，

利用特征子集构建特征子空间，在每个特征空间内选

择基分类器NRS进行分类，并将所有基分类器的输出

结果进行集合。实验部分使用AVIRIS传感器采集的

Indian Pines数据和ROSIS传感器采集的Pavia University
数据对提出的MFRSNRS算法进行了验证。

1 多特征与RSNRS算法

1.1 多特征

1.1.1 Gabor特征

Gabor滤波具有光照变化适应能力强等特点。在

计算机视觉和图像分析等领域，Gabor滤波在纹理特

征提取发挥重要作用。常见的二维Gabor滤波器表达

式为：

g( )abδθψσγ = exp(-
a′2 + γ2b′2

2σ2
)´

exp( j(2π a′

δ
+ψ))a′ = a cos θ + b sin θ （1）

b′ = -a cos θ + b sin θ

式中， δ 为正弦波函数中的波长因子； θ 为Gabor小
波的方向； ψ 为正弦波函数中的相位差； γ为空间比

率（一般取值设为 0.5）；（a ，b）为原始二维坐标系

中的空间位置坐标；（a′b′）为变换后坐标系中的空

间位置坐标； σ 为高斯分布的标准差，可以决定Ga⁃
bor滤波器的尺寸和形状。该数值与波长因子 δ和空间

尺度频率波段宽度 bw 相关，具体计算公式如下：

σ = δ
π

ln 2
2
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è
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ö
ø
÷

2bw + 1
2bw - 1

（2）
1.1.2 LBP特征

局部二值模式 LBP也是一种常见的图像纹理特

征，在灰度不变性和旋转不变性等方面具有突出的优

势。该算法的原理为根据每个像素点与其邻域像素间

的灰度差异，在邻域区域内的不同位置进行二值编码

处理，从而确定该像素点所处区域的纹理特征。假设

邻域区域内范围大小设置 3×3，其中心像素点的灰度

值设为 Ic ，邻域 8个像素的灰度值设为 In ， n = 12

...8 。依次将8个邻域像素的灰度值 In 与中心像素灰

度值 Ic 进行对比。如果邻域像素的灰度值大于中心像

素灰度值，即表达式 In - Ic ³ 0 ，则二值函数 s(In -

Ic) =1，反之表达式 In - Ic < 0 ，则二值函数 s(In - Ic) =
0。邻域8个像素点经过与中心像素比较之后可以得到

8位二进制数，然后将其转化为十进制数，可得到该

中心像素点的LBP编码值。最终的LBP编码值可用来

表达该像素点所在位置的局部纹理结构信息。计算公

式如下：

LBPNR = å
n = 0

N - 1

s(In - Ic)2
n [10]

s(x)={1 x ³ 0
0 x < 0

（3）
1.1.3 EMAPs特征

基于多属性滤波的拓展形态学多属性剖面EMAPs
是一种经典的图像结构特征提取方法。该方法通过使

用不同尺度和方向上的滤波器，对图像进行滤波操

作，从而提取出图像中的纹理信息。属性剖面（attri⁃
bute profiles，AP） 可以作为粗化和细化操作的组

合[11]，具体公式如下，其中 f 表示输入图像：

AP( f )=Õi
:
ì
í
î

ïï
ïï

Õi
=Õ

Φ T '
λ

λ = (n - 1 + i) "λÎ[1n]

Õi
=Õγ T '

λ
λ = (i - n - 1) "λÎ[n + 12n + 1]

（4）

式中，Õ
Φ T ' 为细化操作；Õγ T ' 为粗化操作。高光

谱遥感影像波段数目一般达到 100以上，采用主成分

分析方法（principal component analysis，PCA）对遥感

影像进行降维，得到前 m 个主成分。对前 m 个主成分

（如FR1，FR2，…，FRm）采用形态学属性剖面操作获

得AP。一系列AP堆栈而成得到扩展属性剖面 （ex⁃
tended attribute profiles，EAP）。可表示为[11]：

EAP ={AP(FR1)AP(FR2) ...AP(FRm)} （5）
每一种属性滤波可以从某个角度得到图像的结构

特征。本文使用 4种属性滤波，分别为面积、标准

差、对角量和惯性矩。基于不同属性滤波提取的EAP
进行叠加，最终形成EMAP特征。如由 q 个EAP组成

的EMAP特征可表示为：

EMAP ={EAPa1
EAP'

a2
 ...EAP'

aq
} （6）

式中， ai 为一个属性滤波：

EMAP′ =EAP{FR1FR2 ...FRm} （7）
1.2 RSNRS算法

在高光谱遥感数据中，特征间存在较强的相关性
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和冗余度，这会导致算法模型过于复杂、容易造成过

拟合等问题。利用随机子空间的方法可以明显降低特

征间的相关性，减少冗余信息，提高算法的可解释性

和鲁棒性 [12]。文献[13]设计的RSNRS算法的具体步骤

如下：假设高光谱遥感影像训练集设置为 X ={ }xi

n

i = 1

的特征维度（波段数目）为 N ， n 为总的训练样本数

量， xi 为第 i 个训练样本。从训练集 X 的全部波段中

按照一定方式随机选取若干波段，从而组成新的特征

子集 St ， t = 12 ...T ， T 为集成次数，特征子集 St

的维度大小为 N ′ =N ´ d ， d 表示特征比例。 T 次集

成后，得到特征子集的集合 S ={S1S2 ...ST}。在第 t

次集成过程中，特征子集构建的新字典表示为

D̂ =[D1tD2t ...DCt] ，样本类别为 lÎ{12 ...C} ， C

为全部的地物类别数目。第 l类的样本字典表示为

Dl t ，样本数量为 nl ，则å
l = 1

C

nl = n 。在每个特征子集

中 St 利用NRS算法对测试样本 y 进行分类，测试样本

可由训练样本线性组合表示，第 t 次集成中的测试样

本 yt ，某类测试样本的表示估计值 y͂l t 可表示为：

y͂l t =Dl tαl t （8）
通过上式获取每一类的表示估计值 y͂l ，测试样本

y 的标签值由表示残差最小的准则确定。

ì
í
î

ï

ï

class(y)= arg min
l = 12...C

(rl t)

rl t =  y͂l t - yt

2

2

（9）

在NRS算法中，表示系数 αl 求解可以转化为优化

问题：

αl t = argmin
α*

 yt -Dl tα
* 2

2
+ λ Γly tα

* 2

2
（10）

集成 T 次后， T 个特征子集中对测试样本有 T 个

分类结果，采用多数投票法的方法最终确定测试样本

的标签值。

2 基于多特征的随机正则化子空间算法

研究表明，针对遥感影像的复杂多变的地理环境

而言，单一特征很难解决所有的分类问题。多特征中

所包含的互补性可有效解决多类别分类问题。因此提

出基于多特征的随机正则化子空间MFRSNRS算法。

参考Su[10]拓展的非线性多特征字典学习协同表示分类

模型（MMKCRC-DL），选择光谱特征、Gabor特征、

LBP特征和EMAPs特征。

首先采用主成分分析的方法，得到前3个主成分，

基于前 3个主成分提取影像的Gabor特征、LBP特征、

EMAPs特征和原始的光谱特征，多种特征通过堆栈的

方式级联。多种特征通过不同角度提取影像的各种信

息，虽在一定程度上弥补了多种特征，但不可避免地

造成空间维度高的问题。因此考虑随机子空间的集成

方式，集成过程中通过随机选取波段的方式构造多个

特征空间，基于构建的特征空间，采用基分类器NRS
对影像进行分类。每个特征空间中的NRS模型参与测

试样本标签值的决策，最后采用多数投票法的方式决

定测试样本最终的分类结果。

3 实验与分析

3.1 实验设置

为了验证MFRSNRS算法的有效性，选择AVIRIS
和ROSIS 2种传感器采集的高光谱图像分类数据集。

两组实验采用协同表示正则化分类器 （classification
representation classification with tikhonov，CRT）、最近

正则化子空间（nearest regularized subspace，NRS）和

随机子空间最近正则化子空间作为对比算法。分类性

能评价指标是评估分类算法效果的重要依据，实验选

用总体分类精度（overall accuracy， OA）、平均分类

精度（average accuracy， AA）和Kappa系数 3种评价

指标。Indian Pines和 Pavia University两组数据集中 4
种分类算法设置的最优参数如表1所示，其中 T 为集

成次数， λ为正则化参数， d 为特征比例。将所有实

验重复5次取平均值，利用交叉验证的方式确定算法参

数。

表1 各算法最佳参数

数据集

CRT
NRS

RSNRS

MFRSNRS

λ

λ

λ

d

T

λ

d

T

Indian Pines
1e-2
1e+0
1e+0
0.1
20

1e-1
0.9
20

Pavia University
1e-2
1e-1
1e-1
0.1
10

1e-1
0.3
10

3.2 Indian Pines高光谱影像实验

第一组实验数据为AVIRIS传感器采集的位于美

国印第安纳西北部地区的 Indian Pines高光谱影像数

据，截取大小为145×145的图像并进行标注，包含16类
地物，一共10 249个样本。该数据去除部分波段后保留

200个波段用于实验，波长范围区间为400~2 500 nm。空

间分辨率较低，大约为20 m[14]。本文实验中共选择9类
地物，主要包含牧草、乔木和干草等地类。实验过程

李倩楠等：基于多特征随机最近正则化子空间的高光谱影像分类算法 ··27
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中选择有标签的样本，一部分作为训练样本，剩余

的标签样本作为测试样本用于验证分类精度。对于

Indian Pines数据，每类别选取 3%的样本作为训练样

本，剩余样本全部作为测试样本，具体样本数量见

表2。
表2 Indian Pines分类精度

类别

1
2
3
4
5
6
7
8
9

OA/%
AA/%
Kappa

训练样本

43
25
15
22
15
30
74
18
38

测试样本

1 385
805
468
708
463
942
2 381
575
1 227

CRT
67.50
54.74
86.15
90.76
94.30
57.08
65.10
54.98
98.15
72.36
74.31
0.674 5

NRS
58.32
57.25
80.85
92.30
95.68
57.60
63.90
44.11
96.59
69.43
71.84
0.643 3

RSNRS
69.77
74.03
91.06
93.00
97.73
73.23
64.77
70.70
97.46
75.83
81.31
0.712 9

MFRSNRS
88.28
94.05
98.14
97.67
99.91
94.00
89.00
91.00
99.72
92.88
94.64
0.916 6

CRT、NRS、RSNRS和MFRSNRS 4种算法详细的

分类结果见表 2。本文提出的MFRSNRS算法 OA 值、

AA 值和Kappa系数均最高。分别比RSNRS方法的 OA

值高 17.05%， AA 值高 13.33%，Kappa值高 0.203 7。
MFRSNRS算法在 9类地物类别均取得了最高的精度，

其中在第 5类别上精度达到 99.91%，在第 9类别上精

度达到 99.72%。4种算法得到的分类结果，与 3种对

比方法相比，MFRSNRS方法分类效果更好，可以更

为精准地刻画地物分布格局。

3.3 Pavia University高光谱影像实验

第二组实验数据由ROSIS传感器采集的意大利帕

维亚大学（Pavia University）高光谱遥感数据。它截

取大小为 610×340的图像并进行标注，空间分辨率为

1.3 m分辨率较高，达到米级分辨率。波谱范围区间

为 430~860 nm。该数据去除部分波段后保留 103个波

段用于实验。数据共有 9种地物类型，主要包含柏油

路面 （Asphalt）、草地 （Meadows）、树木 （Tree） 和

金属屋顶建筑（Painted metal sheets）等地物[15]。实验

过程中训练样本为每类选取 5个样本，其余样本作为

测试样本以验证精度。

CRT、NRS、RSNRS 和 MFRSNRS4 种算法在 Pa⁃
via University 数据集详细的分类结果见图 1 和表 3。
MFRSNRS 方法的 OA 值、 AA 值和 Kappa 系数均最

高。比 RSNRS 方法的 OA 值高 7.73%， AA 值高

11.01%，Kappa值高0.117 1。MFRSNRS在9类中均取

得最高精度，其中在第5类别精度达到97.81%，在第

9类别精度达到99.98%。

a CRT b NRS c RSNRS d MFRSNRS
图1 Pavia University数据不同算法分类图

表3 Pavia University分类精度

类别

1
2
3
4
5
6
7
8
9

OA/%
AA/%
Kappa

训练样本

5
5
5
5
5
5
5
5
5

测试样本

6 626
18 644
2 094
3 059
1 340
5 024
1 325
3 677
942

CRT
93.39
87.12
46.22
63.14
95.83
45.19
32.87
56.77
100
67.42
68.95
0.597 9

NRS
87.86
86.05
56.67
68.41
95.93
37.92
44.80
60.03
99.83
66.84
70.83
0.592 3

RSNRS
89.67
86.14
57.31
68.40
95.11
42.24
48.04
64.55
99.98
71.15
72.38
0.628 9

MFRSNRS
98.78
95.92
58.66
72.28
97.81
49.90
93.95
83.25
99.98
78.88
83.39
0.746 0

3.4 参数分析

1）正则化参数 λ。本节研究 λ对两组数据集总

体精度的影响， λ对两组数据集的总体精度变化如图

2所示。横坐标表示为正则化参数，纵坐标表示总体

精度，其余参数设置见表 1。在 Indian Pines数据上，

CRT算法的最优正则化参数为1e-2，NRS算法最优正

则化参数为 1e+0，RSNRS算法正则化参数为 1e+0，
MFRSNRS算法最优正则化参数为 1e-1。在Pavia Uni⁃
versity数据上，CRT算法的最优正则化参数为 1e-2，
NRS算法的最优正则化参数为1e-1，RSNRS算法的最

优正则化参数为 1e+0，MFRSNRS算法的最优正则化

参数为1e-1。
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图2 λ对两组数据集总体精度的影响

2）特征比例 d 。本节研究 d 值对 2组数据集的

影响，不同 d 值 2组数据集总体精度变化图如图 3
所示。的取值范围区间为{0.1，0.2，0.3，0.4，0.5，
0.6， 0.7， 0.8， 0.9}，其余参数设置如表 1 所示。

··28
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在 Indian Pines数据上，RSNRS算法的总体精度随着

特征比例的不断增加总体精度随着下降，在 d 值为

10%时，总体分类精度达到最大值。MFRSNRS算法的

总体精度随着特征比例的不断增加总体精度不断上

升，在 d 值为90%时，总体分类精度达到最大值。在

Pavia University数据上，RSNRS算法的分类总体精度

在 66%~71%之间，最佳特征比例参数值为 10%。

MFRSNRS 算法获得的总体分类精度在 76%~78%之

间，最佳特征比例参数值为 30%。总体来说，

MFRSNRS算法优于RSNRS算法。
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图3 不同 d 值下两组数据集总体精度变化图

3）集成次数 T 。本节研究 T 值对两组数据集的

影响，不同 T 值两组数据集总体精度变化图如图4所
示。横坐标为 T 值，纵坐标为总体精度，其余参数设

置如表 1所示。在 Indian Pines数据上，MFRSNRS和

RSNRS 2种算法随着集成次数 T 的增加，总体分类精

度先增加后下降，最佳 T 值为 20。在Pavia University
数据上，MFRSNRS和RSNRS两种算法的最佳 T 值均

为10。
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图4 不同 T 值下两组数据集总体精度变化图

4 结 语

本文针对随机子空间的最近正则化子空间集成算

法（RSNRS）精度受限等问题，设计了一种基于多特

征 的 最 近 规 则 子 空 间 的 高 光 谱 遥 感 影 像 分 类

MFRSNRS方法。首先基于遥感影像提取Gabor特征、

LBP特征和 EMAPs特征，组合光谱信息形成多特征

集；然后利用随机子空间集成方式随机选取若干大小

的特征子集；最后利用NRS作为基分类器，采用集成

方式得到分类结果。实验结果表明，多特征的使用确

实有助于提升分类表现。后续研究方向可考虑子空间

的自动划分和并行运算等。
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