
知识图谱作为一种高效的知识表示和表达方式，

是自然语言识别领域中备受关注的研究方向。它是

一种图结构的知识表示网络[1]，以实体和实体之间的

关系为基础，将丰富多样的知识组织成一个个节点和

边的形式。每个节点代表一个实体，而边则表示不同

实体之间的关系。通过这种方式，知识能够以更加形

式化和结构化的方式进行表达，并且可以被计算机高

效地处理和推理。

地理知识图谱是知识图谱在地理领域的扩展，其

特点在于地理知识图谱的关系不仅包含语义关系，还

包含实体之间的时空关系[2]。地理知识图谱可以用于

实现基于地理数据库的智能知识问答[3]、辅助交通预

测和决策等[4]。

尽管知识图谱在地理应用方面已经取得了一些重

要成果，但仍面临着一些挑战和问题。如何从海量的

网络文本中抽取地理知识，挖掘与分析地理信息，是

地理科学在新地理信息时代面临的新挑战 [5]。因此，

进一步研究和探索网络文本中地理知识抽取以及知识

图谱在地理领域的应用是具有重要意义的。

针对以上问题，本文将聚焦于地理命名实体识

别，并探索深度学习在该领域的应用。我们提出了

一种基于扩展BERT+BiGRU+CRF模型的地理命名实
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摘 要：地理知识图谱构建的重要任务之一是地理命名实体的识别。中文文本中词汇结构灵活，词汇边界不明显，地理领域
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BERT-BiGRU-CRF的命名实体识别模型，实验表明，该模型在地表水系数据集上达到了95.94%的 F1值，比无词汇增强Bert
模型提高了4.94%，相较于其他模型的精度也有大幅度提升，能更加准确地识别地理命名实体。
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体识别方法，以提高地理信息处理的准确性和效率。

通过实证研究和实验评估，验证了该方法在地理命名

实体识别任务中的有效性，为地理知识图谱的构建提

供了技术支持。

1 相关技术

早期命名实体抽取的方法主要是基于规则和特定

模板，需要相关领域的专家撰写大量的识别规则，费

时费力且识别准确率不算高，迁移性和泛化能力都很

低。随着机器学习的发展，机器学习的方法也应用于

命名实体的抽取中 [6]，HMM （隐马尔科夫模型） 和

CRF（条件随机场）是常用于文本序列标注预测的机

器学习方法 [7-9]，但由于机器学习的方法需要构造特

征，精度也不是很理想，命名实体识别的技术进一步

延伸到深度学习领域。

基于深度学习进行命名实体抽取的方法以循环神

经网络（RNN）为主。RNN能有效学习到句子中的上

下文特征。双向长短期记忆网络BiLSTM被广泛应用

于命名实体抽取（NER）任务中。在此基础上，有学

者提出了将条件随机场 （CRF） 与 BiLSTM 结合的

BiLSTM-CRF模型 [10]，其中，条件随机场能有效减少

标签的错误判别概率。曾青霞等 [14]将 Transformer的
自注意力机制与 BiLSTM-CRF 相结合提出了 Self⁃
Att-BiLSTM-CRF模型。Jin等 [12]采用将 BILSTM-CRF
神经网络与门控自注意力相结合的方法，用于中文命

名实体识别。在 Google 提出 BERT （bidirectional en⁃
coder representations from transformers） 模型 [13] 之后，

将BERT作为文本嵌入的工具并与BiGRU-CRF模型结

合的BERT-BiGRU-CRF模型[14-16]，大幅度提高了命名

实体识别的精度。

中文命名实体抽取任务的文本嵌入方法通常分为

词嵌入和字符嵌入的方法，由于基于单个中文字符的

字符嵌入方法忽略了中文词汇的边界信息，研究人员

开始探索将词汇边界信息加入到模型中的方法。

Li等[17]在Lattice LSTM[18]的基础上，提出平面的晶格结

构——FLAT方法使用 Transformer模型和位置编码来

处理字符-词的晶格结构，将其转换为由跨度组成的

扁平化结构，相较于 Lattice LSTM拥有更高的效率。

Peng等 [19]在此基础上进一步简化了模型，提出了 Soft
Lexicon的词汇嵌入方法，将词汇信息简单有效的组合

到字符嵌入中，相较于晶格结构的模型具有更快的速

度，其与BERT结合的模型在Resume NER数据集中得

到了 96.11%的 F1 值。Chen 等 [20]提出的 CRW-NER

模型，不仅将词汇的信息汇入了嵌入层，还将汉字的

字形结构作为特征对字嵌入进行增强。上述的研究都

从不同角度探索了词汇增强模型在命名实体识别中的

应用，并获取了有效的成果。

由上述可见，中文NER任务由于中文字符的原

因，在采用分词之后嵌入的方法会受到分词误差的影

响，而采用字嵌入的方法又会忽略词汇的边界信息。

有许多学者致力于将词汇信息融入到字符嵌入中。李

发东等[21]的研究证实了在各种改进模型的比较中，词

汇增强模型对地理命名实体识别的精度影响最大。因

此研究词汇增强模型在地理命名实体识别中是存在重

要意义的。对此，本文提出了一种基于先验信息的词

汇嵌入方法，将词汇的领域信息加入到字符之中，将

其应用于地表水系的知识抽取研究中，提高了命名实

体抽取的准确率，具体的模型构建和实验结果将在下

文中详细说明。本文提出 EXPBERT-BiGRU-CRF模

型由扩展嵌入层EXPBERT层、BiGRU层和CRF层组

成，具体的模型结构如图1所示。
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图1 EXPBERT-BiGRU-CRF模型

2 模型构建

2.1 词嵌入层

2.1.1 基于BERT的嵌入层

本文采用基于字嵌入的方法将中文的每个字转换

为单独的向量，目的是捕捉更为细粒度的语义信息。

BERT是由谷歌提出的基于Transformers的预训练语言

模型， 其预训练过程通过联合Masked LM（掩码语言

模型）和NSP（下句预测） 2个任务来学习上下文的

文本信息。Masked LM任务的目标是学习字符的上下

文语义信息，NSP任务使BERT模型能学习到句子之

间的上下文关系，这种关系可以应用到下游的问答或

者自然语言推理任务中。BERT结合MLM任务和NSP
任务进行联合预训练，为下游的自然语言处理任务打

下了良好的基础。

··2
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BERT预训练模型的输入层是由三组向量的和组

成，分别是采用word piece[14]的方法将中文字符转换为

768维度的字符嵌入向量Token Embedding，用于文本

分类等任务的分句嵌入向量Segment Embedding，以及

区分不同位置中出现同一个字的位置嵌入向量 Posi⁃
tion Embedding。

BERT模型的输出包括了模型最后隐藏层Last hid⁃
den state和池化层 Pooler out（表示BERT模型的池化

输出），前者包含了文本中每个字符最丰富的语义信

息和上下文信息，而后者通常被当作整个文本的向量

表示。在命名实体识别任务中，通常采取BERT模型

最后隐藏层作为字嵌入的输出向量，如图2所示。
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图2 BERT预训练模型输入层

2.1.2 基于先验词典信息的扩展嵌入层

基于字嵌入的命名实体识别方法虽然可以避免中

文分词的误差，但是同时也失去了词汇级别的语义

信息，而词汇的边界信息通常意味着实体的边界信

息。本文在BERT进行字嵌入之后，采用加入先验词

汇级特征的方法进行字嵌入的词汇信息增强。基于先

验词汇信息的扩展字嵌入的方法，既能保留中文词汇

的信息，也能避免中文分词产生的误差。其流程如图3
所示。
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图3 扩展词嵌入层流程

1） 构建领域词典。在构建领域词典的过程中，

本研究通过专家渠道、百度百科和语料数据库等多种

途径收集领域内的词汇信息，并对其进行分类，构建

了一个具备先验分类信息的领域词汇词典。

2）构建词典词向量。为了将领域词汇转换为计

算机可以处理的形式，本研究采用Word2Vec方法[15]生

成词向量。Word2Vec是一种基于神经网络的词向量

表示模型，通过预测上下文或目标词来学习词汇的分

布式表示，将领域词汇词典转换为高维向量空间中的

向量表示，其中每个词在向量空间中的位置反映了其

语义信息和词义关系。

表1 词汇增强模型示例

字符

汉

江

流

域

河流

{汉江}
{汉江}

{}
{}

湖泊

{}
{}
{}
{}

流域

{汉江流域}
{汉江流域}
{汉江流域}
{汉江流域}

水系

{}
{}
{}
{}

3）生成词汇增强向量。在SoftLexicon的BMES分
类方法中，作者按字符在匹配词汇中的位置，将匹配

词分类为“B（匹配词首字符）”、“M（匹配词中间字

符）”、“E（匹配词尾字符）”、“S（匹配到单字符词

汇）”四类并计算得到四组蕴含词汇边界信息的词向

量，并将其融合到字符表示中。在本文研究中则将领

域词汇进行预分类，将字符在每一类领域词典中的匹

配词汇的加权平均向量作为字符在该分类上的词汇增

强向量。具体处理过程如下：对每个字符进行上下文

匹配领域字典，生成词汇增强向量。以表1中“汉江流

域”的“汉”字为例：在词典的河流类，匹配到“汉

江”词汇，在词典的流域类，匹配到了“汉江流域”

词汇。“汉”字具有“汉江”和“汉江流域”2个词汇

且来自不同分类的先验分类信息。在同一分类中匹配

到多个词汇的字符，其对应类的向量为匹配到词汇向

量的加权平均值。某个字符 i 的第 t 类的词汇增强向

量 Et 计算公式如式（1）。
Et =

1
P åwÎ St

p(w)ew(w) （1）
P = å

wÎ St

p(w) （2）
式中， p( )w 为字符 i匹配词； w 为第 t 类里出现的频

次 ⅇw( )w ，表示 w 的词向量； P 为字符 i在第 t 类中

所有匹配到词 w 的频次之和。

综上，字符 i匹配词典所有类的词汇增强向量

Eexp i 计算公式为：

Eexp i =E1ÅE2ÅÅEn （3）
式中，⊕为向量的拼接。

4）拼接BERT字嵌入向量 Eberti 和词汇增强向量

Eexpi 。对于句子T的第 i 个字符，其进行词汇增强后

的嵌入向量为：

Ei =EbertiÅEexpi （4）
SoftLexicon方法将字词汇的边界信息融入到字符

表示中，并不包含词汇的分类信息，而EXP词汇增强

将字符具有的词汇分类信息融入到字符表示中。后者

在应用于专业领域的命名实体抽取任务时，能将蕴含

词汇先验分类的关键信息融入到字符表示中，在专业

郑旭野等：利用扩展词嵌入BERT的地表水系地理命名实体抽取模型 ··3
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领域中相较于 SoftLexicon方法拥有更好的精度，两者

具体的精度对比详见3.5节。

2.2 BiGRU层

引入词典信息的字嵌入层接下来将输入到RNN
层，本文采用的门控循环单元（GRU）网络是RNN网

络的一种经典变体，一个GRU单元由更新门 zt 和重

置门 rt 组成，GRU单元的概念图如图4所示。

xt

σ σ 
tanh ⊕

rt

⊙ 
⊙ +

⊙ 
1-zt

ht

zt

ht 

ht-1

 ⊕

~

图4 GRU单元概念图

图4中为向量的数乘，⊕为向量拼接，+为向量和。

式（5）中，重置门 rt 将上一时刻隐藏状态 ht - 1

与当前时刻 xt 拼接后输入Sigmoid函数，其中Wr 表示

重置门权重，由于 Sigmoid的存在，其输出门控信号

值为 0~1之间，用于控制前一时刻的隐藏层信息有多

少被保留。

rt = σ( )Wr ´[ ]ht - 1xt （5）
式（6）中，更新门 zt 由上一时刻隐藏状态 ht - 1

与当前时刻 xt 拼接后输入Sigmoid函数，其中Wz 表示

更新门权重，输出门控阈值用于选择有多少信息被传

递到当前单元的隐藏层中。

zt = σ( )Wz ´[ ]ht - 1xt （6）
式（7）中，当前候选记忆 h͂t 由两部分组成，一

部分是通过重置门信号决定的上一时刻状态信息

ht - 1 ，另一部分是当前输入信息 xt ，重置门输出信号

为0时，表示完全遗弃来自过去状态的信息，其中W
h͂

表示权重信息。

h͂t = tanh( )W
h͂
´[ ]rt ´ ht - 1xt （7）

最终输出由更新门控制，更新门的门控阈值参数

决定上一时刻的隐藏状态 ht - 1 遗忘程度，另一部分是

当前候选记忆加入到输出的程度，两者分别由 1 - zt

和 zt 控制

ht = ( )1 - zt ´ ht - 1 + zt ´ h͂t （8）
GRU单元拥有更少的门控数量和更少的参数，能

有效加快模型的训练速度和减少模型的大小。本文采

用双向的GRU网络来学习上下文的语义信息，BiGRU
网络的结构如图 5所示，嵌入层的字符嵌入向量输入

到双层的GRU网络，分别学习字符的上下文信息，由

输出层输出预测标签的概率。

图5 BiGRU网络层示意图

2.3 CRF层

条件随机场（CRF）是根据给定的一组输入序列

条件 X 下另一组输出标签 Y 的条件概率分布模型

P(Y|X ) 。在命名实体标注的任务中，CRF可以单独作

为模型解决命名实体识别任务，也能作为深度学习模

型中的标签解码层，用于捕捉标签间常具有的强依赖

性，增加输出相邻标签的约束，有效减少错误判别的

几率。BiGRU层输出的向量经CRF层解码得到最终预

测标签。具体解码过程如下：

定义发射分数矩阵 E 和转移分数矩阵 T ，其中发

射分数矩阵 E （状态矩阵） 来自于 BiGRU层输出，

转移分数矩阵 T 表示标签之间的转移概率，在随机初

始化后随着模型训练而自动更新。一段标签序列的得

分由发射得分和转移得分组成。以长度为 4的预测标

签序列{START，B-River，E-River，O，O，END}为
例，该标签序列的发射得分如式（9）。

Emissionscore =E0START +E1B -River +E2B -River +

E3B -River +E4B -River +E5END （9）
式中， Ei type 为发射矩阵 E 中字符 i 的 type 类标签

得分。

该标签序列的转移得分如式（10）。
Trasitionscore =TSTART - >B -River +TB -River - >E -River +

TE -River - >O +TO - >O +TO - >END （10）
式中， Ttypea - > typeb 为转移矩阵中从a类标签转移至b类
标签的得分。

该标签序列的最终得分为

S =Emissionscore +Transitionscore （11）
CRF的目标即是找到得分最高的预测标签序列，

通过维特比算法可以得到分数最高的输出，即最终的

预测标签，根据预测标签即可得到地表水系命名实体

的抽取成果。

··4
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3 实验与分析

3.1 数据来源

本文采用的数据集来源自维基百科，包含中国河

流列表和中国湖泊列表下的所有地表水系词条，有效

数据共 46万字符，约 9 648条文本。实体的标签及含

义示例如表2所示。

表2 实体标签说明及示例

实体标签

RIVER
LAKE
BASIN

RIVERSYS

标签类型及含义

河流，包括自然河流和人工沟渠

湖泊，包括天然湖泊和人工水库

流域，即分水线所包围的河流集水区

水系，即流域内所有河流、湖泊等各种水体组

成的水网系统

示例

长江

东湖

汉江流域

清江水系

3.2 数据标注与分析

数据标注采用BMES的标注格式，人工标注平台

采用开源Doccano[22]平台，标注界面如图6所示。标注

完成数据中有效标签为32 780个，包含实体10 510个，

其中河流实体7 494个，湖泊实体2 280个，水系实体

220个，流域实体516个。

图6 Doccano运行界面图

BMES的标注方法如表3所示，B表示实体的开头

字符，M表示实体的中间字符，E表示实体的结尾字

符，S表示单个实体字符，O表示不带标签的字符。

表3 BMES标注方法示例

汉

江

位

于

长

江

流

域

B-RIVER
E-RIVER

O
O

B-BASIN
M-BASIN
M-BASIN
E-BASIN

本实验使用数据集按照 80%∶10%∶10%的比例

将数据集划分为训练集、验证集和测试集。 领域命名

实体的数据集中每一行由两列组成，数据的两列之间

采用制表符隔开，其中第一列为文本内容，第二列是

BMES格式的标签序列，采用空行来分隔句子。

3.3 实验环境和超参数配置

实验的计算机采用配置为Windows11操作系统，

CPU 为 i7-10700，内存 32 GB，显卡采用 RTX2080，
显存8 GB，Python-3.8，torch-1.81，CUDA-11.1。BERT
预训练模型采用Google的BERT-BASE-Chinese模型。

训练参数中优化器采用 AdamW 优化器，学习率为

5e-5，训练Epoch次数为15，RNN隐藏层的单元数量

为 128，在RNN网络层之后加入Dropout为 0.5的层来

避免过拟合。

3.4 评价标准

本实验的评价标准（表 4）包括准确率 P ，召回

率 R 和 F1 值，具体计算公式如式（12）、（13）、（14）。
表4 评价标准

预测为真

预测为假

实际为真

TP

FN

实际为假

FP

TN

P = TP
TP +FP

´ 100% （12）
R = TP

TP +FN
´ 100% （13）

F1 =
P ´R ´ 2

P +R
´ 100% （14）

3.5 实验结果与分析

为了验证本文提出的EXPBERT-BiGRU-CRF模型

的有效性，本实验采用BERT-CRF模型、BiGRU-CRF模

型、BiLSTM-CRF模型和SoftLexicon-BERT-BiGRU-CRF
基线模型加以比较，上述模型在自建地表水系数据

集上运行，其准确率 P ，召回率 R 和 F1 值如下表 5
所示。

表5 模型实验结果

模型名称

BiGRU-CRF
BiLSTM-CRF
BERT-CRF

BERT-BiGRU-CRF
SoftLexicon-BERT-BiGRU-CRF

EXPBERT-BiGRU-CRF

P

86.21
86.10
96.52
95.28
95.88
97.52

R

48.24
43.33
84.18
86.70
86.87
94.58

F1

60.78
55.98
89.72
90.67
91.00
95.94

由表 5可知，BiGRU相较于 BiLSTM的召回率更

高， F1 值也更高，由于GRU的单元相较于LSTM更简

单，因此GRU的训练速度更快且参数更少，对于较短

的文本和小样本的数据上性能更为优秀。BERT预训

练语言模型对于命名实体识别的任务性能提升巨大，

在准确度和召回率上都有大幅度提升，达到了89.72%
的 F1 值，具有实用价值。Bert+BiGRU的组合牺牲了

一些准确度，提升了召回率， F1 值也有小幅度提

升，对于单纯 BERT线性输出的模型性能有些许提

郑旭野等：利用扩展词嵌入BERT的地表水系地理命名实体抽取模型 ··5
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升，达到了90.67%的 F1 值。SoftLexicon的扩展特征全

方位提升了模型的能力，综合 F1 值达到了91%。EXP
扩展特征对模型的准确度和召回率都有显著的提升，

尤其是在召回率上提升明显，在自建的地表水系数据

集上的 F1 值达到了95.94%。

4 结 语

本文根据维基百科的水系数据构建了地表水系的

百科数据集和领域词典，针对地理命名实体识别任务

提出了基于先验词典信息的词汇增强模型，并采用与

BERT字嵌入结合的改进方法，在字嵌入过程中，将

词汇的先验分类信息作为增强特征信息加入到嵌入向

量中，并在后续网络层采用了BiGRU和CRF的网络结

构来构建模型，在构建数据集上取得了良好效果。与

已有的模型相比较，其准确率 P ，召回率 R 和 F1 值

都有所提高。但是在一些方面上还存在需改进之处：

首先是由于人工成本较高，构建数据集数量不够大，

水系和流域的标签数量较少；其次是在流域和水系实

体中，存在典型的嵌套实体，但本实验没有考虑嵌套

实体的识别，在以后的研究中，还可以在预训练模型

的选择和模型性能优化上开展工作。
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