
遥感影像分辨率的逐渐提高，使其在地物提取中

发挥了不可替代的作用，尤其是针对具有不同等级特

征、特征间差距较大以及细小目标较多的地物[1]。根

据使用任务、功能和流量，道路可划分为高速公路、

一级公路、二级公路、三级公路、四级公路 5 个等

级；行政级别等级分为国道、省道、县道。类型繁杂

且道路间光谱信息差距较大，乡村、矿区道路涵盖区

域较小且与周围地物特征差异较小，难以识别提取，

因此设计合理高效的提取算法至关重要。模板匹配

法、形态学算法、自适应阈值分割法、知识图谱法

等 [2-4]传统道路提取方法往往需要人工指定规则，工

作量巨大、费时费力，不能实现道路的自动化提

取；而深度学习方法的自适应学习能力和特征拟合

能力均十分强大，在道路提取的完整性和自动化程

度上具有优势。以U-Net为代表的编码器—解码器网

络在语义分割中取得了令人满意的效果，因此学者

们将其应用于遥感影像道路提取中[5-8]。

1 本文方法

本文通过分析U-Net 模型与注意力模块的结构特

点，在U-Net模型的基础上设计了一种改进的注意力

U-Net网络模型。在编码器部分引入了 SCConv模块，

从空间、通道两个方向对CNN进行压缩。SCConv模块

包含空间重构单元（SRU）和信道重构单元（CRU）。

在编码器—解码器的中间部分采用坐标注意力提高模

型提取道路边界的准确性，进而提高道路信息的完

整性。

1.1 U-Net模型

U-Net[9]是一种用于图像分割的深度学习模型，由

Olaf Ronneberger等在2015年提出，在医学图像分割任
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务中表现出色，且被广泛应用于其他领域。U-Net模
型是一种编码器—解码器网络，具有跳跃连接。编

码器部分由一系列卷积层和池化层组成，用于提取

图像特征，并逐渐减小空间分辨率；解码器部分由

一系列卷积层和上采样层组成，用于将特征映射恢

复到原始输入图像大小；跳跃连接用于连接编码器

与解码器的特征映射，以帮助解码器更好地恢复细

节信息。

1.2 注意力模块

通道注意力和空间注意力是注意力机制中的两种

常用类型。通道注意力 [10]关注特征图中不同通道之

间的关系，以学习每个通道的重要性，首先计算通

道维度上的平均值和最大值，再通过全连接层来学

习每个通道的权重，最后将权重应用于特征图的每

个通道，以增强重要的特征。空间注意力[11]关注于特

征图中不同空间位置的关系，以学习每个位置的重

要性，首先计算特征图上每个位置的平均值和最大

值，再通过全连接层来学习每个位置的权重，最后

将权重应用于特征图的每个位置，以增强重要的空间

位置。

这两种类型均侧重于减少单一维度 （信道或空

间）上的冗余，使得网络仍存在特征冗余的问题，因

此本文设计了一种新的CNN压缩方法（SCConv），以

联合减少卷积层中的空间和信道冗余。SCConv由SRU
和CRU组成，可有效限制特征冗余。将 SCConv模块

放在ResBlock[12]中3×3卷积的位置（图1）。
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图1 SCConv在残差块中的位置

1.3 SRU部分

为减少空间冗余，本文引入了一种重构操作，首

先采用交叉重构的方式充分结合加权两个信息特征，并

加强它们之间的信息流；再将交叉重构的特征 Xw1 和

Xw2 连接起来，以获得空间细化的特征图 Xw （图2）。
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图2 空间重建单元示意图

1.4 CRU部分

CRU利用分割变换和融合策略进一步减少空间提

炼特征图在通道维度上的冗余。通过Split、Transform
和Fuse三个运算器实现（图3）。对于给定的空间提炼

特征 XwÎRc ´ h ´w ，首先将 Xw 的通道分成为 αC 通道

和 (1 - α) C 通道两个部分，其中 0≤α≤1 为分割比；

再利用 1 × 1 卷积来挤压特征图的通道，以提高计算

效率，这里引入挤压比 r 来平衡 CRU 的计算成本；最

后将 Xw 分成上部 Xup 和下部 Xlow 。

对 Xup 执行 k ´ k 分组卷积 （实验中设定组大小

g = 2）和 1×1 逐点卷积操作，并将输出结果相加，形

成一个合并的代表性特征图 Y1 ，即

Y1 =MG Xup +M
P1 Xup

Xlow 被送入较低的转换阶段，利用轻量的 1×1逐

点卷积操作生成具有浅层隐藏细节的特征图，作为富

特征提取器的补充。此外，还可重复使用 Xlow 特征获

得更多的特征图而无需额外成本。将生成的特征和重

复使用的特征串联起来，生成下级阶段 Y2 ，即

Y2 =M
P

Xlow Xlow

首先利用全局平均池化收集全局空间信息，并按

信道进行统计 SmÎRc ´ 1 ´ 1，计算公式为：

Sm = Pooling( )Ym = 1
H ´W å

i = 1

H

å
j = 1

W

Yc(i j)

m = 12

然后将上、下全局信道描述符 S1、S2 堆叠在一

起，并采用信道软关注操作生成特征重要性向量 β1 、
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β2 ÎRc ，即

β1 =
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最后在 β1 、 β2 的指导下，通过合并 Y1 和 Y2 即可

得到信道提纯特征Y ，计算公式为：
Y = β1Y1 + β2Y2

1.5 复杂性分析

SCConv模块的计算公式为：
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标准卷积的计算公式为：

Ps = k2C1C2

式中， α为分割比； r 为挤压比； g 为分组卷积运算

的组大小； C1 、 C2 分别为输入和输出特征通道。

在实验中通常参数集为 α = 12，r = 2，g = 2，k = 3 ，

C1 =C2 =C ；当 Ps /Psc ≈5 时，参数量可减少为 1/5，
该模型的性能优于标准卷积。

1.6 坐标注意力模块

坐 标 注 意 力 （CA） [13] 模 块 利 用 池 化 操 作

Xpool、Ypool 分别编码水平方向和垂直方向特征，有效

捕捉单方向上的长距离关系，同时保留另一个方向上

的空间信息，帮助网络更准确地定位目标。特征输出

的表达式为：

zh
c (h)= 1

W å
0  i <W

xc(h i)

zw
c (w)= 1

H å
0  j <H

xc( jw)

对水平与垂直方向特征进行拼接，经过含有正则

化的卷积层后，利用通道划分使结构与经过两个一维

编码的结构保持一致，再利用 Sigmoid 将输出激活合

并为权重矩阵。每个权重都包含了通道间信息、横向

空间信息和纵向空间信息，能帮助网络更准确地定位

目标信息，增强识别能力。CA模块灵活且轻量，可

被插入经典模块通过强化信息表示的方法增强特征；

还可在轻量级网络的基础上给密集预测任务（语义分

割、变化检测等）带来巨大的增益。

2 实验结果与分析

2.1 实验环境

所有实验均在 PyTorch 深度学习开源框架下完

成，硬件配置为 12 G 显存的 NVIDIA GeForce RTX
3060 GPU，运行环境为 Python 3.8， CUDA 11.3 和

Torch 1.11。马萨诸塞州道路数据集是在美国马萨诸

塞州收集的航空数据集，涵盖了各种典型的城市、郊

区和农村地区，覆盖面积为2.25 km2，空间分辨率为1.2 m，

共有1 171幅图像，其中1 108幅用于训练、14幅用于验

证、其余49幅用于测试。每幅图像大小为1 500像素×
1 500像素，并带有二值分割标签。

2.2 评价指标

本文选取像素精度、F1-score和交并比（IoU）作

为分类性能评估指标。

Accuracy = TP + TN
TP + TN +FP +FN

F1 =
2TP

2TP +FP +FN

IoU = TP
TP +FP +FN

式中， TP 为标签是道路、预测像素也是道路的数

量； FP 为标签是背景、而预测像素是道路的数量；

FN 为标签是道路、而预测像素是背景的数量； TN

为标签是背景、预测像素也是背景的数量。

2.3 结果分析

为验证改进措施的有效性，本文采用消融实验的

方法，分析 U-Net 模型、仅加入 SRU 的 U-Net 模型、

仅加入CRU的U-Net模型、加入SCConv的U-Net模型

和同时加入 SCConv 和 CA 的 U-Net 模型在 Massachu⁃
setts道路数据集上的预测效果。结果见表1和图4，可

以看出，U-Net模型在解码器中融合了不同尺度的特

征以保留空间信息，具有较高的总体精度，但在

F1-score和 IoU上略有提升空间；U-Net+CRU模型通

过分割、挤压和融合策略来改进通道信息的表示，在

F1-score 上比 U-Net 模型有明显提升，在 IoU 上略有

提高，对U-Net模型提取结果中存在的断裂现象有所

改善；U-Net+SRU 模型提高了特征的信息丰富性，改

进了空间特征的表达，在F1-score和 IoU上略有提升

空间，在完整性上比 U-Net+CRU 有了进一步提升；

U-Net+SCConv 模型通过在空间维度上引入交叉信息

来增强特征表达，在 F1-score 和 IoU 上都有明显提

升，表明空间、信道间交叉信息有助于准确分类和定

位，对于空间通道的重构、预测结果连通性与完整性

至关重要；U-Net+SCConv+CA 模型在 U-Net+SCConv
模型的基础上引入了CA，以增强位置感知和方向感

知的信息，CA 通过编码水平和垂直方向的信息来改

善定位和识别任务，在F1-score和 IoU上都有进一步

提升，CA 有助于更精准地定位目标信息。
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3 结 语

在遥感影像道路提取领域，本文比较了 U-Net、
U-Net+CRU、U-Net+SRU、U-Net+SCConv 和 U-Net+
SCConv+CA 等分割算法的性能，得到的主要结论为：

U-Net+CRU 模型利用 CRU 在道路提取任务中取得了

较好的性能，有效减少了道路错分和漏分现象；

U-Net+SRU 模型通过 SRU 改善了道路分割边缘的清

晰度；U-Net+SCConv和U-Net+SCConv+CA 模型则在

模型精度和细节提取方面表现出色，特别是 U-Net+
SCConv+CA进一步提高了模型性能。未来道路提取领

域的研究可继续探索模型精度的优化，尤其是结合道

路的形态特征。此外，跨领域迁移学习、多模态信息

融合等也是未来的研究方向，可进一步提高道路提取

算法的适应性和实用性。
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表1 各网络模型道路提取结果的比较

模型

U-Net
U-Net+CRU
U-Net+SRU

U-Net+SCConv
U-Net+SCConv+CA

OA

0.971 5
0.975 4
0.976 4
0.981 3
0.981 7

F1

0.830 7
0.857 5
0.862 5
0.890 8
0.894 3

IoU
0.740 7
0.773 4
0.779 8
0.817 7
0.822 6

Params/时间

7.74 M/15 s
7.84 M/13 s
7.86 M/14 s
7.92 M/11 s
9.73 M/12 s

图4 模型预测结果图
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