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融合多源特征的 Dual-MTSA 超短期风电功率预测 
陈世轲，张  维，李玉洪，杨  楠，王小玲，毕贵红 

（昆明理工大学电力工程学院，昆明 650500） 
 

摘 要：随着大规模风电并网比例不断提升，其输出的高度非线性与多尺度振荡特征，以及数据缺失与异常值干

扰，给超短期功率预测带来严峻挑战。为此该文提出了一种基于数据清洗填补、混合分解与深度学习融合的超短

期风电功率预测模型。首先采用三次埃尔米特插值填补缺失值，结合最小协方差行列式与马氏距离检测异常点，

再通过随机森林回归修复异常点，确保输入数据的一致性；然后利用最大互信息系数(maximal information coeffi-
cient, MIC)和 Spearman 相关性分析筛选关键气象因素构建环境特征矩阵，并通过跳变模态分解(jump plus AM-FM 
mode decomposition, JMD)与变分模态分解(variational mode decomposition, VMD)提取多尺度功率模态分量，充分

剖析信号的频谱结构并构造功率特征矩阵，接着将两个特征矩阵输入 Dual‑MTSA 深度学习模型。模型将 TKAN
模块融入 Mamba 模块的选择性状态空间后，利用 Mamba 模块的线性时间复杂度优势高效捕捉跨时间点与跨变量

的长程依赖，同时借助 B 样条核与门控融合机制精细刻画高频振荡与低频趋势；利用自注意力模块(self-attention, 
SA)对上述多源、多尺度特征进行全局加权重标定，并在全连接映射层生成最终的 15 min~3 h 超短期功率预测结

果。实证结果表明，该方法相较对比模型有效降低预测误差，显著提升预测精度与鲁棒性。 
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Dual-MTSA Ultra-short-term Wind Power Forecasting Integrating Multi-source Features 
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Abstract：With the ever‑increasing grid integration of large‑scale wind power, its pronounced nonlinearity, multi‑scale 
oscillations, and issues of missing or anomalous data pose serious challenges to ultra‑short‑term power forecasting. To 
address these issues, this paper presents an ultra‑short‑term wind power forecasting framework that integrates data 
cleansing and imputation, hybrid signal decomposition, and deep learning. First, missing values are recovered via cubic 
Hermite interpolation; anomalies are detected using the minimum covariance determinant and Mahalanobis distance and 
subsequently corrected with a random forest regressor to ensure data consistency. Then, the maximal information coeffi-
cient (MIC) and Spearman’s correlation analysis are employed to select key meteorological variables and construct an 
environmental feature matrix, meanwhile, the jump‑plus AM‑FM mode decomposition (JMD) and variational mode de-
composition (VMD) are used to extract multi‑scale power components to thoroughly dissect the signals’ spectral structure 
and form a power feature matrix. These two feature matrices are then fed into a Dual‑MTSA deep learning model. Within 
its encoder, TKAN is embedded into Mamba’s selective state‑space framework, and the Mamba’s linear‑time complexity 
is used to efficiently capture long‑range dependencies across both time steps and variables. Moreover, a B‑spline kernel 
with gated fusion is utilized to finely represent high‑frequency oscillations and low‑frequency trends. A self‑attention 
module is then used to globally recalibrate these multi‑source, multi‑scale features, and a final fully connected mapping 
layer generates ultra‑short‑term forecasts spanning 15  minutes to 3  hours. Empirical results demonstrate that the pro-
posed method can be used to effectively reduce the prediction errors and significantly improves the prediction accuracy 
and robustness when compared with the benchmark models. 
Key words：wind power prediction; ultra-short-term prediction; data imputation & anomaly correction; two-branch input; 
deep learning; Mamba 
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在“双碳”战略目标驱动下，我国电力行业的
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低碳化进程加速推进[1]。作为清洁能源与低碳发展

的核心构成要素，风电技术渗透率呈现显著增长趋

势[2]，其规模化并网所引发的功率波动特性显著增

加电力系统运行不确定性[3-4]。因此高精度风电功率

预测，是提升电力系统调度科学性、保障新能源电
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网稳定运行的关键支撑[5]。 
风电功率预测研究历经多阶段发展，研究者普

遍使用物理建模、统计学习与深度学习等方法[6]。

物理建模方法求解高维非线性方程推导轮毂高度风

场参数，继而通过机组功率特性曲线实现机械能到

电能转换预测[7]。统计方法如马尔可夫链模型[8]，

差分整合移动平均自回归模型[9]。这两种方法虽具

结构简捷性优势，然而显著的数据物理驱动依赖性

导致其跨场景泛化性能和外推预测能力存在显著约

束。随着人工智能技术的快速发展，深度学习方法

凭借其非线性拟合优势在新能源预测领域备受关 
注[10]。文献[11]基于 Holland 气压场模型和 Batts 梯
度风模型构建 Physical Net 模型，利用嵌入层动态

插值台风预报信息以对齐时间尺度，将 Physical Net
输出与改进的含时序模式注意力机制的长短期记忆

网 络 (temporal pattern attention long short-term 
memory, TPA-LSTM)网络结合，通过注意力机制优

化时序特征权重分配，实现风速多步预测。然而台

风期间极端天气下传感器损坏或通信中断导致的数

据缺失问题，可能影响模型输入质量。文献[12]提
出一种基于低风速功率修正和损失函数改进的超短

期风电功率预测模型，低风速修正模块利用风速预

测值和当前功率动态调整输出，缓解了低风速段功

率拟合偏差，改进的损失函数引入余弦相似度与序

列形状约束，强化了预测值与真实值在时序趋势上

的关联性。然而模型核心结构以单步预测为目标设

计，对多步预测的误差累积和时序依赖性衰减缺乏

有效抑制机制。 
信号分解通过将复杂时序数据拆解为多尺度

模态分量，能显著降低输入序列的非平稳性与噪声

干扰[13]。文献[14]采用 DBSCAN 算法清洗异常数

据，并通过随机森林填补缺失值，降低异常数据对

预测的干扰，模型融合长短时记忆网络 (long 
short-term memory, LSTM)的短期时序建模能力与

Transformer 的全局注意力机制，结合余弦退火热重

启策略优化学习率，实现了对风电功率波动特征的

高效捕捉。然而风电功率数据具有显著的非平稳性，

直接使用原始时序数据可能导致高频噪声与低频趋

势的耦合干扰。文献[15]提出一种基于时间卷积网

络(temporal convolutional network, TCN)与 Informer
的双通道风电功率预测模型，通过变分模态分解

(variational mode decomposition, VMD)抑制非平稳

性噪声，结合 TCN 的因果卷积与 Informer 的概率

稀疏化注意力机制，显著提升了超短期预测精度。

然而该方法仅采用单一分解策略，对风电功率中多

尺度耦合特征解析能力不足。 
针对上述问题，本文构建了一种集成数据清洗

填补、混合分解与深度学习的超短期风电功率预测

框架。首先采用分段三次埃尔米特插值(piecewise 
cubic Hermite interpolating polynomial, PCHIP)对原

始功率序列缺失值进行填补，并通过最小协方差行

列式(minimum covariance determinant, MCD)与马氏

距离协同检测异常点，继而利用随机森林(random 
forest, RF)回归对异常值实施物理一致性的修复，以

确保输入数据的完整性与可靠性。随后利用最大互

信息系数(maximal information coefficient, MIC)对
风速、风向等气象因子与功率输出的关联度进行定

量评估，挑选出与功率高度相关的关键变量构建环

境变量特征矩阵；并采用跳变模态分解(jump plus 
AM-FM mode decomposition, JMD)与 VMD 相结合

对功率序列进行混合分解，以获得在不同频段上互

补的模态成分并生成多尺度功率特征矩阵。随后功

率特征矩阵与环境特征矩阵输入 Dual‑MTSA 模型，

Mamba 模块通过选择性状态空间机制，以线性时间

复杂度高效捕捉序列的长程依赖与关键动态，其隐

状态更新方式既能保持全局时序一致性，又能突出

突发扰动的特征响应。TKAN 模块借助 B 样条核函

数对多阶特征进行平滑插值，同时依托门控机制实

现非线性信息的逐步记忆与融合，既能精准刻画高

频振荡，又能稳健提炼低频趋势。最后自注意力模

块(self-attention, SA)对 TKAN 模块两路融合后的输

出进行全局重标定，通过注意力权重自适应地聚焦

于更具预测价值的时空特征，并在全连接映射层生

成最终的超短期风电功率预测值。实验结果表明本

方法在保证数据物理一致性与特征丰富性的基础

上，显著提升了多步短期预测的鲁棒性与精度。 

1  数据预处理 

本文采用 2021 年中国国家电网主办的可再生能

源发电量预测竞赛数据[16]。装机容量为 99 MW，将

2020 年 3 月 1 日至 2020 年 5 月 31 日的春季实际风电

采集数据作为实验样本数据，样本间隔时间为 15 min。 
1.1 数据缺失值清洗与异常值填补 

风电功率数据在实际采集过程中，常因传感器

故障或传输中断而出现缺失值或异常值[17]。若直接

删除或采用简单填补策略，往往会破坏数据原有分
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布特性，进而影响后续模型的预测精度。针对这一

问题，本文提出了一种基于功率物理连续性特征的

三阶段混合插补与异常处理框架，用于高效地清洗

与修复风电功率数据。首先针对缺失值采用 PCHIP
进行初步填补。与传统插值方法相比，PCHIP 通过

对插值曲线导数施加严格约束，可在保持数据局部

单调性的同时，有效避免过冲或振荡现象，生成符

合物理规律的功率值。随后利用 MCD 估计数据协

方差矩阵，结合马氏距离对潜在异常值进行识别。

MCD 方法通过筛选高密度数据子集，能够在协方

差估计中抵御异常值的干扰，避免出现掩蔽效应或

淹没效应。鉴于直接删除异常值会导致数据连续性

中断，不利于模型训练，本文采用 RF 回归对识别

出的异常值进行补估。RF 模型通过集成多棵决策

树，能够刻画风速、温度与功率之间的非线性关系，

为异常点生成合理的功率预测值，从而保证数据的

连续性与物理一致性。 
1.2 环境因素相关性分析 

在风电功率预测的多维输入场景中，合理筛选输

入特征对于提升模型的泛化能力和计算效率具有决

定性作用。虽然风速、风向、气温、气压、湿度等气

象因素与风电出力存在潜在关联，但并非所有变量都

能为预测模型带来增益，部分气象因子对功率变化的

解释力较弱，甚至可能引入噪声，降低模型性能。将

所有观测指标纳入训练，不仅会令模型结构臃肿，还

容易引入冗余或噪声，从而导致过拟合并拖慢训练速

度。为此本文采用MIC 与 Spearman 对风电功率与气

象因素之间的信息相关性进行线性与非线性评估。两

个指标经过归一化步骤保证了该指标的取值范围限

定在[0,1]之内，因此当两变量存在高度依赖关系时，

其值趋近于 1；而若二者相互独立或关联较弱，则该

值则接近于 0。经 MIC 和 Spearman 分析后的特征两

两相关性热力图如附录图 A1 和 A2 所示。表 1 为功

率与不同气象因素间的相关性指标。 
1.3 归一化 

鉴于风电功率及其相关气象因子的数值量纲

相差悬殊，若不加处理便直接投入模型训练，容易

引入尺度偏差，进而削弱算法的收敛性与预测精度。

为此本文针对风电功率以及气象因素特征，统一采

用 min-max 归一化策略，将所有变量的取值线性映

射至[0,1]区间。 
1.4 混合分解 

风电功率序列通常呈现显著的非线性与非平 

表 1  风电功率与各气象因素的相关系数 

Table 1  Correlation coefficients between wind power output 

and various meteorological factors 
气象因素 特征编号 MIC Spearman 

10 m 高处风速 1 0.797 0.847 
10 m 高处风向 2 0.286 0.322 
30 m 高处风速 3 0.844 0.911 
30 m 高处风向 4 0.329 0.355 
50 m 高处风速 5 0.861 0.927 
50 m 高处风向 6 0.346 0.359 
风机轮毂处风速 7 0.867 0.931 
风机轮毂处风向 8 0.350 0.352 

温度 9 0.068 0.098 
大气压强 10 0.165 0.189 
湿度 11 0.317 0.298 

稳特征，其振荡幅度和周期结构在多重时间尺度上

交织分布，且易受气象条件变化、地理环境及机组

运行状态等多重因素的共同作用。单一分解方法往

往难以同时应对上述复杂性与多样性，从而限制了

其在长短期预报中的精度表现。 
JMD 是一种基于变分优化框架的信号分解方

法，可从非平稳信号中同步提取调幅 - 调频

(amplitude and frequency-modulated，AM-FM)窄带

振荡成分与宽带跳变成分，通过设计联合优化目标

函数，利用交替方向乘子法 (alternating direction 
method of multipliers, ADMM)迭代求解，克服传统

方法在跳跃-振荡混合信号中的局限性[18]。VMD 是

一种基于变分优化的信号分解方法，通过构造带约

束的变分模型，将信号分解为多个具有稀疏频带的

模态分量[19]。本文将 JMD分解和VMD分解相结合，

充分挖掘原始功率数据的内在结构与频谱特征，为

后续的预测模型提供更具针对性的输入分量。 
1.5 双分支输入矩阵设置 

在构造双分支输入矩阵时将风电功率序列经过

JMD 和 VMD 两种方法分解后，提取出子序列拼接

构成功率特征矩阵 pF 。用同样的方法对经 MIC 和

Spearman 筛选后的气象变量序列进行横向合并，形

成环境变量特征矩阵 vF 。针对不同预测步长情况设

定 { }1,6,12s∈ 与固定输入窗口长度为 36，采用滑动

窗口技术对矩阵 pF 与 vF 进行划分。图 1 中以 12s =
为例，示意了风电功率与气象变量两条支路分别切

分并汇合为模型输入的全过程；其余 1s = 和 6s = 的

情况下，仅需调整滑动步幅，其余划分与拼接流程

保持一致。双输入分支的构造方式，能同时捕获功

率序列与环境变量的时序特征，灵活适配不同预测
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跨度，为后续模型训练提供了多尺度、多模态的输

入支持。 

 

图 1  构造双分支输入矩阵 

Fig.1  Constructing double branch input matrix 

2  双分支输入的深度学习模型 

2.1 Mamba 模型 
Mamba 是一种基于选择性状态空间模型的新

型序列建模框架[20]，设计核心在于将传统状态空间

理论与动态参数化机制相结合，以高效建模长序列

的全局依赖关系[21]。模型结构如图 2 所示，Mamba
通过引入数据驱动的选择性机制，将状态转移矩阵

A、输入投影矩阵 B 及时间步长 Δ动态调整为输入

序列的函数，实现对关键上下文信息的自适应聚焦；

同时借助零阶保持离散化方法，将连续状态空间方

程转化为递归形式，并通过并行扫描算法优化计算

流程，将复杂度降低至线性级别。为进一步提升硬

件效率，Mamba 采用结构化全局卷积核替代传统自

注意力机制，利用隐状态序列的全局卷积视角显式

捕获长程依赖，同时结合硬件感知设计加速训练与

推理。 

线性层

线性层 线性层

SSM

卷积层

xσ xσ

xσ

 

图 2  Mamba 模型结构 

Fig.2  Mamba model structure 

2.2 TKAN 模型 
TKAN 是一种创新的神经网络框架，设计灵感

源于Kolmogorov-Arnold Networks定理 (KAN)与门

控循环机制的有机结合[22]。TKAN 模型结构如图 3
所示，TKAN通过循环Kolmogorov-Arnold Networks
定理(recurrent Kolmogorov-Arnold networks，RKAN)
可学习的 B 样条核函数对时序数据进行非线性映

射，利用函数组合的方式近似复杂动力学规律；同

时借鉴 LSTM 中的遗忘门、输入门与输出门结构，

对记忆单元执行精细的信息保留与更新控制，以防

止梯度消失或爆炸。TKAN 采用多层核激活模块的

级联融合策略，将各层输出拼接并统一输入至后续

计算单元，从而在不同时间尺度上并行建模数据的

周期性、趋势性及突变特征。该架构在提升长序列

预测精度与稳定性的同时，为处理风电功率等高波

动、高噪声信号提供了有效而灵活的手段。 
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图 3  TKAN 模型结构 

Fig.3  TKAN model structure 

 
2.3 Dual‑MTSA深度学习模型 

为克服传统自注意力机制在超短期风电功率

预测中对局部连贯性与全局动态捕捉能力的不足，

并全面挖掘功率序列与多维气象变量在不同时间尺

度上的耦合特征，本文构建了 Dual‑MTSA 双分支

预测模型(见图 4)。两条分支分别以风电功率矩阵和

环境特征矩阵为输入，分支序列先后经过 Mamba
与 TKAN 级联处理，其中 Mamba 模块以线性时间

复杂度有针对性地保留或遗忘状态，从而同时捕获

长程依赖与突发扰动；紧接其后的 TKAN 模块则利

用 B 样条核函数对多阶特征进行平滑插值，构建高

频与低频子空间，并通过门控机制在子空间间选择

性地融合与记忆，精细提炼波动与趋势信号。当两

条分支完成上述特征抽取后，其输出向量沿时间维

度拼接，融合了功率与环境的多层次表达；拼接后 
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图 4  深度学习模型结构 

Fig.4  Deep learning model architecture 

 

的特征再输入 SA 模块，通过注意力权重对融合特

征进行全局重标定，自适应地突出最具预测价值的

时空模式；最终重标定后的特征向量经全连接层映

射，生成超短期风电功率预测结果。本设计通过底

层状态空间建模、多尺度耦合插值和全局注意力校

准的 3 级结构，有效兼顾了局部连贯性和全局动态

性，显著提升了多步超短期预测的鲁棒性与精度。

将先前构建的功率特征矩阵 pF 和环境变量特征矩

阵 vF 分别输入至 Mamba 模块。以下给出功率分支

的计算流程，环境变量分支的处理过程与此相同： 
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式中： ( )th 为隐藏状态矩阵； ( )t′h 为隐藏状态矩阵

求一阶导； p( )A F 为动态状态转移矩阵； p( )B F 为

动态输入投影矩阵； p( )C F 为动态输出投影矩阵；

( )ty 为隐藏状态的线性投影； p( )FΔ 为动态时间步

长； th 为第 t 时刻的隐藏状态； nA 、 nB 分别为离散

化后的动态参数； I 为单位矩阵； pmaf 为功率分支

输出，同理 vmaf 为环境分支输出。 
随后将 Mamba 模块输出的隐状态向量输入

TKAN 模块，以利用 B 样条函数与门控机制进一步

丰富模型的多尺度时序表达能力。以下给出功率分

支在 TKAN 中的具体计算流程，环境变量分支的处

理过程与此相同： 
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式中： ( )lφ ⋅ 为第 l 个 KAN 子层的 B 样条激活函数；

basen 为基函数数量； k 为 B 样条阶数； , , ,l j n mc 为可

学习系数，其中 j 为第 j 个输入神经元、n为第 n个
输出神经元； ( )k

mB 为 B 样条基函数；σ 为 Sigmoid
激活函数； tc 为 t 时刻记忆单元状态； tc 为 t 时刻候

选记忆单元状态向量； in ( )φ ⋅ 、 forget ( )φ ⋅ 、 cell ( )φ ⋅ 、 out ( )φ ⋅

分别为输入门、遗忘门、细胞状态、输出门的非线

性变换函数； ti 、 tf 、 to 分别为输入门、遗忘门、

记忆单元状态； iW 、 iU 、 ib 为输入门的权重矩阵

与偏置； fW 、 fU 、 fb 为遗忘门的权重矩阵与偏置；

cW 、 cU 、 cb 为记忆单元的权重矩阵与偏置； oW 、

ob 为输出门的权重矩阵与偏置； gW 为门控权重矩

阵； gb 为门控偏置项； lw 为第 l 个 KAN 子层的门

控权重向量； L为 KAN 总子层数； g 为全局门控

融合特征；为逐元素乘积；Agg 为全局特征整合；

Proj为全局特征整合；Softmax 为归一化激活函数；

LayerNorm 为层归一化； ptf 为功率分支输出，同理

vtf 为环境分支输出。 
完成两条分支的多尺度特征提取后，将它们在

时间维度上拼接融合，再送入自注意力模块，通过

可学习的注意力权重对融合后的多变量特征进行全

局重标定，其具体计算过程见式(8)。 
 T pt vt= ⊕f f f  (7) 
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式中： Tf 为两条支路特征融合后的特征向量；⊕为

对特征进行拼接； q,iW 、 k,iW 、 v,iW 分别为自注意力

机制第 i 组对应的查询、键、值权重矩阵； iQ 、 iK 、

iV 分别为第 i 组对应的查询、键、值矩阵； kd 为归

一化参数； headi
N 为第 i 组注意力权重； 0W 为初始

化矩阵； SAf 为注意力权重融合后的特征输出。最

后经过全连接层处理，以生成最终的功率预测值 Y。 
2.4 模型评价指标 

为全面量化所提模型在超短期风电功率预测

任务中的表现，本文选取了 4 种广泛应用于回归评

价的统计度量指标：平均绝对误差( MAEe )、平均绝

对百分比误差( MAPEe )以及均方根误差( RMSEe )和决

定系数( 2R )。 

3  实验流程及框架 

为深入挖掘风电功率序列在超短期多步预测

中的内在规律并提升模型的泛化鲁棒性，本文设计

了系统化的实验流程，涵盖从数据预处理到模型训

练与性能评估的完整流程。具体的预测实验流程如

图 5 所示。在数据预处理阶段首先采用 PCHIP 对原

始功率序列中的缺失样本进行初步填补；紧接着利

用 MCD 与马氏距离联合识别异常点，并以 RF 回

归对异常值进行修复，以保证数据连续性与物理一

致性。随后基于 MIC 与 Spearman 定量评估风速与

风向等气象因素对功率输出的影响，通过阈值敏感

性分析实验选择最佳阈值，详见附录 B。最终选取 

 

图 5  预测实验流程框架图 

Fig.5  Framework of the forecasting experiment pipeline 
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10 m、30 m、50 m 处的风速与风向，以及机舱处风

速、风向、湿度共 9 项高相关特征构建环境变量特

征矩阵；为消除量纲差异引起的偏倚，所有环境变

量与功率数据均经 min–max 归一化至[0,1]区间内。

针对数据波动的多尺度特性，先后应用 JMD 与

VMD 对归一化功率序列进行分解，各自产生 6 条

本征模函数(intrinsic mode function，IMF)子序列，

最终将这 12 条 IMF 子序列拼接成功率特征矩阵，

为模型功率分支提供丰富的时频信息，风电功率分

解结果如附录图 A3 所示。将功率与环境变量特征

矩阵分别按步长 { }1,6,12s∈ 与固定窗口长度为 36
切分窗口滑动时，依次提取连续 36 个数据点的特征

作为输入，输出则对应未来 s 个时间步的功率值。 
在模型训练与评估阶段，将得到功率特征矩阵

与环境变量特征矩阵，分别输入两条 Mamba 模型，

每条支路通过选择性状态空间机制动态更新隐状

态，紧接着由 TKAN 模块基于 B 样条核插值与门控

融合提炼多尺度时序特征。完成单分支特征抽取后，

将两路输出沿时间维度拼接，送入自注意力层进行

全局加权重标定，从而在所有时刻与变量维度上自

适应提升关键信息的表征强度，最后再通过多层全

连接网络映射为超短期功率预测值。在训练过程中，

以均方误差 MSE 为损失函数。综合 MAEe 、 MAPEe 、

RMSEe 和 2R 误差指标，验证所提方法在超短期风电

功率预测任务中的鲁棒性与精度优势。 

4  实验结果分析 

本文设计了 4 个实验系统评估所提模型的有效

性与泛化能力。不同信号分解实验验证数据预处理

效果；消融实验逐步去除核心组件以识别其对整体

性能的贡献；不同季节对比实验突出模型在不同气

象条件与功率波动模式下的泛化性；模型对比实验

通过误差指标证明本文方法的优势；实验选取连续

92 天的风电功率与气象观测数据，按照 8:1:1 的比

例划分为训练集、验证集和测试集，并对每组实验

进行 10 次取平均值以降低偶然性，确保结果的可靠

性。每组预测实验将误差表现最优的方法在表格中

以加粗形式予以标注。模型超参数的最优配置方案

通过对测试集预测性能的综合评估确定，详见附录C。 
4.1 分解对比实验 

为了验证所提取的混合分解策略在预测性能

方面较单一分解方法的优越性，首先分别采用 JMD
和 VMD 对原始序列进行预处理，并将得到的各模

态分量送入双分支 Dual‑MTSA 网络进行预测。为

考察该混合方案的有效性，引入集合经验模态分解

(ensemble empirical mode decomposition, EEMD)作
为第 3 方对照，与单一分解和混合分解相结合，展

开对比实验。在 1 步、6 步及 12 步这 3 种预测步长

下，运用多维度误差评估指标对各方法的结果见表

2，图 6 为分解对比实验预测曲线，分析不同分解策

略在预测中的稳定性和性能差异。 
由表 2 可见，本文所提混合分解策略在 1 步、6

步及 12 步预测任务中，均显著优于单一分解方法及

对比混合方案。1 步预测中，本文方法 MAEe 仅为

0.704 ，相较单一最优模型 JMD 降低 34.1%，较

JMD + EEMD 降低 19.2%； MAPEe 为 10.665，较 JMD
减少 20.2%，较 JMD + EEMD 下降 27.8%； RMSEe 由

JMD 的 1.642 和 JMD + EEMD 的 1.286 降至 1.106；
2R 提升至 0.998，高于 JMD + EEMD 的 0.997。6

步预测中， MAEe 为 1.871 较 JMD 降低 28.0%，较

JMD + EEMD 降低 27.3%； MAPEe 、 RMSEe 相比 12 步

时分别下降 16.4%与 27.2%， 2R 达 0.987。12 步预

测时， MAEe 仅为 2.537 ，较 JMD 和 JMD + EEMD 
分别降低 25.2%与 27.2%； MAPEe 由单一最优 JMD
的 41.161 和 JMD + EEMD 的 39.758 降至 31.252；

RMSEe 由 JMD 的 5.111 和 JMD+EEMD 的 4.844 降至

3.896 ； 2R 为 0.975。上述结果证明，JMD 对局部

波动的精准刻画与 VMD 对非平稳信号的自适应分

离在混合框架下实现了互补协同，有效抑制了模态

混叠与误差累积，显著提升了多步风电功率预测的

准确性与鲁棒性。 
表 2  分解对比实验预测误差对比 

Table 2  Comparison of prediction errors for decomposition comparison experiments 

模型 
eMAE/MW eMAPE/% eRMSE/MW R2 

1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 
EEMD 2.314 3.963 5.471 32.821 54.366 78.999 3.217 5.646 7.668 0.982 0.947 0.903 
VMD 1.564 2.747 3.547 20.419 29.926 47.000 2.362 4.068 5.093 0.990 0.972 0.957 
JMD 1.069 2.599 3.393 13.363 33.546 41.161 1.642 3.861 5.111 0.995 0.975 0.957 

JMD+EEMD 0.871 2.577 3.483 14.784 27.900 39.758 1.286 3.390 4.844 0.997 0.975 0.961 
本文方法 0.704 1.871 2.537 10.665 26.112 31.252 1.106 2.836 3.896 0.998 0.987 0.975 
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图 6  分解对比实验预测曲线 

Fig.6  Prediction curves for decomposition comparison experiments 

 
4.2 模型消融实验 

为深入检验本文模型合理性与各模块对预测

性能的贡献以及各模块的参数规模，本文设计了系

统化的消融实验，逐步引入关键模块并剖析其内在

关联。首先以仅包含双分支 Mamba 模块 Dual‑M 为

基准模型，验证 Mamba 在特征提炼方面的独立作

用。并且为了进一步探讨 TKAN 的多尺度时序特征

提取能力，设计仅包含双分支 TKAN 模块得到

Dual‑T 模型。随后再将 TKAN 模块集成于 Dual‑M
之后，构建 Dual‑MT，验证 TKAN 在多频信号捕获

与门控融合层面对现有模型性能的增益。最后通过

全量整合 Mamba、TKAN 与 SA 模块，形成完整的

Dual‑MTSA 模型，从底层特征提炼到全局依赖建

模，全面验证各模块间的互补性与协同提升效果。

并且引入模型参数规模 (Params)、浮点运算量

(FLOPs)及步长为 12 情况下程序完整运行时间，展

示了收益与开销对比。表 3 为消融实验预测误差与

各模块参数量对比。 
由表 3 可知，所提 Dual‑MTSA 模型在 1、6、

12 步长预测任务中均显著优于消融对比模型，验证

了模块协同作用的有效性。单独采用 Mamba 模块

时 Params、FLOPs 和运行时间都是最少的，计算开 
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表 3  模型消融实验预测误差与参数对比 

Table 3  Model ablation experiment prediction error vs. parameters 

模型 
eMAE/MW eMAPE/% eRMSE/MW R2 Params/ 

106 
FLOPs/ 

109 
运行时 
间/min 1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 

Dual-M 1.753 2.428 2.985 18.091 29.667 44.042 2.371 3.507 4.707 0.990 0.979 0.963 0.047 0.385 3.125 
Dual-T 0.846 2.573 3.250 15.492 29.871 45.910 1.112 3.781 4.979 0.997 0.976 0.959 0.111 0.952 7.301 

Dual-MT 1.005 2.030 2.839 16.779 27.604 40.169 1.246 3.051 4.188 0.997 0.984 0.971 0.122 1.180 8.011 
本文方法 0.704 1.871 2.537 10.665 26.112 31.252 1.106 2.836 3.896 0.998 0.987 0.975 0.127 0.858 6.256 

 
销低，预测误差 MAEe 在 1.753 ~2.985 之间波动，但

在多步预测和多尺度特征建模方面能力有限。相比

之下单独采用 TKAN 在一步预测上取得最低误差

MAEe 为 0.846，优于 Mamba 的 1.753，表达能力上

带来提升。但 Params、FLOPs 和运行时间在单一模

块中是最大的，表明 TKAN 对多尺度局部特征提炼

的收益是以较大算力和时间代价换来的，并且随着

预测步长的增加，TKAN 的误差增长更为显著。

Dual-MT 通过融合两者优势，相较于仅使用 TKAN
模块时 Params 小幅增加，从 0.111 增加至 0.122 增

幅仅 9.9%，FLOPs 增幅为 24.0%，运行时间增幅为

9.7%，表明级联带来的计算复杂度主要源自模块间

的时序变换与中间表示的额外前向计算，而非单纯

的参数堆积。并且 Dual-MT 使得各步长预测误差均

低于任一单模块模型，尤其在 12 步预测中提升尤为

明显， MAPEe 为 40.169 比单一使用 Mamba 和 TKAN
模型分别降低了 8.8%和 12.5%； RMSEe 为 4.188 比单

一使用 Mamba 和 TKAN 模型分别降低了 11.0%和

17.3%，说明级联结构能以可接受的额外开销换取

跨时间尺度的建模收益。引入 SA 后 Dual‑MTSA 模

型相比 Dual-MT 模型 Params 从 0.122 增至 0.127 仅

微增 4.1%，却实现了 FLOPs 从 1.180 降至 0.858 降

幅为 27.3%，运行时间从 8.011 分钟降至 6.256 分钟

降幅为 21.9%，表明模块间的协同与实现细节优化

能够在几乎不增加参数量的前提下改善整体推理效

率。并且在 12 步长预测任务中 MAPEe 仅为 31.252，
相较于 Dual-M、Dual-T 和 Dual-MT 分别降低了

29.0%、31.9%、22.2%。综合来看 Dual-MTSA 在保

证多步预测精度和鲁棒性的同时，实现了计算效率

与性能的最佳折中，彰显了全局重标定与多源特征

融合的互补优势，从而在超短期风电功率预测任务

中达成更高的鲁棒性与精度。 
4.3 不同季节与极端工况及不同缺失率对比实验 

为检验本文 Dual‑MTSA 模型在不同季节场景、

极端工况及不同缺失率下的泛化能力，本文选取

2019 年 12 月 1 日至 2020 年 11 月 30 日之间数据，

分为冬、春、夏、秋 4 个季节，其中 2020 年 3 月 1
日至 2020 年 5 月 31 日的春季数据为主实验，其中

选取未填补缺失值以及填补一半缺失值数据作为对

比实验。剩余冬、夏、秋 3 个季节的数据集进行对

比实验，并在全年数据中选取最具代表性的极高风

速、风速突变情况进行实验，各不同情境数据在相

同模型相同超参数配置和训练流程下各自独立测

试，保证结果的稳定性。通过横向比较不同情境下

预测的性能表现，全面评估模型在不同气候和时间

特征下的适应性与可靠性。实验误差结果见表 4，
不同季节拟合度见图 7。 

由表 4 可见，本文方法在春、夏、秋、冬 4 季

均能实现稳定且高精度的多步风电功率预测，春季

风场波动适中， 1  步至 1 2  步预测 MAEe 仅为 
表 4  不同季节和工况实验预测误差对比 

Table 4  Comparison of experimental prediction errors in different seasons and operating conditions 

不同季节和工况 
eMAE/MW eMAPE/% eRMSE/MW R2 

1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 

冬季 0.565 1.838 2.339 23.817 63.174 77.938 0.850 2.716 3.490 0.998 0.986 0.977 
春季 0.704 1.871 2.537 10.665 26.112 31.252 1.106 2.836 3.896 0.998 0.987 0.975 
夏季 0.641 1.368 2.578 7.539 20.164 26.912 0.921 1.997 4.041 0.998 0.992 0.967 
秋季 0.426 0.476 0.998 39.140 42.929 87.835 0.591 0.690- 1.494 0.996 0.995 0.977 

极高风速 0.404 1.394 1.899 10.025 23.274 34.571 0.533 1.934 2.595 0.997 0.960 0.939 
风速突变 0.896 2.735 4.387 32.996 46.893 65.979 1.139 3.633 5.921 0.996 0.959 0.919 

未填补缺失值 2.976 3.997 4.623 33.543 48.315 85.212 3.978 5.618 6.059 0.961 0.942 0.921 
填补一半缺失值 1.256 2.688 3.391 17.730 45.233 46.953 1.949 3.914 4.973 0.993 0.975 0.959 
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0.704 ~2.537 ， MAPEe 维持在 10.665~31.252， 2R 高

达 0.975~0.998，体现了模型对中频波动的精确捕

捉。夏季风速持续且功率平稳，尽管 12 步预测 MAEe
略升至 2.578 ， MAPEe 为 26.912，但 2R 仍保持 0.967
以上，显示出对长序列平稳态的鲁棒性。秋季模型

在 1 步预测时 MAEe 误差最低为 0.426 ，但 12 步预测

时 MAPEe 为 87.835 有所增大，说明在极端波动期需

更多短期重构；冬季低温下的断续强风令 12 步

RMSEe 达 3.490 ，但 2R 依然维持在 0.977 附近，验证

了对复杂非平稳工况的适应能力。模型在极高风速

条件下表现出较好的短期预测能力，1 步 MAEe 仅为

0.404 误差集中且稳定，尽管 6 步和 12 步时略有上

升，但整体仍维持在可接受范围内，表明模型能够

较好地捕捉高风速下的趋势变化。风速突变情况长

步预测误差相对增加，12 步 MAEe 和 RMSEe 分别为

4.387 和 5.921 但即便在如此复杂的工况下，模型依

然保持了较强的拟合能力和趋势捕捉能力，显示出

相对于传统方法的稳健性优势。未填补缺失值时预

测误差明显偏高，1 步 MAEe 达到 2.976，12 步 RMSEe
高达 6.059， 2R 下降至 0.921，表明缺失数据会削弱

模型的预测能力。而填补一半缺失值后误差指标明

显改善，1 步至 12 步 MAEe 介于 1.256 至 3.391 之间，

2R 显著提升至 0.959~0.993，显示合理的数据填补

策略能够有效缓解缺失值对模型的负面影响。由图

7 散点图看 4 个季节，预测值与真实值分布高度吻

合，借助 JMD 与 VMD 的互补分解与双分支深度学

习模型的协同作用，模型在多样化季节特征中均展

现出兼顾短期精度与长期稳定的优秀性能。 
4.4 模型对比实验 

为系统评估所提双分支深度学习模型在风电

功率预测任务中的性能，本文首先对数据进行预处

理 ， 除 了 与 常 见 的 双 向 长 短 期 记 忆 网 络

(bi-directional long short-term memory, BiLSTM)、卷

积神经网络(convolutional neural network, CNN)、 

 

图 7  不同季节拟合对比 

Fig.7  Comparison of fits for different seasons 
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TCN 等常见轻量级方法进行对比，还与近年来国内

外高水平文献中提出的组合模型进行对比，分别是

文献[23]的 VMD-LSTM-ARMA 模型、文献[24]的
AMLSTM-FCN 模型和文献[25]的 MTPNet 模型；该

部分实验所有模型使用了相同的数据预处理、输入

窗口、预测步长、训练轮次、优化器以及训练集、

验证集、测试集划分，每种模型均进行 10 次独立试

验。表 5 为各模型在关键误差指标上的差异。表 A1
为本文模型与对比模型在不同步长下的 MAEe 误差

指标配对样本 t 检验。图 8 为不同误差在 3 种步长

下的带箱体的小提琴图，验证本文方法在不同步长

下的预测性能。 
表 5  不同模型的预测误差对比 

Table 5  Comparison of prediction errors of different models 

模型 
模型 
编号 

eMAE/MW eMAPE/% eRMSE/MW R2 

1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 
CNN A 1.499 4.787 7.586 45.069 80.040 122.546 2.087 6.542 10.271 0.982 0.929 0.826 

BiLSTM B 1.206 3.903 6.903 10.573 34.330 70.352 2.262 5.621 9.848 0.981 0.947 0.840 
TCN C 1.382 3.306 5.995 18.841 38.536 90.356 2.141 4.708 9.342 0.992 0.963 0.865 

VMD-LSTM-ARMA D 2.393 3.966 6.576 35.328 65.500 119.844 3.362 5.508 9.762 0.981 0.950 0.843 
AMLSTM-FCN E 1.198 3.883 5.301 15.072 52.217 67.823 1.743 5.433 7.586 0.994 0.951 0.905 

MTPNet F 0.671 2.283 3.538 9.492 29.811 47.842 0.967 3.405 4.999 0.998 0.980 0.958 
本文方法 G 0.704 1.871 2.537 10.665 26.112 31.252 1.106 2.836 3.896 0.998 0.987 0.975 

 

 

图 8  不同误差类型带箱体的小提琴图对比 

Fig.8  Comparison of violin diagrams with different error types and case attachments 
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由表 5 可见，本文方法在多项误差指标分布上

均展现出优异特征。 MAEe 与 MAPEe 分布的小提琴箱

线图中，本文方法及 MTPNet 均呈现出明显的集中

性与低值化特征，小提琴形态狭窄，表明误差取值

的离散性较小，预测结果更为稳定。其中本文方法

的中位数整体处于更低区间，进一步体现了在平均

误差水平上的优势。相比之下，CNN、BiLSTM、

TCN、VMD-LSTM-ARMA 和 AMLSTM-FCN 等模

型的误差分布则更为宽泛，离散性显著偏大，且中

位数普遍偏高，说明其在不同预测步长下的稳定性

与整体误差控制方面存在不足。RMSEe 分布可以看出

本文方法表现出高度的集中性与低值化优势，其分

布窄而集中，中位数位于较低水平，表明在误差的

控制上具有良好的稳定性和可靠性；而其他模型均

呈现出分布宽泛、离散性强以及中位数偏高的特征，

反映出其在误差稳定性与整体水平上的不足。图 8
为各模型重复实验下的预测性能分布小提琴图，内

嵌箱线的短横线对应 25%~75%分位区间，覆盖半数

实验结果；工字形竖线表示 1.5IQR 内的正常波动范

围，超出该范围可判定为离群误差；中间圆点为多

次实验结果的中位数；外围轮廓为核密度曲线，反

映结果在不同取值的分布密集程度。本文方法的 2R
分布小提琴图呈现出狭窄且集中于高值区间的特

征，中位数明显高于对比模型，显示出较强的拟合 
效果。其他模型的 2R 分布则相对宽泛且整体偏低，

说明其不同步长下预测效果不及本文方法。由表

A1 MAEe 误差指标配对样本 t 检验可知，本文方法在

12 步长和 6 步长下与其他模型显著不同，显著优于

现有方法，仅在 1 步长下与 MTPNet 差异不显著，

说明在极短期条件下，方法性能接近，预测难度较

低，表明本文在不同步长下超短期风电功率预测中

的有效性和鲁棒性。 

5  结论与展望 

提出基于数据清洗填补、双分支输入的

Dual‑MTSA 风电功率预测方法，并通过系列消融实

验与同类模型对比验证，得出以下结论： 
1）采用 JMD 与 VMD 组合分解对原始功率数

据进行预处理，成功提取了多层次模态分量，显著

缓解了原始序列的非线性和间歇性特征，使后续深

度模型输入更加平滑稳定； 
2）在双分支 Mamba 后引入 TKAN 模块，使模

型对关键时刻信息的响应更加灵敏；SA 注意力机

制进一步通过自适应加权协调多通道特征，从而在

短、中、长时域内均保持预测精度； 
3）与 VMD-LSTM-ARMA、AMLSTM-FCN 和

MTPNet 组合预测模型在同一数据集和相同评价指

标下进行对比，分别计算本文方法相对 3 类对比模

型的误差降幅后取均值，本文方法在 1、6、12 步预

测中分别实现 MAEe 、 MAPEe 、 RMSEe 平均降低 28%以

上， MAPEe 最低达 10.665， 2R 稳定不低于 0.97，进

一步证明了各子模块的互补的协同增益效应； 
4）未来可引入地理位置和设备运行状态等多

源异构信息进行多模态融合；并在更多分布式风电

场场景下开展大规模验证，以检验方法在分布式场

景下和复杂地形下的推广性。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 
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图 A1  MIC 分析后的特征两两相关性热力图 

Fig.A1  Heatmap of pairwise correlations among features following MIC analysis 
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图 A2  Spearman 分析后的特征两两相关性热力图 

Fig.A2  Heatmap of pairwise correlations among features following Spearman analysis 
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图 A3  风电功率分解结果 

Fig.A3  Wind power decomposition results 



 

表A1  本文模型与对比模型 eMAE误差在不同步长的配对样

本 t 检验结果 

Table A1  Results of paired sample t-tests comparing eMAE 

errors between the proposed model and the baseline model 

across different stride lengths 

模型 
P 值 

1 步 6 步 12 步 
CNN <0.000 1 <0.000 1 <0.000 1 

BiLSTM <0.000 1 <0.000 1 <0.000 1 
TCN <0.000 1 <0.000 1 <0.000 1 

VMD-LSTM-ARMA <0.000 1 <0.000 1 <0.000 1 
AMLSTM-FCN <0.000 1 <0.000 1 <0.000 1 

MTPNet 0.6500 9 <0.000 1 <0.000 1 

 

附录 B 

基于 Mamba 模块在步长为 12 的多步预测中，

开展阈值敏感性实验以确定输入气象变量的最优筛

选阈值。实验通过将候选特征按若干阈值区间进行

划分并选取相应子集输入模型，比较不同阈值下的

预测性能变化，以评估阈值对模型泛化能力的影响。

预测性能使用若干常用误差指标进行量化，并以这

些误差随阈值变化的趋势来判定最佳阈值区间。不

同阈值区间的预测误差对比见表 B1，阈值选取与风

电功率预测平均误差分析见图 B1。 
 

表 B1  不同阈值区间的预测误差对比 

Table B1  Comparison of prediction errors across different 

threshold intervals 

阈值区间 
eMAE/MW eRMSE/MW eMAE/MW eRMSE/MW 

MIC Spearman 

0~1 3.789 5.391 3.801 5.403 

0.2~1 3.089 4.245 3.102 4.249 

0.4~1 3.506 4.989 3.511 5.016 

0.6~1 3.506 4.989 3.511 5.016 

0.8~1 3.518 5.017 3.520 5.115 

 

由表 B1 与图 B1 可见，当阈值区间设定为 0~1
时模型预测误差整体较大；当阈值范围收缩至

0.4~1、0.6~1 和 0.8~1 时，预测性能有所改善误差

处于中等水平；而在阈值区间为 0.2~1 时，模型表

现最佳预测误差达到最低值。由此可确定最优阈值

选择区间为 0.2~1，以保证模型在风电功率预测任

务中的精度与稳定性。 
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图 B1  阈值选取与风电功率预测平均误差分析 

Fig.B1  Threshold selection and average error analysis in wind 

power forecasting 

附录 C 

实验平台基于CPU(Intel Core i5-13400F 2.5 GHz)、
RAM(32 GB)、GPU(RTX 3060 12G)等硬件条件下进

行。深度学习模型的搭建在 PyCharm2025.1 环境下

进行，训练过程中选用 Adam 优化算法以提升收敛

效率与稳定性。模型超参数的最优配置由

Dual-MTSA 在步长为 12 的多步预测任务中基于测

试集预测性能的综合评估确定。所有实验均采用经

过统一预处理的春季数据作为输入，确保结果的可

比性与可靠性，其具体配置与实验结果详见表 C1。 
表 C1  不同超参数实验误差对比 

Table C1  Error comparison across different hyperparameter 

configurations 

编号 
训练 
轮次 

批次 
大小 

学习 
率 

运行时 
间/min 

eMAE/ 
MW 

eMAPE/ 
% 

eRMSE/ 
MW 

R2 

Dual‑MTSA 

1 1 000 64 0.001 17.527 2.777 34.382 4.117 0.972 

2 1 000 128 0.001 10.166 2.733 38.398 4.157 0.971 

3 1 000 256 0.001 4.171 3.110 38.977 4.465 0.967 

4 1 500 256 0.001 6.256 2.537 31.252 3.896 0.975 

5 1 500 512 0.001 4.571 3.059 41.480 4.332 0.969 

6 1 500 256 0.000 1 7.012 4.493 58.901 6.244 0.935 

 

由表 C1 共 6 组实验表明，学习率设为 0.001
时模型能稳定收敛且效果最好，在相同学习率批次

大小为 256 下，将训练轮次从 1 000 提升到 1 500
使 MAEe 从 3.110 降至 2.537， RMSEe 从 4.465 降至

3.896， 2R 提升至 0.975，同时运行时间保持在可接

受范围，因此可认定为性能上的最优配置。对比不

同批次大小可见，增大批次大小有助于缩短单次训



 

练的运行时间，但过大的批次大小会带来泛化性能

下降；而过小的批次大小虽在部分指标上接近最优，

但显著增加运行时间，在工程化部署中并不经济。

学习率过小反映为收敛变慢且性能退化，误差显著

上升。 
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