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基于正交感知与保护智能体的光伏微弱电弧自适
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摘 要：光伏直流系统是新能源发电的核心之一，运行过程中存在着拉弧隐患。若能在电弧发展初期微弱阶段实

现报警，能极大减少后续发生火灾的风险。然而，微弱电弧的特征隐蔽，传统静态阈值法误判率较高，难以实现

对早期电弧及时、准确识别。为此，该文提出一种基于正交感知与保护智能体的自适应实时电弧诊断方法，利用

其“感知-决策”解耦架构的特性，能实现极端工况下初期电弧的精准感知与快速响应。首先，采用正交注意力卷

积神经网络(orthogonal attention-CNN，OA-CNN)对 15 ms 电流窗口进行快速感知，输出单窗口瞬时电弧发生概率；

其次，构建基于竞争双重深度 Q 网络(dueling double deep Q-network，D3QN)与优先经验回放(prioritized experience 
replay，PER)的保护智能体，以连续故障概率序列为状态输入进行自适应切断决策。测试结果表明，所提 OA-CNN
框架实现了 97.94%的准确率，进一步在 Jetson Orin Nano 嵌入式平台上进行部署测试，OA-CNN+D3QN 整体模型

的端到端平均推理时间为 2.106 1 ms，小于 15 ms 采样窗口，具备边缘端实时部署潜力。模拟实时诊断结果表明，

该方法可在稳定电弧形成前动作，并在典型干扰下保持零误动，对光伏系统可靠运行具有工程价值。 
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Abstract：The photovoltaic (PV) DC system is a core component of new energy generation, yet it poses potential arc fault 
hazards during operation. Triggering an alarm during the initial weak stage of an arc can significantly reduce the subse-
quent risk of fire. However, the characteristics of weak arcs are highly concealed, and traditional static threshold methods 
suffer from high false alarm rates, making it difficult to achieve timely and accurate identification of early-stage arcs. To 
address this issue, this paper proposes an adaptive real-time arc diagnosis method based on an orthogonal perception and 
protection agent. The decoupled “perception-decision” architecture enables precise perception and rapid response to initial 
arcs under extreme operating conditions. First, an orthogonal attention convolutional neural network (OA-CNN) is em-
ployed to rapidly perceive the 15 ms current window and output the instantaneous arc probability for a single window. 
Second, a protection agent based on dueling double deep Q-network (D3QN) and prioritized experience replay (PER) is 
constructed to make adaptive tripping decisions using a continuous sequence of fault probabilities as the state input. Test 
results demonstrate that the proposed OA-CNN framework achieves a comprehensive accuracy of 97.94%. Furthermore, 
deployment tests on the Jetson Orin Nano embedded platform show that the single-window end-to-end average inference 
time of the overall OA-CNN+D3QN model is 2.106 1 ms, which is less than the 15 ms sampling window, indicating its 
potential for real-time deployment on edge devices. Simulated real-time diagnosis results indicate that this method can act 
before a stable arc is formed and maintain zero false alarms under typical interference, demonstrating significant engi-
neering value for the reliable operation of PV systems. 
Key words：photovoltaic systems; DC arc faults; reinforcement learning; protection agents; orthogonal attention mecha-
nism 
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0 引言 

随着“双碳”战略目标的持续推进[1]，光伏发

电技术已迈入规模化应用新阶段[2]。然而，光伏系

统中包含大量露天电气连接点，在温度交变、湿度

腐蚀、风沙磨损的持续作用下，容易松动，导致接

触不良并诱发直流拉弧[3]。更严重的是，受限于直

流无过零点及源端电压无法消除的特性，电弧难以

自熄。若引燃组件，在缺乏物理隔离的情况下，火

势将迅速扩散，严重威胁系统资产与人员安全。因

此，实现对初期直流电弧故障的快速识别与精准检

测，是提升光伏系统安全性的关键所在。 
当前，基于直流母线电流信号的电弧检测方

案，因其无需改变系统拓扑、监测范围广且易于集

成，成为主流选择。后续的信号处理与故障辨识中，

随着人工智能技术的发展[4-6]，基于数据驱动的多层

神经网络越来越多地应用于电弧故障检测[7]，并展

现出相较于传统特征量阈值方法更强的自适应与泛

化能力[8-9]。例如，文献[10]结合前端降噪算法，构

建了融合宽核深度卷积神经网络、双向长短期记忆

网络与交叉注意力机制的混合模型，实现了对串联

电弧故障的高精度诊断。轻量化部署方面，文献[11]
提出了一种基于知识蒸馏的轻量级卷积神经网络，

并在 STM32 上以极低内存消耗实现了光伏直流电

弧的高精度快速检测。此外，基于改进的 ConvNeXt
网络[12]、DF-TACarcNet[13]等架构，均取得了 95%以

上的诊断准确率。 
然而，大多数现有检测方法主要针对于理想环

境下已经形成且燃烧剧烈的稳定电弧[14]。虽然这些

方法在强电弧阶段表现出较高的识别率，但此时故

障往往已伴随高温与明火，留给系统切断电路以预

防火灾的响应时间极短[15]。不仅如此，这些方法在

构建数据集时往往忽略了环境的多样性(如温湿度

的剧烈变化、风沙)，且对特殊运行工况考虑不充分。

在这些干扰下，现有模型的泛化能力受限。因此，

基于复杂现实工况，实现“微弱电弧阶段”的早期

预警与阻断，显得尤为重要[16]。 
此外，现有诊断算法在实际在线部署时，其后

端执行逻辑大多为预设窗口判据[17-18]。但实际现场

环境复杂多变，初期微弱电弧特征并不明显，单个

或连续多个的窗口概率策略可能难以适应动态工

况，进而导致系统的误判或漏判。近年来，智能体

(agent)与强化学习技术(reinforcement learning tech-

nology，RL)在处理随时间动态演化且具有非线性特

征的序列决策问题方面展现出显著优势[19]：其能够

基于历史电弧概率信息进行序列建模，并通过奖励

机制实现决策策略的自适应优化，从而提高复杂工

况下电弧故障切断决策的稳定性与可靠性。 
基于此，本文提出一种基于正交感知与保护智

能体的自适应检测方法。首先，构建了包含微弱电

弧及最大功率点跟踪(maximum power point track-
ing，MPPT)的多源扰动数据集，系统考虑了温度交

变、湿度腐蚀、风沙磨损的影响，实现了复杂工况

的数据集建模；在此基础上，设计了模型参数量

53.03 kB 的轻量级一维正交注意力卷积神经网络

(orthogonal attention-convolutional-neural-networks，
OA-CNN)，通过引入正交约束机制，实现特征子空

间解耦，有效提取电弧微弱特征，实时输出 15 ms
的单窗口故障概率；最后，引入基于竞争双重深度

Q 网络(dueling double deep Q-network，D3QN)与优

先经验回放(prioritized experience replay，PER)的保

护智能体，将连续故障概率序列作为状态输入进行

时序决策，自适应选择报警动作。实验结果表明，

所提方法在保证较高诊断准确率的同时，在 Jetson 
Orin Nano 嵌入式平台上实现小于 15 ms 采样窗口

的端到端推理时间，具备边缘端实时诊断潜力。 

1  数据采集 

1.1 电弧实验平台 
图 1 为搭建的光伏电弧实验平台示意图。为模

拟实际光伏直流系统的运行状态，平台采用

Kewell-C3000 中高压系列可编程高性能直流电源

模 拟 光 伏 组 串 输 出 ， 并 配 置 并 网 逆 变 器

(SG50CX-P3-CN)和直流电阻两类典型负载。其中，

并网逆变器用于模拟实际光伏电站中组串接入逆变

器后的并网运行场景，直流电阻用于模拟光伏直流

侧接入等效负载后的离网运行场景。实验过程中，

设置逆变器启停、光照波动、局部阴影和负载波动

等特殊工况；其中，逆变器启停对应直流侧控制状

态切换过程，光照波动和局部阴影会引起逆变器最

大功率点跟踪 (maximum power point tracking，
MPPT)工作点调整，负载波动则对应等效负载变化。

上述工况共同表征实际光伏系统直流侧电流在典型

扰动下的动态变化。此外，考虑到光伏电站常位于

偏远地区，温度和湿度变化范围大，风沙明显，环

境恶劣[20-21]，本文通过加热装置将实验温度控制在
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20~70 ℃，通过加湿器将环境相对湿度调节在

20%~90%，并控制粉尘浓度，以模拟复杂户外运行

环境。因此，该平台在电源特性、负载类型、动态

扰动和环境因素方面均对实际光伏直流系统进行了

等效表征。 
平台核心组件包括 Kewell-C3000 中高压系列

可编程高性能直流电源(图 2(a))、精密拉弧装置(图
2(b)、图 2(c))、电压探头 Tektronix P5100A(图 2(d))、
电流探头 CYBERTEK HCP8150A(图 2(e))。数据采

集使用 Pico Scope 5444D(图 2(f))记录电弧间隙电压

与回路电流数据。每次放电后打磨电极。 

 

图 1  实验平台示意图 

Fig.1  Schematic diagram of the experimental platform 

 

 

图 2  平台核心组件 

Fig.2  Core platform components 

 
1.2 直流电弧数据构成 

电弧发展过程可以划分为以下阶段[22]：当电极

在正常条件下接触时，电弧发生器两端电压为 0 V；

当电弧间隙电压突变至稳态高值(13~35 V)时为稳

定电弧阶段。但实际拉弧实验中有时会出现处于两

者之间的非稳态过渡期(图 3)，此时，电弧电压仅表

现出轻微的抬升和抖动。电流波形出现毛刺状波动，

对应在频谱图中，尽管高频段受 20 kHz 及 40 kHz
的逆变器固有开关噪声的主导，但可观察到间歇性

的电弧噪声纹理。本文定义该状态为微弱电弧阶段。

实现该阶段的早期准确诊断，有助于故障预警提前。

其电弧间隙电压 Uarc满足 Uth<Uarc<13 V，其中阈值

Uth=3σ0=0.568 5 V 即正常接触阶段(均值为 0 V)的 3
倍标准差噪声上限 σ0。 

需要注意的是，电弧发生器的电压仅用作识别

分类方法，电弧诊断只采用电流值。最终构建的数

据集共包含 4 970 个正常样本与 5 210 个电弧样本。

详细的数据集构成如表 1 所示。 

 

图 3  含微弱电弧阶段波形 

Fig.3  Waveform including the weak arc stage 

表 1  数据集构成 

Table 1  Composition of the dataset 

负载种类 电压/V 电流/A 类型 样本数 

光伏并网

逆变器 
200~800 5~14 

稳定电弧 2 800 
微弱电弧 550 
逆变器启停 1 050 
光照波动 100 
局部阴影 700 
正常 1 120 

可变电阻 50~400 0.5~6 

稳定电弧 1 800 
微弱电弧 60 
负载变化 1 000 
正常 1 000 

2  基于 OA-CNN 的电弧特征感知架构 

2.1 数据分析与预处理 
在进行算法训练前，采用 15 ms 的滑动窗口对

连续的长时序电流信号进行切片(图 4)，并基于间隙

电压幅值匹配标签：正常、微弱电弧、稳定电弧(后
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两者统一视为故障情况)。为降低不同电压、电流及

负载条件下信号幅值差异对模型训练的影响，降采

样至窗口长度 Lw=1 600 序列，并实施 Z-Score 标准

化处理。 

 

图 4  正常、稳定电弧、微弱电弧(15 ms 片段) 

Fig.4  Normal, stable arc and weak arcs (15 ms segments)  

 
2.2 电弧特征正交感知 

分析图 4 时域波形可知，微弱电弧的电流波动

幅度介于正常状态与稳定电弧之间，波形毛刺并不

显著。进一步对电流的频谱特征进行 t 分布邻域嵌

入(t-distributed stochastic neighbor embedding，t-SNE)

降维可视化(图 5)，其中，x₁和 x₂为降维后的二维特

征坐标。可见微弱电弧样本与正常样本之间存在严

重的混叠现象。传统机器学习算法难以实现有效区分。 
为此，本文提出了一种基于正交通道注意力机

制的卷积神经网络，通过在损失函数中引入正交惩

罚项，强制不同特征通道学习尽可能互不相关的判

别性信息，从而降低特征冗余。图 6 为算法的整体

架构，图中[通道数，特征长度]用于表示特征张量

尺寸，64、32 和 2 分别为分类器各层的神经元数。 
2.2.1  一维卷积特征感知层 

一维卷积特征感知层将原始一维电流信号映

射为高维特征向量，为后续注意力机制的权重重标

定提供数据基础。针对微弱电弧局部毛刺和短时波

动特征，本文采用由大到小的卷积核结构，使网络 

 

图 5  训练前基于归一化频谱特征的 t-SNE 可视化图 

Fig.5  Pre-training t-SNE visualization based on normalized 

spectral features 

 

 

图 6  OA-CNN 整体架构 

Fig.6  Overall architecture of OA-CNN 
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逐步聚焦于电流信号的瞬态细节。 
1）浅层特征获取与降噪 
输入信号 I∈R1×1 600首先进入第一层卷积块。该

层采用较大的卷积核，卷积核大小为 7，步长为 1，
填充为 3，以较宽的感受野捕获电流波形的宏观特

征，同时抑制高频随机噪声。经卷积运算后，输入

被映射为 16 个特征通道(维度为 16×1 600)。随后，

采用批量归一化与修正线性单元 (rectified linear 
unit，ReLU)激活函数，并通过步长为 2 的最大池化

层下采样至 800，降低计算负载。 
2）中层特征提炼 
第二层卷积块采用中等尺寸的卷积核，卷积核

大小为 5，步长为 1，填充为 2，用于进一步提取电

弧引起的局部波动。特征通道数提升至 32(维度为

32×800)。层内同样执行批量归一化操作与 ReLU 激

活函数，并再次通过最大池化层压缩空间维度至400。 
3）高层判别性特征提取 
最后一层卷积块使用小尺寸卷积核，卷积核大

小为 3，步长为 1，填充为 1，精炼电流信号中的高

阶瞬态特征。通道数扩展至 64(维度为 64×400)。 
2.2.2  正交注意力特征增强 

传统的卷积神经网络虽然能提取时序信号的

多维特征，但不同通道之间常存在信息冗余。为了

使网络聚焦于电弧关键特征，保证各个通道学习到

多样化的信息，算法添加了正交通道注意力机制。

该机制由两部分核心逻辑组成：通道重标定和正交

惩罚。 
1）通道重标定 
该过程根据通道间的关联性分配权重，从而实

现电弧关键特征的针对性强化。具体分为 3 步： 
(1)压缩：将维度为(B, C, L)的输入 X(B=32 为批

次大小，C=64 为通道数，L=400 为序列长度)，通

过一维自适应全局平均池化在时间维度上进行压

缩，得到全局分布的向量 y∈RB×C。其第 c 个通道的

元素 yc计算如式(1)，式中 xc(i)表示第 c 个通道在第

i 个序列点处的特征值。 

 
1

1 ( )
L

c c
i

y x i
L =

= ∑  (1) 

(2)激励：通过两个全连接层来学习通道间的内

在关系。首先通过降维矩阵 Wd将通道数按比例 r=4
压缩，经过 ReLU 激活后再通过升维矩阵 Wu 恢复

至原通道数 C。最后使用 Sigmoid 函数生成归一化

的注意力权重 α∈(0,1)，即： 

 u d( ( ))α σ δ= W W y  (2) 
式中：δ为 ReLU 激活函数；σ为 Sigmoid 激活函数。 

(3)重加权：将计算得到的注意力权重 α与注意

力模块的输入特征 X 在通道维度上进行逐元素相

乘，得到经过重标定的特征输出。 
2）正交惩罚损失 
本模型对线性映射层的权重矩阵Wd和Wu施加

了正交约束。 
对于权重矩阵 W，期望其列向量相互正交，即

WTW≈E，E 为单位矩阵。正交损失函数 Lortho通过计

算特征对角阵与单位阵的 Frobenius 范数平方( 2
F|| ||⋅ )

来衡量，式中 Ed和 Eu为对应维度的单位矩阵。 
 T 2 T 2

ortho d d d F u u u F|| || || ||L = − + −W W E W W E  (3) 
在最终的联合训练阶段，该正交损失将以正则

化系数 λ(本文取 λ=0.01)作为一个惩罚项附加至主分

类损失(交叉熵损失 LCE)中，构成总损失函数 Ltotal。 
 total CE orthoL L Lλ= +  (4) 
2.2.3  分类器决策 

经过前端特征提取与注意力机制重标定后，特

征张量通过全局平均池化层压缩时间维度为 1，得

到尺寸为 B×64 的二维矩阵，之后使用全连接分类

器进行最终的状态判定。该决策模块首先经过一个

包含 32 个神经元的隐藏层(维度 B×64→B×32)，该

层使用 ReLU 激活函数，并设置了 0.2 的丢弃率；

随后，这 32 维特征经由输出层映射至二维决策空间

(维度 B×32→B×2)，输出分别对应“正常运行”与

“电弧故障”两个类别的未归一化得分。该得分经

过 Softmax 函数归一化后，转换为用于故障判别的

置信概率。 

3  电弧保护智能体决策 

3.1 基于强化学习的决策逻辑构建 
上述 OA-CNN 模型作为静态分类器，其基于独

立滑动窗口的判别机制缺少时序关联性。在实际光

伏系统中，动态工况可能引起电流短时扰动，使单

窗口电弧概率瞬时升高。若仅依据瞬时概率动作，

容易误判，而固定阈值策略又会削弱早期响应能力。

为此，引入强化学习构建智能体决策层，通过将电

弧检测转化为序列决策问题，智能体以 OA-CNN 输

出的特征概率流作为环境状态向量 st=[Pt−4, Pt−3, 
Pt−2, Pt−1, Pt]，其中 Pt 代表第 t 个滑动窗口经

OA-CNN 输出的电弧故障概率。智能体在与环境的

持续交互中学习最优策略，以最大化状态 st下执行
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动作 at的价值函数 Q(st, at)。 
 1 1( , ) max ( , )t t t a tQ s a R Q s aγ ′+ + ′= +  (5) 
式中：Rt+1为执行动作后获得的即时奖励；γ∈[0, 1]
为折现因子，用于平衡当前奖励与未来收益。st+1

表示智能体执行动作 at 后转移到的下一状态；a'表
示 下 一 状 态 st+1 下 可 选 择 的 候 选 动 作 ；

1max ( , )a tQ a′ +s 表示在下一状态下所有候选动作对

应价值中的最大值。 
3.2 D3QN+PER 架构 

本模块采用了一种集成竞争架构、双重网络计

算与优先采样的强化学习算法。其整体架构与训练

流程(图 7)如下所述。 
1）状态感知与环境交互 
在进入强化学习训练前，将原始电气信号通过

训练好的 OA-CNN 网络映射为置信概率序列。该序

列作为智能体的状态空间输入训练环境，智能体据

此在动作空间内执行连续决策。环境根据决策结果

反馈设定的即时奖励 Rt，引导智能体通过不断试错

优化保护策略。设 at=0 表示维持运行，at=1 表示触

发报警；yt=0 表示正常或扰动工况，yt=1 表示电弧

故障，则即时奖励函数定义为： 

 

10, 1, 1
50, 1, 0
1, 0, 0
10, 0, 1

t t

t t
t

t t

t t

a y
a y

R
a y
a y

+ = =
− = == + = =
− = =

 (6) 

其中，正确报警和维持运行均给予正奖励，误

报警和故障下未动作给予惩罚；鉴于误报警会导致

非计划停机，本文对误报警设置−50 的最大惩罚。 
2）竞争双重 Q 网络(D3QN)计算 
传统的深度 Q 网络(deep Q-network, DQN)在估

计动作价值时容易产生过估计现象。因此，本模型

在网络设计与计算逻辑上进行了双重优化。 
(1)竞争架构：智能体内部将 Q 值的计算拆分为

状态价值函数 V(s)和优势函数 A(s, a)。在长时间稳

态工况下，智能体仅需优化 V(s)即可实现对所有动

作价值的同步估计。 
(2)双重目标更新：在计算目标 Q 值 Yt 时，模

型将动作选择与价值评估分离。首先利用当前的策

略网络 Qpolicy 选出下一状态的最优动作，随后利用

独立的目标网络 Qtarget来评估该动作的 Q 值。 
 1 target 1 policy 1( ,arg max ( , ))t t t a tY R Q Q aγ ′+ + + ′= + s s  (7) 

式中：折扣因子 γ=0.90，arg maxa′Qpolicy(st+1,a)表示

在下一状态下选取使 Qpolicy 最大的候选动作。目标

网络参数每隔 10 个回合与策略网络同步一次，以确

保训练目标稳定性。 
3）优先经验回放机制(PER) 
为打破时序数据的强相关性，提升样本利用

率，模型采用优先经验回放机制代替传统随机采样。

系统将状态转移数据存入容量为 10 000 的缓冲区，

并依据时序差分误差的绝对值分配优先级，增加预

测难度较大的“困难样本”被抽取学习的概率。同

时，利用重要性采样权重修正非均匀采样带来的分

布偏差，确保梯度下降的无偏性。 
4）训练策略 
在自博弈训练阶段，总回合数设定为 1 000。

网络优化采用学习率为 0.005 的 Adam 优化器。探

索策略采用 ε-greedy 贪婪算法，初始探索率 ε=1.0，
并以 0.995 的衰减率随训练逐步递减至 0.01。 

 

图 7  强化学习架构 

Fig.7  Reinforcement learning architecture 

4  结果分析 

对所提“感知-决策”解耦架构的诊断性能、抗

干扰能力及实时性展开详细评估。图 8 为电弧诊断

的整体执行逻辑框架。实验在 Intel Core i5-11400F 
CPU、PyTorch 2.9.1 环境下完成；边缘端实时性测

试进一步在 Jetson Orin Nano 上进行。 

 

图 8  电弧诊断流程图 

Fig.8  Arc diagnosis flowchart 
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4.1 电弧瞬时感知层训练分析 
4.1.1  正交注意力机制有效性验证 

为验证瞬时故障概率生成阶段使用正交注意

力(OA)的有效性，将 OA 与 3 种广泛应用的轻量级

注意力机制：压缩-激励网络(squeeze-and-excitation，
SE)、卷积块注意力模块(convolutional block atten-
tion module，CBAM)、高效通道注意力机制(efficient 
channel attention，ECA)做对比。所有对比模型均采

用相同的基础一维卷积架构与超参数配置。 
算法的诊断效能方面，采用故障召回率 R(漏检

风险)、故障精确率 P(误报风险)、故障 F1分数(精确

率与召回率之间的平衡性)来衡量，计算式分别为： 

 TP

TP FN

NR
N N

=
+  (8) 

 TP

TP FP

NP
N N

=
+

 (9) 

 1 2 PRF
P R

= ×
+

 (10) 

式中：NTP为正确识别的电弧样本数；NFN为未检出

的电弧样本数；NFP为被误判为电弧的正常样本数。 
硬件友好度通过模型参数量与浮点运算次数

(floating-point operations, FLOPs)来评估。Size 反映

算法参数规模；FLOPs 反映前向推理乘加运算的总

开销，直接决定了系统在低功耗处理器上的推理延迟。 
综合评估结果如表 2所示。经典的 SE与CBAM

模型召回率过低，有严重的漏检隐患。ECA 模型虽

实现了高召回率，但精确率下降至 0.777 5，容易导

致系统误动作。相比之下，OA 机制在成功保持

0.965 5 故障召回率的同时，精确率也达到 0.994 1，
综合指标 F1(0.979 6)全面领先。分布式应用方面，

尽管引入正交约束使其参数规模(53.03 kB)略大于

基准模型，但这仍远低于常规低成本微控制器(如
STM32)的 Flash 容量上限；同时，OA 机制规避了

高维度的序列卷积运算，使其计算复杂度降至全局

最低的 10.04 百万次浮点运算。 
为进一步说明正交惩罚系数 λ的选取依据，本

文设置 λ=0.001、0.01、0.05、0.1 进行参数敏感性分

析，结果如表 3 所示。当 λ=0.001 时，正交约束较

弱，模型故障精确率为 0.979 8，说明特征通道间冗

余抑制不足，仍存在一定正常样本被误判为电弧的

风险；当 λ=0.01 时，模型各项指标整体较优，在获

得最高故障精确率 0.994 1 的同时，故障 F1 达到

0.979 6。继续增大 λ后，模型性能未进一步提升，

表明过强约束可能限制特征映射层的表达能力。本

文选取综合性能最优的 λ=0.01 作为正交惩罚系数。 
表 2  4 种注意力机制的综合评估对比 

Table 2  Comprehensive comparison of four attention  

mechanisms 
模型

架构 
故障召 
回率 R 

故障精 
确率 P 

故障 F1 
模型参 
数量/kB 

FLOPs/106 

SE 0.878 1 0.998 9 0.934 6 47.03 10.09 

CBAM 0.860 8 0.980 3 0.916 7 47.09 10.10 

ECA 0.982 7 0.777 5 0.868 2 45.04 10.09 

OA 0.965 5 0.994 1 0.979 6 53.03 10.04 

表 3  正交惩罚系数 λ的参数敏感性分析 

Table 3  Parameter sensitivity analysis of the orthogonal  

penalty coefficient λ 

λ 准确率 A 故障精确率 P 故障召回率 R 故障 F1 

0.001 0.977 4 0.979 8 0.976 0 0.977 9 

0.010 0.979 4 0.994 1 0.965 5 0.979 6 

0.050 0.976 4 0.982 5 0.971 2 0.976 8 

0.100 0.978 4 0.992 1 0.965 5 0.978 6 

4.1.2  OA-CNN 诊断效果 
OA-CNN 感知层的训练性能直接反映了瞬时

故障概率生成的准确程度，从而为保护智能体的时

序推理提供了可靠依据。为客观评估感知层的特征

提取与分类效能，本节对模型的训练收敛特性及测

试集识别偏差进行讨论。 
在训练阶段，模型表现出良好的收敛特性。如

图 9 所示，训练损失与验证损失均呈现平稳下降态

势。在引入学习率衰减策略后，模型在 20 个训练轮

次(epoch)后进入精细化收敛阶段，损失值(loss)波动

稳定在 0.55 附近。 

 

图 9  OA-CNN 模型训练与验证损失曲线对比图 

Fig.9  Comparison of training and validation loss curves for 

the OA-CNN model 
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图 10 混淆矩阵采用的独立测试集共包含 2 036
个样本，其中正常样本 994 个、电弧样本 1 042 个。

正常样本中仅有 6 个被误判为电弧，误报率低至

0.6%；真实电弧样本中，共有 36 个电弧样本未被

即时检出(漏检率为 3.5%)，故障召回率维持在

96.5%。针对测试集中的微弱电弧样本进一步统计，

独立测试集中实际包含微弱电弧样本 104 个，其中

100 个被正确识别为电弧故障，微弱电弧单窗口识

别率为 96.15%。该结果表明，OA-CNN 能够在稳定

电弧形成前有效识别早期故障特征。后续进一步引

入强化学习决策层，对连续故障概率进行时序累积

判断，以提高最终保护动作的可靠性。 

 

图 10  OA-CNN 模型在测试集上的混淆矩阵 

Fig.10  Confusion matrix of the OA-CNN model 

 

为探究算法内部的特征表达机制，本文利用

t-SNE 算法对模型训练后的特征空间进行了降维可

视化(如图 11 所示)。图 5 表明，正常工况与微弱电

弧存在严重的特征混叠。然而，经过 OA-CNN 映射

后的深层隐空间特征(图 11)呈现出高内聚、低耦合

特性。引入正交注意力机制后，网络解耦了冗余信

息，使得原本难以区分的微弱电弧、稳定电弧与正

常状态在特征空间中形成了更清晰的类簇边界。 
4.2 与现有先进方法对比 

将本文方法与近年主流诊断模型对比，如表 4
所示，fs 为采样频率。有研究采用高频采样策略能

捕获丰富的故障特征[18]，但增加运算负担，不利于

低成本边缘部署。部分研究在仿真环境下展现了卓

越的准确率(99.51%[23]、98%[24])，但其在物理硬件

平台上的实际响应时间需进一步的工程验证。此外，

基于轻量化架构或知识蒸馏的方案成功在 Jetson 
Nano、STM32 等平台实现了快速检测[11,14]，但未全

面覆盖微弱电弧、复杂扰动与多环境工况，如图 12
所示。图中 1—8 类场景依次对应微弱电弧、逆变

器启停、光照变化、阴影变化、负载波动、温度变

化、湿度变化和风沙干扰。大圆点表示对应方法考

虑了该场景，浅灰小圆点表示方法未考虑该场景，

背景颜色越深，表示测试场景覆盖越全面。 

 

图 11  深度学习特征空间的二维投影分布 

Fig.11  2D projection of deep-learned feature space 

 

 

图 12  与现有方法场景考虑对比 

Fig.12  Comparison with existing methods and scenarios 

 
表 4  与现有方法进行比较 

Table 4  Comparison with existing methods 
文献 方法 fs/kHz 准确率/% 平台 诊断时间/ms 

[18] 
DEO3S + 

LSTM-Attention 
1 000 96.52 

Raspberry  
Pi 4b 

<2 500(满足 
UL 1699B 
标准) 

[23] 1DCNN + D-S 10 99.51   

[14] 
CNN+ LSTM+ 

迁移学习 
100 95.80 

NVIDIA  
Jetson Nano 

<63 

[24] LDA+CatBoost 100 98.00   

[11] 
FFT+Attention+ 

KD+CNN 
51.2 97.02 STM32H743ZI2 19 

本文 OA-CNN 106.67 97.94 
NVIDIA Jetson 

Orin Nano 
<2.5 

1 000 
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相比之下，本文方法覆盖 8 种运行场景，具有

推理时间短，准确率高的特点。整体模型在 Jetson 
Orin Nano 上的平均端到端推理时间为 2.106 1 ms，
最大推理时间为 2.215 9 ms。进一步统计完整在线

推理模型的部署文件大小，OA-CNN-D3QN 网络的

TorchScript 整体部署文件大小为 141.26 kB，满足轻

量要求。 
4.3 强化学习后模拟实时诊断 

在完成感知层 OA-CNN 的训练优化与智能体

的策略学习后，本节通过模拟物理时间流验证整体

架构在实时保护任务中的动态效能。 
图 13 展示了引入强化学习智能体后的模拟实

时电弧诊断与状态锁存过程。其中，图 13(a)为含有

微弱电弧阶段的拉弧情况，尽管在 0.20 s 稳定电弧

才形成，但在此之前 OA-CNN 模块就检测出微弱故

障信号，输出电弧概率攀升，智能体在确认故障演

变趋势后，于 0.165 s 触发“跳闸”指令，实现了稳

定燃弧形成前的提前动作。图 13(b)—(d)进一步给

出了环境温度 50 ℃、环境相对湿度 60%和小沙尘

条件下的拉弧诊断结果，验证了所提方法能在不同

环境条件下对电弧故障及时响应。 
图 14 验证了智能体在复杂工况下的实时抗干扰

能力。详尽测试了智能体面对(a)逆变器启动瞬间、(b)
光照波动、(c)阴影情况以及(d)负载变化 4 种典型动态

扰动时的实时响应表现。尽管如图 14(a)和(b)展现的

某些时刻，底层 OA-CNN 模型输出的故障概率出现

了短暂抬升，但智能体的判断并未受到影响。 

5  结论 

本文针对光伏直流系统微弱电弧检测难题，提

出了基于正交感知与保护智能体的自适应实时检测

方法。主要结论如下： 
1）使用轻量级正交注意力机制优化前端电弧

感知网络 (OA-CNN) ，优化后网络参数量为

53.03 kB。实现了通道间特征解耦与噪声滤除，提

升了微弱电弧特征的提取能力。 
2）构建了基于优先经验回放(PER)与竞争双 Q

网络(D3QN)的保护智能体。在模拟实时诊断中，智

能体利用时序累积信息，在电弧形成初期做出准确

判断，同时避免动态干扰下的误动。整体模型在

Jetson Orin Nano 上的单次推理时间不到 2.5 ms。 
3）模拟真实光伏运行环境，搭建了包含温度

交变、湿度变化、风沙粉尘的综合实验平台，并设 

 

图 13  智能体在不同环境下的模拟实时电弧诊断结果 

Fig.13  Agent-based simulated real-time arc diagnosis results 

under different environments 

 
置了逆变器启停、光照阴影变化、负载波动的干扰。

在该全面工况数据集上的测试表明，所提框架准确

率达 97.94%。 
未来研究中，将重点探讨该框架在组串式等异

构拓扑场景下的泛化能力，并进一步结合光伏现场

运行数据，对保护智能体的奖励机制和决策策略进

行优化，评估其在多扰动、长周期运行环境下的自

适应保护应用潜力。同时，推进检测算法与固态断

路器的集成，通过实机测试验证“感知-决策-执行”

保护逻辑在光伏电站现场应用中的有效性。 
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图 14  智能体实时抗干扰情况 

Fig.14  Real-time interference resistance of agent 
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