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基于预训练时序基础模型的极端天气海上

风电功率预测 
李少锋 1，沈晓东 1，刘俊勇 1，范士雄 2 

（1. 四川大学电气工程学院，成都 610065；2. 中国电力科学研究院有限公司，北京 100192） 
 

摘 要：风电功率序列在极端天气下呈现强非平稳性与突变特性，且历史样本稀缺，导致传统深度学习方法难以

充分训练，预测精度显著下降。针对此问题，该文提出一种基于时序基础模型的台风两阶段自适应预测框架

(typhoon two-phase adaptive prediction model，TTPAPM)。首先，设计台风适配模块对输入序列进行周期成分与突

变扰动的分离表征，以强化模型对异常气象特征的感知能力；然后，将两类特征拼接融合后输入预训练时序基础

模型，实现小时量级的功率预测；最后，引入两阶段混合优化策略，通过对常规分布与台风分布的针对性校准，

有效修正极端天气导致的数据分布偏移。结果表明：1）所提方法有效解决了台风条件下样本稀缺导致的建模问题，

相较于基线最优模型，常规天气与台风天气的决定系数提升 10.5%与 3.5%；2）在零样本设置下，常规与台风天

气下的预测精度分别达到 0.85 与 0.71，仍能保持良好的可迁移性与预测稳定性；3）在计算资源方面，内存占用

显著低于基线模型，该研究可为时序基础模型在极端天气场景下的风电功率预测提供有效参考。 
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Abstract：Wind power sequences under extreme weather conditions exhibit strong non-stationarity and abrupt variation 
characteristics. Meanwhile, the scarcity of historical samples makes it difficult for traditional deep learning methods to be 
fully trained, leading to a significant decline in prediction accuracy. To address this issue, this paper proposes a two-phase 
adaptive forecasting framework based on a pre-trained time-series foundation model, termed the Typhoon two-phase 
adaptive prediction model (TTPAPM). First, a typhoon adaptation module is designed to separately represent the periodic 
components and abrupt disturbance components of the input sequence, thereby enhancing the model’s perception capabil-
ity for abnormal meteorological features. Then, the two types of features are concatenated and fused before being fed into 
the pre-trained time-series foundation model to achieve hourly-scale power prediction. Finally, a two-stage hybrid opti-
mization strategy is introduced to effectively correct the data distribution shift caused by extreme weather through 
targeted calibration of both regular and typhoon distributions. The results show that: 1) The proposed method can be used 
to effectively solve the problems of the modeling difficulty caused by sample scarcity under typhoon conditions, and 
compared with the best baseline model, the coefficient of determination (R²) under regular weather and typhoon weather 
is improved by 10.5% and 3.5%, respectively; 2) Under the zero-shot setting, the prediction accuracy under regular and 
typhoon weather reaches 0.85 and 0.71, respectively, indicating good transfer ability and prediction stability; 3) In terms 
of computational resources, the memory consumption is significantly lower than that of the baseline models. This study 
can provide an effective reference for applying time-series foundation models to wind power prediction under extreme 
weather scenarios. 
Key words：wind power forecasting; typhoon weather; TTPAPM; zero-shot capability; time series foundation model 
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0 引言 

在全球能源结构向可再生能源深度转型的进

程中，海上风电凭借其风速高、出力稳定、可开发

规模大、不占用陆地资源等优势，已成为我国新型

电力系统建设的核心支撑力量[1]。风电功率的精准

预测是电力系统优化运行的关键技术环节，直接关

系到电网调度计划制定、备用容量配置、电力市场

交易与风电场运维决策，对保障电力系统安全稳定

运行具有不可替代的作用[2]。 
与陆上风电相比，海上风电面临更复杂的气象

环境，尤其是台风等极端天气事件频发。台风过程

中，风速呈现强波动性、严重非平稳性与突发阶跃

特性，导致风电功率出现瞬时突变、剧烈爬坡等现

象，极易引发风电机组停机、脱网甚至设备损坏，

严重威胁电力系统的功率平衡与安全稳定[3]。同时，

台风事件属于小概率极端场景，可用的有效历史样

本极为稀缺，且存在严重的样本不平衡问题，给预

测模型的训练与泛化带来极大挑战[4]。因此，实现

台风等极端天气下海上风电功率的高精度预测，已

成为当前电力领域亟待解决的关键问题。 
传统风电功率预测方法主要分为统计建模、经

典机器学习与深度学习 3 大类。统计模型如

ARIMA[5]、GARCH[6]等能够刻画平稳时序的趋势与

波动特性，但难以应对风电序列中的强非线性与突

变特性 [7] 。经典机器学习方法如支持向量机

(SVM)[8]、随机森林(RF)[9]、梯度提升树(GBDT)[10] 
等虽然提升了非线性建模能力，但在长序列依赖建

模、跨尺度动态适应方面存在明显不足[11]。随着深

度学习技术的发展，卷积神经网络(CNN)[12]、循环

神经网络(RNN)[13]、长短时记忆网络(LSTM)[14]、

Transformer 系列模型[15]等被广泛应用于风电预测，

能够有效挖掘复杂的时序模式，但在极端天气场景

下，受限于小样本约束，模型预测性能显著下降[16]，

同时存在计算开销大、易过拟合等问题。 

为缓解极端天气下小样本事件导致的风电功

率预测精度下降，文献[17]采用张量低秩补全方法

重构缺失观测数据，降低由数据缺失引起的估计偏

差；文献[18]构造“温度差”派生特征增强模型对

极端扰动的敏感性；文献[19]提出多种抽样策略以

矫正不同天气事件间的样本不平衡；文献[20]引入

TimeGAN 进行时间序列数据增强，提高了模型在极

端场景下的拟合能力。上述方法虽然能够缓解训练

样本不足的问题，但传统数据增强方法难以有效保

持风电数据固有物理特性和时序依赖关系[21]；同

时，极端天气事件下的数值天气预报数据经常存在

预报偏差[22]，直接以此为基础进行样本扩充偏差较

大，生成数据的质量难以支撑高精度预测模型的训

练需求[23]。文献[24]采用迁移学习方法，将源域中

学习到的特征表示和预测知识迁移至目标域，减少

模型对目标域新增样本的依赖，以降低低质量样本

生成引入的偏差。然而，现有迁移学习方法多依赖

少量目标域样本进行微调，尚难以拓展至零样本预

测情形，限制了其他区域极端场景下的适用性。 
为突破上述瓶颈，学术界开始关注预训练时序

基础模型(time-series foundation models，TSFM)，
TimeGPT 在多类未见数据集上展现了具有竞争力

的零样本预测表现[25]，Moirai-MoE 在大规模跨领域

预训练条件下，进一步增强了模型的零样本预测性

能[26]；同时，Chronos-2[27]、TimesFM[28]从模型结构

与推理范式上验证了其在时间序列预测中的可行

性。这类模型通过大规模预训练，展现出跨场景迁

移与零样本预测的潜力。尽管在极端天气下引入预

训练时序基础模型展现出巨大的潜力，但直接应用

仍面临关键挑战。首先，基础模型参数量庞大，训

练和推理的计算开销较高[29]；其次，由于极端天气

下风电功率具有强非平稳性，模型仍需针对性优化

以适应此类动态变化；最后，目标任务的分布特征

与训练样本差异显著，模型性能可能受到分布偏移

影响。 
面向台风天气下短期海上风电功率的预测任

务，本文提出一种基于时序基础模型 Lag-Llama 的

预测框架。该框架通过台风适配模块解耦周期模态

与突变扰动，并采用两阶段训练策略校准极端天气

引起的分布偏移，在样本稀缺条件下实现高精度功

率预测。 

1  TTPAPM 结构 

本文构建了基于时序基础模型的台风两阶段

自适应预测框架(typhoon two-phase adaptive predic-
tion model，TTPAPM)，如图 1 所示。模型整体数据

流与工作流程如下所述。 
输入层：原始输入数据包括海上风电场历史风

电功率时序数据与数值天气预报(numerical weather 
prediction，NWP)，经数据预处理与滑动窗口展开

后，输入至后续特征提取模块。 
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图 1  TTPAPM 模型框架图 

Fig.1  Framework of the TTPAPM model 

 

通 道 SE 模 块 ： 即 为 压 缩 激 励 模 块

(squeeze-and-excitation，SE)，通过对输入的多通道

气象特征进行通道权重自适应调整，自适应学习不

同气象变量对风电功率的贡献权重，突出关键特征、

抑制冗余信息与噪声，提升特征表征质量。 
台风适配模块：即为模型核心特征提取模块，

采用并行双支路架构，该双支路结构称为动态时序

融合模块(dynamic temporal fusion module，DTFM)：
①TCN 为时间卷积网络 (temporal convolutional 
network，TCN)，通过分块卷积与残差连接，捕捉

多尺度局部时序依赖与周期性波动特征；② 
HAVOK为基于Hankel矩阵的动态分解方法(Hankel 
alternative view of Koopman，HAVOK)。该支路基于

动力系统理论，能够提取台风场景下风电功率序列

中的突发扰动与非平稳特征。两条支路的输出经特

征对齐后拼接融合，生成兼顾周期特性与突变特性

的融合时序嵌入。图 1 中，H 表示 Hankel 延迟嵌入

矩阵， xτ 表示时刻 τ的风电功率观测值。 
融 合 投影层 ：将融合特 征线性映 射至 

Lag-Llama 模型的输入特征空间，完成异构特征与

预训练骨干网络的维度匹配与空间对齐，避免特征

空间不匹配导致的信息损失。 
预训练 Lag-Llama 骨干网络：全程冻结网络参

数，基于输入的时序嵌入完成长序列依赖建模与通

用时序表征提取，输出高维隐藏状态特征。 
输出映射层：将 Lag-Llama 输出的高维隐藏状

态映射至风电功率预测目标维度，实现从抽象时序

表征到具体物理量的转换，输出最终的风电功率预

测值。 

2  核心模块和算法实现 

2.1  Lag-Llama 模块 
本文选取 Lag-Llama 模型作为时序表征骨干，

基于以下任务约束与工程目标的匹配性。首先，台

风事件样本占比低且存在分布偏移，要求主干模型

具备少样本条件下的可迁移性[30]。Lag-Llama 在涵

盖能源、气象等 27 个领域，超过 5 000 个时序数据

集上完成了预训练，具备跨领域零样本与小样本泛

化能力[31]。其次，本文采用“冻结主干与台风适配

层”的范式，在此设定下，Lag-Llama 基于仅含解

码器的 Transformer 结构，具有较好的参数冻结与任

务适配能力。可有效规避极端天气小样本下全参数

微调导致的过拟合与显存开销问题。此外，如表 1
所示，相较于 TimeGPT、PatchTST、TimesNet 等主

流时序大模型，Lag-Llama 在开源性、预训练数据

覆盖度、概率预测能力、黑箱适配性等方面更适配

本文的研究场景需求，模型结构如附录 A 图 A1 所

示。 τx 表示序列内部第 τ个时间步的风电功率观测

值， τc 表示第 τ 个时间步对应的协变量；M 表示

Transformer 解码层的堆叠层数。 
Lag-Llama 以“滞后项+时间特征”进行 token

化输入。具体地，在每个时刻 t 将历史观测值按预

设滞后索引集合构造 Lag 特征向量，并与日期时间

特征拼接形成 token，经共享线性投影映射至注意力
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隐空间，通过带因果掩码的多层解码器完成序列建

模。模型在每层采用预归一化与旋转位置编码以增

强长序列建模稳定性。设输入序列的上下文窗口长

度为 L，并给定对应的协变量序列，Lag-Llama 通过

学习目标序列的条件概率分布，将多步预测任务以

自回归方式分解为逐步预测概率的乘积形式。本文

仅将其视为表征提取器，通过固定 Lag-Llama 的全

部 Transformer 主干参数，取最后一层隐藏表征作

为输出映射的输入，以学习从通用时序表示到台风

条件下目标输出的校准映射。 
表 1  时序基础模型对比分析 

Table 1  Comparative analysis of time-series foundation  

models 

项目 Lag-Llama TimeGPT PatchTST TimesNet 

开源性 完全开源 闭源 API 开源 开源 

预训练数据 
27 个领域， 

5 000+数据集 
12 个领域，

1 000+数据集 
单一领域 单一领域 

核心架构 
仅解码器

Transformer 
仅解码器

Transformer 
编码器

Transformer 
2D 卷积+ 

Transformer 

概率预测能力 支持 支持 不支持 不支持 

黑箱适配性 优 差 中 中 

本文场景 
适配性 

最优，适配小样

本、零样本极端

场景 

无法与黑箱

适配 

泛化能力不

足，无概率 
预测 

泛化能力不

足，无概率

预测 

 
2.2  台风适配模块 

针对台风场景的特殊性，直接应用 Lag-Llama 
仍存在明显不足：台风场景蕴含的强非线性动态特

征在常规预训练数据中占比极低，难以被通用时序

表征完全捕捉，直接预测会出现峰值跟踪偏差、突

变滞后等问题。因此，本文设计专属的特征适配模

块，在保留 Lag-Llama 长序列建模与泛化能力的同

时，实现对台风极端场景的精准适配。该模块采用

并行双支路架构，以同时刻画台风天气下的局部突

变与全局动态特征：时间卷积分支负责提取局部时

序模式与周期性波动特征，动态分解分支则用于提

取系统的突发扰动。 
在时间卷积分支中，将通道 SE 模块自适应校

准后的特征图切分为重叠块，经线性映射后通过一

维卷积提取局部特征，并引入残差连接以缓解梯度

消失。 

 tcn a aReLU(Conv( ))= +E E E  (1) 

式中： aE 为局部时序输入； tcnE 为卷积输出；Conv
为一维卷积；ReLU 为残差连接。 

在台风适配模块中，动态分解分支引入

HAVOK 算法。该算法最初面向具有强非线性、间

歇突变的时间序列，通过奇异值分解将复杂非线性

系统分解为线性动力学与外力驱动的叠加形式[32]。

从动力学角度分析，台风天气下的风电功率序列同

样呈现显著的非平稳性与突发跃迁特征，其演化过

程由平稳风速驱动的连续变化与阵风冲击等外部扰

动共同构成，这与 HAVOK 所描述的外力驱动线性

系统的机理高度契合。文献[33]结合 HAVOK 与机

器学习，将混沌动力学分解为间歇外力驱动线性系

统，在典型混沌时间序列预测中取得了更优的预测

性能；文献[34]将非线性项视为外部强迫，用于高

维非线性动力系统的时空预测。上述研究为本文将

HAVOK 思想用于刻画常规波动与突发非平稳扰动

并存的风电功率序列提供了方法和依据。 
具 体 而 言 ， 设 输 入 风 电 功 率 序 列 为

1 2{ , , , }dx x x=x  ，其中 d 表示输入序列长度。首先

采用滑动延迟嵌入方式构造 Hankel 矩阵，即： 

 

1 2

2 3 1

1 1

n

n

m m m n

x x x
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 
 
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



  



 (2) 

式中：m 为嵌入维数；n 为时间片段数。该矩阵通

过堆叠不同时间延迟下的观测值，将原始时序重构

为具有时序关联结构的高维表示。随后，对 H 进行

奇异值分解为： 
 TH = UΣV  (3) 
式中：U、V 分别表示左、右奇异向量矩阵；Σ 为

奇异值对角矩阵。通过保留前 r 个主导模态，可在

降噪的同时提取系统的主要动力学信息。将前 r–1
个主模态对应的低维表示作为系统的内在状态变

量，将第 r 个模态视为外部强迫项，从而把复杂非

线性系统写成近似线性系统与外力驱动的形式，即： 
 1k+ k k= ⋅ + ⋅z A z B F  (4) 
式中： kz 为第 k 个延迟嵌入片段对应的低维状态向

量，刻画功率序列的周期性与缓变成分； kF 为第 k
个时间片段对应的外部强迫项，表征台风引发的突

发非平稳冲击；A 和 B 分别为状态转移矩阵和输入

矩阵。为构建该分支的完整特征表示，将 kz 与 kF 在

特征维度进行拼接，得到原始动态嵌入 bE ，再通过

线性映射将其投影到与时间卷积分支相同的维度，

得到最终动态嵌入为： 
 [ ];b k k=E z F  (5) 
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 havok havok havokb
Τ= ⋅ +E E W b  (6) 

式中： havokW 和 havokb 分别为全连接层的权重矩阵和

偏置向量。该分支输出的 havokE 聚焦于时间序列中

的跃迁过程与外力驱动特征，可有效弥补时间卷积

分支在捕捉此类全局动态信息方面的不足。 
2.3  特征融合与维度变换 

为将异构嵌入输入到预训练 Lag-Llama 主干，

将卷积输出 tcnE 与动态嵌入 havokE 在通道维度拼

接，经线性投影映射到 Lag-Llama 所需的输入维度

md ，得到融合特征 fusedE ，即： 
 [ ] m2

c tcn havok; d×= ∈E E E R  (7) 

 mT
fused c concat concatLN( ) d= ⋅ + ∈E E W b R  (8) 

式中： cE 为拼接特征； concatW 和 concatb 分别为融合

层的权重矩阵和偏置向量；LN 表示层归一化操作。

融合特征 fusedE 输入到 Lag-Llama 模型后，得到的高

维隐藏输出经输出映射层得到目标维度的预测结果。 

3  优化方法 

针对预训练 Lag-Llama 模型的黑箱约束(无法

访问内部权重与梯度)，以及台风场景小样本与样本

不平衡的特点，本文设计两阶段混合优化训练策略，

在冻结骨干网络的条件下实现参数高效训练，从而

避免全参数微调的灾难性遗忘与负迁移问题。整体

训练流程如图 2 所示。 

 

图 2  TTPAPM 训练方法 

Fig.2  Training methodology of TTPAPM 

设 t 为目标预测样本索引，用于预测该样本风

电功率的多变量输入序列记为 Xt 。本文将

Lag-Llama 作为冻结主干 fθ 以提供稳健的序列建模

能力，并在其输入侧引入通道单元 cϕ 与台风适配模

块 gφ ，模块输出经投影对齐 ( )Pψ  后输入 fθ ，最终

由输出映射 hω 产生预测结果： 

 ( )( )( ))ˆ ( ( )t th f P g cω θ ψ φ ϕ= Xy  (9) 

3.1  阶段一：常规场景通用能力训练 
本阶段在大规模常规天气数据集上完成模型

训练，目标是让适配层学习通用的风电功率时序特

征与风速功率映射关系，建立模型的基础泛化能力。

训练过程中全程冻结 Lag-Llama 骨干网络的所有参

数，仅对外接适配层模块进行优化。由于无法获取

Lag-Llama 内部的梯度信息，其输入侧的台风适配

等模块无法使用一阶优化方法，因此采用随机梯度

估计器(random gradient estimator, RGE)进行零阶优

化。而输出映射层为参数规模小且梯度易于获取，

直接使用 Adam 优化器就能够实现快速收敛。由此

形成输入侧零阶优化与输出侧一阶优化的混合优化

范式。零阶优化通过有限差分近似梯度，具体实现

步骤如下： 
初始化参数：令 =Θ { cϕ ， gφ ， ( )Pψ  }表示输

入端模块的参数。采用 Xavier Uniform 初始化，偏

置初始化为零。对这些参数采用 RGE 方法，通过 q
次随机方向 iu 的有限差分查询计算估计梯度

( )L∇ Θ ，计算式如下： 

 
1

( ) ( )1( )
2

q
i i

i
i

L LL
q

µ µ
µ=

+ − −
∇ = ∑ Θ u Θ uΘ u  (10) 

式中：q 为查询次数；2μ为随机扰动步长； iu 为随

机采样方向， ( )iL µ+Θ u 和 ( )iL µ−Θ u 分别对输入

侧参数施加正、负扰动时，损失函数 ( )L Θ 在不同扰

动方向上的损失值。参数更新采用梯度下降： 
 1 ( )i i iLη+ = −Θ Θ Θ  (11) 
式中：i 为优化迭代索引；η为参数更新步长。 
3.2  阶段二：台风场景自适应微调 

本阶段在有限台风样本数据集上进行模型微

调，目标是在保留骨干网络通用时序表征能力的同

时，使模型自适应台风场景的极端动态特性，精准

捕捉功率突变与峰值波动。微调过程中，仅更新台

风适配模块 gφ 与输出映射层 hω ，其余参数完全冻

结。优化策略延续阶段一的混合范式：台风适配模

块采用零阶优化，输出映射层采用一阶优化。 
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针对台风样本稀缺及类别严重不平衡问题，设

计突变样本加权损失函数，对台风时段的功率突变

样本赋予更高权重，强化模型对极端事件的捕捉能

力。模型预测值为 ˆty ，观测值为 ty ，基础损失为

ˆ( , )t ty y ，则加权经验风险定义 L 为： 

 
1 ˆ( , )

| | t t
t

L w
ΩΩ ∈

= ⋅∑ y y  (12) 

式中：Ω为训练样本索引集合；w 为样本权重。 
同时，仅优化台风加权损失可能导致模型参数

过度偏离阶段一学到的最优区域，引发灾难性遗忘。

为此，阶段二引入权重保持正则项，通过对台风适

配模块和输出映射层参数的更新幅度施加约束，限

制其偏离阶段一最优解的程度。阶段二的总体损失

函数 Ltotal为： 
 total ( )L L λ= + ⋅Π Θ  (13) 
式中： ( )Π Θ 为权重保持正则项；λ为平衡系数，在

提升台风域预测精度的同时，防止模型对常规域产

生灾难性遗忘。 

4  实验结果 

本文以第五届“金风杯”能源创新挑战赛决赛

官方提供的数据集进行分析，验证所提预测模型的

有效性。数据集涵盖 2021 年 1 月 1 日到 2022 年 12
月 31 日期间多个独立风电场的数据，包含风电功率

及风速、风向、气压等多维气象变量，时间分辨率

为 15 min，每个风电场约含 7×104个时序数据点。

为保证实验的合理性，按时间顺序将数据划分为训

练集与测试集，比例为 8:2。实验以 100 个时间步

作为预测窗口，以平均绝对误差(mean absolute error, 

MAEε )、均方根误差(root mean square error, RMSEε )
和决定系数(coefficient of determination， 2Rε )作为模

型预测精度的主要评价指标。即： 

 MAE
1

1 ˆ 100%
N

t t
t

y y
N

ε
=

= − ×∑  (14) 

 2
RMSE

1

1 ˆ( ) 100%
N

t t
t

y y
N

ε
=

= − ×∑  (15) 

 2
2 2

1 1
ˆ1 ( ) / ( )

N N

t t tR
t t

y y y yε
= =

 
= − − − 

 
∑ ∑  (16) 

式中：N 为测试样本数量； y 为所有时段实际观测

功率的平均值。 
为定量刻画台风与常规天气下风电功率的分

布偏移特性与小样本程度，对两类样本的功率边缘

分布进行 KS 检验。 

为明确台风样本的判定标准，依据中国科学院

海洋科学数据中心整合的中国近海台风路径数据

集，当台风中心与风电场之间的距离小于 300 km
时，即认为该风电场受到台风影响[35]。结果表明，

两类天气条件下功率分布的最大累积分布差异达到

0.358 8，证实台风过程引发了显著的分布偏移。图

3(a)的箱线图进一步显示，台风期间功率出现明显

偏移。这一分布偏移意味着，模型在常规样本上学

习到的功率映射关系难以直接迁移至台风窗口。图

3(b)的样本统计则表明，台风事件在全样本中占比

仅 3.56%，属于典型的小样本场景。样本的极度稀

缺使得常规端到端训练方法易被大量非台风样本主

导，导致模型对台风时段的拟合与校准不足。因此，

有必要通过台风样本微调对模型进行针对性校准。 

 

图 3  台风与常规天气下风电功率特性对比图 

Fig.3  Comparison of wind power characteristics under ty-

phoon and normal weather conditions 

 
4.1  常规天气预测性能分析  

为验证所提方法在常规天气场景下的风电功

率预测性能，本研究选取海上风电场(站点 0)作为独
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立测试集，以 Informer、Transformer、Autoformer
及 FEDformer 等主流时序预测模型作为对比基准。

上述模型均采用相同的数据划分、输入窗口、预测

步长及评价指标，以保证基础对比实验的公平性。

图4展示了各模型在常规天气下的风电功率预测结果。 

 

图 4  常规天气下 TTPAPM 与主流时序预测模型 

预测结果对比 

Fig.4  Prediction comparison between TTPAPM and main-

stream time-series forecasting models under normal weather 

conditions 

 

从表 2 可知，在常规天气条件下，TTPAPM 取

得了最优的预测精度，相较于表现次优的 Informer
模型，εMAE降低了 0.25 个百分点，εRMSE降低了 0.66
个百分点， 2Rε 提升了 0.09；而与表现最弱的

Autoformer相比，其 εMAE与 εRMSE降幅约达50%， 2Rε

提升 0.15。结果表明，TTPAPM 在常规天气下具备

稳定的基准预测能力，为后续台风场景适配奠定了

良好基础。 

表 2  5 种模型下的海上风电功率预测评价指标 

Table 2  Evaluation metrics of offshore wind power prediction 

under five models 

天气类型 模型设置 εMAE/% εRMSE/% 
2Rε  

常规天气 

TTPAPM 0.55 0.87 0.95 

Transformer 0.87 1.58 0.85 

Informer 0.80 1.53 0.86 

FEDformer 0.91 1.75 0.82 

Autoformer 1.12 1.83 0.80 

台风天气 

TTPAPM 0.89 1.32 0.89 

Transformer 1.10 1.32 0.85 

Informer 1.14 1.66 0.84 

FEDformer 1.13 1.55 0.86 

Autoformer 1.98 2.85 0.51 

 
4.2  台风极端天气预测性能 

为进一步评估所提方法在极端气象条件下的

适应性，在保持与常规天气实验完全相同的模型配

置基础上，本节聚焦台风场景下的预测性能对比，

结果如图 5 和表 2 所示。 

 

图 5  台风天气下 TTPAPM 与主流时序预测模型 

预测结果对比 

Fig.5  Prediction comparison between TTPAPM and main-

stream time-series forecasting models under typhoon conditions 

在台风天气条件下，TTPAPM仍保持最优性能，

其中 εRMSE与 Transformer 并列最低，εRMSE与 2Rε 均

优于所有基线。值得注意的是，Autoformer 在台风

条件下预测效果下降最为显著， 2Rε 由常规的 0.80
骤降至 0.51。从图 5 的预测曲线可以看出：在极端

波峰和波谷区间，TTPAPM 对真实功率峰值的跟踪

更为准确，而 Transformer、FEDformer 和 Informer
出现不同程度的高估或低估，Autoformer 则呈现明

显的锯齿状波动，与真实功率的变化趋势严重不符；

在平缓波动区间，TTPAPM基本落在实际波动带内，

而 Informer 伴随明显滞后，Autoformer 同样出现振

荡。这表明所提方法对突变与噪声扰动具有更强的

鲁棒性，能够更稳定地追踪台风天气下的功率动态

变化。 
需要说明的是，本文进一步引入了 DLinear、

PatchTST、TimesNet 及 Chronos 模型作为台风天气

功率预测补充实验，其中 Chronos 作为预训练时序

基础模型用于评估大模型对比效果，各基线模型均

采用其原始训练方式，结果如图 6 和表 3 所示。 
从全序列预测结果来看，DLinear、PatchTST、

TimesNet 及 Chronos 模型均能基本捕捉风电功率的

整体变化趋势，但在功率骤降、低谷及局部峰谷波

动区间仍存在明显偏差。DLinear 依赖线性映射刻

画历史序列与未来功率的关系，在整体趋势刻画方

面具有一定稳定性，但对快速非线性变化的响应不

足，导致突变过程滞后；PatchTST 通过 patch 划分，

将突变信息分割至离散片段，易在低功率区间产生
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高估并在局部峰值出现过冲，其 εMAE为 1.09%，为

几类补充模型中误差相对较大的模型；TimesNet 通
过时频卷积捕捉周期性与多尺度变化，能较好跟踪

总体趋势，且 εMAE为 0.99%，但对非周期突变刻画

有限，中低功率区间波动偏差较大；Chronos 作为

预训练大模型，在相对平稳阶段表现较好， 2Rε 达

到 0.86，体现出一定泛化能力，但由于缺少针对台

风突变过程的场景适配机制，在功率突降阶段存在

相位滞后，并在低功率区间表现出系统性高估。 

 

图 6  台风天气下 TTPAPM 与先进时序预测模型 

预测结果对比 

Fig.6  Prediction comparison between TTPAPM and advanced 

time-series under typhoon conditions 

表 3  台风天气下补充模型预测性能对比 

Table 3  Performance comparison of supplementary forecast-

ing models under typhoon conditions 

模型设置 εMAE/% εRMSE/% 
2Rε  

TTPAPM 0.89 1.32 0.89 

DLinear 1.04 1.52 0.86 

TimesNet 0.99 1.40 0.87 

PatchTST 1.09 1.58 0.85 

Chronos 1.08 1.46 0.86 

 
相比之下，TTPAPM 模型在功率突变及局部波

动过程中均表现出更强的动态响应能力，能够更准

确地跟踪功率骤降、回升以及峰谷变化。上述结果

表明，尽管现有先进模型和时序基础模型具备一定

趋势建模能力，但在台风等极端天气引发的强非平

稳、小样本场景下仍存在局限。本文方法通过针对

性特征建模与分布校准机制，有效提升了模型在复

杂动态环境中的预测精度与稳定性。 
4.3  零样本能力验证 

为评估模型跨场景条件下的泛化能力，进一步

设计了跨风电场迁移实验。具体而言，研究选取与

海上风电场测试样本对应的连续时间窗口作为目标

域测试集，直接利用在海上风电数据集上训练得到

的模型进行预测。在该过程中，未使用任何丘陵风

电场(站点 1)数据进行再训练或微调，模型参数保持

固定，仅进行前向推理计算。该实验设置旨在评估

模型在不同地形与数据分布条件下的无监督泛化能

力。为保证实验的可比性，首先对海上与丘陵两类

风电场开展风速与风电功率之间的相关性分析，见

附录 A 图 A2。 
相关性分析表明，海上与丘陵风电场的风速功

率关系呈现一定差异，两类场景均表现出典型的 S
形功率曲线特征，但海上风电场的风速分布区间更

宽，且在中高风速段功率输出趋于饱和；而丘陵风

电场则在较低风速段就出现明显的非线性波动，表

明在台风条件下二者线性关联有限。 
图 7 分别给出了模型在丘陵风电场常规天气与

台风天气下的零样本预测结果。由表 4 可知，在常

规天气条件下，模型各项评价指标为 εMAE=1.24%、 

 

图 7  丘陵风电场零样本预测结果 

Fig.7  Zero-shot forecasting results for the hilly wind farm 

表 4  零样本预测结果 

Table 4  Zero-shot forecasting results 
天气类型 MAEε /% RMSEε /% 

2Rε  

常规天气 1.24 1.45 0.85 

台风天气 0.32 0.68 0.71 
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εRMSE=1.45%， 2Rε =0.85，误差维持在较低水平，表

明在缺乏目标监督的条件下，模型能够准确捕捉功

率的动态特征与幅值变化，展现出良好的跨域泛化

能力。与海上风电场相比，受丘陵地形粗糙度与湍

流影响，模型在台风天气下的跨场景泛化性能出现

一定衰减，但关键误差指标仍控制在相对较低的范

围，说明模型在跨地形零样本设定下仍保持一定精

度，具备应对场景差异的自适应能力。 
4.4  消融实验 

为验证各模块在整体框架中的作用，本节在保

持训练数据、优化策略一致的前提下,设计两组模块

级消融实验，具体方案如下。 
1）台风适配模块(DTFM)消融。以完整TTPAPM

为基线，设置两种削弱方案：(i)-DTFM：以轻量化

卷积层替代 DTFM，其余结构不变；(ii)NT-DTFM：

保留DTFM 结构但冻结其参数更新，实验结果如下。 
由图 8 和表 5 可见，实验(i)的预测曲线过度平

滑，难以准确捕捉功率的快速升降过程，表明轻量

化卷积对高频扰动与非平稳成分的刻画能力有限。

实验(ii)的预测结果整体偏离真实值，且存在明显相

位滞后，说明冻结参数后模型无法有效提取台风场

景下的动力学特征。结果表明，台风适配模块多尺

度结构化表征与动力学分解机制有效降低峰谷处的

预测偏差，增强了模型对极端天气的适应性。 
2）对通道 SE 模块与输出映射层进行 3 组消融：

(iii)no-channelse：完全移除通道 SE 模块，其他模块

可训练；(iv)NT-channelse：保留通道 SE 结构但冻

结参数，不参与训练；(v)no-out_projection：禁用输

出映射层，以单层线性头替代。 
由图 9 和表 5 可知，实验(iii)虽能定位峰值位

置，但出现过冲与抖动，误差显著增大，反映通道

级重要性筛选缺失导致冗余信息干扰下游模块。实

验(iv)能够跟随总体趋势但幅值系统性偏低，在台风

段出现预测曲线趋于平缓、无法跟随波动的现象，

并伴随相位偏移，说明冻结的通道重标定无法自适

应放大关键通道，导致峰值响应受限；实验(v)在起

始峰值段存在滞后与欠估，谷底阶段振幅校准能力

不足，表明输出映射层是将高维时序表征解码为功

率预测的关键组件，移除后将导致幅值失真与相位

漂移。 
4.5  效率分析实验 

在统一的数据与流程下，对 TTPAPM 以及 4 个

Transformer 系列基线模型在离线训练与在线测试

阶段的显存开销与时间成本进行系统评估，评估结

果见表 6。所有实验均在同一环境下完成：单卡

NVIDIA GeForce RTX 4060 Ti，PyTorch 2.6.0+cu126，
TTPAPM 仅统计用户侧开销，不计入预训练大模型

的显存需求与训练时间。 

 

图 8  DTFM 模块消融实验结果 

Fig.8  Ablation results of DTFM module 

 

表 5  消融实验评价指标对比 

Table 5  Comparison of evaluation metrics in ablation  

experiments 

天气类型 模型设置 εMAE/% εRMSE/% 
2Rε  

常规天气 

TTPAPM 0.55 0.87 0.95 

i 2.35 3.27 0.35 

ii 2.77 3.02 0.47 

iii 2.67 3.53 0.28 

iv 3.12 4.14 0.01 

v 2.55 3.61 0.25 

台风天气 

TTPAPM 0.89 1.32 0.89 

i 1.72 2.06 0.75 

ii 1.83 2.20 0.72 

iii 2.68 3.99 0.09 

iv 2.10 2.72 0.57 

v 1.50 1.82 0.81 
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图 9  通道模块与输出映射层消融实验结果 

Fig.9  Ablation results of channel module and output  

projection layer 

 
表 6  效率实验对比结果 

Table 6  Comparison results of efficiency experiments 

海上风电场 
训练阶段 测试阶段 

内存/GB 时间/s 内存/GB 时间/s 

TTPAPM  0.09 1 838.17 0.04 13.42 

Autoformer 0.97 1 860.59 0.93 3.59 

FEDformer 0.89 2 018.05 0.91 3.34 

Informer 0.93 936.10 0.94 2.29 

Transformer 1.27 606.7 0.91 1.04 

 
在计算时间方面，TTPAPM 的离线训练时间为 

1 838.17 s ， 与 Autoformer 可 比 ， 明 显 短 于

FEDformer，但长于参数规模更小的 Informer 与

Transformer。在线测试阶段，TTPAPM 相较于基线

Transformer 模型更为耗时。无论是离线训练阶段还

是实时测试阶段，TTPAPM 的显存占用均低于基线

Transformer 模型。结果表明，在保证训练稳定性的

前提下，TTPAPM 以显存低的代价换取了可接受的

训练时长，印证了所提框架在训练效率上的优势。 

5  结论 

为解决台风等极端天气下样本稀缺与分布偏

移导致风电功率预测精度下降的问题，本文提出基

于预训练时序基础模型的两阶段预测框架，并通过

对比实验与消融实验验证其有效性，主要结论如下： 
1）针对台风引起的跨气象条件迁移偏差，设

计“任务级预训练与事件级校准”的两阶段训练策

略，并结合代价敏感学习，有效缓解了常规与台风

天气之间的分布漂移，实现跨气象条件的平滑迁移

与稳定预测。 
2）以丘陵风电场作为外部数据集，在无目标

域监督条件下进行预测。结果表明，模型在常规天

气下保持较低误差 (εMAE=1.24%，εRMSE=1.45%，

2Rε = 0.85)，在台风天气下仍能有效捕捉功率动态特

征(εMAE=0.32%，εRMSE=0.68%， 2Rε = 0.71)，展现出

良好的跨域迁移能力。 
3）对比实验表明，所提方法在常规与台风天

气下的预测精度均优于 Informer、Transformer 等基

线模型，尤其在峰值与突变区间能够更准确地跟踪

功率动态；消融结果进一步验证了台风适配模块等

关键组件对性能提升的显著贡献。 
本文方法适用于分钟级采样、小时量级预测的

工程场景，尤其适合目标事件样本占比低且存在显

著分布偏移的任务。所提冻结基础模型与外接适配

层的模块化架构具有良好的可扩展性：当基础模型

版本更替时，仅需对外接适配层重新训练或微调，

即可对齐新的表征空间，无需重构整体框架。当前

研究主要在单场站时序预测层面验证方法有效性，

尚未开展多风电场时空联合预测。后续将在获得更

完备的多场站观测数据后，引入空间相关性建模以

提升区域尺度极端天气下的泛化能力；同时探索多

模态数据融合与物理机理约束，增强模型在多样极

端场景下的稳健性与可解释性。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 

 

图 A1  Lag-Llama 模型结构图 

Fig.A1  Structure of the Lag-Llama model 

 

图 A2  海上风电场与丘陵风电场风速与风电功率相关性分析 

Fig.A2  Correlation analysis between wind speed and power 

output of offshore and hilly wind farms 
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