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摘 要：针对输电线路覆冰数据受环境与气候影响且含有复杂时空特性的问题，提出一种基于异构协同与跨尺度

并行注意力融合的覆冰状态自动检测模型 HCNNs。该模型由 3 个异构子分类器协同构成，可根据当前分类器的分

类误差率，结合动态权重调整机制引导后续子分类器关注前期组件的误分类样本，利用异构特性提取多样化特征，

实现各组件性能耦合与模型识别精度提升。同时提出一种并行融合注意力机制 PFA 并将其嵌入 HCNNs 模型，引

入全局池化与局部池化操作实现卷积层特征解耦与跨尺度融合，优化模型特征提取能力。基于分布式光纤声波传

感技术采集的无覆冰、一级覆冰与二级覆冰 3 种输电线路覆冰状态现场监测数据，进行了算法性能分析。结果表

明，HCNNs 的识别准确率、精确率、召回率与 F1百分数分别达到 97.14%、98.26%、99.30%与 98.78%，性能优

于对比模型，为长距离架空输电线路覆冰等级检测提供了方法参考。 
关键词：输电线路；覆冰检测；分布式光纤声波传感；深度学习；并行融合注意力机制；异构协同 
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Abstract：To solve the problem that transmission line icing data are affected by environmental and climatic factors and 
exhibit complex spatiotemporal characteristics, this paper proposes an automatic icing detection model named HCNNs 
based on heterogeneous collaboration and cross-scale parallel attention fusion. The model consists of three heterogeneous 
sub‑classifiers working collaboratively. According to the classification error rate of the current classifier, a dynamic 
weight adjustment mechanism is used to guide subsequent sub‑classifiers to focus on the misclassified samples of previ-
ous components. By leveraging heterogeneous characteristics to extract diverse features, the model achieves collaborative 
coupling among components and improves recognition accuracy. In addition, a parallel fusion attention mechanism (PFA) 
is proposed and embedded into the HCNNs model. Global pooling and local pooling operations are introduced to decou-
ple convolutional layer features and achieve cross‑scale fusion, thereby optimizing the feature extraction capability of the 
model. Based on the field monitoring data of transmission line icing states obtained by using distributed optical fiber 
acoustic sensing technology, including no icing, first-level icing, and second-level icing conditions, the performance of 
the proposed algorithm is analyzed. The results demonstrate that the HCNNs model achieves a recognition accuracy of 
97.14%, precision of 98.26%, recall of 99.30%, and F1‑score of 98.78%, outperforming the compared models. The pro-
posed method provides a valuable reference for icing severity detection of long-distance overhead transmission lines. 
Key words：transmission line; icing detection; distributed fiber optic acoustic sensing; deep learning; parallel fusion at-
tention mechanism; heterogeneous collaboration 
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0 引言 

输电线路在严寒天气、潮湿环境及复杂地形等

因素影响下易发生覆冰现象[1-2]，由此可能导致电缆

出现放电甚至导线或地线烧断等事故，同时线路覆

冰也会造成杆塔结构发生断裂、倾斜、下沉乃至倒

塌等损伤[3-4]。传统人工巡检方法不仅浪费人力，增

加了线路维护和运营的总费用，还会影响供电可靠

性，对企业和居民用电造成不便[5-6]。因此，实现输

电线路覆冰状态自动检测对提升电力系统的运行安

全与维护效率具有重要意义。 
当前，研究人员已在自动检测架空输电线路覆

冰状态方面作了许多研究[7]。文献[8]使用张力传感

器采集覆冰数据序列，并通过烟花算法分析了覆冰

数据序列的时间特性[8]。Snaiki 等人使用自动表面

观测系统采集温度、风速等气象数据，借助粒子群、

灰狼等多种优化算法训练前馈神经网络，得出降水、

温度、露点温度和风速影响输电线路覆冰的结论[9]。

为确定多维气象因素与覆冰程度之间的客观规律，

Han 等人使用灰色关系分析和皮尔逊相关分析两种

方法计算出大气压力、温度、湿度和风速等多维气

象数据与覆冰程度之间的关联度，为电力系统的运

行和维护提供保障[10]。随着基于图像识别的测量方

法逐渐应用于结冰检测，文献[11]通过监控终端摄

像头构建了边缘智能覆冰监测系统，通过混合架构

实现双阶段优化：前端采用轻量化卷积神经网络

(convolutional neural network，CNN)完成特征提取，

后端通过多尺度目标分类网络解析冰层特征，并结

合信道剪枝技术减少了覆冰厚度检测所需的计算资

源[11]。为提高模型区分覆冰导线和背景的能力，Jiao
等人利用固定的视频监控收集架空输电线路图像数

据，构建了引入可变形卷积和三元组注意力机制的

实例分段网络，将不同类型覆冰的检测和分割准确

率差异控制在 3%以内[12]。 
上述研究内容侧重于使用包括机械传感、气象

传感在内的单点传感技术和计算机视觉进行输电线

路覆冰状态异常检测。然而，随着输电线路覆冰监

测技术向长距离监测方向发展，传统单点传感在监

测范围和连续性方面较之分布式光纤声波传感

(distributed fiber acoustic sensing，DAS)存在技术局

限性。分布式光纤声波传感技术具有抗电磁干扰、

灵敏度高等优势[13]，能够精确定位光纤沿线各处的

振动事件，并监测振动信号的幅度、相位和频率等

矢量信息，广泛用于管道监测[14-15]、周界安防[16-17]

等领域，因此可利用 DAS 技术进行输电线路覆冰

状态的实时检测。随着人工智能技术的快速发展，

深度学习凭借着独特的神经网络结构与强大的非线

性映射能力，能够自适应提取 DAS 信号中与覆冰

状态相关的有用振动特征。将 DAS 技术与深度学

习模型结合，可实现长距离输电线路覆冰状态分布

式检测。已有相关学者提出使用卷积神经网络对

DAS 技术采集到的振动信号进行识别的方法[18-19]，

但存在模型设计单一、特征提取能力不足等难题。 
针对覆冰数据受输电线路周边环境和气候因

素共同影响且含有复杂时空特性的问题[20-21]，本文

利用 DAS 技术构建了基于深度学习的覆冰状态定

量评估模型。具体表现为对 DAS 技术采集到的架

空输电线路振动信号进行数据处理与分析，设计一

种异构卷积神经网络(heterogeneous convolutional 
neural networks，HCNNs)融合模型，通过动态样本

重加权策略优化多个异构子分类器的特征提取能

力，解决覆冰振动数据时空特性复杂、特征不易提

取的难题。同时提出一种并行融合注意力机制

(parallel fusion attention mechanism，PFA)并将其嵌

入 HCNNs 模型，针对 DAS 振动信号非平稳与多尺

度耦合的复杂特性，对不同网络层提取多尺度特征，

对特征进行全局与局部的并行提取与融合，实现卷

积层特征的解耦与跨尺度融合，从而提升模型的特

征表达能力。最终 HCNNs 模型以加权聚合的方式

实现架空输电线路覆冰状态识别。 

1  基于 HCNNs 的覆冰等级分类识别 

1.1  模型构建 
目前，机器学习和深度学习是信号处理领域的

两种主流方法。机器学习方法具有一定潜力，但模

型性能在较大程度上依赖人工经验选择数据特征，

特征选择的有效性将直接影响识别的准确率。与机

器学习相比，深度学习可自动提取数据的复杂特征

表示，其中 CNN 被广泛应用于传感器信号识别领

域[22]。本文在 CNN 模型基础上，为兼顾覆冰信号

的局部特征与全局特征提取，融合多个子分类器异

构组成 HCNNs 网络，以实现对信号特征的自动提

取与端到端分类识别，提高覆冰状态识别的准确性。 
由于架空输电线路所处环境复杂、气候多变，

DAS 设备采集的覆冰数据具有复杂特性[23]。为有效

提取覆冰数据的内部特征，提升模型性能，提出一
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种由不同卷积神经网络组成的 HCNNs 异构融合模

型来建立输电线路振动信号与覆冰状态之间的相关

性，如图 1 所示。模型架构的 5 个关键组件为：(a)
数据采集；(b)权重更新；(c)模型训练；(d)加权聚合；

(e)离线测试。由 CNN、含通道注意力的 CNN 模型

(CNN with channel attention, CACNN)和基于并行融

合注意力机制的 CNN 模型(CNN based on parallel 
fusion attention mechanism, PFACNN) 3 类异构子分

类器从数据中提取不同特征，达到互补的效果，提

升 HCNNs 模型的特征提取能力。HCNNs 模型工作

流程如下所述。 
1）数据集初始化与局部特征提取 
首先初始化数据集样本分布状态，对数据集各

样本设置初始权重如式(1)所示：  

 
1 , 1,2, ,iw i n
n

= =   (1) 

式中：i 为数据集中各样本编号； iw 为当前各样本

所占权重；n 为数据集中样本总数。 
使用赋予初始权重的样本数据集进行模型训

练，将普通轻量化 CNN 模型作为第一个子分类器

提取数据的局部特征。在每一轮训练中，模型会根

据上一次分类的错误情况计算分类错误率，如式(2)
所示： 
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式中： ( )jε 表示第 j 个分类器的分类错误率； iy 表

示第 i 个样本的真实类别标签； ( ) ( )j
iC x 表示第 j 个

子分类器对样本 ix 的预测类别；( )( ) ( )j
i iy C x≠ 表明

第 j 个分类器对第 i 个样本的预测 ( ) ( )j
iC x 与 ix 对应

的真实类别 iy 相等时，该项值为 0，预测错误时该

项值为 1。 
根据分类错误率，计算当前子分类器在 HCNNs

模型中的权重，如式(3)所示： 
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式中： ( )jα 为第 j 个分类器权重。 
同时更新样本权重分布，给予错误分类样本更

高权重，如式(4)所示。使得后续子分类器更加关注

难以分类的样本，通过不断调整，模型能够减小分

类错误，提高分类器的准确率。 
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式中：
( )j

iw 和
( 1)j

iw +
分别为第 j 个子分类器与第 j+1

个子分类器中的样本权重。 
2）第二数据集构建与全局特征提取 
依据上述更新后的样本权重，筛选出未被充分

提取局部特征的类别数据作为数据集的主要部分，

并与少量其他类别数据共同构成第二个数据集，将

其作为 CACNN 的输入，利用通道注意力机制着重

提取数据的全局特征，根据式(2)、式(3)、式(4)再次

对数据集的样本分布进行权重更新。 
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图 1  HCNNs 模型结构图 

Fig.1  Structure diagram of HCNNs model 
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3）第三数据集构建与融合特征提取 
基于最新的权重分布，选取经过前两个子分类

器处理后仍未被提取到有效特征的类别数据作为数

据集主体，辅以少量其他类别样本形成第 3 个数据

集，将其作为 PFACNN 的输入，通过 PFA 机制进

一步提取前两个分类器性能表现不佳数据的全局与

局部特征，从而全面提升异构集成模型 CNNs 的整

体性能。 
4）异构融合与加权输出 
在分类器训练完成后，根据式(3)更新 3 个子分

类器的精度权重，采用加权聚合机制得到模型最终

分类结果，如式(5)所示。最终提升模型的整体分类

精度和稳定性，抑制模型过拟合风险及单个模型误

分类的影响。 

 ( )( )( ) (
3

1

)( ) ( )argmax j j
y Y i i

j
F x y C xα∈

=

= ⋅ =∑  (5) 

式中： ( )F x 为最终分类结果； ( ) ( )j
iC x 为可能的类

别标签；Y 为所有可能类别标签的集合； y Y∈ 表

示 y 为类别集合Y 中一个元素；argmax 表示从所有

候选类别中选取加权投票得分最高的类别标签。 
HCNNs 模型利用其异构的特点实现数据集特

征提取与子分类器功能互补。其中，PFACNN 以牺

牲部分训练效率为代价，获得优于 CNN、CACNN
的性能，因此将其流程末端，对未被充分学习的数

据样本进行并行特征提取，以此弥补前两个子分类

器在特征提取方面的不足。 
1.2  并行融合注意力机制 

DAS 振动信号的数据特征可通过构建多层网

络来进行提取。HCNNs 模型的子分类器由多个卷

积层组成，可从低层到高层提取不同尺度的信号特

征。所谓低层特征，包括边缘特征、频率特征及局

部纹理，在分类决策中起着重要作用。随着网络层

数的增加，该模型逐渐提取出更多的抽象和高层 
特征。 

为增强模型对多层数据特征的表示能力，引入

注意力机制。现有注意力机制在特征增强方面已取

得一定效果。挤压-激励(squeeze-and-excitation, SE)
模块通过建模通道间依赖关系实现特征重标定[24]，

但仅关注通道维度，忽略了空间结构信息；卷积块

注意力模块(convolutional block attention module, 
CBAM)在此基础上引入空间注意力机制，采用通道

与空间注意力串联的方式进行特征优化[25]，虽然提

升了特征表达能力，但其顺序处理方式会导致部分

特征信息在传递过程中被削弱。针对上述问题，本

文提出并行融合机制，通过同时引入全局池化和局

部池化操作，并采用并行结构实现多尺度协同建模

与融合，实现了全局与局部特征的互补表达。 
输电线路覆冰过程中的 DAS 振动信号具有非

平稳、多尺度耦合的复杂特性。环境噪声往往覆盖

较宽的频带且具有随机性，而覆冰引起的振动响应

通常表现为一定的冲击成分。为有效区分覆冰特征

与干扰，本文提出的 PFA 从全局和局部两个维度对

振动信号进行特征解耦。全局特征对应振动信号在

较长时窗内的整体统计特性，刻画不同覆冰等级下

振动信号的分布差异。局部特征对应振动信号在短

时窗口内的细节，提取突发性振动事件特征，区分

覆冰与其他环境干扰。 
基于并行融合注意力机制的 CNN 结构如图 2

所示。并行融合注意力机制工作机理为：当 PFA 获

取到各卷积层输出时，通过全局平均池化层和全局 

 

图 2  并行融合注意力机制结构图 

Fig.2  Structure diagram of parallel fusion attention mechanism 
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最大池化层对各层输出进行全局特征提取和压缩特

征信息。但仅采用全局池化会导致局部细节信息的

丢失，因此在全局池化的同时，并行引入局部平均

池化层和局部最大池化层使其保留重要的局部特

征。之后对二者使用元卷积核进行卷积操作，使网

络不同尺度特征信息的注意力权重能够根据输入的

具体情况动态调整。随后将两者特征合并，需要说

明的是，为保证全局特征能与局部特征合并，在特

征经过全局池化后，PFA 通过 Reshape 操作调整特

征形状，使全局与局部特征融合，再使用 Sigmoid
函数获得融合后的特征信息，对应的分布权重

Sigmoid 函数如式(6)所示： 

 
1( )

1 e xxσ −=
+

 (6) 

式中：x 为输入的特征。 
将每个卷积层得到的输出都按照上述流程进

行处理，可得到不同尺度的特征，进一步增强 CNN
的特征提取能力，同时也减少了数据特征浪费的现

象。最后通过 Concatenate 操作将各尺度特征拼接得

到经 PFA 权重加权后的特征。 

2  现场系统搭建与数据采集 

2.1  覆冰监测系统搭建 
DAS 技术属于分布式光纤传感技术，利用光纤

作为传感器，通过相位解调法提取传感光纤内后向

瑞利散射(Rayleigh backscattered, RBS)光的相位变

化来探测振动信号，同时利用相位敏感光时域反射

计原理实现振动源的定位[26]。通过分析光纤中振动

散射信号的变化并提取相关特征，可实现输电线路

覆冰状态的自动检测和系统搭建。为了准确获取线

路覆冰时 DAS 采集的振动时域信号，本研究将连

接 DAS 的光纤复合架空地线(optical fiber composite 
overhead ground wire, OPGW)布设在与输电线相邻

位置处，如图 3 所示。在现场部署过程中，OPGW
作为地线固定在杆塔上，且与输电线距离相近，防

止因其他环境因素造成 OPGW 与电缆振动行为不

同，从而保持监控信号的一致性。当 OPGW 覆冰时，

DAS 会采集到特定位置处的振动异常信号。 
基于 DAS 技术的覆冰监测系统使用布里渊电

子科技有限公司 BLY-pDAS-100P 型号设备，脉冲

重复频率为 1.25 kHz，系统原理框图如图 3 所示。

采用输出功率为 20 mW，中心波长为 1 550 nm 的

窄线宽激光器产生稳定连续的激光，激光通过耦合

器以 90:10 比例输出光功率比为 9:1 的探测光和本

地光。脉冲发生器用于驱动声光调制器，探测光输

出脉冲宽度为 100 ns。探测光经过移频量为 50 MHz
的声光调制器进行频率调制，经调制的探测光通过

掺铒光纤放大器进行放大，随后通过光纤环形器进

入 OPGW 后返回携带振动信息的 RBS 光，接着经

过环形器后与本地光在 3 dB 耦合器中耦合，通过平

衡光电探测器后转换为拍频信号的电信号，最后电

信号通过采样率为 250 MHz 的数据采集卡将数字

信号传输到电脑中。该设备安装于某国家电网公司

的超高压变电站内，通过 OPGW 内的光纤实现输电

线路的分布式监测，线路全长 50 km，其中站内光

缆长度为 10 km，站外输电线长 40 km。 

90%
激光器 声光调制器

脉冲发生器

掺铒光纤

放大器

3dB
耦合器

平衡光电

探测器
数字采集卡

90:10
耦合器

10%

电脑

架空输电线路OPGW

传感光纤

50 km

RBS
光纤环
形器

图 3  覆冰监测系统示意图 

Fig.3  Schematic diagram of the icing monitoring system 

 

2.2  数据集制作 
根据《110 kV~750 kV 架空输电线路设计规范》

以及本文研究的现场区域历史覆冰情况可知，线路

覆冰厚度主要分布在 10 mm 以下，即覆冰等级主要

分为一级覆冰和二级覆冰[27]。根据现场运维人员的

观测数据，本文将冰厚为 0~5 mm 的数据标注为一

级覆冰(OI)，将冰厚为 6~10 mm 的数据标注为二级

覆冰(TI)，将冰厚为 0 mm的数据标注为无覆冰(NI)。
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图 4 为 DAS 系统采集到的不同覆冰等级下振动信

号的典型时域波形。从图 4 可以看出，随着覆冰等

级增加，DAS 振动信号的相位波动幅度整体呈增大

趋势。针对 DAS 振动信号选取了不同指标进行时

域特征定量分析，并进行了归一化处理，如图 5 所

示。不同覆冰等级的 DAS 信号呈现的不同特征可

用于深度学习覆冰等级识别。 

 

图 4  覆冰振动信号时域波形图 

Fig.4  Time-domain waveform of icing vibration signals 

 

 

图 5  覆冰振动信号归一化时域特征对比 

Fig.5  Comparison of normalized time-domain features of 

icing vibration signals 

 
本文数据来自某超高压变电站内 DAS 监测系

统采集到的现场振动信号。根据现场运维人员观测

结果可知，12 月 13、14 日输电线出现轻微覆冰，

覆冰厚度为 0~5 mm；12 月 15—21 日由于持续降雪

冰厚不断增加，覆冰厚度 6~10 mm；12 月 26—29
日线路无覆冰。为提高模型数据集的泛化性能，根

据现场实际覆冰观测记录、覆冰发生时间段、线路

距离点及完整振动事件时间周期，本文选取了输电

线路沿线 10.5、15.0、20.0、25.0 和 30.0 km 这 5 个

不同距离点数据来对 NI、OI 及 TI 等类别的工程实

际样本进行分类，每类样本均来自振动位置的 5 s
时间信号，包含每个事件的完整振动周期。根据上

述样本数据划分方法，获取 3 种类别的数据样本数

各为 25 600 组，且每类数据以 7:2:1 的比例划分为

训练集、验证集和测试集，在训练时将样本随机打

乱并将事件类别标签设置为独热编码形式。制作的

数据集详细信息如表 1 所示。 

表 1  覆冰数据集制作 

Table 1  Icing dataset production 

类别 训练/验证/测试样本数量 事件描述 

NI 17 920/5 120/2 560 环境噪声 

OI 17 920/5 120/2 560 0~5 mm 覆冰厚度 

TI 17 920/5 120/2 560 6~10 mm 覆冰厚度 

 
2.3  软硬件环境与参数设置 

实验设置参数如表 2 所示。本文使用 HCNNs
来提取一维振动信号的时域特征并进行分类。第 1
个子分类器 CNN 由 3 个卷积池化模块组成，激活

函数为 ReLu，“padding”填充参数设为“same”，
池化层“padding”填充参数设置为“valid”。第 2
个子分类器 CACNN 具有与 CNN 相同的模型参数

配置，但增加了额外的通道注意力机制。两者参数

设置如表 3 所示。第 3 个子分类器 PFACNN 在 CNN 
的基础上去除了池化层，并添加了并行融合注意力

机制，模型参数配置如表 4 所示。表中空白表示该

层无对应参数或该项不适用。 

表 2  实验设置参数 

Table 2  Experimental setup parameters 

设置项目 参数或型号 

数据来源 某超高压变电站 OPGW 现场数据 

线路长度 全长 50 km，站内光缆 10 km，站外输电线 40 km 

设备型号 BLY-pDAS-100P 

脉冲重复频率 1.25 kHz 

覆冰类别 NI、OI、TI 

开发语言 Python 3.8 

深度学习框架 TensorFlow-GPU 2.10.0 

CUDA 版本 11.6 

操作系统 Windows 11 

CPU Intel Core i7-9750H 

GPU 4G NVIDIA GTX1050 

评价指标 A、P、R、F1 
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表 3  CNN/CACNN 参数配置 

Table 3  CNN/CACNN parameter configuration 

模型结构 卷积核大小 卷积核数量 特征图尺寸 

Input   418×1×1 

Batch normalization layer   418×1×1 

Conv1d_1 3*1 8 418×1×8 

Maxpool1d_1 2*1  209×1×8 

Conv1d_2 3*1 16 209×1×16 

Maxpool1d_2 2*1  104×1×16 

Conv1d_3 3*1 32 104×1×32 

Maxpool1d_3 2*1  52×1×32 

 
表 4  PFACNN 参数配置 

Table 4  PFACNN parameter configuration 

模型结构 卷积核大小 卷积核数量 特征图尺寸 

Input   418×1×1 

Batch normalization layer   418×1×1 

Conv1d_1 3*1 8 418×1×8 

Conv1d_2 3*1 16 418×1×16 

Conv1d_3 3*1 32 418×1×32 

 
为验证深度学习模型的高识别准确率和强可

靠性，本文使用准确率(A)、精确率(P)、召回率(R)
及 F1分数值进行模型性能对比与评价[28]。为便于计

算上述评价指标，定义如表 5 所示的混淆矩阵。 
表 5  混淆矩阵的定义 

Table 5  The definition of the confusion matrix 

混淆矩阵 预测标签为正类 预测标签为负类 

实际标签为正类 真正类(TP) 假负类(FN) 

实际标签为负类 假正类(FP) 真负类(TN) 

 
各评价指标具体定义如下，N 代表对应样本数

量， TPN 、 TNN 、 FPN 和 FNN 分别表示真正类、真负

类、假正类和假负类的样本数量。 

 
TP TN

TP TN FP FN

N NA
N N N N

+
=

+ + +
 (7) 

 
TP

TP FP

N
N

P
N

=
+

 (8) 

 
TP

TP FN

NR
N N

=
+

 (9) 

 1 2 PR
P + R

F = ⋅  (10) 

3  结果与讨论 

3.1  并行融合注意力机制消融实验 
为了验证并行融合注意力机制在 DAS 覆冰检

测中的优异性能，使用制作好的现场数据集进行了

消融实验。通过比较不同层数的 PFACNN 性能来确

定最佳层数。设置网络迭代次数为 20，以卷积模块

层数为变量，其他训练参数保持一致。图 6 显示了

不同层的 PFACNN 训练过程中样本识别准确率和

损失函数值(L)的变化。随着网络训练迭代次数的增

加，训练曲线趋于收敛。从图 6 可以看出，3 层卷

积模块的识别精度高于其他层模块。因此 PFACNN
选择三层卷积模块结构是合理的。 

 

图 6  具有并行融合注意力机制的不同层数 CNN 的性能 

Fig.6  Performance of different layers of CNN with parallel 

fusion attention mechanism of the validation set 

 

为客观验证并行融合注意力机制的有效性，使

用 4 种模型设计了另一种消融实验进行比较：Net1 
(CNN)、Net2(具有空间注意力机制的 CNN)、Net3(具
有通道注意力机制的 CNN)和 Net4 (具有并行融合

注意力机制的 CNN)。模型中的卷积层数设置为 3，
其余训练参数保持不变，模型在训练阶段对验证样

本的识别准确率和损失函数如图 7 所示。在模型对
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验证样本的识别率和损失值稳定后，Net1 显示轻微

的过拟合。与 Net1 相比，Net2 在其基础上增加了

空间注意力机制，其训练曲线相对平滑，识别准确

率略有提高，如图 7(a)所示。Net3 在 Net1 的基础上

增加了通道注意力机制，但 Net3 的性能比 Net1 差，

包括图 7(a)中的识别准确率较小，图 7(b)中的损失

值较大。相比之下，图 7(a)和图 7(b)中 Net4 的曲线

都更稳定，这表明 Net4 具有更强的抑制过拟合能

力，且在验证样本上实现了最高的识别精度和最低

的损失值。 

 

图 7  基于不同注意力机制的 CNN 性能比较 

Fig.7  Performance comparison of CNNs based on different 

attention mechanisms 

 

3.2  子分类器移除实验 
为进一步验证 HCNNs 中不同子分类器对最终

识别性能的贡献，设计了子分类器移除实验，实验

结果如表 6 所示。通过分别移除 PFACNN、CACNN
和 CNN，比较 HCNNs 与不同子分类器移除模型在

A、P、R 和 F1上的差异。实验结果表明，HCNNs

模型取得最优识别效果，移除任一子分类器后，模

型各项评价指标均出现不同程度的下降。当移除

PFACNN，仅采用 CNN 与 CACNN 进行融合时，模

型识别准确率降至 90.48%，各性能指标均下降明

显，表明 PFACNN 对模型整体识别性能贡献最大。

同时，移除 CNN 或 CACNN 后性能均有所降低，

表明两者均能够为模型提高有效的互补特征。综合

结果表明，HCNNs 可通过融合各子分类器提取到的

不同角度特征表达进一步提升输电线路覆冰等级识

别效果。 
表 6  子分类器移除模型对比 

Table 6  Comparison of models with sub-classifiers removed 

模型 A/% P/% R/% F1/% 

CNN+CACNN 90.48 90.47 90.48 90.47 

CNN+PFACNN 95.40 95.45 95.40 95.40 

CACNN+PFACNN 94.35 94.37 94.35 94.35 

HCNNs 97.14 97.15 97.15 97.15 

 
3.3  模型性能比较 

本节将讨论 HCNNs 用于覆冰检测的适用性和

可靠性。表 1 中的验证集和测试集用于比较 HCNNs
模型与 4 种深度学习算法和其他 3 种机器学习算法

的性能。选择 4 种深度学习算法与所提出的 HCNNs
进行比较，包括典型的同构 CNNs 模型、VGG11、
Resnet18 与 TCN 模型。在模型训练期间添加了提前

停止机制以抑制过拟合，当验证集的损失函数值变

化小于 0.01 时，训练将停止，且在额外 5 轮训练后

没有进一步减少。图 8 比较了 5 种算法验证集的 A、
L、P、R 和 F1曲线。由于受早停机制的影响，每个

算法模型曲线的训练轮数不同。当训练轮数增加时，

Resnet18 模型曲线出现明显过拟合，其他模型曲线

已收敛。其中，TCN 模型效果与 VGG11 接近。同

构 CNNs 模型的 3 个子分类器性能优于 Resnet18，
所提模型的 CNN 子分类器性能同样强于 Resnet18。
CACNN 子分类器的性能与 VGG11 相似，PFACNN
子分类器在所有评价指标上均优于其他模型。 

图 9 显示了 5 个模型测试集的混淆矩阵图。图

中每个数值表示对应实际类别样本被模型预测为某

一类别的数量。表 7 显示了使用图 9 中混淆矩阵计

算的 A、P、R 和 F1。从表 7 可以看出，HCNNs 在
参数量仅高于同构 CNNs 的情况下，取得了最高的

识别准确率。模型推理时间略高于 VGG11 与同构

CNNs，但准确率相比于前两者分别提高 8.53%与

4.63%。TCN 模型的识别准确率为 88.29%，与



3060 高电压技术 2026, 52(7) 

VGG11 接近且高于 Resnet18，低于同构 CNNs 的

92.51%及 HCNNs 的 97.14%，对一级覆冰等级的 R
值较低，模型总体识别性能受限。同构 CNNs 达到

了最少参数量及最短推理时间，但识别准确率低于

HCNNs。对于 NI、OI 和 TI 事件，HCNNs 的 P、R
和 F1 值相较于其他模型也表现出一定优势。实验

结果表明，HCNNs 在模型参数量、推理时间以及识

别性能之间取得了较优平衡，表现出综合优势。 
此外，本文还将 HCNNs 的性能与 3 种机器学

习算法进行了比较，包括随机森林、异构机器学习

和 XGBoost。设计了 3 个包含不同特征的数据集，

并从覆冰数据中提取，如表 8 所示。Feature1 和 
Feature2 数据集包括 3 个不同的类别，而 Feature3
融合了 Feature1 和 Feature2。机器学习算法的实现 

 

图 8  不同模型的验证集性能比较 

Fig.8  Performance comparison of different models for validation sets 
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图 9  不同模型的混淆矩阵比较 

Fig.9  Comparison of confusion matrices for different models 

 

表 7  不同模型测试集对比 

Table 7  Comparison of test sets for different models 

模型 A/% 类别 P/% R/% F1/% 
参数 
量/个 

推理时 
间/s 

VGG11 88.61 
NI 97.85 97.77 97.81 

238 155 0.30 OI 83.26 86.48 84.84 
TI 84.81 81.56 83.15 

Resnet18 76.55 
NI 90.80 84.80 87.70 

71 219 0.48 OI 71.54 67.15 69.28 
TI 68.92 77.70 73.05 

TCN 88.29 
NI 98.42 97.50 97.96 

861 171 0.36 OI 99.20 68.09 80.75 
TI 75.05 99.30 85.49 

同构

CNNs 
92.51 

NI 96.80 96.95 96.87 
20 997 0.30 OI 90.91 90.98 90.94 

TI 89.82 89.61 89.71 

HCNNs 97.14 
NI 98.26 99.30 98.78 

60 585 0.32 OI 97.71 95.35 96.52 
TI 95.49 96.80 96.14 

 
全部基于 Python3.8 和第 3 方模块 sklearn，这 3 种

算法的函数参数都为默认值。以上 4 种算法的识别

精度比较如图 10 所示。机器学习算法对不同特征集 

表 8  不同特征数据集 

Table 8  Different feature dataset 
特征数据集 特征类别 

Feature1 偏度、标准差、过零率 

Feature2 平均能量、平均标准差、标准差方差 

Feature3 
偏度、标准差、过零率、平均能量、平均标准差、 

标准差方差 

 

 

图 10  HCNNs 与机器学习的比较 

Fig.10  Comparison of HCNNs and machine learning  
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的识别准确率差异较大，表明识别结果受特征选择

的影响。具体来说，Feature2 的性能最优，说明在

构建特征数据集时，类别数量与识别准确率之间没

有相关性，类别数量过多同样会导致机器学习算法

的识别准确率降低。此外，对比算法在 Feature2 上

获得的最高识别准确率仅为 93.33%，仍小于本文提

出模型的 97.14%，验证了所提出的 HCNNs 在处理

大规模数据集方面的泛化性能和分类效果优于机器

学习算法，并再次证明 HCNNs 的性能优越。 

4  结论 

本文结合 DAS 技术，提出一种基于异构协同

与跨尺度并行注意力融合的覆冰状态自动检测模型

HCNNs，用以实现输电线路覆冰状态识别。 
1）通过对 DAS 设备采集到的细微振动信号进

行数据处理与分析，建立了振动信号与输电线路覆

冰状态的相关性，克服单点传感器的局限性。 
2）结合并行融合注意力机制 PFA 和卷积网络，

设计了一种用于输电线路覆冰状态检测的

PFACNN 模型，其 A、P、R 及 F1分数值曲线均高

于其他子分类器及对比模型，且 L 曲线下降更快并

稳定在较低水平，表现出优异的分类能力。 
3）融合 CNN、CACNN 及 PFACNN 的 HCNNs

模型利用异构特性提取多样化特征，通过并行融合

注意力机制对多尺度卷积层特征进行解耦后融合，

以应对覆冰数据复杂特性。 
4）结果表明，HCNNs 模型相较于传统机器学习

与典型深度学习模型，在本文设备部署线路的早期风

险预警和智能巡检方面表现出优异性能，可有效解决

现有方法中存在的识别精度低、可靠性差等问题，为

长距离架空输电线路覆冰等级检测提供方法参考。 
5）由于设备部署的现场区域为轻冰区，线路

监测期间尚未观测到 3 级以上等级的覆冰现象。若

后续能够获取 3 级及以上覆冰样本数据，可将其作

为新的事件类别加入训练集，HCNNs 通过重新训练

及现场数据验证后可实现高等级覆冰状态识别。本

文根据现场运维观测结果，结合 DAS 技术实现了

输电线路覆冰等级识别，满足了现场运维需求，后

续研究可在此基础上进一步构建 DAS 信号特征与

冰厚、脱冰之间的关联关系。 
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