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基于改进扩散模型的小样本变电缺陷图像生成方法 
杨  洋 1，高  飞 1，尚文同 1，李  岩 2，赵永强 2，杨  宁 1，杜  坡 1 

（1. 中国电力科学研究院有限公司，北京 100192；2. 国家电网有限公司，北京 100031） 
 

摘 要：由于膨胀器冲顶等变电缺陷危急程度高、发生频次低，缺陷图像样本少，亟需通过图像生成方式扩充小

样本缺陷图像，支撑变电缺陷图像识别算法有效提升。该文提出了基于改进扩散模型的变电缺陷图像小样本生成

方法。首先，针对小样本训练生成式模型难以控制缺陷真实性的问题，提出了改进生成扩散模型，通过添加 ResNext
轻量控制分支，实现对多样性缺陷细节的精准生成。然后，针对生成大图时背景失真的问题，降低模型学习难度

和大图生成运算内存资源，提出通过缺陷掩膜区域生成，并将缺陷区域融合至原始图像。最后针对缺少缺陷图像

生成质量评价方法，综合了图像质量指标，即弗雷彻初始距离(Frechet inception distance, FID)、初始分数(inception 
score, IS)、结构相似性指数(structural similarity index measure, SSIM)、视觉信息保真度(visual information fidelity, 
VIF))和目标检测模型提升指标 F1 分数(F1-Score，F1)综合评价生成的缺陷图像质量。试验表明，该文方法相对于

GAN 和 SD 系列生成式算法，在小样本变电缺陷图像生成图像质量指标上提高了 25%；相比于仅用真实缺陷和正

常样本训练的目标检测算法，采用该文方法添加使用正常图像和本文生成的缺陷图像后，训练的目标检测算法的

F1 分数平均提升 12%以上。 
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1 
Abstract：Due to the high severity and low frequency of substation defects in expander topping and the small number of 
defect image samples, it is urgent to expand the small-sample defect images through image generation methods to support 
the effective improvement of substation defect image recognition algorithms. This paper proposes a small sample genera-
tion method for transformer defect images based on the improved diffusion model. Firstly, aiming at the problem that the 
generative model trained with small samples is difficult to control the authenticity of defects, an improved generative dif-
fusion model is proposed. By adding the ResNext lightweight control branch, the precise generation of diverse defect 
details is achieved. Then, aiming at the problem of background distortion when generating large images and reducing the 
learning difficulty of the model and the video memory resources for generating large images, this paper proposes to gen-
erate through defect mask regions and fuse the defect regions into the original image. Finally, in view of the lack of a 
quality evaluation method for defect image generation, this paper comprehensively evaluates the quality of the generated 
defect images by integrating image quality indicators, including Frechet inception distance (FID), inception score (IS), 
structural similarity index measure (SSIM), visual information fidelity(VIF), and the improvement index of the target de-
tection model (including F1 score). Experiments show that, compared with the GAN and SD series generative algorithms, 
the method proposed in this paper can be adopted to improve the image quality index of small-sample transformer defect 
image generation by 25%. Compared with the object detection algorithm trained only with real defects and normal sam-
ples, after adding normal images and the defect images generated using the method proposed in this paper, the F1 score of 
the trained object detection algorithm is increased by more than 12% on average. 
Key words：small sample; intelligent inspection; artificial intelligence; generative diffusion model; image generation 
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0 引言 

随着我国经济持续发展，以变电站为枢纽的电

网规模不断扩大，目前，国家电网投运变电站数量

已超过 4.6 万座。依托“摄像头+机器人+无人机”

构建的变电站智能巡视模式已经覆盖超过 1.4 万座

变电站，覆盖率超过 30%，显著减轻了变电运维班

组现场例行巡视的工作负担[1-2]。 
基于目标检测的人工智能算法是变电站智能

巡视中设备外观缺陷自动识别的关键技术。2012 年

之前，图像目标检测相关人工智能方法主要依靠手

工特征提取、滑动窗口与分类器等技术，典型方法

包括 Hog、PCA、SVM 等。2012 年后，传统机器

学习方法逐渐暴露出泛化能力不足的问题，而基于

数据驱动的深度学习算法在变电设备缺陷图像识别

中虽然效果更优，却对大规模缺陷样本数据存在较

强依赖。依据《输变电一次设备缺陷标准》

(Q/GDW1906)，变电设备外观缺陷可划分为 11 大

类、45 个典型场景。在缺陷严重程度低、发生频次

高、缺陷样本数量多的场景中，目标检测算法通常

可取得较优的 F1 分数值。例如，在指针式表计(表
盘模糊、表盘破损、表计读数异常、外壳破损)缺陷

场景中，召回率接近 90%，且误检率低于 3%[3-5]，

在绝缘子(破裂、表面污秽)缺陷类型上的平均精度

可达到 85%以上[6]，在呼吸器缺陷(硅胶变色、硅胶

桶破损、油封油位异常、油封破损)方面，召回率高

于 90%，误检率低于 7%[7]。然而，由于膨胀器冲顶、

瓦斯油位异常等危急程度高、发生频次低的变电缺

陷，因缺陷图像样本稀缺，相关检测效果显著下降，

检出率低于 75%，误检率高于 30%[8-9]。缺陷样本数

量不足已成为制约目标检测算法在变电站智能巡视

中规模化实用化的重要瓶颈。 
图像生成技术的井喷式发展为小样本扩充提

供了更多思路。2012 年前，通常采用图像色域变换、

图像翻转、直方图均衡化、滤波锐化等传统方法[10]

进行图像生成，该类传统方法还在样本预处理上沿

用。2013 年，Kingma 提出变分自编码器(variational 
autoencoder，VAE)，通过引入隐变量有效捕捉数据

潜在结构，其潜空间更有利于插值和采样[11]，增加

了生成的多样性，但生成的图像质量不高。2014 年，

Lan Goodfellow 提出对抗生成网络(generative ad-
versarial network，GAN)，通过生成网络和判别网络

的对抗，可生成更加逼真的图像，但生成样式单调，

多样性不足[12]。2018 年，Tero 等提出基于 GAN 的

变体 StyleGAN[13]，通过分层潜在空间一定程度上

增加了多样性，但仍存在训练不稳定的情况。2022
年，CompVius 团队提出稳定扩散模型(stable diffu-
sion，SD)，结合潜空间提高了生成速度，融入了多

模态信息，通过文本生成多样性的图像，虽训练稳

定，但难以控制生成的真实性[14]。为此，为充分利

用大语言模型的先验知识，当前主流多模态大模型

多采用文本信息引导生成，通过 CLIP[15]、Bert[16]

或 T5[17]等自然语言处理模型提取文本特征以指导

图像生成。然而，此类生成模型通常需要依托海量

图像样本进行学习，才能实现与文本特征相匹配的

高质量图像生成。 
变电站现场采集的图像背景复杂、设备种类繁

多，在缺陷样本稀缺的条件下，生成式模型难以有

效学习背景特征，仅依靠文本引导生成的图像可控

性较差，难以保证与原始图像在背景一致性与真实

性上的匹配。例如模型生成的高压线路往往结构杂

乱无序，与真实场景形态差异显著。此外，由高清

摄像机、巡检机器人及无人机等终端采集的图像中，

目标设备仅占较小的像素区域，若直接对高分辨率

图像进行缺陷生成，会占用大量计算内存并显著增

加推理耗时。尽管变电站智能巡视已积累大量正常

设备样本，但其对缺陷识别率的提升作用有限。因

此，利用图像生成技术合成缺陷图像以扩充缺陷样

本库，进而支撑变电设备缺陷检测算法性能提升，

具有重要的研究意义与应用价值。 
综上，针对变电设备缺陷检测场景中缺陷样本

稀缺、小样本下缺陷图像生成可控性差、背景一致

性不足、大模型微调成本高、评价体系缺失等核心

痛点，本文以 Stable Diffusion 为基础模型，提出一

套面向变电小样本场景的缺陷图像可控生成与质量

评价完整方案，在控制训练参数量、降低显存占用

的同时，显著提升了生成效率与缺陷样本可用性。

本文的核心工作与创新点总结如下所述。 
1）提出轮廓引导的双路径可控生成与低参量

微调架构，解决小样本下缺陷生成细节可控性弱、

多样性不足与大模型微调成本高的双重难题。在文

本提示的基础上，新增轮廓图作为精细化控制条件，

设计轻量级 ResNeXt[18]独立控制分支实现轮廓信息

的精准编码与引导，可基于正常设备图像的轮廓生

成多类型、多形态的缺陷图像，大幅提升缺陷生成

的多样性与细节可控性；同时在 stable Diffusion 主
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干 U-Net 的交叉注意力层(Cross Attention)引入低秩

适配器(low-rank adaptation，LoRA[19])结构，冻结模

型主干参数仅微调极小量参数，在保留预训练模型

强大生成能力的同时，实现小样本数据集下的高效

微调，避免过拟合风险，同时显著降低训练显存占

用与推理耗时。 
2）提出区域定向生成+泊松融合的两阶段缺陷

图像生成范式，破解全图生成模式下背景一致性差、

模型学习负担重、推理效率低的行业痛点。摒弃现

有研究普遍采用的全分辨率图像直接生成思路，创

新性地先从原图中提取设备关键区域完成定向缺陷

生成，再通过泊松融合算法将缺陷区域无缝嵌入原

始图像，在保证缺陷生成效果的同时，极大地降低

了模型的学习难度与计算开销，同时彻底解决了生

成图像与原始背景的一致性、真实性问题，实现了

正常图像到缺陷图像的高保真转换。 
3）构建双维度多指标的缺陷生成图像综合评

价体系，填补了变电小样本场景下缺陷生成效果无

系统化评价标准的空白。针对现有缺陷生成研究评

价维度单一、无法验证生成样本工程价值的问题，

本文从图像固有生成质量与下游任务性能增益两个

核心维度出发，采用弗雷彻初始距离(Frechet in-
ception distance, FID)、初始分数(inception score, 
IS)、结构相似性指数 (structural similarity index 
measure, SSIM)、视觉信息保真度(visual information 
fidelity, VIF)指标量化评估生成图像的真实性与相

似度，同时基于目标检测模型的 F1 分数，验证不

同比例生成缺陷样本对小样本下缺陷检测模型的性

能提升效果，实现了生成图像质量的全面、可量化

评价，为同类研究提供了标准化的评价参考。 

1  缺陷区域图像生成方法 

图 1 为本文缺陷图像生成方法的总体框架，其

中，冻结参数的 Stable Diffusion 的 U-Net 中采用

LoRA 进行微调，并基于多 ResNeXt 模块的网络分

支对轮廓图进行处理。本章围绕缺陷区域图像生成

的关键技术与实现细节展开论述。1.1 节针对样本利

用效率问题，阐述图像数据的预处理流程，实现缺

陷数据与正常数据的充分挖掘与利用。1.2 节构建了

以设备轮廓线为引导的生成机制，突破了单一样本

的生成限制，仅需输入单张正常设备图像，即可批

量生成多幅对应缺陷设备图像。 

 

图 1  总体框架图 

Fig.1  Overall frame diagram 

 

1.1  数据预处理 
记原始正常图像为 Szc，原始缺陷图像为 Syc，

所有原始图像统一记作 S。采用 labelme 工具对目标

设备的轮廓进行像素级标注，标注类别分别划分为

正常和异常两大类型。针对异常图像的处理流程如

图 2 左图所示：对于单张原始异常图像 S，基于轮

廓标注结果提取目标区域的最小外接矩形，裁剪得

到对应区域图像并记为 P；同步为该区域图像生成

匹配的文本prompt，prompt采用固定模板A photo of 
a*，其中*为区域图像对应的标签类别。 

使用 Canny[20]算子，对区域图像提取轮廓图，

Canny 算子边缘检测的步骤包括以下几步。 
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图 2  数据预处理流程示意图 

Fig.2  Schematic diagram of data preprocessing process 

 

1）图像灰度化 
对图像的三通道进行加权平均，计算式为： 

 ray ( ) / 3= + +G R G B  (1) 

式中：R、G、B 为图像的三通道灰度值矩阵，其尺

寸与图像的长宽相同，得到单通道的灰度图像 Ps。 
2）消除噪声 
使用高斯平滑滤波器卷积降噪，kernel 一般取

3、5、7 等奇数，当 kernel=5 时得高斯卷积核 K 为： 
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(2) 

式中：aij(i,j=1,2,…,5)为像素的灰度值，通常取归一

化系数矩阵 J=[aij](i, j=1,2,…,5)，保留去噪图像 Pd。 
3）计算梯度幅度和方向 
计算像素(x, y)处的梯度值： 

 
2 2

rad rad rad( , ) x yG x y G G= +
 

(3) 

计算梯度方向： 

 

rad

rad

arctan y

x

G
θ

G
 

=  
   

(4) 

式中：Gradx为 x 轴方向的梯度；Grady为 y 轴方向的

梯度。为了简化，依据 θ值量化为 4 个方向之一：0°、
45°、90°、135°。 

4）非极大值抑制 
为了细化边缘，本文采用非极大值抑制策略。

具体而言，对于图像中的每个像素(x, y)，沿其梯度

方向 θ将当前梯度幅值 Grad(x, y)与该方向上相邻的

两个像素幅值进行比较。若 Grad(x, y)不是局部最大

值，则将其抑制，值置为 0，否则保留该值。通过

此过程，最终提取出单像素宽度的精细轮廓图 Pf。 
5）双阈值检测，滞后阈值处理 

为有效分离真实边缘与背景噪声，本文采用双

阈值策略对梯度幅值进行分级判别。设高阈值为 
Thigh，低阈值为 Tlow(Thigh>Tlow)，像素分类规则如下： 

强边缘： 

 rad high( , )G x y T≥  (5) 

弱边缘： 

 low rad high( , )T G x y T≤ ≤  (6) 

非边缘： 

 rad low( , )G x y T<  (7) 
式中：Grad(x, y)为像素(x, y)处的梯度幅值。阈值设

定为 Thigh=0.3×Gmax，Tlow=0.1×Gmax。其中 Gmax表示

图像全局最大梯度值。经阈值判定后，强边缘像素

直接保留，非边缘像素置零剔除，弱边缘像素则需

进一步进行连通性分析。 
本文采用滞后阈值法实现边缘连接：遍历所有

弱边缘像素，若其 8-领域内存在已标记的强边缘像

素，则将该弱像素提升为真实边缘；随后基于 8-邻
域连通性进行递归追踪，直至所有可连通的弱边缘

均被标记，该过程有效修补了断裂边缘，保证了轮

廓的连续性。最终生成的二值化轮廓图记为 Pc。完

整的数据预处理流程如图 2 所示。 
1.2  轮廓图引导生成多样性缺陷 

按照数据预处理流程，由原始缺陷图像 Syc 分

割提取缺陷最终轮廓图 Pc-yc，获取不同缺陷边缘信

息，保存为缺陷轮廓模板 M；由原始正常图像 Szc

分割提取正常图像最终轮廓图 Pc-zc。通过轮廓图引

导生成多样性缺陷的总体原则为：假设设备区域所

在的图像矩阵为 1 1w h×Y ，缺陷模版所在的图像区域为

2 2w h×Z ，需要保证缺陷的变化范围处于设备区域之

内，即需满足式(8)。 

 

1 2

1 2

w w
h h
≥

 ≥  
(8) 

式中：w1、h1分别为设备区域所在的图像矩阵的宽

和高；w2、h2分别为缺陷模版所在的图像矩阵的宽

和高。在不同高度，wi随着 hi(i=1,2)的变化而变化。 
如图 3 所示，从缺陷区域图像 Pyc 中提取出缺

陷轮廓模板 M，将此缺陷轮廓按照式(8)中的规则引

导至正常轮廓图中，得到缺陷模版引导的轮廓图

CM。将得到的缺陷模版引导的轮廓图 CM和提示文

本一起输入训练好的模型进行推理，生成带有缺陷

的瓦斯油位窗区域图像 Pg。进一步地，通过变换

wi 和 hi(i=1,2)，引导不同高度且满足式(8)规则的缺

陷轮廓线，如图 4 所示，可以生成不同液面高度的
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异常瓦斯油位窗、不同开口大小的膨胀器冲顶缺陷

和不同程度的接地引下线松动。 

2  算法改进实现 

图 1 所示为基于 Stable Diffusion 改进的算法总

体框架图，在 Stable Diffusion 的基础上增加了一个

多 ResNeXt 模块的网络分支，对轮廓图进行信息提

取、特征对齐，并加入 U-Net 的解码器模块。此外，

为了保留 Stable Diffusion 原有的高质量图像生成能

力，对 Stable Diffusion 的原有参数进行冻结，同时

为了在小样本集上进行微调，在 Stable Diffusion 的

去噪 U-Net 模块处使用 LoRA 训练。图 1 中，橘黄

色的块代表参数是可训练的，其余的参数是冻结的。

下面在 2.1 节介绍 LoRA 的实现，在 2.2 节介绍基于

多 ResNeXt 模块的分支架构。 

2.1  LoRA 
对于预训练冻结的权重矩阵 ×p qW ，LoRA 用矩

阵 ×p q∆W 来近似表示 ×p qW ，将 ×p q∆W 分解为两个

矩阵 ×p rA 和 ×r qB ，记为： 

 
× × ×p q p r r q∆ =W A B  (9) 

式中：r 为 LoRA 的秩；p、q 为权重矩阵的行、列

数。LoRA 在训练期间学习 ×p q∆W 的分解表示 ×p rA
和 ×r qB ，如图 5 所示，权重更新为： 

 update
p q p q× ×= + ∆W W W  (10) 

由于在小样本上微调，这里取 r=16，特征矩阵

t′Z 通过 LoRA，得到新的特征矩阵 1t−′Z 。 
2.2  基于多 ResNeXt 模块的控制分支 

该分支结构简单且轻量，对轮廓图进行信息处

理，如图 1 下面控制分支部分所示，该控制分支由

4 个特征提取块和 3 个下采样块组成，用于改变特 

 

图 3  基于缺陷轮廓线引导的缺陷区域图像生成 

Fig.3  Defect region image generation guided by defect contour lines 

 

 

(a) 引导生成不同油位高 
度的瓦斯油位异常 

(b) 引导生成不同开口 
大小的膨胀器冲顶 

(c) 引导生成不同程度

的接地引线下松动 

图 4  基于不同程度缺陷轮廓引导的异常区域图像生成 

Fig.4  Generation of anomaly region images guided by defect contours with various degrees 
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图 5  LoRA 实现示意图 

Fig.5  Diagram of LoRA implementation 

 

征分辨率，轮廓图的原始分辨率为 512×512。对轮

廓图采用 64×64 Pixel Unshuffle[21]下采样。在每个尺

度中，利用 1 个卷积层和 2 个 ResNeXt 模块提取条

件 特 征 c
kF 。 最 终 得 到 多 尺 度 的 特 征

1 2 3 4
c c c c c{ , , , }=F F F F F 。Fc的维度与 U-Net 的解码器

特征 1 2 3 4
dec dec dec dec dec{ , , , }=F F F F F 的维度对应相同。条

件特征提取和相加条件操作可以分别定义为： 

 c ( )κ=F C  (11) 

 dec dec c , {1,2,3,4}i i i i′ = + ∈F F F  (12) 
式中：C 为输入的轮廓图；κ为分支特征提取操作；

dec
i′F 为分支特征与 U-Net 解码器特征拼接合并得到

的特征。 
在模型训练阶段，每个样本由 3 元组(Szc,CM,y)

构成，分别对应正常图像、轮廓图与提示文本。首

先，经 VAE 编码器将 Szc映射至潜在表示 Z0；随后，

从时间区间[0,T]中随机采样时间步 t，按扩散调度向

Z0注入噪声得到 Zt。优化损失函数 LRes定义为： 

 
2

Res c 2(|| ( , , ( ), ) || )tL E Z t y Fθε ε τ= −  (13) 
式中：τ为文本编码器；ε为编码器；εθ为基于条件

的去噪自动编码器；E 为统计期望。 

3  图像融合 

将生成的缺陷区域图像还原到原始图像中，融

合成为最终的缺陷图像。本文采用了泊松融合[22]。

设前景图为 Pg，即生成的区域缺陷图像，V 为 Pg

的梯度场，Szc是原始正常图像，Ω为合并后背景图

像中被前景所覆盖的区域，即 mask 区域。则∂Ω是

Ω的边界，设合并后图像在 Ω内的像素表示函数是

f，在 Ω外的像素值表示函数是 f*。此时，为达到融

合像素平滑的目的，计算式表示为： 

 

2
min | |

f
f V∇ −∫∫Ω  

(14) 

为了保持边界一致的目的，计算式表示为： 

 
*| |f f∂ ∂=Ω Ω  (15) 

为了解决融合边缘可能存在的梯度不连续问

题，本方法采用混合梯度策略，在梯度场中融合背

景图与生成区域缺陷图像的梯度信息，选择最大梯

度，保留生成缺陷图像的主体结构，同时融入背景

图像的重要边缘。用 PI表示融合后的缺陷图像，则

计算式表示为： 

 *
I max( , ) sign( )P f f f∇ = ∇ ∇ ⋅ ∇  (16) 

综上，改进的混合梯度方程为： 

 
*

I *(1 )

f f f
P

α f α f

∇ ∇ > ∇∇ = 
∇ + − ∇

，

，其他
 (17) 

如图 6 所示，正常的原始图像根据标注的轮廓

生成 mask，将 1.2 节中生成的区域缺陷图像调整图

片尺寸成 mask 外接矩形的大小，再与原图的 mask
区域进行泊松融合，mask 区域之外的图像按照式

(17)进行融合，经过上述操作，将原始正常的图像

融合成了异常的缺陷图像。 

4  实验分析 

本文通过设计客观验证指标，模型训练轮数设

置为 50，批处理大小为 4，使用 Adam 作为优化器，

学习率为 10−5。在训练过程中，输入为文本、原始

图像和对应的轮廓图，原始图像包含异常图像和正

常图像，进网络前将原始图像和轮廓图大小调整为

512×512，预训练的 Stable Diffusion 模型版本为

v1-5。训练在 2 块 NVIDIA Tesla 32G-V100 上进行。 

实验数据集的数据分布如表 1 所示，Part A1 为

变电站采集的瓦斯继电器、膨胀器、接地引下线正

常数据，Part A2 为变电站采集的瓦斯油位异常、膨

胀器冲顶、接地引下线松动异常数据，Part C 为基

于 Part A1 的正常数据，采用本文方法进行缺陷生

成。Part B 为从各个变电站采集的缺陷图像，与 Part 
A1 和 A2 不重复，用于测试集。 
4.1  评价指标 

本文选用 IS和FID用于评估生成模型生成图像

的质量和多样性，选用 SSIM 和 VIF 分数衡量参考 
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图 6  图像融合示意图 

Fig.6  Schematic diagram of image fusion 

 

表 1  实验数据分布 

Table 1  Distribution of experimental data 
数据集 来源 类别 数量/张 

Part A1 
变电站采集的 
正常数据 

瓦斯油位正常 1 000 
膨胀器正常 2 000 

接地引下线正常 1 000 

Part A2 
变电站采集的 

缺陷数据 

瓦斯油位异常 100 
膨胀器异常 300 

接地引下线异常 200 

Part B 
变电站采集的 
数据(与 Part A1 
和 A2 不重复) 

瓦斯油位异常 50 
瓦斯油位正常 450 
膨胀器异常 400 
膨胀器正常 400 

接地引下线异常 50 
接地引下线正常 450 

Part C 
基于 Part A1 生成 
不同倍数 N 的缺 

陷数据 

瓦斯油位异常 1 000N 
膨胀器异常 2 000N 

接地引下线异常 1 000N 

 
图像与生成图像之间的信息保真度，用于评估图像

真实性。 
IS 分数越高说明生成质量越好。IS 分数的计算

方法为： 

 IS KLexp( [ ( ( | ) || ( ))])E p y x p yε δ=
 

(18) 

式中：p(y|x)为给定生成图像 x 的模型预测的类别概

率分布；p(y)=Σxp(y|x)/N 为所有生成图像的类别概

率均值；δKL(·||·)为 KL(Kullback-Leibler)散度，N 为

生成图像的总数量。 
FID 分数越小说明生成质量越好。FID 分数的

计算方法为： 

 
1/2

FID g r r g r g r( 2( ) )Tε µ µ= − + ∑ +∑ − ∑ ∑
 

(19) 

式中：||ug–ur||为均值向量差的平方范数；Tr 表示矩

阵的秩；Ʃg表示生成特征的协方差；Ʃr表示真实特

征的协方差。 

SSIM 分数越大说明生成图像与原图的相似度

越高，SSIM 的计算方法为： 

 

g r 1 gr 2
SSIM 2 2 2 2

g r 1 g r 2

(2 )(2 )
( )( )

u u C σ C
n

u u C σ σ C
+ +

=
+ + + +  

(20) 

式中：ug、ur分别表示生成图像与真实图像的像素

均值；σg、σr为对应的标准差；σgr为两者的协方差；
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C1、C2为稳定性常数，其取值与像素值的动态范围

相关，用于避免分母为零。 
VIF 分数介于[0,1]之间，越高说明生成的真实

度越好。VIF 计算方法为： 

 

test ,
VIF

ref ,

kk

kk

I
I

ε = ∑
∑  

(21) 

式中： test ,kk
I∑ 为生成图像第 k 个子带互信息熵；

ref ,kk
I∑ 表示参考图像第 k 个子带互信息熵。 

4.2  本文方法的生成效果 
如图 7 所示，每行分别展示了不同正常图像生

成的区域缺陷图像，通过控制分支，瓦斯油位窗可

以生成不同的油面高度和真实的数字；膨胀器冲顶

可以生成不同开口和方向的冲顶缺陷；接地引下线

松动可以生成不同程度的松动。图 8 展示了在保证

正常图像背景不变的情况下，只生成缺陷区域图像，

利用图像融合，实现基于一张正常图像生成多张不

同状态的缺陷图像，虚线框选的区域表示了通过控

制生成不同程度的缺陷部分。 

 

图 7  本文方法生成不同类别区域缺陷图像的效果图 

Fig.7  Effect maps of defect images in different categories 

generated by the method in this paper 

 
4.3  与其他方法的客观指标对比 

本文选取了近年来主流生成方法对比，包含由

图生图的 BigGan-deep[23]和 AOT-GAN[24]，由文生

图的 Stable Diffusion 和 DreamBooth[25]，以及能够

结合文本和轮廓图控制的 ControlNet[26]。以上方法

均采用直接生成整图的方式，同时，为了作对比，

ControlNet 作为可以采用轮廓图的方法，也加上了 
区域生成与本文方法对比。 

 

图 8  本文方法正常图像融合区域生成缺陷图像融合效果图 

Fig.8  Fusion effect map of defect image generated from the 

normal image fusion area 

 
表 2 从客观指标结果对以上方法进行了对比，

在 FID 和 IS 的图像质量指标上，本文方法比基于图

生图的方法(a)和(b)提升 17.0%以上，比基于文本提

示引导生成图的方法(c)和(d)提升 12.7%以上，比基

于文本+轮廓图引导的方法(e)提升 9.9%以上，比同

时添加了区域生成的方法(f)提升 0.25%以上；在

SSIM 和 VIF 的图像真实性指标上，本文方法比基

于图生图的方法(a)和(b)提升 18.2%以上，比基于文

本提示引导生成图的方法(c)和(d)提升 10.3%以上，

比基于文本+轮廓图引导的方法(e)提升 4.8%以上，

比同时添加了区域生成的方法(f)提升 0.08%以上。 
表 2  不同方法的指标对比 

Table 2  Comparison of indicators of different methods 

方法 FID↓ IS↑ SSIM↑ VIF↑ 

(a)BigGan-deep 
(图生图) 

21.45 
(27.6%↓) 

125.5 
(17.0%↑) 

0.702 2 
(18.2%↑) 

0.630 
(47.6%↑) 

(b)AOT-GAN 
(图生图) 

22.79 
(31.9%↓) 

122.8 
(19.6%↑) 

0.699 6 
(18.6%↑) 

0.622 
(49.5%↑) 

(c)Stable Diffusion(文本) 
20.66 

(24.8%↓) 
128.1 

(14.6%↑) 
0.747 9 
(11.0%↑) 

0.654 
(42.2%↑) 

(d)DreamBooth(文本) 
20.24 

(23.2%↓) 
130.3 

(12.7%↑) 
0.752 3 
(10.3%↑) 

0.661 
(40.6%↑) 

(e)controlNet(文本+ 
轮廓图) 

19.61 
(20.8%↓) 

133.6 
(9.9%↑) 

0.792 1 
(4.8%↑) 

0.682 
(36.3%↑) 

(f)controlNet(文本+轮廓 
图+区域生成) 

15.57 
(0.25%↓) 

146.3 
(0.41%↑) 

0.829 7 
(0.08%↑) 

0.920 
(1.08%↑) 

(g)本文方法(文本+轮廓 
图+区域生成) 

15.53 146.9 0.830 4 0.93 

图 9 从直观方面对以上方法进行了生成缺陷的

效果对比。可以看出，基于图生图的方法(a)、(b)
和基于文本提示引导生成图的方法(c)、(d)相对固定 
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图 9  与其他方法生成缺陷图像对比示例 

Fig.9  Visual comparison between DreamBooth and other methods in generating defect images 

 
的瓦斯油面高度，难以控制膨胀器冲顶的顶盖开合，

生成的接地引下线存在过多螺母和弯曲位置不符合

事实的情况；方法(e)、(f)和本文方法可以生成不同

高度油位的瓦斯油位异常，不同开口大小的膨胀器

冲顶，控制接地引下线松动螺母的个数；从放大细

节来看，本文方法生成的图像在图像质量和真实性

方面优于其他方法。 
4.4  消融实验 

为了测试本文方法的 3 种改进对生成图像质量

的贡献，以 Stable Diffusion v1-5 为基准模型，在基

准的基础上组合添加 LoRA，控制分支，区域生成。

一共试验了 4 种组合，对生成图像的指标进行了对

比，其指标结果如表 3 所示。 

表 3  消融实验评价指标对比 

Table 3  Comparison of evaluation indexes of ablation  

experiments 
序

号 
算法

基准 
Lora 

控制

分支 
区域

生成 
FID↓ IS↑ SSIM↑ VIF↑ 

1 √    
20.66

（24.8%↓） 
128.1 

(14.6%↑) 
0.747 9 
(11.0%↑) 

0.654 
(42.2%↑) 

2 √ √   
20.84

（25.4%↓） 
128.3 

(14.4%↑) 
0.752 3 
(10.3%↑) 

0.66 
(40.9%↑) 

3 √ √ √  
19.56

（20.6%↓） 
134.5 
(9.2%↑) 

0.793 3 
(4.6%↑) 

0.685 
(35.7%↑) 

4 √ √ √ √ 15.53 146.9 0.830 4 0.93 

从表 3 数据可以看到，区域生成对生成图像指

标的贡献在 FID 和 IS 图像质量方面平均提升了

14.9%，在 SSIM 和 VIF 图像真实性方面平均提升

了 20.15%，这是由于原始图像大多为高分辨率的图

像，区域生成只生成局部，剩下的部分采用融合原

始图像，因此图像的质量指标保持较高的分数。其

次，控制分支对于图像真实性的贡献较大，其中，

在 FID 和 IS 图像质量方面平均提升了 5%，在 SSIM
和 VIF 图像真实性方面平均提升了 5.45%，通过轮

廓图的引导，有利于模型更精准地生成局部细节。

LoRA 用来适配学习特定领域数据的特征，对于指

标的提升具有一定作用，其中，在 FID 和 IS 图像质

量方面最大提升了 0.6%，在 SSIM 和 VIF 图像真实

性方面最大提升了 1.3%。 
4.5  对识别算法提升的有效性评估 

为验证本文方法生成的缺陷图像对目标检测

算法提升的有效性，进行了如下对比实验：分为 3
组，默认都采用 yolov8 base 的目标检测模型，且采

用相同的参数和训练设置，数据集如表 1 所示，组

1 使用训练集数据为 Part A1+Part A2；组 2 使用训

练数据为 Part A1+Part A2+Part C，其中，Part C 采

用本文方法生成，且随着 Part C 的 N(N 为生成缺陷

图像数量与真实缺陷图像数量的比值)不同取值采

用不同数量的生成缺陷数据训练；组 3 使用训练集
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数据为 Part A1+Part C，即不使用真实的缺陷数据，

只使用本文方法生成的缺陷数据，且随着 Part C 的

N 不同取值采用不同数量的生成缺陷数据训练。3
组模型均采用 Part B 作为测试集。图 10 为 3 组对

比模型在不同类型的缺陷测试集上的 F1 分数指标

变化对比，从 3 组对比看，随加入生成样本的增加，

组 2 训练的目标检测算法的 F1 分数相比组 1 最高

提升约 12%；对比组 2 和组 3 的 F1 分数趋势可看

出，只采用本文生成的数据指标十分接近额外添加

了真实数据的指标，最小差距在 0.6%左右。此外，

随着生成缺陷图像与真实缺陷图像比值增加，当

N=8 时，目标检测算法的 F1 分数达到顶峰，当 N
继续增大时 F1 分数稍微有所回落，证明在本文情

况下生成 8 倍的缺陷数据可以达到最佳效果。 

 

图 10  不同训练样本下目标检测算法 F1 分数对比 

Fig.10  Comparison of F1-scores for object detection algo-

rithms under different training samples 

 

4.6  生成效率评估 

变电站巡检终端采集的图像分辨率一般介于

1 280×720 至 2 560×1 440 ， 因 此 测 试 采 用

1 280×720、1 920×1080、2 560×1 440 共 3 种分辨率。

本文基于 NVIDIA TESLA V100(32GB 运算内

存)GPU 平台，在 PyTorch 2.5.1 与 CUDA 11.8 环境

下进行推理测试。采用推理过程中最大运算内存占

用和单步生成时间衡量算法的生成效率，最大运算

内存占用通过 torch.cuda.max_memory_allocated()接
口记录单次推理过程中的 GPU 运算内存峰值，结

果如表 4 所示，从表 4 中看到，当生成图像的分辨

率为 12 80×720 时，本文方法的单步生成时间为 890 
ms，且最大运算内存占用 8G，在所有方法中耗时

最短、内存占用最低；当生成图像的分辨率提升为

1 920×1 080 时，不采用区域生成策略的方法(a)—(e)

运算内存占用均出现 30%~100%的跃升，本文方法

的单步生成时间和最大运算内存占用基本保持稳

定；当生成图像的分辨率为 2 560×1 440 时，直接

全图生成的方法(a)—(e)均因超出 32GB运算内存限

制而失败，仅本文方法与方法(f)可顺利完成；在此

分辨率下，单步生成时间上，本文方法只有方法(f)
的不足 45%，同时最大运算内存占用仅为方法(f)的
50%。方法(f)虽引入区域生成思想，但仍依赖完整

的 ControlNet 与基础扩散模型进行双路并行推理，

ControlNet 的拷贝 U-Net 结构及跨层条件注入使参

数量与中间缓存近似翻倍。本文方法在架构上引入

了轻量化的 ReNeXt 分支，大大降低了运算内存的

占用，同时减少了推理时间。 
表 4  本文生成原始大小图像和其他方法生成原始大小图像

的效率对比 

Table 4  Comparison of the efficiency of generating origi-

nal-sized images by the method in this article and by other 

methods 

方法 

1 280×720 1 920×1 080 2 560×1 440 

单步 
生成 
时间/s 

最大运

算内存

占用/GB 

单步

生成 
时间/s 

最大运 
算内存 
占用/GB 

单步

生成 
时间/s 

最大运 
算内存 
占用/GB 

(a)BigGan-deep 
(图生图) 

1.5 12 1.72 16.8 - - 

(b)AOT-GAN 
(图生图) 

1.01 10 1.8 14.6 - - 

(c)Stable Diffusion 
(文本) 

1.36 12.8 1.56 16 - - 

(d)DreamBooth(文本) 1.4 12.9 1.64 16 - - 
(e)controlNet(文本+

轮廓图) 
2.04 15.9 2.16 32 - - 

(f)controlNet(文本+
轮廓图+区域生成) 

2.12 16 2.2 16 2.34 16 

(g)本文方法(文本+
轮廓图+区域生成) 

0.89 8 0.93 8 1.02 8 

    注：“-”为运算内存不足导致生成失败。 

5  结论 

1）本文提出基于改进扩散模型的 LoRA 微调，

添加控制分支，通过轮廓图的控制，在控制图像细

节真实性前提下，生成发生频次低的危急缺陷，通

过生成区域缺陷，再融合到原始图像，降低了模型

学习背景的难度，保留了图像背景的真实性，解决

大尺寸图像生成运算内存不足的问题，相比以

ControlNet 为基础的方法，本文方法的图像生成时

间降低 55%，最大运算内存仅为 ControlNet 的 50%。 
2）本文提出从图像质量(FID、IS)、图像真实
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性(SSIM、VIF)来综合评价生成的缺陷图像质量。

本文方法相对于图生图(GAN 系列)和文生图(SD 系

列)生成式算法，在小样本变电缺陷图像生成图像质

量提升 12.7%，真实性提升 10.3%。 
3）通过目标检测模型性能提升实验，证明了

生成与真实缺陷样本数量一样数量的样本时(N=1)，
分别训练的目标检测模型 F1 分数基本相当；当生

成样本与真实样本混合比例为 8:1 时，生成的缺陷

数据对目标检测模型性能的提升最佳，相比于仅用真

实样本训练的目标检测模型，F1 分数可提升 12%。 
4）本文方法生成的危急缺陷样本可用于变电

站智能巡视设备外观缺陷检测算法训练提供数据支

撑，推动变电站例行巡视的机器替代，加快现代设

备管理体系转型升级。 
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