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摘 要：随着风电、光伏等新能源逐步成为主导电源，电力系统“保供电”挑战日益突出。针对目前新能源确定

性预测仍存在小概率极端正偏差、进一步加大电力保供难度的问题，提出了一种正偏差惩罚与保供电量占比最大

化博弈的风力发电日内保障能力预测方法，预测时间尺度 24 h，每小时滚动更新。首先，创建了兼顾预测正偏差

最小与预测出力水平最大的模型目标寻优损失计算函数；然后，基于卷积神经网络-长短期记忆网络(convolutional 
neural network-long short-term memory network，CNN-LSTM)，构建了风力发电日内保障能力预测模型；最后，基

于多策略融合灰狼算法的保障能力预测模型参数协同优化方法对非对称惩罚损失函数超参数进行寻优，形成了完

整的可实施技术方案。为对比所提方法有效性，构建了多维度评估指标体系，采用我国华东地区多个风电场的实

际运行数据对所提出方法进行验证。结果表明，所提方法相较于对比模型保障电量占比指标提升 15%~25%，误差

指标降低 20%以上，验证了所提方法的有效性和先进性。 
关键词：风力发电；预测正偏差；保障能力预测；损失函数；多策略融合；灰狼算法 
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Abstract：As new energy sources such as wind power and photovoltaic power gradually become the dominant power 
sources, the challenge of “guaranteeing power supply” of the power system is becoming more and more prominent. In 
view of the problem that there is still a small probability of extreme positive deviation in the new energy deterministic 
prediction, which further increases the difficulty of power preservation, a prediction method for wind power generation’s 
intraday security capacity is proposed, which penalizes the positive deviation and maximizes the proportion of power 
preservation, and the prediction time scale is 24 hours, with rolling updates every hour. Firstly, a model objective optimi-
zation loss calculation function that takes into account the minimization of the positive deviation and the maximization of 
the predicted output level is created. Then, based on the convolutional neural network-long short-term memory network 
(CNN-LSTM), an intraday guaranteed capacity prediction model for wind power generation is constructed. Finally, based 
on the parameter co-optimization of the guaranteed capacity prediction model of the multi-strategy fusion gray wolf algo-
rithm, a cooperative optimization method of the parameters of the guaranteed capacity prediction model is developed to 
optimize the super-parameters of the asymmetry penalty loss function. Moreover, a cooperative optimization method 
based on multi-strategy fusion gray wolf algorithm is used to optimize the hyperparameters of the asymmetric penalty loss 
function, which forms a complete and implementable technical program. In order to compare the effectiveness of the pro-
posed method, a multi-dimensional evaluation index system is constructed, and the proposed method is validated by using 
the actual operation data of several wind farms in East China. The results show that the proposed method can be adopted 
to improve the guaranteed power share index by 15%~25% and reduces the error index by more than 20% compared with 
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the comparison model, which verifies the effectiveness and advancement of the proposed method. 
Key words：wind power; positive deviation of prediction; guarantee capacity prediction; loss function; multi-strategy fu-
sion; grey wolf optimization 
 

0 引言 

“双碳”目标是我国的国家战略，构建新型电

力系统是具体举措之一[1]。截至 2024 年 12 月底，

我国风电装机容量约为 4.9 亿 kW[2]，同比增长

19.2%[3]，预计到 2030 年，将进一步增长至 12 亿

kW，成为主导电源[4]。与此同时，受风能资源随机

波动影响，风电出力也呈现显著的随机性和波动 
性[5]；高精度预测未来一定时间尺度下的风电出力

情况，并将其纳入发电计划，是应对大规模风电随

机波动影响的有效手段之一。从 2008 年国内首套风

电功率预测系统上线运行以来，我国风电功率预测

技术不断提升，目前已建成了包含不同预测时间尺

度、覆盖不同空间尺度的风电功率预测技术体系，

省级风电功率日前预测精度达到 92%左右，有力支

撑了我国风电调控运行[6]。但随着我国风电装机容

量的进一步发展，风电将成为电力电量供应的主体

之一[7]，现有风电功率预测中存在的小概率极端正

偏差，将导致基于预测结果编制形成的发电计划无

法满足用电需求[8]，保供电形势严峻，亟需开展风

力发电保障能力预测技术研究，提供预测保障电量

最大、正偏差幅值及发生概率最小的风力发电功率

预测曲线，支撑电力保供应、新能源促消纳。 
当前，国内外在风力发电保障能力预测领域已

开展部分研究。国内研究主要聚焦于概率预测方法

应用[9]以及优化电力系统调度策略[10-13]以提高供电

保障能力。例如，文献[14]考虑极端出力和极端爬

坡情况的不确定性场景，构建高比例新能源电力系

统调度模型，增强了高比例新能源纳入电力系统的

电力可靠供应能力；文献[15]基于时空特征聚类和

双层动态图卷积网络建模的短期净负荷预测方法，

为电网保供决策提供更多信息支持，但预测尺度较

短；文献[16]系统研究了新能源纳入比例与电力保

供的关系，提出相应数学解析公式，为新能源保障

能力预测研究提供了一种综合理论分析方法[17]；文

献[18]将概率密度估计与Transformer网络相结合所

得到的区间预测在高置信区间下仍可获取区间内部

更为细致的概率密度，对电力系统的稳定运行以及

供电可靠性起着重要作用。国外的研究更注重于直 

接预测供电保障能力[19]，采用多种模型和技术手段

来提升新能源发电的保障能力，以增强供电的可靠

性和稳定性。文献[20]基于时空预测的超短期新能

源预测算法，利用注意力机制提高供电保障能力的

可解释性和精度；文献[21]通过极端分位数对新能

源功率进行保守预测，并聚合多种可再生能源提供

备用电力，从而提升电力系统供电可靠性；文献[22]
提出概率集成方法，通过概率模型对光伏供电保障

能力进行预测；文献[23]采用差分进化与粒子群优

化技术，对光伏发电保障能力进行预测，能够有效

地管理电力供需平衡，减少意外负荷的发生。综上

可以看出，目前国内外针对风力发电保障能力预测

相关技术的研究较少，仅有的少量研究主要聚焦于

通过提升电网灵活性[24-27]、优化电力系统调度策 
略[28-30]以及通过概率预测方法[31-35]实现供电保障能

力预测，没有考虑能否通过对模型所学习的目标函

数构造来实现保障能力预测，预测结果的时间尺度

也主要在 4 h 左右，导致在处理多尺度供电保障能

力预测时，尤其是短期、长期以及不同时间范围内

需求时，存在较大的局限性，无法支撑高比例新能

源并网下电网的长期稳定运行和电力保障需求。风

力发电保障能力预测得到的预测结果不是概率最大

的期望值，而是保障电力供应的一个值(例如保障达

到 95%的电量供应水平)。 
本文聚焦风力发电保障能力预测问题，提出一

种正偏差惩罚与保供电量占比最大化博弈的风力发

电日内保障能力预测方法：首先，创建了兼顾预测

正偏差最小化与预测出力水平最大化的模型目标寻

优损失计算函数；然后，基于卷积神经网络-长短期

记 忆 网 络 (convolutional neural network-long 
short-term memory network，CNN-LSTM)模型，构

建了风力发电日内保障能力预测模型；最后，基于

多策略融合灰狼算法的保障能力预测模型参数协同

优化方法对非对称损失函数超参数进行寻优。采用

我国华东地区某风电集群的实际运行数据对所提方

法进行验证，构建多维度评估体系进行结果对比，

验证了本文所提方法的有效性和先进性，能够适用

于风力发电保障能力预测场景的应用。 
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1  常规预测的局限性分析 

目前，主流的常规风电功率预测方法均采用均

方误差(mean square error，MSE)、平均绝对误差

(mean absolute error，MAE)等损失函数作为预测模

型参数寻优的目标函数。这些损失函数可以衡量模

型预测值与实际值之间的差异，在训练风电功率预

测模型时，将其作为神经网络模型的损失函数用于

引导梯度下降等优化算法。通过最小化该损失函数

的损失值，模型参数不断调整，以减少最终的预测

误差。 
如图 1 所示，是采用中国东南部某风电集群的

实际运行数据进行常规预测得到的结果而绘制的误

差的概率分布图。从图 1 中可以看到，误差大部分

集中在接近 0 的范围附近，说明模型在大部分情况

下预测较为准确。但是，较大的正偏差会导致过度

估计风电可用能力。常规预测中误差超过 100 MW
的正偏差所占比例达到了 24.54%，这意味着常规预

测过于高估实际功率将会导致电网调度不合理，可

能无法充分应对实际的供电需求。常规预测方法虽

整体误差最小，但布局偏差可能较大，当预测较实

际出力偏大，且偏大幅度较大时，系统供电能力不

足，平衡风险大。 

 

图 1  误差的概率分布图 

Fig.1  Probability distribution of errors 

常用的损失函数如MSE和MAE对正偏差与负

偏差进行对称惩罚，使模型在训练过程中无法区分

高估和低估的不同影响。虽然这些损失函数可以有

效减少实际功率与预测功率之间的误差，但由于对

正负偏差同等对待，模型无法学习到预测偏差的方

向性特征。因此，正偏差和负偏差发生的概率相同，

而在实际运行中，正偏差(高估)往往会带来更严重

的后果，例如能源调度中的欠供给问题。由于现有

损失函数的对称性，模型会倾向于平衡正负偏差，

而忽略了正偏差对系统运行的潜在风险。 
部分国内研究人员也尝试通过概率预测的方

式来实现新能源保障出力预测。概率预测是指通过

概率模型来预测未来某一时刻或时间段内的风电功

率输出，并提供不确定性的度量。相比于确定性预

测，概率预测能够量化风电功率的不确定性，如预

测区间和置信水平。但是，如果简单地将概率预测

所得到的预测区间下限作为保障出力曲线，那么在

高置信水平下，满足了“保供电”，但预测值与实际

值误差太大。对于调度能力有限的电网，将使其无

法快速应对新能源的变化，导致新能源发电无法及

时并网，进而限制新能源的消纳。 
基于近年来各级调度机构的多次保供电实践

经验，传统风电功率预测以均态预测误差最小为优

化目标难以支撑调度保供决策，具体表现在：预测

功率纳入平衡时仅能依赖主观经验进行简单打折，

用电紧张时段难以获知特定出力需求下的风电可靠

保障电量占比。 
因此，对于风力发电保障能力预测而言，引入

能够对正偏差进行额外惩罚的损失函数，或许可以

有效改善模型对高估情况的过度容忍性，不同于传

统风电功率预测输出概率最大的期望值，风力发电

保障能力预测所输出结果为能够保障电力供应的一

个值(例如 95%实际出力均能满足用电需求)。使模

型在最大化提高预测结果出力水平的同时，确保实

际出力高于预测结果出力的概率小于某个比例。在

调度层面上，不仅可以有效地保障了风力供电能力

的可靠性，在风力资源消纳层面上，还可以保证风

电资源不浪费、好消纳。 

2  整体解决思路 

本文从损失函数设计、模型构建和模型优化算

法 3 个角度入手，提出一种更具针对性的保障能力

预测方法。首先，设计出满足保障能力预测需求的

专用损失函数，用于神经网络模型的学习。保障能

力预测的核心在于在保证实际功率之下实现“保供

电”的同时，尽量减少预测与实际功率之间的误差，

即实现保障能力的最大化；然后，构建多步预测滑

动窗口，基于 CNN-LSTM 神经网络混合模型搭建

风力发电保障能力日内预测模型；最后，引入改进
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后的模型优化算法，对损失函数中的超参数进行优

化。结合多目标优化策略，提升模型的预测效果，

增强模型在面对不同调度需求时的灵活性。通过这

种三措并举的方式，模型不仅能够有效提升保障能

力预测效果，还能根据电网的调度需求灵活调整保

障能力的预测结果。 
整体技术方案思路如图 2 所示，一方面，专用

损失函数使保障能力预测模型能够输出理想的保障

能力预测曲线；另一方面，改进后的模型优化算法

和多目标优化策略为超参数优化提供了强有力的支

持，进一步提升了模型的预测效果与适应性。 

 

图 2  整体技术方案思路 

Fig.2  Overall technical programme idea 

 

3  构造非对称惩罚损失函数 

对于保障能力预测而言，神经网络模型的目标

函数不仅要关注保障能力与实际观测值两者之间的

误差大小，而且更倾向于使模型能够输出的保障能

力结果不高于实际观测值。因此，非对称惩罚损失

函数的设计应同时满足这两个需求。 
首先，采用 EMSE损失函数来控制保障能力结果

与实际观测值之间的误差大小，如式(1)所示，使模

型能够最大化提高预测结果的出力水平，保证保障

能力结果是具有实际意义。 

 2
MSE true _ pred _

1

1 ( )
n

i i
i

E y y
n =

= −  (1) 

式中： MSEE 为均方误差； true _ iy 为第 i 个数据点的

实际观测值； pred _ iy 为第 i 个数据点的预测值；n 为

样本数量。 
计算预测功率与实际观测值之间的偏差 d，如

式(2)所示，用于判断模型是否过高或过低预测了保

障出力( 0d > 为正偏差， 0d < 为负偏差)，其目的

是通过了解误差的方向(负值或正值)来决定如何调

整损失函数。如果预测值大于实际值，则可能会带

来过度预测的风险，需要惩罚正偏差；如果预测值

小于实际值，则惩罚负偏差。 
 pred _ true _i id y y= −  (2) 

为此引入保供系数 β 扰动项得到修正项 Z ，如

式(3)所示。保供系数 β 的引入是为了修正负偏差

(预测值小于实际值的情况)为正偏差，使得这些负

偏差的影响变小，同时增大正偏差(预测值大于实际

值的情况)的影响，增大两者的损失，使得模型能够

识别大损失从而倾向于输出损失较小的值。这样，

模型倾向于在预测中避免过度高估，而更倾向于稍

微低估，这对保障出力预测非常重要。β 的大小可

以根据历史数据分析来调整，如果系统经常出现过

度高估的情况，可能会设置较大的 β 值来更强烈地

惩罚正偏差。 
 Z d β= +  (3) 

然后，通过 clamp 函数对 Z 中的元素进行截断

操作，将元素限制在指定范围内，如式(4)所示。在

这里， clamp ( ,0)M Z 是将 Z 中小于 0 的元素截断为 0，
即将负值置为 0，只提取出预测值高于实际值的部

分，用于之后计算惩罚项。确保了只有预测值高于

实际观测值的部分被用于计算惩罚项。也就是说，

模型只会对过度预测的部分(预测值大于实际值)进
行惩罚，不会对低估部分进行额外惩罚。 

 clamp
0,   0

( ,0)
,  0  

Z
M Z

Z Z
<

=  >
 (4) 

penaltyQ 惩罚项对非负的差值进行平方操作，然

后求平均，并乘以惩罚权重α ，如式(5)所示。 penaltyQ
惩罚项用于加强对过度预测(即预测功率大于实际

观测值)部分的惩罚。这部分通过平方处理后，惩罚

值会随着偏差的增大而增加，从而让模型更加关注

这些较大的预测误差，避免过度高估。 

 2
penalty clamp

1

1 ( ( ,0))
n

i
Q M Z

n
α

=
= ⋅  (5) 

最后，通过动态博弈机制实现了“正偏差惩罚

与保供电量最大化”的有机统一，非对称惩罚损失

函数 L如式(6)所示。具体而言：当预测功率小于实

际观测值时， penaltyQ 惩罚项为 0，损失函数为带有γ

权重的均方误差损失项，仅减少两者之间的偏差，

拉进两者的曲线走势；当预测功率大于实际观测值

时，通过引入保供系数 β 高估判定阈值，并施加

penaltyQ 惩罚项，以抑制模型过度预测风险，并通过

均方误差损失项提高模型预测精度，确保保障出力
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预测结果的合理性。 

 2
clam

1
MSE p

1 ( ( ,0))
n

i
L M Z

n
E γ α

=
= ⋅ + ⋅  (6) 

式中： MSEE 为均方误差；γ 为均方误差损失项；α

为惩罚权重。 
总的来说，保供系数 β 扰动项将历史保供需求

编码为偏差偏移量，主动将负偏差(低估)转化为可

惩罚域(当 0d β+ > 时)，突破了分位数损失依赖固

定分位点的静态划分局限；其次，通过截断操作隔

离高估风险区域后，引入 penaltyQ 惩罚项，使高估偏

差的惩罚强度随误差增大呈超线性增长(传统方法

仅为线性)，显著提升对大偏差的抑制能力；最后，

在损失函数中构建双重优化路径——低估时仅优

化 MSE 以提升保供电量，高估时施加二次惩罚以

控制系统风险，通过调节 ( )α β γ， ， 动态平衡保障

率约束与供电量最大化目标，从根本上超越了硬约

束处理的刚性优化范式。 

4  风力发电保障能力日内预测模型构建 

4.1 数据预处理 
4.1.1 多步预测滑动窗口构建 

通过输入数据集的维度来构建相应多步预测

滑动窗口。本文所研究的时间尺度为日内 4~24 h，
时间分辨率为 15 min，预测模型输出结果即为未来

4~24 h 共 80 个采样点的风电保障能力。预测滑动

窗口见图 3，00:00 时刻输入前一天 20:00—23:45 的

历史风电功率实测数据以及 04:00—23:45 的数值天

气预报数据，输出 04:00—23:45 的预测风电保障能

力结果。 

 

图 3  预测滑动窗口 

Fig.3  Predicting the sliding window 

为验证本文多步预测模型的有效性，与滚动多

步预测模型进行对比实验，如图 4 所示，滚动多步

预测模型的机理即预测下一个数据点的预测值时，

将前一个数据点所输出的预测值当作预测下一个数

据点的特征使用，以此反复，预测未来 4~24 h 时的

风电保障能力。 

23:45 00:0020:00 04:1504:00…… 23:45…
历史实际功率 数值天气预报

04:1504:00 23:45…
预测值_1 预测值_2 预测值_80

预测值_2的输入特征

预测值_80的输入特征

预测值_2的输入特征

预测值_80的输入特征

 

图 4  滚动多步预测模型机理图 

Fig.4  Mechanism diagram of the rolling multi-step  

prediction model 

4.1.2 特征数据处理 
主成分分析法(principal component analysis，

PCA)是一种多元统计分析方法，适应于处理高维数

据的降维，尤其在风电功率预测场景中常用于风速、

风向等气象变量的数据压缩与特征提取[36]。其数学

表达式如下： 

11 1 12 1 1(2 1) 1(2 )1

21 1 22 1 2(2 1) 2(2 )2

1 1 2 1 (2 1) (2 )

=

k k k k

k k k k

m m m m k k m k k

e v e e v eQ
e v e e v eQ

Q e v e e v e

θ θ
θ θ

θ θ

−

−

−

+ + + +  
   + + + +  =   
   + + + +    

Q




 


 

  (7) 
 =Q PX  (8) 
式中：Q为降维后的数据矩阵，代表压缩后的主要

气象特征；P 为主成分载荷矩阵；X 为原始的气象

数 据 矩 阵 ， 包 括 风 速 特 征 qv 和 风 向 特 征

qθ ( 1,2, ,= q k )； mne 为原始变量相关矩阵的第m

个特征值所对应的 n 维特征向量 ( 1,2, ,2 )n k=  ；

mQ 为第m 个主成分。 
通过 PCA 对所输入的原始数值天气预报数据

(包括多个维度的 10 m 风速、10 m 风向、100 m 风

速和 100 m 风向)进行初步拟合，根据累计解释方差

比例是否达到 95%，确定需要保留的主成分数量，

最大程度上保留原始数据所包含的信息量，减少噪

声以及冗余特征，提高了模型的泛化能力和稳定性。 
4.2 基于 CNN-LSTM 的风力发电保障能力日内预

测模型 
随着风力发电的快速发展，机组数量庞大，数

据积累冗杂，数据维度增长和预测精度需求提高，

为风电功率预测构建的神经网络愈发复杂。长短期



马  力，董  存，王  铮，等：风力发电保障能力日内预测技术 2881 

记忆网络(long short-term memory，LSTM)缺乏对交

叉特征的学习能力，无法较好地处理风电功率预测

时的多维影响因素。而卷积神经网络(convolutional 
neural networks，CNN)无法处理风电功率的时序特

征。考虑到 CNN 的优势在于特征提取，LSTM 可

以有效处理时间序列数据，为充分发挥两种模型的

优势，将两者结合起来形成 CNN-LSTM 混合神经

网络模型[36]。CNN-LSTM 混合神经网络模型如图 5
所示。 

输入层 池化层卷积层 LSTM层 全连接层 输出层

 

图 5  CNN-LSTM 神经网络模型 

Fig.5  CNN-LSTM neural network model 

CNN-LSTM 混合神经网络模型，具备了两者各

自的优点，特别适用于风电功率预测中复杂的气象

和功率数据处理。本文模型首先利用多步预测滑动

窗口对数据集的维度进行构建，确保模型的预测尺

度为 4~24 h；然后，通过 CNN 对气象数据特征和

历史功率数据进行局部特征提取，通过卷积层和池

化层捕捉风速、风向等气象变量的空间相关性；最

后，LSTM 模块对这些提取到的特征进行时间序列

建模，结合非对称惩罚损失函数捕捉输入变量与风

电出力之间的复杂非线性关系，从而输出未来 4~24 h
的风力发电保障能力结果。 

5  基于多策略融合灰狼算法的保障能力预

测模型参数协同优化 

在风力发电保障能力预测的研究中，非对称惩

罚损失函数中惩罚权重α 、保供系数 β 以及 MSEE 的

权重γ 这 3 个超参数的值对于预测效果而言至关重

要。针对保障出力预测模型目标寻优损失函数超参

数敏感度高、人工调参效率低下的问题，在灰狼优

化算法(grey wolf optimizer，GWO)[37]的基础上，提

出了一种基于多策略融合灰狼算法的保障出力预测

模型参数协同优化方法。引入了两种改进机制，社

会排名更新策略和信息素机制，用于提升模型的全

局搜索能力。 
5.1 社会排名更新策略 

传统 GWO 仅依赖群体中最优的 3 只灰狼(即

α 、β 、δ (与非对称惩罚函数中惩罚权重α 、保供

系数 β 、权重 γ 相对应))的解来指导其余狼群的搜

索路径，这在处理简单问题时表现良好，在对非对

称惩罚损失函数中 3 个超参数优化时，容易造成搜

索多样性不足，导致陷入局部最优。为了提升算法

的全局探索能力，采用社会排名更新策略(social 
rank updating strategy，SR)，引入社会排名因子

( )S t ，使得狼群在更新位置时不仅考虑α 狼、β 狼

和 δ 狼的位置(即惩罚权重α 、保供系数 β 以及

MSEE 的权重 γ )，还考虑了整体狼群的社会层级，

每次迭代都会根据适应度值对灰狼进行重新排名，

以确保更优秀的个体(即适应度值更好的灰狼)对整

体群体的影响更大，从而加快收敛速度，避免陷入

局部最优。 
1）计算每只狼的排名得分 ( )rankH i  

 ( ) ( )
( ) ( )rank

min
max min

if f
H i

f f
−

=
−

 (9) 

式中： if 表示第 i 只狼的适应度值； ( )max f 和

( )min f 分别是当前种群中的最大和最小适应度值。 
2）引入社会排名因子 

 ( ) ( ) ( ) ( )( 1)
3

X X X
X t

t
t S

t tα β δ+ +
+ = +  (10) 

式中： ( 1)X t + 表示第 1t + 代时某只狼的位置；

( ) ( ) ( )tX t tX Xα β δ、 和 分别是α 狼、 β 狼和δ 狼的

位置； ( )S t 是社会排名因子。 
3）计算社会排名因子 ( )S t  

 ( ) ( )( ) ( ) rank1
1

1( ) ( ) ( )
k

i k
i

S it t X t
k

X H+
=

= − ⋅  (11) 

式中： ( ) ( )iX t 是第 i 个排名的狼的位置；k 是前 k 名
狼； ( )rankH i 是第 i 只狼的排名得分。 

在风力发电保障能力预测场景中，损失函数权

重和惩罚力度的复杂性使得简单的最优解搜索不足

以应对复杂的全局模式。因此，通过对整个灰狼群

体进行重新排名，模型能够动态调整各个个体的贡

献，适应不同的气象变化和数据波动，确保预测模

型能够在复杂的场景中找到更好的全局解，从而提

升保障能力预测的效果。 
5.2 信息素机制 

信息素机制 (pheromone-ant colony optimiza-
tion，PACO)借鉴了蚁群算法中的信息素浓度概念。

引入信息素浓度机制，排名靠前的灰狼能够释放出

信息素，吸引其他灰狼向优质解靠拢。这种机制模
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拟了自然界中蚁群通过信息素相互沟通的方式，使

得算法在每一轮迭代中都能更加集中地搜索优质解。 
1）信息素浓度更新 

 ( ) ( ) ( )1 1i i it tτ ρ τ τ+ = − ⋅ + Δ  (12) 
 ( )ranki Q H iτΔ = ⋅  (13) 
式中： ( )i tτ 表示第 i 只狼在第 t 代时释放的信息素

浓度；ρ 是信息素挥发系数，取值范围为 0~1； iτΔ

是第 i 只狼释放的信息素增量，通常与适应度值成

正比；Q是一个常数。 
2）信息素吸引力计算 

 

( ) ( )
( )

( ) ( )
( ) ( )( )

1

                 

i i

i
j i

j i i j

P t X t

t
X t X t

X t X t
τ

≠

+ = +

−
−

  (14) 

式中： ( )1iP t + 是第 i 只狼受信息素吸引后的位置。 
3）位置更新 

( ) ( ) ( ) ( )(
3

1 1
1)

1P P
X t S t

P t t tα β δ++ + ++
+ = +  (15) 

4）更新α 狼、 β 狼和δ 狼的位置 
结合受信息素吸引后的新位置和社会排名因

子，更新狼群位置： 
 ( ) ( ) ( )1 1X t P t S tα α αη+ = + + ⋅  (16) 
 ( ) ( ) ( )1 1X t P t S tβ β βη+ = + + ⋅  (17) 
 ( ) ( ) ( )1 1X t P t S tδ δ δη+ = + + ⋅  (18) 
式中： ( )S tα 、 ( )S tβ 和 ( )S tδ 分别对应α 狼、 β 狼

和 δ 狼的社会排名因子； η 为学习率参数；

( )1P tα + 、 ( )1P tβ + 、 ( )1P tδ + 是α 狼、β 狼和δ 狼

受信息素吸引后的位置。 
动态更新的信息素浓度确保了模型能够自适

应调整搜索区域，从而有效避免陷入局部最优。这

使得模型能够更好地应对复杂的风力发电保障能力

预测问题，提升了对非对称惩罚损失函数超参数的

优化效果。 
社会排名更新策略与信息素机制的协同优化，

通过群体动态引导(比较前 k 个优秀个体与次优个

体的位置差异，引导搜索方向跳出局部最优)和信息

素积累与挥发机制(高信息素浓度区域吸引个体集

中搜索，提高开发效率；信息素挥发避免过时路径

的误导，维持全局探索潜力)的互补，使得模型能够

更好地应对复杂的风电集群日内保障出力预测问

题，提升了对非对称惩罚损失函数超参数的优化效果。 
5.3 算法验证 

为了验证改进后的灰狼优化算法的优越性，分

别采用粒子群算法(particle swarm optimization，
PSO)[38]、白鲸优化算法(beluga whale optimization，
BWO)[39]和本文所提的结合社会排名更新策略以及

引入蚁群算法信息素机制的改进灰狼优化算法

(SR-PACO-GWO)进行函数寻优仿真比较测试。设

置狼群数量为 25，挥发系数为 0.2，增强系数为 100，
最大迭代次数为 1 000，每种算法运行 50 次，取平

均值。测试函数[40]如表 1 所示。表中 xc为第 c 个决

策变量，n 为变量个数。 
表 1  测试函数 

Table 1  Test function 
表达式 范围 最优值 

2
1

1

( ) ( ( )210 10 )cos
n

c c
c

f x n x x
=

= + − π  [−5.12, 5.12] 0 

2
1

2
2

1

2
1( ) ((100 1 )) ( )

n

c c c
c

f x x x x
−

+
=

= − + −  [−5, 10] 0 

( )2

1 1

(
10.2 c
2

1( ) os 2 )

3 20e e 20 e( )

n

c

n

c

cc

x
n

x

f x = =

π−

= − − + +
 [−32.768, 32.768] 0 

 
3 个测试函数分别用 3 种不同的优化算法的寻

优结果比较如图 6 所示。从图中可以看出，

SR-PACO-GWO 算法的收敛速度明显比 BWO 和

PSO 算法更快，基本上在 100 次以内收敛到全局最

优解，而且 SR-PACO-GWO 算法相较于另外两种算

法具有更高的收敛精度，寻优效果最佳；在算法搜

索过程中，BWO 和 PSO 算法容易陷入局部最优的

局面，SR-PACO-GWO 算法能够有效避免局部最优

的缺陷。 
改进后的 GWO 能够显著提升优化效果。社会

排名更新策略确保了群体中优秀个体对全局解的贡

献更大，而信息素机制则增强了全局搜索能力，这

两者的结合，不仅加快了模型的收敛速度，还提升

了模型的收敛精度，有效克服了传统 GWO 在面对

复杂问题时易陷入局部最优的局限。 
5.4 多目标优化策略 

为提升风力发电保障能力预测模型在实际工

程应用中的灵活性，引入多目标优化策略，以实现

模型预测的两个目标：在保证预测出力低于实际观

测值的比例大于等于某个数值的前提下，使模型能

够最大化提高预测结果的出力水平，确保保障能力

结果对工程实际问题具有实际参考价值。 
本文为满足风电保障能力预测结果对电力系

统“保供电”的有效性和可靠性，以预测出力低于

实际观测值的比例大于等于 95%为优化目标。 
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(a) f1(x)                                  (b) f2(x)                                 (c) f3(x) 

图 6  测试函数收敛曲线比较图 

Fig.6  Comparison of convergence curves of test functions 

 

两个优化目标： 
目标 1：实际功率大于预测保障出力的比例，

希望这个比例大于等于 0.95。 
目标 2：预测保障出力低于实际功率的时段中，

预测保障出力电量与实际功率电量的占比，希望这

个占比尽可能的大。 
综上所述，本文定义一个综合评价函数，将以

上两个目标结合起来进行优化。以下是该多目标优

化策略 ( )f x 综合评价指标函数的数学模型： 

 
( )

( ) ( )
1

2 1

, 0.95
, 0.95

M g x
g x g x

<
− >

 (19) 

式中：x表示需要优化的参数(惩罚权重α 、保供系

数 β 以及 MSEE 的权重γ )； ( )1g x 为实际功率大于预

测保障出力的比例； ( )2g x 为预测保障出力电量与

实际功率电量的占比；M 是一个非常大的常数，用

于惩罚不满足 ( )1g x 要求的解。 
约束条件： 

 ( )1 0.95g x ≥  (20) 
参数范围： 

 1 100α≤ ≤  (21) 
 1 100β≤ ≤  (22) 
 0.1 5.0γ≤ ≤  (23) 

惩罚权重α 用于调节对不满足保障率约束的

惩罚力度。若α 较大，则保障率不足时的惩罚项对

目标函数影响更大，迫使优化优先满足保障率目标。

α 上限设为 100 而非更大值，防止α 完全主导目标

函数，忽略其他目标。保供系数 β 用于调节第 2 个

目标(保障电量占比)的权重，其值越大表明越重视

提升该占比。参数范围设置与α 一致，确保两个核

心参数(保障率惩罚与保供目标)量级相当，避免因

尺度差异导致优化偏向某一参数。γ 用于综合目标

函数中两个目标的权衡权重，γ 对结果影响敏感，

范围设置为 0.1~5.0，避免γ 过大导致某一目标完全

主导，或过小导致其失效，确保优化结果稳健。 

5.5 模型求解算法流程 

基于上文所述技术要点，本文构建了基于非对

称惩罚损失函数的风力发电保障能力日内预测模

型。整体流程图如图 7 所示，包含以下 3 个阶段： 
1）数据预处理与 PCA 降维。本文数值天气预

报数据以及历史实际功率数据分别来自气象站观测

数据和风电场运行数据，将数据集中异常数据剔除

并对剔除后的数值天气预报特征数据与历史实际功

率进行归一化处理。最后通过 PCA 对数据集进行降

维处理，得到理想的数据集，并划分为训练集和测

试集。 
2）非对称惩罚损失函数构造与改进灰狼优化算

法寻优。构造非对称惩罚损失函数，结合多目标优

化策略，通过改进后的灰狼优化算法对非对称惩罚

损失函数超参数惩罚权重α 、保供系数 β 以及 MSEE
的权重γ 进行优化以实现预测模型的两个目标。 

3）风力发电保障能力日内预测模型构建。设

置多步预测滑动窗口，预测未来 4~24 h 风电保障能

力，基于 CNN-LSTM 网络模型训练样本数据，得

到预测模型，用测试集数据进行测试；通过保障率、

保障电量占比评价指标验证模型的有效性。 

6  算例分析 

6.1 实验数据来源 

本文选取了东南沿海某风电集群进行算例分

析，该风电集群共有 10 个风电场，总装机容量为

808 MW。数据集范围是 2022 年 1 月 1 日至 2022
年 12 月 31 日，分辨率为 15 min，将数据集中 1~10 
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图 7  整体模型流程框架图 

Fig.7  Diagram of overall model flow framework 

 

月的数据作为训练集，11~12 月的数据作为测试集。 
数据集包括：10 m 风速、10 m 风向、100 m 风速、

100 m 风向以及风电功率实测数据，通过 PCA 进行

处理后，原始数值天气预报数据维度由 3 200 维降

为 131 维。 
6.2 风电供电保障能力预测评价指标 

为验证风力发电保障能力预测方法的有效性，

构建风电供电保障出力预测评价指标体系，定义两
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类评价指标。第 1 类评价指标用于衡量保障出力与

实际功率之间的偏差，采用均方根误差(root mean 
square error，RMSE)和平均绝对误差(mean absolute 
error，MAE)进行评估；第 2 类评价指标则侧重于反

映供电保障能力以及供电可靠性，主要包括保障率

和保障电量占比。 
1）均方根误差( RMSEE ) 
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2）平均绝对误差( MAEE ) 
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式中：C 为装机容量；n 为样本总数， 1,2,3, ,i n=  ；

ˆiy 为每一时刻的实际观测值； iy 为每一时刻的预测

功率。 
3）保障率( rS ) 
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式中： n为所有样本个数； SiP 为 i 时刻的保障能力

预测； MiP 为 i 时刻的实际观测功率(存在限电及异 
常需采用可用功率)； ( )

1,2, ,
ountif

i n

c
=

⋅


为遍历 1,2,3, ,i h=   

的各样本数据并计算满足括号中条件真的样本 h 
个数。 

保障率 rS 表示实际功率高于保障出力预测值

的样本占总样本的比例。该指标反映了正偏差出现

的比例和保障供电的能力。 rS 越高，实际功率高于

保障出力的比例越大，正偏差占比越低，供电可靠

性越高；相反， rS 越低，正负偏差所占比例接近平

衡，供电可靠性随之降低，例如常规风电功率预测。 
4）保障电量占比( sR ) 

 
S

1
s M S

M
1

= 100%,=

=

× >




n

i
i

i in

i
i

P
R P P

P
 (27) 

保障电量占比 sR 表示保障出力低于实际功率

的时段下，保障出力曲线与实际功率曲线的积分比

(即面积比)。即一天内保障出力在满足某保障率的

前提下，能够确保供给的电力/电量。保障电量占比

越高，说明保障出力越能够满足实际供电需求，供

电保障能力越强。 
6.3 仿真与分析 

本文预测模型在基于 Python 语言的 Pytorch 深

度学习框架中实现，实验硬件配置为 Intel(R) 
Core(TM)i9-12900H/16GB RAM/NVIDIA GeForce 
RTX 3060 Laptop GPU。后续图表分析中的数据均

采用的是未来第 24 h 的预测结果进行对比分析。 
6.3.1 多模型性能对比分析 

为验证本文所提出的 CNN-LSTM 混合神经网

络模型在风电集群日内保障出力预测任务中的适用

性，将该模型与其他对比模型进行了比较，均采用

非对称惩罚损失函数作为模型目标寻优损失计算函

数。所有模型均在相同数据集上进行训练，并且使

用一致的评估指标进行性能对比，以确保结果的可

比性和公正性。CNN-LSTM 与其他对比模型预测结

果及对比如表 2 和图 8 所示。 

表 2  CNN-LSTM 与 CNN-GRU、CNN-BiLSTM、

CNN-BiGRU 模型预测评估结果 

Table 2  Prediction evaluation results of CNN-LSTM with 

CNN-GRU, CNN-BiLSTM, and CNN-BiGRU model  

对比模型 Sr/% Rs/% ERMSE EMAE 时间/s 

CNN-GRU 95 69.35 0.095 1 0.073 7 57.13 

CNN-BiGRU 95 69.37 0.105 1 0.107 8 59.56 

CNN-BiLSTM 95 70.92 0.113 1 0.085 7 60.43 

本文模型 95 73.76 0.069 7 0.058 1 61.17 

 

 

图 8  CNN-LSTM 与 CNN-GRU、CNN-BiLSTM、

CNN-BiGRU 模型预测结果对比 

Fig.8  Prediction results comparison of CNN-LSTM with 

CNN-GRU, CNN-BiLSTM, and CNN-BiGRU model 

 
基于图 8 和表 2 结果分析表明：结合卷积神经

网络与双向门控循环单元的混合深度学习模型

(convolutional neural network-bidirectional gated re-
current unit，CNN-BiGRU)的保障电量占比与 ERMSE
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均弱于结合卷积神经网络与单向门控循环单元的混

合 深 度 学 习 模 型 (convolu- tional neural net-
work-gated recurrent unit，CNN-GRU)，表明双向门

控结构在 GRU 框架下可能因梯度耦合导致特征混

淆，削弱空间-时序特征融合效果。结合卷积神经网

络与双向长短期记忆网络的混合深度学习模型

(convolutional neural network-bidirectional long 
short-term memory，CNN-BiLSTM)虽较单向 LSTM
基础模型有所改进(保障电量占比提升 4.45%)，但

ERMSE仍显著高于 CNN-LSTM，说明双向时序建模

在风电集群日内保障出力预测场景中可能引入冗余

噪声。虽然本文 CNN-LSTM 模型的耗时略高于其

他模型的耗时，但从预测精度以及保障电量占比来

看，CNN-LSTM 的保障电量占比较其他对比模型提

升 3%~4%，且 EMAE降低 20%~30%，验证了 LSTM
的三门控设计能更精细地调控时空特征流，尤其在

处理功率突变时优势显著。综上所述，CNN-LSTM 模

型更适用于风电集群日内保障出力预测场景的应用。 
6.3.2 时序模型性能对比 

为验证本文所提出的 CNN-LSTM 混合神经网

络模型在风电集群日内保障出力预测任务中处理风

电非平稳时序特征上的独特优势，将该模型与

Transformer、Informer 前沿时序模型开展对比实验。

模型预测结果及对比如表 3 和图 9 所示。 
基于图 9 和表 3 结果分析表明：CNN-LSTM 混

合神经网络模型在保障率、保障电量占比和误差指

标上均表现最优，说明 CNN-LSTM 模型凭借其时

空特征解耦与精细化门控机制展现出显著优势。

CNN 层有效提取风机集群的局部空间相关性，而

LSTM 的三门控(输入门、遗忘门、输出门)动态调

制长时依赖，在保障率达 95%的同等约束下，其保

障电量占比提升至 73.76%(高于 Informer 的 71.12%
与 Transformer 的 70.67%)，且 ERMSE降低 29%-34%，

EMAE锐减 40%。这验证了 CNN-LSTM 对风电非平

稳突变特征(如功率爬坡、风速骤变)的强适应性

——LSTM 遗忘门精准清除历史冗余状态，虽然耗

时会变长，但避免 Transformer 因全局注意力机制产

生的高频噪声敏感 (如位置编码相位偏移 )及
Informer 的局部特征捕获弱化问题，从而在保守性

预测中实现更贴近实际发电潜力的经济性优化。本

文模型的预测尺度为预测未来 4~24 h 共 80 个预测

步长，模型计算速度仅需 1 min 左右，能够完全满

足工程实际应用对效率的要求。 

表 3  CNN-LSTM 与 Informer、Transformer 模型预测评估结果 

Table 3  Prediction evaluation results of CNN-LSTM with 

Informer and Transformer model  

对比模型 Sr/% Rs/% ERMSE EMAE 时间/s 

Informer 95 71.12 0.100 1 0.096 3 57.39 

Transformer 95 70.67 0.107 7 0.099 3 58.31 

本文模型 95 73.76 0.069 7 0.058 1 61.17 

 

 

图 9  CNN-LSTM 与 Informer、Transformer 模型预测结果对比 

Fig.9  Prediction results comparison of CNN-LSTM with In-

former and Transformer model  

 
6.3.3 非对称惩罚损失函数的优化效能验证 

为验证本文所提非对称惩罚损失函数有效性，

本节实验分别选取以 MSE、MAE 以及 Huber 损失

函数为目标函数的预测模型与以本文所提非对称惩

罚损失函数为目标函数的预测模型进行对比，所有

预测模型均基于 CNN-LSTM 混合神经网络搭建。

进行仿真测试后，常规预测所得到保障率为 48%，

通过将预测结果整体往下平移修正使得保障率为

95%，保障能力预测模型与常规预测模型预测结果

及对比如表 4—6 和图 10—12 所示。 
基于图 10 和表 4 结果分析表明：非对称惩罚

损失函数在保障率、保障电量占比和误差指标上均

表现最优，说明其通过差异化惩罚机制(对低估或高

估施加不同权重)有效提升了预测的可靠性与精度。

MSE 损失函数-修正虽然保障率提升至 95%，但

ERMSE (0.163 1)和 EMAE(0.126 8)显著恶化，表明单纯

平移预测曲线虽能人为提高保障率(例如避免高估

风险)，却牺牲了整体预测精度，可能导致实际应用

中出现系统性偏差。 
由图 11 和表 5 可知，非对称惩罚损失函数保持 
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表 4  非对称惩罚损失函数与 MSE 损失函数模型预测 

评估结果 

Table 4  Predictive evaluation results of asymmetric penalty 

loss function and MSE loss function model  
对比模型 Sr/% Rs/% ERMSE EMAE 

MSE 损失函数 48 52.38 — — 
MSE 损失函数-修正 95 65.00 0.163 1 0.126 8 

本文损失函数 95 73.76 0.069 7 0.058 1 

 
表 5  非对称惩罚损失函数与 MAE 损失函数模型预测 

评估结果 

Table 5  Predictive evaluation results of asymmetric penalty 

loss function and MAE loss function model  
对比模型 Sr/% Rs/% ERMSE EMAE 

MAE 损失函数 47 51.43 — — 
MAE 损失函数-修正 95 63.26 0.153 3 0.117 5 

本文损失函数 95 73.76 0.069 7 0.058 1 

 
表 6  非对称惩罚损失函数与 Huber 损失函数模型预测 

评估结果 

Table 6  Predictive evaluation results of asymmetric penalty 

loss function and Huber loss function model  
对比模型 Sr/% Rs/% ERMSE EMAE 

Huber 损失函数 49 52.77 — — 
Huber 损失函数-修正 95 66.83 0.147 2 0.101 2 

本文损失函数 95 73.76 0.069 7 0.058 1 

 

 

图 10  非对称惩罚损失函数与 MSE 损失函数模型预测 

结果对比 

Fig.10  Comparison of prediction results between asymmetric 

penalty loss function and MSE loss function models 

全面优势，保障电量占比和误差指标均为最优，验

证其通过方向敏感惩罚机制(如对高估施加更高惩

罚)在训练中同时优化可靠性与精度。与 MSE 的修 

 

图 11  非对称惩罚损失函数与 MAE 损失函数模型预测 

结果对比 

Fig.11  Comparison of prediction results between asymmetric 

penalty loss function and MAE loss function models 

 

 

图 12  非对称惩罚损失函数与 Huber 损失函数模型预测 

结果对比 

Fig.12  Comparison of prediction results between asymmetric 

penalty loss function and Huber loss function models 

 
正逻辑相似，MAE 损失函数-修正通过事后下移预

测曲线强行提升保障率，但同样因脱离训练优化而

显著增加误差。MAE 损失函数相较于 MSE 损失函

数误差指标有所上升，因 MSE 其平方惩罚对大误

差更敏感，利于降低极端偏差。 
由图 12 和表 6 可知，非对称惩罚损失函数依

旧保持全面优势，Huber 损失函数的误差优势源于

其结合 MSE 与 MAE 的特性：对小误差采用平方惩

罚(类 MSE)，保证梯度平滑、优化稳定；对大误差

切换为线性惩罚(类 MAE)，降低异常值敏感度，避

免 MSE 的梯度爆炸风险。但其保障率(49%)和保障
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电量占比(52.77%)仍严重不足，说明即便优化了误

差鲁棒性，其本质仍是对称损失函数，无法区分高

估/低估的代价差异，缺乏方向敏感性的损失函数仍

无法满足可靠性需求。曲线下移后保障率提升至

95%，但 ERMSE (0.147 2)和 EMAE(0.101 2)显著恶化，

与 MSE、MAE 修正结果一致，以牺牲精度为代价

来提高保障电量占比。本文所提非对称惩罚损失函

数通过训练阶段直接融入方向敏感性(对高估/低估

施加差异化惩罚)，在保障率、保障电量占比和误差

上实现三重优化，是更贴合风电集群日内保障出力

预测需求(可靠性优先、低误差)的解决方案。 
6.3.4 静态多步预测与滚动多步预测方法对比 

本文所提模型的输出为多步预测，预测未来

4~24 h 的风力发电保障能力。为验证本文多步预测

模型的有效性，与滚动多步预测模型进行对比实验。

保障能力多步预测与滚动多步预测预测结果及对比

如表 7 和图 13 所示。 
表 7  滚动多步预测与保障能力多步预测评估结果 

Table 7  Results of the assessment of rolling multi-step fore-

casts and multi-step forecasts of safeguard capacity 
对比模型 Sr/% Rs/% ERMSE EMAE 

滚动多步预测 95 40.78 0.269 3 0.207 7 
保障出力多步预测 95 67.96 0.089 1 0.060 2 

 

图 13  保障能力多步预测与滚动多步预测预测结果对比 

Fig.13  Comparison of the results of the multi-step forecast for 

safeguarded capacity and the rolling multi-step forecast 

从图 13 和表 7 可以看出，本文多步预测模型

的保障能力预测效果要远优于滚动多步预测模型。

由于滚动多步预测模型预测下一个数据点时，会将

前一个数据点的预测结果作为预测该数据点的输入

特征，前一个数据点的预测结果本身具有误差并不

十分准确，以此类推，造成误差的累加，使得最终

的预测效果并不是很好。反观本文所提多步预测模

型的预测效果，保障率为 95%的前提下，保障电量

占比可以达到 67.96%，相较于滚动多步预测提高

27.18%。因此，证实了本文多步预测模型的多步预

测方法是更具有合理性的。 
6.3.5 多策略协同效应分析 

为验证社会排名更新策略(SR)与蚁群信息素机

制(PACO)的协同优化效果，本节分别采用了传统灰

狼算法优化的风电集群日内保障能力预测模型

(GWO)、结合社会排名更新策略的灰狼算法优化的

风电集群日内保障能力预测模型(SR-GWO)、引用

了蚁群算法信息机制的灰狼算法优化的风电集群日

内保障能力预测模型(PACO-GWO)与本文引入蚁群

算法信息素机制和社会排名更新策略的灰狼算法优

化 的 风 电 集 群 日 内 保 障 能 力 预 测 模 型

(SR-PACO-GWO)预测结果进行对比，4 种模型均基

于 CNN-LSTM 混合神经网络模型架构，各算法所

寻优非对称惩罚损失函数超参数如表 8 所示。 

表 8  各模型寻优结果 

Table 8  Optimization results for each model 
对比模型 惩罚权重α  保供系数 β  MSE 权重 γ  

GWO 37.25 27.16 3.56 
PACO-GWO 49.17 58.32 1.73 

SR-GWO 30.85 49.06 2.73 
SR-PACO-GWO 46.11 25.43 2.17 

不同 GWO 变体算法模型预测结果及对比见表

9 和图 14，不同 GWO 变体算法模型预测计算资源

消耗数据对比见表 10。由图 14、表 9 和表 10 可知，

SR-GWO 模型引入社会排名更新策略后，保障电量

占比提升 7.16%，但 EMAE升高 23.2%，表明单纯依

赖种群等级激励虽能增强全局搜索能力，却可能导

致局部收敛精度下降；PACO-GWO 模型通过蚁群

信息素机制优化搜索路径，其 ERMSE 较 GWO 降低

7.4%，但保障电量占比仅提升 3.04%，反映信息素

引导更利于误差控制而非电量保障能力提升；

SR-PACO-GWO 模型的保障电量占比较 SR-GWO
提升 10.18%，且 ERMSE降低 42.3%，融合了两种策

略虽导致单次寻优耗时变长，但寻优收敛次数大大

减少，寻优效率更高。信息素浓度梯度引导灰狼种

群向历史优质解区域聚集，避免盲目搜索导致的误

差累积；引入社会排名因子，在迭代初期强化全局

探索，后期侧重局部开发，平衡算法收敛速度与精

度，验证了社会排名策略与信息素机制的双重优势。 
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表 9  不同 GWO 变体算法模型预测评估结果 

Table 9  Results of model prediction evaluation of different 

GWO variants of algorithms 
对比模型 Sr/% Rs/% ERMSE EMAE 

GWO 95 69.77 0.079 6 0.059 1 
SR-GWO 95 76.93 0.080 9 0.072 8 

PACO-GWO 95 72.81 0.073 7 0.057 3 
SR-PACO-GWO 95 87.11 0.046 7 0.033 1 

 

 

图 14  不同 GWO 变体算法模型预测结果对比 

Fig.14  Comparison of model prediction results for different 

GWO variants of the algorithm 

 
表 10  不同GWO 变体算法模型预测计算资源消耗数据对比 

Table 10  Comparison of computational resource consumption 

data for model prediction of different GWO variants of  

algorithms 
对比模型 单次寻优耗时/s 寻优收敛次数 寻优总耗时/s 

GWO 73.14 100 7 314 
SR-GWO 76.38 81 6 186 

PACO-GWO 74.67 79 5 898 
SR-PACO-GWO 80.33 60 4 819 

 
6.3.6 改进算法与经典优化算法性能对比验证 

为对比所提改进优化算法的有效性，本节使用

白鲸优化算法(BWO)、粒子群算法(PSO)、遗传算

法(genetic algorithm，GA)和 SR-PACO-GWO 算法进

行对比分析。各算法均以 CNN-LSTM 混合神经网

络模型为基础架构，以综合评价函数为寻优目标，

对非对称惩罚损失函数超参数进行寻优，各算法寻

优的非对称惩罚损失函数超参数如表 11 所示。 
不同算法模型预测结果及对比见表 12和图 15，

不同算法模型预测计算资源消耗数据对比见表 13。
由图 15、表 12 和表 13 可知，在保障率均为 95%的 

表 11  不同算法寻优结果 

Table 11  Optimization results of different algorithms 
对比模型 惩罚权重α  保供系数 β  MSE 权重 γ  

GA 62.35 11.96 2.77 
PSO 32.19 52.31 1.68 
BWO 40.62 28.76 1.75 

SR-PACO-GWO 46.11 25.43 2.17 

 

 

图 15  不同算法模型预测结果对比 

Fig.15  Comparison of prediction results of different  

algorithmic models 

 
表 12  不同算法模型预测评估结果 

Table 12  Different algorithmic models predict  

assessment results 
对比模型 Sr/% Rs/% ERMSE EMAE 

GA 95 75.01 0.081 8 0.056 2 
PSO 95 76.37 0.089 3 0.063 3 
BWO 95 77.91 0.080 5 0.051 7 

SR-PACO-GWO 95 87.11 0.046 7 0.033 1 

 
表 13  不同算法模型预测计算资源消耗数据对比 

Table 13  Comparison of different algorithmic models for 

predicting computational resource consumption data 

对比模型 单次寻优耗时/s 寻优收敛次数 寻优总耗时/s 

GA 60.73 150 9 109 

PSO 61.38 110 6 751 

BWO 70.67 77 5 441 

SR-PACO-GWO 80.33 60 4 819 

 
基准条件下，本文提出的 SR-PACO-GWO 模型相较

于其他对比优化算法展现出全面性能优势：其保障

电量占比达 87.11%，较 GA、PSO 及 BWO 算法分

别提升 12.1%、10.74%与 9.2%，且预测误差显著降

低，较次优算法 BWO 分别下降 41.9%与 35.9%。
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对比算法中，GA 算法依赖交叉变异操作，其保障

电量占比最低，反映随机搜索策略在复杂解空间中

易陷入早熟收敛；PSO 算法虽通过群体协作机制提

升保障电量占比至 76.37%，但误差指标均为传统算

法中最高，表明速度-位置更新规则在风速突变场景

下易产生振荡性误差；而 BWO 虽均衡性较优(保障

电量 77.91%)，仍对异常波动误差较为敏感。

SR-PACO-GWO通过社会排名策略动态调整种群权

重强化全局搜索，结合信息素机制引导种群向历史

优质解区域聚集，显著提升预测稳定性，且寻优总

耗时均优于其他优化算法。综上所述，非对称惩罚

损失函数超参数经过 SR-PACO-GWO 寻优后极大

提升了预测性能。同时，为证明 SR-PACO-GWO 的

最优性，对 4 种算法优化的寻优迭代效率进行了对

比分析，具体结果如图 16 所示，进一步验证了本文

所改进优化算法的优越性。 

 

图 16  不同算法预测模型的适应度曲线对比 

Fig.16  Comparison of fitness curves for different algorithmic 

prediction models 

 
6.3.7 同类改进算法对比 

为对比所提改进优化算法在处理非对称惩罚

损失函数超参数优化时的有效性，本节使用基于莱

维飞行和随机游动策略的灰狼算法(cuckoo search 
with grey wolf optimization，CMGWO)[41]、基于均

衡优化的灰狼算法(equilibrium optimizer-grey wolf 
optimization，EO-GWO)和 SR-PACO-GWO 算法进

行对比分析。各算法寻优的非对称惩罚损失函数超

参数如表 14 所示。 
同类改进算法模型预测结果及对比见表 15 和

图 17，同类改进算法模型预测计算资源消耗数据对

比见表 16。由图 17、表 15 和表 16 可知，在保障率 

表 14  同类改进算法寻优结果 

Table 14  Optimization results for improved algorithms  

of the same class 
对比模型 惩罚权重α  保供系数 β  MSE 权重 γ  
CMGWO 31.87 50.11 1.37 
EO-GWO 45.12 25.73 1.95 

SR-PACO-GWO 46.11 25.43 2.17 

 

表 15  同类改进算法模型预测评估结果 

Table 15  Results of model prediction evaluation of similar 

improved algorithms 
对比模型 Sr/% Rs/% ERMSE EMAE 
CMGWO 95 80.73 0.073 2 0.050 2 
EO-GWO 95 81.65 0.071 8 0.048 7 

SR-PACO-GWO 95 87.11 0.046 7 0.033 1 

 

 

图 17  同类改进算法模型预测结果对比 

Fig.17  Comparison of model prediction results of similar 

improved algorithms 

 

表 16  同类改进算法模型预测计算资源消耗数据对比 

Table 16  Comparison of computational resource consumption 

data for model prediction of similar improved algorithms 
对比模型 单次寻优耗时/s 寻优收敛次数 寻优总耗时/s 
CMGWO 81.26 58 4 713 
EO-GWO 78.39 63 4 938 

SR-PACO-GWO 80.33 60 4 819 

 
均 为 95% 的 基 准 条 件 下 ， 本 文 提 出 的

SR-PACO-GWO模型相较于同类改进算法展现出全

面性能优势：其保障电量占比达 87.11%，较

CMGWO、EO-GWO 算法分别提升 6.38%、5.46%，

且误差指标均优于同类改进算法；单次寻优耗时以

及寻优总耗时处于同类改进算法中间水平，不影响
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工程实际应用。近年提出的 CMGWO 算法通过竞争

学习机制提升种群多样性，但在优化非对称损失函

数超参数时，其群体分裂策略可能导致探索性个体

(少数群体)在高压区域过早消亡，致使算法陷入欠

预测主导的次优解。类似地，EO-GWO 依赖的平衡

池理论在非对称环境下易收敛至伪平衡点，缺乏强

制跳出机制。本研究融合的社会排名(SR)与信息素

(PACO)机制，正是为弥补上述缺陷：SR 通过动态

排名继承历史优质解的方向性(降低非对称梯度的

误导)，而 PACO 通过信息素累积标记全局潜力区域

并辅助低排名个体越出局部盆地，从而大大提高了

算法全局搜索能力以及收敛精度。 

7  结论与展望 

风力发电保障能力日内预测技术对风电预测

以及调度计划的制定具有重要意义。本文为了填补

国内风电保障能力预测的空白，提出了基于非对称

惩罚损失函数的风力发电保障能力日内预测方法，

该方法具有以下 3 点特征： 
1）本文所构造设计的非对称惩罚损失函数，

能够满足保供电的需求。在满足“保供电”的同时，

保障能力预测结果的效果较为理想。 
2）本文提出的风电供电保障能力预测多目标

优化策略可以根据实际应用情况调整保障率的阈

值，从而适应不同工程实际问题。 
3）为解决传统 GWO 算法易陷入局部最优的情

况，在灰狼优化算法的基础上，结合社会排名更新

策略(SR)以及引入蚁群算法信息素机制(PACO)对
其进一步改进优化，增强了模型的收敛性能以及全

局搜索性能，显著提高了风力发电保障能力预测模

型的预测效果。模型计算效率高，能够完全满足工

程实际应用对效率的要求。 
本文方法现有保障电量占比指标未考虑时段

权重差异，在电网结构普适性、气象数据敏感性方

面仍存在局限。针对这些不足，后续将重点构建电

网特征自适应迁移学习框架以提升模型泛化能力，

研发气象-功率动态补偿机制增强中小型风电场的

预测鲁棒性，同时融合物理机理模型量化沙尘沉积、

叶片覆冰等极端天气的非线性影响。研究将进一步

拓展多时间尺度混合预测体系，引入时段权重因子

以精细化保障电量评估，实现日前-日内预测协同 
优化。 
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