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基于多参量数据融合决策的锂离子电池容量拐点预测 
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摘 要：容量拐点是锂离子电池性能劣化的关键转折，是评估电化学储能系统安全性的重要依据之一。现有拐点

预测方法对多源监测数据的融合不够充分、导致模型预测精度低、泛化能力弱以及场景适应性弱等一系列问题，

为此，提出了一种基于多参量数据融合决策的锂离子电池容量拐点预测方法。首先，结合 Bacon-Watts 方法与滑

动窗口法判定容量拐点，并分析电流、电压及温度参量的时序退化特征与拐点关联性；其次，构建

Transformer-AGCN-MoE 预测模型，通过 Transformer 模块提取多参量时序特征，并基于注意力增强的图卷积网络

挖掘跨参量非线性关联，融合多参量特征，再利用混合专家系统实现电池容量拐点预测结果的动态决策优化；最

后，采用麻省理工、西安交通大学等多组电池公开数据集验证模型的预测性能。实验结果表明：所提方法仅使用

4 组连续周期数据，拐点预测结果的决定系数即达到 0.98 以上，均方根误差小于 27 周期，预测精度较高，且具备

良好的适用性与可解释性。 
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Abstract：The capacity knee point represents a critical transition in the performance degradation of lithium-ion batteries 
and serves as a crucial indicator for assessing the safety of electrochemical energy storage systems. To address the issues 
of inadequate multi-source monitoring data fusion in existing knee point prediction methods, which result in low predic-
tion accuracy, poor generalization capability, and limited application scenarios, this study proposes a lithium-ion battery 
capacity knee point prediction method based on multi-parameter data fusion decision-making. Firstly, the knee point is 
identified by integrating the Bacon-Watts method with a sliding window approach, and the correlation between the tem-
poral degradation characteristics of current, voltage, and temperature parameters with the knee point is analyzed. Secondly, 
a Transformer-AGCN-MoE prediction model is constructed. The Transformer module extracts temporal features from 
multiple parameters, and an attention-enhanced graph convolutional network (AGCN) mines nonlinear correlations across 
different parameters and fuses the multi-parameter features. Then, a mixture of experts (MoE) system dynamically opti-
mizes the decision-making for knee point prediction. Finally, the model’s prediction performance is validated using 
multiple public battery datasets, including those from Massachusetts Institute of Technology(MIT) and Xi’an Jiaotong 
University. The experimental results demonstrate that, by using only four consecutive cycles of data, the proposed method 
achieves a coefficient of determination (R²) exceeding 0.98 and a root mean square error (RMSE) of less than 27 cycles 
for knee-point prediction, indicating high prediction accuracy along with good applicability and interpretability. 
Key words：lithium-ion battery; multi-parameter data; feature fusion; dynamic decision-making; knee point prediction 
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0 引言 

随着“双碳”战略目标持续推进，以电化学储

能为代表的新型储能技术，在新型电力系统中的应

用发展迅速[1-4]。其中，锂离子电池凭借能量密度高、

转化速率快等优势，已成为电化学储能系统的主流

储能单元[5]。然而，在充放电循环使用过程中，锂

离子电池会呈现不可逆的容量衰减现象，且安全风

险不断提升，当风险参数超过临界阈值时，极易引

发热失控现象，造成锂离子电池自燃或爆炸等严重

安全事故[6-8]。为保证储能系统长期安全稳定运行，

大量学者围绕电池健康态势感知开展研究。其中，

容量拐点作为量化电池老化演变的决定性指标，通

过揭示容量衰减速率突变的临界状态，为电池非线

性衰减机制提供了关键判据。因此，容量拐点的准

确预测对提升储能系统运行安全性、优化全生命周

期经济性指标及提高能源利用效率具有重要意义[9]。 
锂离子电池在服役过程中容量呈现显著的双

阶段衰减特性[10]。初始阶段表现为准线性的容量缓

慢衰减，且衰减速率较低。当循环周期达到临界阈

值，即容量拐点后，电池便进入快速衰退阶段。此

阶段容量呈现速率递增的非线性加速衰退，直至达

到寿命终止标准。容量急剧减小代表着锂电池内部

固体电解质界面膜增厚、锂枝晶生长等不可逆反应

的持续累计[11]。对比健康状态、剩余使用寿命等静

态阈值指标，拐点能更加直接展现电池性能劣化的

转折，动态量化容量突变的触发条件，为优化储能

系统维护策略、预判性能断崖提供前瞻性指导[12-14]。 
目前，锂离子电池容量拐点的相关研究主要围

绕拐点判定与预测两方面展开。IEEE 标准将容量拐

点定义为：在电池寿命的大多数时间里，容量缓慢

下降，但在拐点后出现快速下降[15]。依据该定义产

生了多种拐点判定方式，文献[16]将容量曲线的最

大曲率点确定为拐点，文献[17]选取容量曲线中曲

率最大值和最小值对应点分别绘制切线，2 组切线

交点对应循环数即为拐点。上述两种方法均需通过

曲率计算确定拐点位置，而数据噪声会显著干扰拐

点判定过程。为规避噪声干扰，文献[18]对电池容

量曲线起始区域和终止区域衰退轨迹进行线性拟

合，夹角的平分线与容量曲线的交点即为拐点。在

此基础上，文献[19]提出了 Bacon-Watts 法，通过两

段线性函数来分别拟合电池容量变化曲线中的起始

区域和终止区域，两直线的交点即为拐点。经多组

实验证明该方法抗噪能力更强，目前应用最为广泛。 
现有锂离子电池容量拐点预测研究通常采用

数据驱动方法，其中依据特征提取方式可细分为人

工提取特征和自动提取特征方法。现有人工提取特

征方法中，文献[20]将电池单个循环周期的初始容

量、内阻、微分容量最小值和充电时间等信息提取

为人工特征，通过卷积神经网络来实现拐点预测，

预测平均绝对百分比误差达到 15.01%。但单一充放

电周期包含信息有限，为此文献[21]提取电池前 20
个循环周期的内阻、增量容量曲线峰值及对应位置

作为人工特征，并提出了基于堆叠式长短时间记忆

神经网络的拐点预测方法，改善了预测精度。在此

基础上，文献[22]分析了电池弛豫现象，并提取电

压弛豫信息为人工特征，实现了电池容量拐点与剩

余使用寿命的联合预测。上述方法通过分析电池充

放电过程，依据人工经验提取关键信息，实现了电

池容量拐点的有效预测。但人工特征的完备性受限

于专家先验知识，导致模型泛化能力不足，一定程

度上阻碍了方法的工程应用。 
为此，部分学者提出基于深度神经网络的自动

特征提取方法，通过构建端到端的自主学习机制提

取高质量特征，揭示电池容量拐点与监测数据间的

非线性映射关系。其中，文献[23]提出基于卷积神

经网络的电池容量拐点预测方法，以 3 个循环周期

的充放电时序数据作为输入，通过卷积核自动提取

特征实现了电池容量拐点预测，但模型有效预测范

围仅局限与拐点前 100 个周期内。在此基础上，史

永胜等人将构建基于长短时记忆(long short-term 
memory, LSTM)神经网络的拐点合预测模型，并将

模型输入数据拓展至前 80 个循环周期，实现了电池

全生命周期的容量拐点预测，并改善了预测精度[24]。

此外，文献[25]从电池容量退化特性入手，采用

LSTM 神经网络提取电池前 100 个循环周期的容量

下降梯度曲线和增量容量曲线特征，保证了容量拐

点预测的可靠性和准确性，但模型数据需求量进一

步增加。综上所述，高质量特征能够有效提升容量

拐点的预测精度及置信度，但现有方法依然存在监

测数据需求量较大、特征融合不充分导致预测的精

度低，泛化能力弱等问题，实际复杂应用场景中的

模型预测精度与稳定性有待进一步提升。 
针对上述问题，本文提出了一种基于多参量数

据融合决策的锂离子电池容量拐点预测方法。首先，

构建基于 Transformer 的时序特征提取模块，通过自
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注意力机制分别提取电池参量长时序特征，解决长

时序监测数据特征提取难题；其次，采用注意力增

强的图卷积网络(attention-enhanced graph convolu-
tional network, AGCN)将电池的不同特征参量作为

图节点，挖掘参量之间隐含的、动态的交叉关联，

实现多参量数据特征融合；再次，构建基于混合专

家系统(mixture of experts, MoE)的动态决策模块，动

态调整融合特征权重，判别电池在不同老化阶段的

性能衰退主导机制，实现自适应决策；最后，通过

多组公开电池数据集进行实验验证。实验和分析结

果表明，与现有方法对比，本文提出电池容量拐点

预测方法预测精度更高，且具备良好的适用性与可

解释性。 

1 电池多参量数据分析与数据集构建 

1.1  锂离子电池容量曲线拐点判定 
容量曲线的拐点代表锂离子电池容量由缓慢

衰退阶段切换至快速衰退阶段，是表征电池老化过

程的重要指标。实际使用场景中，充放电条件、种

类规格和运行环境等因素均会导致锂离子电池容量

呈现截然不同衰退轨迹。为此，本文基于

Bacon-Watts 方法判定不同电池的容量拐点，如图 1
所示[19]。该方法通过两段线性函数分别拟合电池容

量曲线的起始区域和终止区域，并将线性函数交点

判定为拐点，为后续预测提供有效标定。具体流程

如下所述。 

 

图 1  电池容量曲线拐点 

Fig.1  Knee point curve of battery capacity degradation 

 

首先，通过滑动窗口法去除电池容量曲线显著

离群点，在保留原有容量衰减曲线信息的同时，减

小拐点识别的偏差。设定窗口长度为 k，滑动步长

为 1，从容量数据起始位置开始，依次提取每个窗

口内数据，并计算窗口内当前点容量值与剩余点容

量值的变化率 rij： 

 i j
ij

j

c c
r

c

−
=  (1) 

式中：ci 表示当前点容量值；cj 为窗口内剩余点容

量值。当变化率均值超过设定阈值，则使用窗口内

剩余点的均值替换当前点容量值。滑动窗口重复上

述步骤直至遍历完成整个容量曲线，便可剔除显著

离群点。 
其次，假设电池容量曲线中存在平滑过渡拐

点，将曲线分为缓慢衰退阶段和快速衰退阶段两段

不同斜率的线性区域，并通过双曲正切函数实现两

段线性区域的平滑连接，即： 

1
0 1 1 2 1( ) ( ) tanh x xy x x x x Zα α α

γ
− 

= + − + − + 
 

 (2) 

式中：x 为电池循环次数；y 为电池容量；x1为容量

曲线拐点；α0为电池拐点处的电池容量；α1为拐点

前线性衰退速率；α2为拐点后线性衰退速率变化量；

γ为平滑系数，用于控制拐点附近过渡区的曲率；Z
为残差项，是正态分布的残差项，代表容量随机 
波动。 

最后，采用非线性最小二乘算法拟合电池容量

曲线，通过最小化拟合曲线与实际曲线的残差平方

和，优化参数 α0、α1、α2和 x1。拟合完成后，x1即

为判定的拐点位置。 
1.2  锂离子电池多参量监测数据分析 

在现有锂离子电池健康状态估计与剩余使用

寿命预测的研究中，电流、电压及温度作为表征电

池容量衰减的关键参数被广泛应用。将图 1 中的电

池容量衰减曲线与附录 A 图 A1 全生命周期充放电

实验多参量监测数据联合对比分析可知：随着循环

次数的增加，电池的电流、电压及温度参数变化与

容量衰减之间呈现显著的相关性，尤其在电池达到

拐点对应周期后，多参量监测数据曲线形态发生显

著变化，具体如图 A1 所示。图 A1 展现了锂离子电

池全生命周期电流、电压及温度参量的监测数据曲

线，红色五角星所在位置对应电池容量拐点周期，

绿色箭头指示多参量监测数据曲线呈现出周期性趋

势。其中，图 A1(a)所示电流全生命周期曲线呈现

出显著的循环依赖性递减特征，其充放电持续时间

随循环次数增加呈非线性缩短，尤其当电池容量经

过拐点后呈现加速衰退时，充放电持续时间缩短速
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率显著加剧，此外电流曲线平台期的长度与电池容

量衰减速率呈负相关；类似地，图 A1(b)电压曲线

分析表明，在等效荷电状态区间内，完成相同充放

电操作所需时间随循环次数增加而减少，且其减少

速率与容量衰退速率呈现显著正相关性；最后，图

A1(c)所示温度数据也呈现出阶段性演变特征，在电

池经过容量拐点加速老化阶段时，电池温度曲线在

充电和放电两阶段的峰值整体呈现下降趋势，表明

电池充放电温度变化趋势同电池健康状态存在密切

联系。此外，文献[26]也都同时指出了电池热力学

行为随着电池的使用呈现明显的阶段性演变特征。

综上，充放电过程中双峰温度分布特征及峰值迁移

现象能够为不同衰退阶段的辨别提供重要依据。基

于上述退化特性，本文选取电流、电压和温度 3 组

参量数据作为拐点预测模型的输入。 
1.3  拐点预测模型数据集构建 

依据电池容量曲线以及电流、电压和温度数据

便可构建用于拐点预测模型的训练、验证与测试的

数据集，具体构建流程如图 2 所示。 

 

图 2  数据集构建过程 

Fig.2  Dataset construction process 

 
首 先 对每个 电池的容量 变化数据 通过

Bacon-Watts 法动态判定电池的容量拐点；其次，从

电池全生命周期的电流、电压及温度等监测参量中

构建有效的监督学习样本，本文采用滑动窗口法进

行数据处理。具体而言，将固定长度的连续多周期

监测数据作为一个数据窗口，并将其中的多维时序

信息整合为特征向量，作为模型输入数据；同时，

依据判定的电池容量拐点，计算该数据窗口末端周

期距离拐点的剩余周期数作为该特征向量的标签

值，即模型的期望输出值。通过在每个电池的健康

状态演化序列上以固定步长移动该窗口，便可生成

大量特征-标签样本对。最终，汇集所有电池生成的

样本对，构建形成用于拐点预测模型训练、验证与

测试的综合数据集。 

2 基于多参量数据融合决策的锂离子电池

容量拐点预测模型 

锂离子电池实际使用场景复杂、用户使用习惯

不同、充放电条件各异，导致容量曲线呈现如图 3
所示复杂退化趋势，显著增加容量拐点预测难度。

为此模型需要从电池多个参量监测数据中挖掘电池

关键退化特征，并构建有效映射模型，实现拐点精

确预测。然而，电池监测参量具有多源异构的特性，

其类型多样、来源各异且表征的物理属性不尽相同。

若将这些监测数据通过简单的横向堆叠或纵向拼接

方式构造特征向量，不仅会破坏各类属性数据内部

固有的结构信息，难以有效感知和利用不同物理属

性之间的动态耦合关系，造成特征融合不充分，限

制了模型对电池复杂退化机理的深层理解，还可能

因数据维度急剧增加而引发特征表征失真，难以实

现容量拐点的高精度预测。 

 

图 3  电池容量衰退趋势图 

Fig.3  Battery capacity degradation characteristics 

 
为此，本章构建基于 Transformer-AGCN-MoE

模型的多参量数据融合决策方法，实现锂离子电池

容量拐点预测。首先，时序特征提取模块采用并行

Transformer 网络，分别提取各参量的长周期退化模

式特征，利用自注意力机制强化关键时序特征的表

达能力；其次，多参量数据特征融合模块基于AGCN
构建跨参量的全局交互图结构，通过节点特征聚合

与注意力加权机制，捕捉多参量间非线性关联与协

同退化规律，融合多参量数据时序特征；最后，动

态决策模块采用混合专家系统 MoE，结合门控网络

自适应选择最优专家组合对电池容量拐点进行预
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测，增强模型复杂退化场景下的适用性。 
2.1  参量时序特征提取模块 

电池充电工况复杂多变，监测数据长度大，特

征提取难度大，为充分挖掘锂离子电池充放电过程

中电流、电压、温度参量的时序退化特征，本文基

于 Transformer 模型构建时序特征提取模块。对比传

统时序特征提取网络，如循环神经网络(recurrent 
neural network, RNN)、长短时记忆神经网络(long 
short-term memory, LSTM)和门控循环网络(gated 
recurrent unit, GRU)，Transformer 模型采用自注意

力机制突破序列建模的逐层递归限制，实现全局依

赖关系的直接提取与高效并行计算，能够显著提升

长序列数据的处理能力。 
Transformer 模型的特征提取过程如图 4 所示，

模型主要由位置编码、编码层和解码层构成。其中，

位置编码用于表示电池参量时序数据的位置关系；

编码器则由 Ne个编码器层串联构成，将输入序列数

据映射成高维向量；解码器则由全连接层代替，将

高维向量转换成输出的电池参量特征。 

 

图 4  基于 Transformer 模型结构 

Fig.4  Architecture of the Transformer-based model 

 
在电池参量时序数据输入编码器前，需要通过

位置编码 PE引入序列的位置信息，通常采用正弦函

数和余弦函数以输入嵌入的形式实现： 

 
E OS

m

E OS
m

os( ,2 ) sin 2 /10 000

os( ,2 1) cos 2 /10 000

p
P p i i d

p
P p i i d

  
 =     


 
+ =      

 (3) 

式中：pOS表示输入向量位置；dm是嵌入维度，i∈[0, 
dm/2]，是输入向量维度索引。 

编码器由多个编码器层串联堆叠构成，每个编

码器主要包含多头自注意力层和前馈神经网络层。 
(1)多头自注意力层，其作用是并行捕捉输入序

列不同位置数据间的依赖关系，运算过程如下： 

 
T

Attention( , , ) softmax( )
d

=
k

QKQ K V V  (4) 

式中：Attention 表示自注意力机制；softmax 为归一

化指数激活函数；Q 是查询矩阵；K 是键矩阵；V
是值矩阵；dk 表示矩阵维度，用于控制点积的数量

级，缓解梯度消失问题。多头自注意力层通过构建

多个自注意力头，多视角提取复杂时序数据特征： 

1 2MultiHead( , , ) Concat( , , , ) O
ph h h=Q K V W  (5) 

 Attention( , , )Q K V
i i i ih = QW KW VW  (6) 

式中：MultiHead 表示多头自注意力机制；Concat
为拼接操作；p 是自注意力头数目；WO、WQ、WK

和 WV均是可学习的权重矩阵。 
(2)前馈神经网络层，其作用是多头自注意力层

的基础上进一步增强非线性特征，运算过程如下： 

 1 1 2 2FFN( )=ReLU( + )b bδ δ +w w  (7) 

式中：FFN 表示前馈神经网络；ReLU 为线性整流

激活函数；δ是输入数据；w1、w2是权重矩阵；b1、

b2是偏置项。 
上述基于 Transformer 模型的时序特征提取模

块，通过多头自注意力层高效提取电池参量数据全

局时序特征，再经过前馈神经网络层增强特征非线

性表达，为后续融合模块提供高质量特征。 
2.2  多参量数据特征融合模块 

电池多参量数据间存在复杂耦合关系，若其特

征未经充分融合便直接用于拐点预测将显著增加模

型辨识参量内在耦合特性难度。针对该问题，本文

基于 AGCN 构建多参量数据特征融合模块，挖掘各

属性特征空间关系，实现特征高效融合。 
图卷积神经网络(graph convolutional network, 

GCN)将卷积从欧氏空间数据拓展至图结构数据，通

过图的拓扑结构实现信息传递与聚合。特征融合过

程中，GCN 可将各参量特征映射为图节点，并基于

谱图理论建立参数间的动态关联邻接矩阵，通过可

微分的信息传递机制实现跨参量特征交互。然而，

静态邻接矩阵难以适配电池参数间的动态耦合特

性。为此，本文在 GCN 中引入注意力机制动态学

习电压、温度等参量特征间的关联权重，构建多参

量数据特征融合模块，高效融合电池多参量特征。
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基于 AGCN 模型的多参量数据特征融合模块具体

结构如图 5 所示。 

 

图 5  基于 AGCN 模型的多参量数据特征融合模块 

Fig.5  AGCN-based multi-parameter data feature fusion  

module 

 
多参量数据特征融合模块由 GCN 和注意力机

制构成。首先，将电池多参量特征矩阵转变为由集

合 G=(X, A)定义的图结构。其中，X 是 M 个节点的

集合，每个节点代表电池一次充放电循环周期单个

参量的 D 维特征，节点间的边关系构成 1 个 M×M
维的邻接矩阵 A。 

其次，将图结构数据输入 GCN。从结构上分析，

GCN 由多个神经网络层堆叠构成，层和层之间的信

息传播方式可表示为： 

 ( ) ( )
1 1

( 1) 2 2( ( ) )
l ll σ

− −+ =H D A D H W 

 (8) 

式中：l 代表神经网络层数；σ为激活函数；H 是每

一层的节点特征矩阵；W 是可学习权重矩阵；I 是

单位矩阵； = +A A I 形成带自环的邻接矩阵；D 为
A 的度矩阵。 

接着，采用注意力机制对 GCN 输出特征矩阵

HG 进行线性变换，经 tanh 激活函数后再进行线性

变换，最后采用 softmax 函数进行归一化操作，获

取电压、电流和温度等参量特征间的关联权重矩阵

WG，即： 
 1 2softmax ta )( ( )nhG G=W H W W  (9) 

式中：W1和 W2是可学习参数。 
最后，通过对原始特征矩阵 HG 和关联权重矩

阵 WG 加权求和，获取加权聚合后的电池多参量数

据融合特征 F，实现全局特征交互。 
 G G= ⋅F H W  (10) 
2.3  动态决策模块 

复杂运行场景下，锂离子电池老化轨迹差异显

著，导致容量拐点位置随运行环境条件发生动态偏

移，传统单一模型难以适配差异化电池退化模式。

针对上述问题，本文设计基于混合专家 MoE 模型

的动态决策模块。MoE 模型由 n 组专家网络与门控

网络构成层级决策体系，结构如图 6 所示。 

 

图 6  基于 MoE 模型的动态决策模块 

Fig.6  MoE-based dynamic decision-making module 

 

其中，专家网络均采用线性变换层，分别学习

电池多参量融合特征的高维表征，并给出对应决策

结果；门控网络通过采用软选择方式，计算输入特

征与各专家网络的匹配度，生成动态门控权重激活

特定专家网络参与最终决策。MoE 模型避免了传统

全连接过程中，所有专家网络参与决策造成的高计

算开销与过度计算，其决策过程可形式化为： 

 
1

ˆ ( ) ( )c
c

C

cy g f
=

=∑ F F  (11) 

式中： ŷ 为最终决策结果，即电池容量拐点预测结

果；C 表示专家数量；fc 为第 c 个专家网络的输出

决策；gc 为门控网络生成的权重系数，表达式如下： 

 
1

exp( ( ))( )
exp( ( ))j

c
c C

j

hg
h

=

=

∑
FF

F  (12) 

式中：hc为门控网络对第 c 个专家的得分，通过线

性变换求取。 
2.4  锂离子电池容量拐点预测模型 

针对复杂使用场景下锂离子电池容量衰减轨

迹多变，拐点预测难度大的问题，首先，对电池多

参量监测数据进行预处理，并分别构建监测参量数

据矩阵；其次，选取 Transformer 构建时序特征提取

模块，利用自注意力机制高效处理长序列数据的依

赖关系，从电池充放电全周期数据中提取电压、电

流及温度等参量的动态时序特征；再次，引入AGCN
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模块，将各参量特征序列构建为动态关系图，发掘

参量间潜在的协同演化规律，克服传统模型孤立处

理监测数据的局限，融合电池多源信息；最后，MoE
的门控网络依据当前电池状态实时评估并激活最相

关的专家子模型，动态调整决策权重，使模型能有

效应对不同老化阶段的主导衰退机制及电池老化轨

迹的个体化差异，提升拐点预测的准确性与鲁棒性。

将上述 3 种方法结合构建 Transformer-AGCN-MoE
模型，其框架如附录 A 图 A2 所示：模型的具体实

现过程如下所述。 
步骤 1 电池数据预处理：选取多个连续充放电

循环中电池的电流、电压和温度参量数据，并分别

进行归一化。针对某个参量的单周期监测数据，采

用等时间间隔采样策略在充放电周期内统一提取

200 个样本点，以确保跨周期数据的维度一致性。

据此，可将电压、电流和温度参量数据分别定义为

独立三维张量 U、I、T，并共享时序与循环维度： 
 200 1 200 1 200 1, ,N N N× × × × × ×∈ ∈ ∈U I TR R R  (13) 

模型的输入数据矩阵D可通过通道维拼接合并

表述为： 
 200 3,  , )Concat  ( N× ×= ∈D IU T R  (14) 

步骤 2 电池时序特征提取：构建 3 组

Transformer 模型，捕捉连续充放电循环参量的演变

差异，挖掘时间步间的深层关联，分别提取电流、

电压和温度参量数据特征，并构建多参量特征矩阵

的图结构表示 G： 
 ( ) 3,, ,1}0{,M MM× ×∈ ∈=G X A X AR  (15) 

式中：X=[fTransformer(U), fTransformer(I), fTransformer(T)]，
fTransformer(·)代表 Transformer 模型的特征提取过程；

A 是邻接矩阵，采用滑动窗口依据时序邻近性构建；

M 是图的节点数目。 
步骤 3 多参量数据特征融合：构建注意力增强

的图卷积网络，通过在 GCN 中引入注意力机制动

态学习多参量特征矩阵的关联权重，获取电池多参

量数据融合特征 F： 
 G GCN AT GCNG T( ) ( ( ))f f f⋅= ⋅ =F H G GW  (16) 
式中：fGCN(·)代表 GCN 过程；HG为 GCN 的输出；

fATT(·)代表注意力机制过程；WG 为注意力机制的输

出。 
步骤 4 动态决策：为适应差异化电池退化模式，

采用 MoE 模型，构建多个专家网络实现拐点预测

过程动态决策，给出高置信度预测结果。 
步骤 5 损失函数正则化：为防止 MoE 模型中

出现专家垄断现象，在常规损失函数中引入熵正则

化项，通过正则化门控权重分布，约束权重分布形

态，优化模型多样性和鲁棒性。 
 Total MSELoss EntropyL L Lλ= +  (17) 

式中：LTotal代表总误差函数；LMSELoss代表常规均方

误差损失函数；λ=0.01 用于控制平衡；LEntropy 代表

熵正则化项，具体为： 

 ( ) ( )
Entropy

1

(

1

)

1

1 1 ln( )
CB B

b b b
c c

b b c

L H
B B

ε
= = =

= = − +∑ ∑∑ g g  (18) 

式中：B 为每批次的样本量；H(b)为第 b 个样本的熵；

g(b)为门控权重向量；ε则用于保证损失函数稳定性。 
步骤 6 数据输出：Transformer-AGCN-MoE 模

型预测当前输入样本所处循环周期与拐点对应循环

周期间的差值，进而获取电池容量拐点预测结果。 

3 算例验证及分析 

3.1  锂离子电池数据与评价指标构建 
本文采用麻省理工学院采集的电池测试数据

集[27]进行算例仿真与结果分析，验证所提锂离子电

池容量拐点预测模型在复杂使用场景下的预测性

能。该数据集来源于 124 组磷酸铁锂(LFP)/石墨电

池，电池的标称容量为 1.1 Ah，标称电压为 3.3 V。

在此基础上，采用 72 种不同的单步或两步充电策略

对电池充电，模拟不同使用场景，再以电池标称容

量的 4 倍电流，即 4 C 放电至 2.0 V，循环测试持续

至电池容量衰减至初始容量的 80%以下，获取容量

衰减曲线。 
如附录 A 图 A3 所示，数据集中 124 组电池的

容量衰减曲线形态差异显著，采用 Bacon-Watts 法

判定出的容量拐点对应循环周期从 400 一直延伸至

1 800，其中拐点主要集中在 400~1 000 周期内。 
此外，本文还采用马里兰大学 CALCE 数据集[28]

和西安交通大学 XJTU 数据集[29]，验证拐点预测模

型对不同型号锂离子电池的适用性。CALCE 数据

选用其中的 CS2-35、CS2-36、CS2-37、CS2-38 电

池，其经过 0.5 倍额定电流与 4.2 V 额定电压的标准

恒压恒流方式充电，再经 1 倍额定电流恒流放电，

实现电池的加速老化。数据包括电池充放电过程的

循环周期、电流、电压、容量等参量，CALCE 电

池容量衰退曲线如附录 A 图 A4 所示，并采用

Bacon-Watts 法判定的容量拐点。XJTU 数据集选用

其中第二批次的 15组电池样本，其经过 3 C与 4.2 V
恒流恒压充电，再经 1 C 放电至 2.5 V。数据包括电
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池充放电过程中的循环周期、电流、电压、温度和

容量等参量，XJTU 电池容量衰退曲线如附录 A 图

A5 所示，并采用 Bacon-Watts 法判定的容量拐点。 
为量化拐点预测模型的精度，本文选取绝对误

差(absolute error, AE, 计算方法详见式(19))、决定系

数(R-Square, R2, 计算方法详见式(20))与均方根误

差(root mean squard error, RMSE, 计算方法详见式

(21))作为评价指标，来量化模型预测拐点和真实拐

点间的误差。具体公式如下： 

 AE ˆi iV y y= −  (19) 
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式中：n 为样本数量；yi为第 i 个样本当前循环周期

与拐点对应循环周期间的真实差值； ˆiy 为模型第 i
个样本当前循环周期与拐点对应循环周期间的预测

差值； y 是所有样本当前循环周期与拐点对应循环

周期间真实差值的平均值。 
3.2  模型超参数设定 

预测模型网络结构参数和训练参数可以统一

定义为模型超参数，其设定会对模型泛化性能产生

较大影响。为此，本文采用网格搜索法搜索最优超

参数组合，提升模型拐点预测精度。先在设定范围

内穷举所有超参数组合，并依据超参数组合构建预

测模型，再经验证集验证模型预测效果，便可筛选

出超参数的最优配置方案。模型网络参数和训练参

数网格搜索范围分别如表 1 和表 2 所示。 
表 1  模型参数网格搜索范围 

Table 1  Grid search ranges for model parameters 

模块名称 属性 搜索范围 

Transformer 

隐藏层维度 128、256、512、1 024 

多头注意力头数 8、16、20、32 

堆叠层数 2、3、4、5 

AGCN 
GCN 层数 1、2、3、4 

GCN 输出维度 64、128、256 

MoE 专家数量 8、16、32 

 
经过网格搜索得到的拐点预测模型最优参数

为：Transformer 隐藏层维度为 521、多头注意力头

数为 20、堆叠层数为 3，AGCN 模块的 CGN 层数

为 1、输出维度为 128，MoE 模块的专家数量为 16。

模型训练最优参数为：训练总轮次为 2 000，每个批

次样本数量为 64，早停的耐心值为 50 轮次，学习

率为 10–5。 
表 2  模型训练参数网格搜索范围 

Table 2  Training parameter grid search range 
参数 数值 

训练总轮次 2 000 
每个批次样本数量 16、32、64、128、256 
早停的耐心值 10、30、50 

学习率 10–3、10–4、10–5、10–6 

 
3.3  算例评估及性能对比 

为验证 Transformer-AGCN-MoE 模型的有效

性，本文将麻省理工学院采集的 124 组电池测试数

据划分为 3 组数据集，构建算例验证模型拐点预测

精度。算例构建过程先随机选取 104 组电池数据构

建训练集，迭代训练预测模型至收敛；再随机选取

10 组电池数据构建验证集，确定预测模型参数；最

后，采用剩余 10 组电池数据构建测试集，测试模型

预测精度。 
预测电池容量拐点时，模型选取样本当前循环

周期前 N 个连续周期的历史电压、电流和温度参量

作为输入，以样本当前循环周期与拐点对应循环周

期间的差值作为输出。模型输入数据，即 N 个连续

周期电池历史数据，其长度的设定直接影响模型对

历史特征的捕捉能力。输入数据过短可能导致模型

无法识别完整的周期规律，削弱模型对趋势性和季

节性特征的学习效果；而输入数据过长则可能引入

噪声或冗余信息，降低模型对近期关键特征的敏感

性。为选择最佳的输入循环周期数量，本文分别选

取 N=1、2、3、4、5 分别训练拐点预测模型，并在

测试集上经过 10 次重复实验，结果如附录 A 图 A6
所示。 

实验结果表明模型性能随输入数据长度变化

呈现非线性变化。当循环周期数从 1 逐步增加至 4
时，模型预测精度呈现递增趋势，具体表现为 RMSE
持续降低而 R2稳步提高。同时，箱体也逐渐收窄，

预测结果离散程度减小，表明模型稳定性随历史数

据量的增加而增强。然而当循环周期数增至 5 时，

模型性能出现明显拐点，RMSE 转而上升且 R2 下

降，同时预测结果的波动范围显著扩大。该现象表

明模型复杂度与数据规模之间存在动态平衡关系，

过大的窗口数量不仅增加计算负担，还可能导致模

型陷入局部最优解。因此，本研究最终确定 4 个连
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续充放电循环周期的电流、电压和温度数据作为后

续模型输入，在保证预测精度同时有效控制计算复

杂度。 
综上，选取 4 个连续充放电循环周期数据输入

Transformer-AGCN-MoE 模型，测试集的拐点预测

效果如附录 A 图 A7 所示。 
其中，图 A7(a)展示模型对测试集所有电池的

预测性能评估结果。上半部分呈现了预测值与真实

值的对比关系，其中横轴表示测试样本当前周期数，

纵轴为测试样本对应的距离拐点周期数，蓝色散点

代表拐点真实值，红色散点则为模型预测结果。图

中展示的模型预测值与真实值差值较小，散点整体

演化趋势一致，显示出良好拟合效果。下半部分展

示了预测值与真实值在不同周期数下的绝对误差，

结果显示大部分拐点预测的绝对误差控制在 40 个

周期以内，整体误差较小。在此基础上，考虑到实

际应用中电池受复杂环境因素影响，容量曲线存在

显著差异，本研究进一步分析模型对不同寿命电池

的拐点预测能力，选取测试集中 3 类典型样本：短

寿命电池(拐点周期<600)、正常寿命电池(600≤拐点

周期≤800)和长寿命电池(拐点周期>800)，其预测结

果分别展示于图 A7(b)—(d)。实验结果表明，模型

在不同寿命特征的电池样本上均展现出较为稳定预

测性能，预测误差分布合理，且在长寿命电池容量

拐点预测中效果最佳，表明预测模型对于不同寿命

电池容量拐点预测的较强适应能力。为进一步验证

所提方法在拐点预测方面的优越性，本文选取锂离

子电池态势感知领域常用的 7 类基准模型进行对比

分析，即卷积神经网络(convolutional neural network, 
CNN)[23] 、 多 层 感 知 器 (multilayer perceptron, 
MLP)[30]、RNN[31]、LSTM)[32]和 GRU[33]以及基于梯

度提升树的 CatBoost、XGBoost 模型[34-35]。利用上

述模型分别进行 10 次独立随机初始化训练实验，计

算各模型在测试集上的 RMSE 和 R2 的平均值，具

体结果如表 3 所示。 
如表 3 所示，本文提出的 Transformer-AGCN- 

MoE 模型的 RMSE 仅为 26.802 周期，而 R2 高达

0.983，取得了最优的电池容量拐点预测精度。对比

CNN、RNN 和 GRU 等神经网络模型，RMSE 指标

降低 39%以上、R2指标提升 2.87%以上，预测精度

提升显著。相较于 GRU、XGBoost 等决策树模型，

所提出模型的 RMSE 降低了 29%以上，这主要得益

于 AGCN 模块对电池多参量监测数据退化特征的

时空耦合融合，对比直接决策方法能够更高效提取

数据高质量特征。此外，在预测精度方面，本文所

提方法在 MIT 数据集上的 RMSE 指标为 26.802 周

期，相较于文献[21]所提方法为 41.8 周期，预测误

差 RMSE 下降超过 35%；在模型所需的监测数据量

方面，文献[24]使用 80 个循环周期数据作为拐点预

测模型输入，预测结果 RMSE 低于 60 周期，而所

本文提模型在仅使用 4 周期数据的情况下，RMSE
仅为 26.802 周期。 

表 3  不同模型在 MIT 电池数据集上的拐点预测表现 

Table 3  Performance of different models in predicting inflec-

tion points on the MIT battery dataset 
模型名称 RMSE/周期 R2 时间/ms 训练耗时/s 

Transformer-AGCN-MoE 26.802  0.983 0.488 3 680.51 
CNN 71.496  0.886 4.071 18 224.37 
MLP 49.662  0.945 0.273 12 054.02 
RNN 44.194  0.956 0.257 744.84 

LSTM 50.050  0.944 0.248 3 342.64 
GRU 44.273 0.956 0.247 1 188.35 

CatBoost 52.969  0.937 0.184 259.13 
XGBoost 37.8 0.968 0.047 3 136.24 

 
综上所述，相较于多种基准模型与现有先进方

法，本文所提方法在仅需 4 个早期循环周期数据的

情况下，有效提升了电池容量拐点预测精度，验证

了其在低数据依赖性与高预测精度方面的优越性，

为电池关键状态的早期精准预测提供了有效方法。 
此外，实际储能系统中算力资源有限，为进一

步评估算法在储能系统中的可实现性，本文基于

Intel Core i5-12600K 处理器与 NVIDIA GeForce 
RTX 2080 SUPER GPU 构建实验硬件平台；软件环

境基于 Python 3.10，依托 PyTorch 框架实现异构并

行计算，并利用 GPU 的 CUDA 核心完成张量运算

加速。本文通过测试各模型对电池单次拐点预测的

平均耗时以及模型训练至收敛所消耗时长来评估计

算效率，结果如表 3 所示。本文所提模型训练时间

为 3 681.51 s，训练时间适中；单次预测耗时仅为

0.488 ms，预测速度略慢与 XGBoost 与 CatBoost 等
决策树方法，但远快于同样具有复杂结构的 CNN
模型，与 RNN、GRU 等模型处于同一数量级。综

合模型预测精度与计算效率分析，本文模型尽管计

算复杂度略有增加，但在实现最高预测精度的同时，

仍保持了亚毫秒级的计算效率，模型训练时长合理，

能够有效平衡模型精度与计算效率，可实现在电池

管理系统中的高效部署。 
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为便于实际工程应用参考，增强模型可部署能

力，本文对进行了模型量化测试。所提模型在单精

度浮点 FP32 下，参数量为 117 MB，模型大小为 468 
MB，训练过程中的显存占用为 3.51 GB。为平衡模

型实际部署场景中模型规模与预测精度，本文进一

步测试模型在半精度浮点数 FP16、8 位浮点数 FP8、
4 位浮点数 FP4 和 8 位有符号整数 INT8 量化情况

下的表现，结果如表 4 所示。  
表 4 量化结果表明，与 FP32 的基准模型对比，

在 FP16 量化下，模型的 RMSE 指标仅增加 0.204
周期，而推理速度提升 36.9%且模型占用空间减半。

INT8 量化虽进一步提升了效率，但代价是 10.5%的

RMSE 精度损失，揭示了模型对该量化级别的敏感

性。FP8 和更低的 FP4 量化则导致模型性能灾难性

下降，丧失应用价值。因此，FP16 量化是该模型在

资源受限设备上实现高效可靠部署的最优精度方

案。INT8 量化可作为对速度与体积有极端要求场景

下的备选方案，但需容忍一定的精度损失。 
表 4  模型量化性能 

Table 4  Quantization performance of the model 

精度规格 RMSE/周期 预测速度/ms 模型大小/MB 

FP32 25.782 0.488 468 

FP16 25.986 0.308 234 

FP8 102.147 0.215 130 

FP4 237.779 0.178 58 

INT8 28.481 0.211 155 

 
最后，实际应用场景中，可解释性也是评估模

型性能的关键指标之一。为此，采用积分梯度

(integrated gradients, IG)方法[36]对本文所提模型输

入多参量数据的重要性进行量化评估。同时评估了

电流、电压及温度参量在不同阶段对拐点预测的贡

献程度，提升了评估方法的可解释性，详见附录 B
所示。 
3.4  模型有效性分析 

为量化所提拐点预测模型中各模块的边际贡

献并验证有效性，本文设计了消融实验。先将

Transformer-AGCN-MoE 模型设置为模型 1，再分别

选 取 Transformer-AGCN 、 Transformer-MoE 和

Transformer 模型作为实验对照组，分别设置为模型

2—4。每个对照组模型均保持一致的训练策略性，

并经过 10 次独立随机初始化训练以消除随机性影

响，最终在测试集上获得的性能指标如图 7 所示。 

 

图 7  不同模型的拐点预测结果 

Fig.7  Knee point prediction results of different models 

 

如图 7 所示，仅采用 Transformer 模型进行拐点

预测时，其 RMSE 显著高于其他对比模型，且 R2

表现最差。该现象源于电池多参量数据不仅包含时

间序列特征，电池各属性参量还蕴含非线性耦合关

系。传统 Transformer 模型虽然通过自注意力机制具

备较强的全局特征捕捉能力，但在局部空间关系建

模方面存在固有局限性，导致特征提取不充分，从

而影响模型预测精度。 
在 此 基 础 上 ， 而 Transformer-AGCN 、

Transformer-MoE 分别添加注意力机制增强的图神

经网络和混合专家系统，Transformer-AGCN 在捕捉

不同属性时间序列的特征的同时，通过 AGCN 模块

提取属性参量间的关联特征，能够同时捕捉时间维

度和参量维度的重要信息，但模型稳定性欠佳。

Transformer-MoE 模型则通过 MoE 模型中的多个专

家网络来分别处理不同的数据特征，增强模型的表

达能力使得预测精度和稳定性对比 Transformer 模

型得到提升。 
Transformer-AGCN-MoE 模型融合上述 3 个模

块：首先通过 Transformer 模块提取时序特征，继而

采用 AGCN 模块融合多参量特征，最后通过 MoE
系统实现专家网络的动态选择和权重优化。在锂离
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子电池容量拐点预测任务中展现出最优性能，模型

预测精度和稳定性对比对照组均显著提升，充分验

证各模块设计有效性及其协同作用。 
3.5  模型适用性分析 

为测试 Transformer-AGCN-MoE 模型在不同类

型电池及小样本数据条件下的适用性，验证模型泛

化能力，本文选取具有典型容量再生现象的马里兰

大学 CALCE 电池数据集和 XJTU 电池数据集进行

实验分析。 
CALCE 电池数据在采集过程中未测量电池温

度，因此实验仅采用电流和电压两个关键参量数据

作为模型输入。在训练策略方面，采用留一法交叉

验证方法：每次选取一组电池数据作为测试集，其

余 3 组数据作为训练集，重复 4 次，直至每组数据

都经过测试视作完成一次测试过程。在训练过程中

保留验证集上表现最优的模型参数，拐点预测结果

如附录 A 图 A8(a)所示。XJTU 数据实验中，以电

流、电压和温度作为模型输入。在训练策略方面，

将 15 组电池样本按照 7:3 划分为训练集和验证集，

训练集包含 11 组电池数据，验证集包含 4 组电池数

据。拐点预测结果如附录 A 图 A8(b)所示。 
两组数据集下，经 5 次独立随机初始化测试过

程得到各个模型的平均RMSE与平均R2结果如表 5
和表 6 所示。在 CALCE 数据集上本文所提方法拐

点预测平均 RMES 为 47.119 周期，平均 R2为 0.941，
单样本预测耗时仅为 0.476 ms。在 XJTU 电池数据

上所提模型拐点预测平均 RMSE 为 9.803 周期，平

均 R2为 0.978，单样本预测耗时仅为 0.498 ms。与

基准模型对比，本方法在 CALCE 数据集上和 XJTU
数据集上均取得了最优预测精度与合理模型计算效

率，体现了方法良好的适用性与泛化能力。 
此外，部分锂离子电池退化过程存在容量再生

现象，在容量衰减曲线中呈现出非线性波动，给拐

点预测带来不确定性。为深入评估容量再生对拐点

预测性能的影响，选取了附录 A 图 A9 所示的两个

典型再生区间进行对比分析。如图 A9 所示，在容

量再生区域，XGBoost、GRU 及 MLP 模型的预测

误差均发生了显著且无规律的振荡，部分周期内的

绝对误差甚至超过 100 周期，表明容量再生引起的

局部非平稳特性显著降低了传统模型的预测精度与

稳定性。相比之下，本文所提方法的预测误差曲线

则表现出明显的平滑性和更低的波动幅度，且其绝

对误差值在绝大多数循环周期内均小于其他 3 种模 

表 5  不同模型在 CALCE 电池数据集上的拐点预测结果 

Table 5  Comparative analysis of knee point prediction results 

across models on CALCE battery dataset 
模型名称 RMSE/周期 R2 时间/ms 训练耗时/s 

Transformer-AGCN-MoE 47.119 0.941  0.476 429.61 
CNN 86.726 0.802 4.084 583.28 

MLP 82.581 0.820 0.276 267.73 

RNN 78.858 0.836 0.262 196.37 
LSTM 63.704 0.893 0.267 337.94 
GRU 60.210 0.904 0.257 294.53 

CatBoost 55.666 0.918 0.196 21.18 
XGBoost 59.103 0.908 0.048 4 5.63 

 
表 6  不同模型在 XJTU 电池数据集上的拐点预测结果 

Table 6  Comparative analysis of knee point prediction results 

across models on XJTU battery dataset 

模型名称 RMSE/周期 R2 时间/ms 训练耗时/s 

Transformer-AGCN-MoE 9.803 0.978 0.498 627.21 

CNN 25.559 0.852 4.177 2 186.94 

MLP 20.429 0.906 0.309 788.27 

RNN 16.661 0.937 0.283 316.76 

LSTM 15.049 0.948 0.297 415.25 

GRU 14.531 0.951 0.276 370.64 

CatBoost 12.528 0.964 0.197 33.92 

XGBoost 12.182 0.967 0.050 1 6.76 

 
型。上述结果充分证实，本方法能够有效抑制容量

再生现象所引入的数据扰动，在复杂工况下具备更

优的预测精度、鲁棒性与工程适用性。 
综上所述，本文所提方法在小样本条件下不仅

实现了跨数据集的高精度预测，还能有效应对容量

再生等非线性退化行为，高效预测电池容量拐点，

充分验证了方法在复杂工况下的高精度、强鲁棒性

与广泛适用性。 

4 结论 

本文提出了一种基于多参量数据融合决策的

锂离子电池容量拐点预测方法，以下是本文的主要

贡献和结论。 
1）将Bacon-Watts方法与滑动窗口方法相结合，

可精准判定电池容量曲线拐点。同时，电流平台期

缩短、电压充放电时间非线性减少及温度双峰分布

迁移等时序退化特征与拐点存在潜在关联关系，能

为特征提取与融合提供数据支撑。 
2）基于 Transformer-AGCN-MoE 的多参量数据

融合决策模型，通过时序特征提取、跨参量关联挖

掘与动态决策优化的协同作用，实现了复杂容量退
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化曲线的拐点预测。在麻省理工学院电池数据集上

模型预测结果 RMSE 仅为 26.802 周期、R²高达

0.983，对比现有方法 RMSE 降低近 30%，且泛化

能力更强。同时通过积分梯度方法量化各参量数据

在不同充放电阶段对于拐点预测的影响程度，提升

了方法的可解释性。 
3）在模型有效性、适用性及可解释性分析方

面，实验结果表明，通过多模块协同，模型预测精

度和稳定性对比对照组均显著提升，证明各模块设

计有效性及其协同作用。此外，模型在复杂充电策

略的麻省理工学院电池数据集和小样本的马里兰大

学 CALCE 电池数据集和西安交通大学 XJTU 电池

数据集下均保持了良好拐点预测精度，表明模型在

数据维度受限条件下的鲁棒性，以及在处理复杂充

电策略和不同类型电池数据的适用性。 
本文方法在复杂充放电工况及数据维度受限

场景下具备良好的预测精度与适用性，但其性能仍

可能受极端工况或复杂容量再生现象的干扰。后续

研究将在拐点预测模型中引入多类型电池退化机

理，进一步提升模型泛化能力，并尝试在车用储能、

电网调频和风光消纳等动态场景中的在线部署。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A  

 

图 A1  锂离子电池全生命周期监测数据 

Fig.A1  Full lifecycle monitoring data of lithium-ion batteries 



 

 

图 A2  Transformer-AGCN-MoE 模型结构 

Fig.A2  Architecture of the Transformer-AGCN-MoE model 

 

 

图 A3  麻省理工学院 MIT 数据集电池容量衰减曲线及拐点 

Fig.A3  Battery capacity degradation curve and knee points in 

MIT dataset 

 

图 A4  马里兰大学CALCE 数据集电池容量衰减曲线及拐点 

Fig.A4  Battery capacity degradation curve and knee points in 

CALCE dataset from university of Maryland 



 

 

图 A5  西安交通大学XJTU数据集电池容量衰减曲线及拐点 

Fig.A5  Battery capacity attenuation curve and inflection point 

of XJTU data set of Xi’an Jiaotong University 

 

 

图 A6  不同输入长度下模型预测结果 

Fig.A6  Model prediction results with variable-length input 

data 

 

图 A7  麻省理工学院数据集电池容量拐点预测结果 

Fig.A7  Battery capacity knee point prediction results in MIT dataset 



 

 

图 A8  电池容量拐点预测结果 

Fig.A8  Battery capacity inflection point prediction results 

 

 

图 A9  电池容量再生波动对预测性能影响 

Fig.A9  Impact of battery capacity regeneration fluctuation on prediction performance 

 

附录 B 

为深入解析多参量数据对电池老化拐点预测

模型的贡献度差异，揭示模型在不同充放电阶段的

数据敏感性，增强预测方法的可解释性，本文采用

积分梯度(integrated gradients，IG)方法对输入多参

量数据的重要性进行量化评估。IG 方法通过构建输

入数据从真实值到预测值的线性插值路径，计算预

测函数沿该路径的梯度积分，从而为各输入参量分

配贡献度权重，参量贡献度值越大表明对模型预测

结果的影响程度越高。本文所采用的电流，电压和

温度 3 组参量数据在电池拐点预测模型中的累计贡

献度如图 B1 所示。 
如图 B1 所示，电流参量的贡献度最高，表明

充放电电流的动态变化能够有效表征电池衰退特

征，模型依据衰退特征能够准确预测电池拐点。温

度贡献度略低于电流，也反映了充放电热效应对电

池衰退速率的影响。电压贡献度则稍低于电流与温

度，但仍展现出较强贡献度。模型贡献度结果证明

了所选取 3 组参量数据的有效性。在此基础上，本

文对单个循环周期内参量数据对拐点预测结果的影

响程度进行进一步分析，结果如图 B2 所示。 

 

图 B1  不同参量数据的累计贡献度 

Fig.B1  Cumulative contribution of different data 

 
图 B2 中展示了单个循环周期内 3 组参量的贡

献度情况，揭示了预测模型在不同充放电阶段对输

入参量的动态关注机制与物理特征捕获能力。其中，

如图 B2(a)所示，电流参量的贡献度主要集中在整

个充电阶段以及放电阶段末期，幅值波动剧烈，表

明模型高度关注电流的动态变化过程，并将这些变

化作为判断电池状态演化的关键信息。而在时间步

120~180 之间的放电阶段，放电电流被设置为恒定

值，对应贡献度迅速趋近于零，表明模型能够有效

识别并忽略非关键阶段的冗余信息，体现了其良好

的特征筛选能力；同时，温度参量的贡献度与电池

产热特性也呈现强相关。如图 B2(b)所示，在充电

前期和放电后期电池温度达到峰值时，对应贡献度



 

值的波动显著增加，表明电池温度快速上升作为拐

点前兆的关键特征被模型成功捕捉；最后，如图

B2(c)所示，在 70~110 时间步的恒流充电阶段，电

压参量呈现持续强负向贡献，表明该阶段的电压数

据特征是模型判断当前状态距离目标拐点的有效依

据。综上所述，采用 IG 方法对模型进行可解释性

分析，通过赋予不同阶段各参量以动态且具有正负

指向性的贡献权重，评估了电流、电压及温度参量

在不同阶段对拐点预测的贡献程度，提升了评估方

法的可解释性，为该方法在电池管理系统(battery 
management system, BMS)中的实际应用提供了理

论依据。 

 

图 B2  单个循环周期内不同参量数据的贡献度 

Fig.B2  Contribution of different parameter data  

within a single cycle 
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