
近几年随着深度学习技术的发展，其在分类任务

以及遥感影像方面的应用逐渐广泛[1-3]，同时也表现出

了优越的性能。U-Net深度学习网络作为一种成熟的

深度学习网络，已在医学影像分割任务中体现出明显

优势。但是对于国土资源遥感影像的应用仍然存在一

定的局限性[4]。相比之下UNet3+深度学习网络更加适

用于国土资源遥感影像分类的应用。UNet3+深度学习

网络通过深度监督以及全尺度跳跃连接，显著提高了

边界分割的精确度以及多尺度特征的提取精度。

基于此，通过注意力机制改进UNet3+深度学习网

络，以减少模型运算量，避免过拟合问题。在UNet3+

深度学习网络的基础上，通过增加全尺度跳跃连接的

方式保证网络对更加细粒度特征的捕捉，保证解码的精

确性；在解码器层引入了深度监督机制，计算深度学习

网络每个阶段的损失，以保证训练过程具有更快的收敛

速度以及位置感知的精确性；同时通过注意力机制避免

特征提取过程中的过拟合现象。通过对UNet3+深度学

习网络的改进，从而提高遥感影像分类的检测精度。

1 基于深度学习的遥感分类框架

1.1 遥感影像分类整体框架

基于深度学习的国土资源遥感影像分类，主要通过
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摘 要：针对国土资源遥感影像分类中，遥感影像分类鲁棒性以及精确性不高的问题，提出结合深度学习的国土资源遥感影像
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化，避免过拟合以及运算量较大的问题。通过实验验证，基于深度学习的国土资源遥感影像分类模型在不同尺度的遥感影像观

测上均表现出优异的检测精度及分类性能。其中，当观测尺度为500 m时，边界分割误差可以控制在-2~1 m范围内。相比其他

深度学习网络，改进模型在分类检测精度上更具优势。
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对国土资源目标进行遥感影像的识别与定位，完成国土资

源遥感影像的检测与分类。检测的整体流程如图1所示。

开始

国土资源影像采集及切分

国土资源影像预处理

深度学习神经网络特征提取

全尺寸跳跃连接特征融合

类别分析及资源分类

结束

图1 遥感影像分类检测整体流程

1.2 遥感影像分类检测

国土资源遥感影像的图像预处理，需要对遥感影

像的样本数据进行标准化以及归一化，得到可以向深

度学习神经网络中直接输入的样本数据。样本数据在

基于UNet3+改进的深度学习神经网络中，经过图像特

征融合以及特征检测，得到关于国土资源的遥感影像

分类结果。将分类结果与实际标签进行比对，通过误

差分析进行分类正确与否的判断。通过多次迭代，得

到国土资源遥感影像的最终分类结果。

2 深度学习网络及改进设计

2.1 UNet3+深度学习网络概述

UNet3+深度学习网络基于U-Net网络改进构建，

通过全尺度跳跃连接[5-6]以及深度监督[7-8]对多尺度特征

进行细化处理，保证分割边界的清晰以及位置感知的

精确。UNet3+深度学习网络与U-Net深度学习网络的

改进对比如图2所示。

64 64

128 128

256 256

512 542

1 024

64 320

128 320

256 320

512 320

1 024

a U-Net b UNet3+
图2 深度学习网络结构对比

UNet3+深度学习网络中的全尺度跳跃连接弥补了

U-Net深度学习网络中无法进行全尺度信息细化分析

的缺陷，能够对国土资源遥感影像的位置以及边界进

行细化处理。以图 2b的解码器 XDe3 为例，其全尺度

连接的特征图结构如图3所示。

图3中， XEn1 、 XEn2 为尺度较小的编码器，表示

特征融合的细粒度语义。 XEn3 为相同尺度的编码器，

XEn4 、 XEn5 为尺度较大的编码器，表示特征融合的粗

粒度语义。细粒度语义特征融合中，通过无重叠最大

池化的方式实现下采样 [9]，粗粒度语义特征融合时，

通过双线性差值的方式进行上采样。通过细粒度语义

以及粗粒度语义分别进行的下采样以及上采样操作，

拼接融合 5层编码器特征，通过BN以及ReLU操作，

得到新的特征图。特征图 XDem 可表示为：

XDem =Η
é

ë

ê
êê
ê

ù

û

ú
úú
úC(D(XEna))

m - 1
a = 1 C(XEnm)

︸
Scales:1th -mth

C(U(XDea))
M
a =m + 1

︸
Scales:(m + 1)th -M th

（1）

式中， M 为编码器总的个数； m 为编码方向上第 m

个下采样层；Η（）为相应的特征聚合，其中包括一个

卷积层，以及对应的BN和ReLU操作；C（）为卷积操

作；D（）为上采样操作；U（）为下采样操作。

针对基于深度学习的国土资源遥感影像分类检

测，全尺度跳跃连接保证了特征尺度的精细化，同时

还需要通过全阶深度监督保证快速收敛以及深度监

控。图2b中体现了在UNet3+深度学习网络中的深度监

督结构，在每一个编码器中都对应一个 sup，从而实现

相应的双线性采样。通过双线性采样，可以将任意解

码器进行扩展，保证每一个特征图的全分辨率。在实

际的深度监督机制应用中，向每个编码器引入对应的

监督损失函数，计算得到对应的损失函数之后，通过

反向传播对损失函数进行更新，以加快网络收敛。同

时可以表征边界信息的完整，利于国土资源遥感影像

的特征检测。

结合UNet3+深度学习网络的国土资源遥感影像分

类检测模型中，通过分类图像去噪[10]避免由于背景噪

声导致的过分割情况。对于任意解码器中的二维张量

XEn5 来说，通过卷积操作、Sigmoid 函数、Dropout
等，得到存在分割目标或者不存在风格目标对应的概

率。在此过程中，进行国土资源遥感影像分类的判

断，主要依据最深层二维张量实现[11-12]。同时结合上

采样以及下采样操作，提高了国土资源遥感影像分类

的精确性。

2.2 基于注意力机制的改进

尽管UNet3+深度学习网络基于U-Net深度学习网

320

64

64

64

64

64

64

图3 全尺度连接特征图结构
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络改进明显，但依旧存在一定的冗余融合以及过拟合

问题，同时参数量相对较多。

因此，采用CBAM模块进行UNet3+深度学习网络

的改进，该模块可以在UNet3+深度学习网络中无缝衔

接，提高特征图的数据特征表达，更加关注基本特征，

实现国土资源遥感影像的精确监测。CBAM模块的具

体实现过程如图4所示。

开始

给定特征图属性

通道注意力机制

空间注意力机制

顺序排列组合

关键特征输出

结束

图4 CBAM模块具体实现过程

图 4中，对于给定的国土资源遥感影像特征图，

通过CBAM模块通过通道注意力机制[13]生成对应的一

维通道图，通过空间注意力机制生成对应二维空间

图，由不同维度之间的转换匹配进行顺序组合，输出

对应的关键特征。

其中，对于通道注意力机制而言，往往通过双池

化机制对国土资源遥感影像特征图层进行处理。即采

用平均池化以及最大池化的方式得到通道注意力图

层。其中，平均池化特征表示为：

Mavg(F)= sig（W1（W0（F c
avg））） （2）

式中， Mavg(F) 为平均池化特征； sig（）为 sigmoid激
活函数； W1 与 W0 为多层感知机MLP的权重。同样

地，最大池化特征表示为：

Mmax(F)= sig（W1（W0（F c
max））） （3）

式中， Mmax(F) 为最大池化特征，据此得到相应的通

道注意力为：

Mc(F)=Mavg(F)+Mmax(F) （4）
对于空间注意力机制而言，同样通过双池化的方

式进行通道描述，而后通过特征拼接得到卷积层，规

格为 7 ´ 7 ，结合平均池化特征以及最大池化特征得到

新的特征图特征：

Ms(F)= sig( f 7 ´ 7([F S
avg ; F S

max])) （5）
据此将注意力机制模块与UNet3+深度学习网络进

行融合，为进一步提高运算效率，降低运算复杂度，

将图 2b 中的 UNet3+深度学习网络对称删减一个层

级。同时针对UNet3+深度学习网络中可能出现的过拟

合情况，将卷积层用Bottleneck layer结构代替，保证

网络参数更少，并进一步避免过拟合情况的产生。

3 实验结果及分析

3.1 实验设计

针对基于深度学习的国土资源遥感影像分类实验

检测，基于 Python3.7编译，运行系统为Windows11，
CPU 频率为 3.69 Hz，运行内存为 32 GB，显卡为

RTX3060。以AID为国土资源遥感影像数据分析数据

库。遥感影像数据库中包括1万张关于国土资源的遥感影

像，依据国土资源的存在形式划分，可以分为六大类即

土地资源、水资源、矿物资源、生物资源、海洋资源以

及其他基础设施等。各类土地资源分布均匀，遥感影像

数量在1 600~1 700的范围内。其具体数值如表1所示。

表1 遥感影像分类数量统计

国土资源类型

土地资源

水资源

矿物资源

生物资源

海洋资源

其他基础设施

遥感影像数量/张
1 636
1 695
1 627
1 698
1 650
1 694

表 1中所有国土资源遥感影像包含不同季节下不

同比例尺的遥感影像图片，以验证国土资源遥感影像

分类的普适性。其中，训练集7 000张，测试集2 000张，

验证集 1 000张。遥感影像采集完成后首先对其进行

切片处理，裁剪后的遥感影像均为256×256。
3.2 遥感影像目标检测分析

针对遥感影像目标检测的分析，主要分析不同比

例尺情况下，遥感影像分类模型对国土资源遥感影

像的检测情况。实际实验中，分别对比例尺 30 km、

10 km、500 m的不同情况，验证遥感影像检测分类性

能，不同示意图如图5所示。

500 m 10 km 30 km
图5 不同比例尺遥感影像

实验中共选取不同比例尺遥感影像各 200张，通

过模型检测与实际影像标签对比，结合误差分析验证

遥感影像检测的准确性。对比结果如图6所示。

543210-1-2-3-4-5

边
界

分
割

最
大

误
差

/m

0 20 40 60 80 100 120 140 160 180 200
遥感图像/张

500 m 10 km 30 km

图6 遥感影像检测误差对比结果
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图 6中，当遥感影像比例尺为 500 m时，依据基

于深度学习的国土资源遥感影像检测模型与实际影像

标签对比，边界分割的最大误差在-2~1 m的范围内；

10 km时，边界分割的最大误差在-3~2 m的范围内；

30 km时，边界分割的最大误差在-3~4.5 m范围内。

随着遥感影像观测尺度的不断增大，遥感影像的检测

精度略有缩减。整体来看，在不同观测尺度下，遥感

影像观测误差可以控制在稳定水平，同时最大误差不

超过±5 m，表明了基于深度学习的国土资源遥感影像

检测的精确性以及鲁棒性。

3.3 国土资源分类精确度分析

国土资源分类的精确度实验，验证采用UNet3+深
度学习网络的国土资源遥感影像分类模型对于遥感影

像的细节分析以及整体性能。实验中，通过将改进的

UNet3+深度学习网络与基本 UNet3+深度学习网络、

U-Net深度学习网络进行对比实验，验证所提国土资

源遥感影像模型的精确性。精确度评价指标通过精

度、召回率以及准确度[14]3个维度进行对比。3个维度

的计算方式可以表示为公式（6）
ì

í

î

ï
ïï
ï

ï
ïï
ï

R = TP
TP +FN

P = TP
TP +FP

A =
Pt

M

（6）

式中， R 为精度； P 为召回率； A 为准确度； TP 为

将国土资源类型确定并预测为真； TN 为将国土资源

类型确定并预测为假； FP 为将不确定国土资源类型

确定为指定类型并预测为真； FN 为将确定国土资源

类型预测为不确定资源类型； Pt 为分类检测为真的

数量； M 为遥感影像检测的总数。基于不同方式的

检测结果对比如图7所示。

1
0.95
0.90
0.85
0.80
0.75
0.70
0.65
0.60

检
测

结
果

精度 召回率 准确度

改进
UNet3+

基本
UNet3+

基本
U-Net

图7 不同方式遥感影像分类检测结果

图7中，改进的UNet3+深度学习网络与基本UNet3+
深度学习网络以及基本U-Net深度学习网络相比，在精

度、召回率以及准确度3个方面均表现优异。其中，基

本UNet3+深度学习网络与改进UNet3+深度学习网络在

各个维度的差别相对较小。但由于改进UNet3+深度学

习网络引入了注意力机制，进一步简化了深度学习网络

的参数，因此运算效率更高，整体性能更加稳定。

4 结 语

基于深度学习的国土资源遥感影像分类模型，以

UNet3+深度学习网络为基础依据，通过CBMA注意力

机制进行改进，进一步提升国土资源遥感影像分类的

鲁棒性以及精确度。经过实验验证，国土资源遥感影

像分类模型在边界分割精度以及分类准确度方面的效

果提升明显。与基本UNet3+和U-Net网络相比，改进

的UNet3+网络在精度、召回率和准确度3个维度上均

表现更佳，同时运算参数更少。
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