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摘 要：海量分布式光伏的不确定性增大了配电网调控的难度，准确的台区分布式光伏功率预测可以为有源配电

网的优化运行提供更全面的信息支撑。为解决海量台区分布式光伏功率预测建模成本过高的问题，提出一种多预

测场景模型动态迁移的台区分布式光伏功率预测方法。首先，融合各台区的高质量数据以构建源域样本集，提出

考虑不同天气预测场景的 Informer 基础源域模型，有效挖掘不同天气场景气象到功率的共有映射特征；然后，为

增强模型的适配性，根据待预测日的气象特征，为每个台区动态匹配对应天气场景下的基础源域模型；最后，构

建基于基础源域模型关键层参数微调的迁移学习预测技术，通过历史相似日动态挖掘各台区的个性出力特征，提

升预测结果的针对性。通过对某地 20 个台区分布式光伏在同等实验环境下进行测算，结果表明：该方法与台区分

布式光伏单独建模相比，不仅预测精度有所提升，预测效率更是显著提高，证明了该方法在解决大规模台区分布

式光伏功率预测问题方面具有显著优势。 
关键词：台区分布式光伏功率；天气预测场景；Informer；动态匹配；迁移学习；参数微调 
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Abstract：The uncertainty of large-scale distributed photovoltaic (DPV) systems increases the difficulty in controlling the 
distribution network. Accurate power forecasting of DPV in substation areas can provide more comprehensive infor-
mation supports for the optimized operation of active distribution networks. To address the high modeling cost of 
large-scale DPV power forecasting in substation areas, a dynamic transfer learning method for DPV power forecasting 
based on multiple predictive scenario models is proposed. First, high-quality data from various substation areas are inte-
grated to construct the source domain sample set, and an Informer-based source domain model that considers different 
weather forecasting scenarios is introduced to effectively explore the shared mapping features between meteorological 
conditions and power output under different weather scenarios. Then, to enhance model adaptability, an appropriate 
source domain model for each substation area is dynamically selected based on the meteorological features of the day to 
be forecasted. Finally, a transfer learning forecasting technique based on fine-tuning key layer parameters of the source 
domain model is developed. By dynamically mining the individual output characteristics of each substation area from 
historical similar days, the method improves the targeting of the forecasting results. The results of forecasting DPV power 
for 20 substation areas in the same experimental environment show that, compared with individual modeling of each sub-
station area, this method can be adopted to not only improve prediction accuracy but also significantly enhance prediction 
efficiency, demonstrating its significant advantages in solving the problem of large-scale DPV power forecasting in sub-
station areas. 
Key words：distributed photovoltaic power of substation areas; weather forecasting scenarios; Informer; dynamic 
matching; transfer learning; parameter fine-tuning 
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0 引言 

在“双碳”目标这一全球性气候行动框架的引

领下，“光伏整县推进”成为推动我国能源结构转型

的重要战略举措[1]。大量分布式光伏发电系统深入

电网，使配网潮流由传统的单向潮流变成双向潮流，

引发大量低压台区配变倒送[2]，威胁着电网稳定运

行。为应对这些不确定性，电力系统调度人员可以

通过准确预测光伏功率及时优化发电计划，从而有

效实现电网的平衡调度，保障电网运行的安全性和

可靠性[3]。 
针对低压分布式光伏多状态接入模式的新一

代预测技术目前尚处于不成熟阶段[4]，尤其是低压

分布式光伏功率预测精度较低，进一步加大了配电

网调控的难度。在台区级别进行光伏功率预测，有

助于准确描绘光伏发电在配网中的分布情况，从而

制定更为精细的调度计划。由于光伏系统的老化、

设备损耗和维护问题，邻近台区的光伏功率特征可

能存在差异，统一的预测模型难以充分考虑台区间

的差异性，导致预测精度降低；而对每个台区分别

建模能够提升精度，但会增加计算与维护成本。因

此，如何低成本快速地对海量台区分布式光伏构建

针对性预测模型，是当前亟需解决的关键技术难题。

目前，针对台区分布式光伏发电建模的相关研究相

对较少，传统的建模方法在面对海量且异质的台区

数据时，常常面临计算复杂性高、模型泛化能力差

以及数据样本有限等问题。迁移学习作为一种能够

将已有知识应用于新任务的机器学习方法，允许模

型利用已有经验来加速学习过程，为海量台区分布

式光伏快速构建单体预测模型提供了一种新思路。 
近年来，迁移学习在新能源功率预测领域的知

识迁移中已展现出良好的应用效果。例如，文献[5]
将数据充足的站点作为源域，将仅有气象数据的新

建基地作为目标域，将在源域学习的气象信息到风

光功率的非线性映射知识迁移到目标域，解决了新

建大型风电/光伏发电基地无历史功率数据可利用

的问题。文献[6]针对广域分布式光伏通过建立基于

长短期记忆循环神经网络(long short-term memory, 
LSTM)的源域至目标域的预测和误差修正双迁移

模型，将目标域分布式光伏电站的训练速度提高了

10 倍以上，且预测精度也有显著提升；但该方法依

赖气象信息静态地划分源域和目标域，未充分考虑

到气象特征的动态变化。文献[7]以一组丰富的长期

运行光伏数据为源域，利用多核最大均值差异筛选

出高相似的迁移源域数据，以增强目标域对映射特

征的学习效果，有效提升了模型的正向迁移效果。

因此，通过迁移学习将预先训练好的功率预测模型

迁移到具有相似特征的其他台区分布式光伏上，从

而有效减少模型训练时间和计算成本，是实现海量

台区分布式光伏快速高精度预测的可行方法。考虑

到台区分布式光伏面临着台区数量多、有效样本数

量少、台区间相关性复杂等多重问题，实现迁移学

习方法在海量台区分布式光伏中的高效应用仍存在

一定的困难。 
迁移学习在海量台区分布式光伏中的应用主

要面临 2 个难题：一是单个台区的数据样本有限，

可能无法覆盖各种天气场景，不能满足源域对数据

的高需求，因此需合理选择源域样本集，以构建基

础预测模型，挖掘各台区间的共有出力特征；二是

为了模型能够充分学习到每个台区的个性特征，需要

基于目标域样本构建基础预测模型的有效迁移策略。 
本文针对上述 2 个问题展开研究。首先，源域

样本集需具备较高的数据质量和足量的训练数据，

并尽量包含不同的天气类型，以保证可以构建合理

的基础预测模型，增强模型的泛化能力。部分学者

提出利用邻近固定的光伏电站历史数据作为源域样

本集训练基础预测模型，以解决新建或者投入运行

时间较短的光伏系统数据匮乏的问题[8-10]；但是在

台区分布式光伏预测中，很难保证单个台区分布式

光伏的样本数据覆盖所有可能的天气场景。因此，

本文对所有台区的数据按日进行筛选，并将筛选出

的高质量样本进行有效融合，建立源域样本集，然

后利用近邻传播聚类方法对源域进行场景划分，构

建基于 Informer 模型的多场景基础源域模型，从而

提取各个台区在同一天气预测场景下的共同出力特

征，该方法减少了每个台区对“气象-功率”基础映

射特征的重复学习，同时提升了模型预测表现。此

外，为保证目标域台区分布式光伏的预测精度，在

迁移过程中需要对目标台区光伏的个体出力特征加

以考量，本文基于迁移学习模型微调思想对基础源

域模型的关键层参数进行微调，以帮助模型快速适

应目标域的特征分布。 
综上所述，本文提出一种多预测场景模型动态

迁移的海量台区分布式光伏功率预测方法。首先，

为解决单一台区数据有限问题，本文将海量分布式

光伏的历史数据进行融合处理，针对特定天气场景
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提取关键代表样本训练 Informer 基础源域模型，从

而有助于每个模型专注于学习不同天气场景下光伏

系统的响应特性，同时也可避免每个台区模型重复

学习所增加的冗余成本。其次，在预测过程中，为

增强海量台区基础源域模型的适配性，本文根据待

预测日的气象特征为海量台区分布式光伏动态匹配

对应的预测场景及基础源域模型，采用迁移学习对

模型的关键层参数进行微调后，基于历史相似日动

态训练预测模型，以实现对海量台区分布式光伏的

快速精确建模。最后，通过对某地 20 个台区分布式

光伏在同等实验环境下进行测算，以验证所提方法

的有效性。 

1  多预测场景模型动态迁移架构 

针对海量台区光伏单体建模问题，本文提出一

种多预测场景模型动态迁移的分布式光伏功率预测

架构，主要包括 3 个步骤，整体架构如图 1 所示。 
1）基于 Informer 算法的多预测场景基础源域

模型构建。源域旨在提取所有台区共有的“气象-
功率”基础映射特征，为满足源域对数据的要求，

本文融合区域内所有台区的历史量测功率数据和通

过实测再分析提取到的每个台区对应位置的辐照

度、温度等关键气象数据，并对数据进行清洗和归

一化处理，构建源域共享标准数据集；基于此，采

用近邻传播(affinity propagation, AP)聚类算法[11]对

每日的气象特征进行聚类，将源域共享数据集划分

成不同天气预测场景的相似数据集，并利用每个预

测场景下的关键代表样本训练 Informer 基础源域模

型，以初步学习气象和功率之间的映射关系。 
2）基于气象特征的台区基础源域模型动态匹

配。为实现源域模型向目标域的有效迁移，并增强

海量台区对基础源域模型的适配性，本文通过计算

待预测日的气象向量与典型天气场景气象向量之间

的相似度，为每个台区动态匹配天气预测场景及其

对应的基础源域模型选择最适合的模型进行迁移，

从而优化源域模型在目标域中的表现。 
3）基础源域模型的动态迁移和基于历史相似

日的动态更新。由于基础源域模型只学习了台区光

伏出力之间的共性特征，而忽略了每个台区的个性

特征，因此需要对基础源域模型进行微调优化，以

适应台区个性化的出力特性。本文采用每个台区待

预测日的关键历史相似日对适配的 Informer 基础源

域模型解码器参数进行动态更新，从而快速、准确 

 

图 1  所提方法架构 

Fig.1  Framework of proposed method 

地得到每个台区的功率预测结果。 

2  多预测场景基础源域模型构建 

2.1  影响发电功率的多气象变量相关性分析 
在多气象变量的场景中，不同气象因素对光伏

发电的影响程度不同，且这些气象因素之间常常相

互关联，从而进一步加剧了光伏发电场景的复杂性。

为了更好地理解气象因素和功率波动之间的相关

性，本文采用皮尔逊相关系数[12]进行相关性分析，

初步考虑辐照度、温度、云量、表面气压、10 m 风

速以及湿度 6 种气象因素，分别分析其与功率之间

的相关性，从而得出影响光伏发电功率的关键因素，

为天气预测场景划分提供依据。皮尔逊相关系数计

算式见附录 A 式(A1)，最终得到各变量的相关系数

热图如附录 A 中图 A1 所示。可知，选取与光伏功

率相关性最大的辐照度、温度、湿度作为输入，可

以减少输入特征的维度，节省训练时间和计算资源。 
2.2  基于近邻传播聚类算法划分天气预测场景 

光伏发电和气象条件高度相关，在不同的天气

条件下，光伏出力对不同气象因子的敏感程度存在

差异。通过划分天气预测场景，可以在各自的场景

下捕捉气象变量对功率输出的特定作用关系，从而

提高预测精度[13]；同时，由于所有分布式光伏“气
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象-功率”的基本映射规律具有一致性和普遍性，因

此在海量台区建模时可以减少对类似规律的重复学

习。本文采用 AP 聚类方法划分天气预测场景，得

到相似天气下的数据集，并基于各场景下的关键代

表样本分别训练预测模型，以更准确地拟合光伏功

率变化。 
AP 聚类是一种基于信息传递进行簇划分的无

监督聚类算法，能够适应各种类型的数据分布，不

受初始中心选择的影响，在面对现实中复杂和非线

性分布的气象特征数据时，该方法可以有效识别出

具有相似波动规律的天气，聚类结果也更加稳定。

相比其他聚类方法，AP 聚类能够自动选择整个簇

中最具代表性的真实样本数据点作为簇中心，即该

类的典型天气场景，避免了人工选择的误差，从而

为分析不同气象条件下的发电行为提供直观依据，

具体聚类流程见图 2。 
本文聚类过程中采用欧式距离构造初始相似

度矩阵，并不断更新吸引度矩阵和归属度矩阵。在

迭代过程中，为保证收敛速度及其稳定性，引入阻

尼系数进行调节。聚类后采用轮廓系数(silhouette 
coefficient, SC)[14]、DBI 指标(Davies-Bouldin index, 
DBI)、CH 指标(Calinski-Harabasz index, CH)作为聚

类结果的评估函数，直到得到最终的最佳聚类结果。

为了降低建模训练的时间成本和计算成本，需要根

据聚类结果对同一场景下海量分布式光伏的历史数

据进行筛选，筛选出和典型天气场景相似的关键代

表样本作为基础源域模型的训练集，在筛选时必须

确保筛选的样本能够代表该天气场景的整体分布特

征，以增强模型的泛化能力。 
2.3  基于 Informer 的光伏功率预测模型 

Informer 神经网络模型[15-16]是处理时间序列数

据的一种高效的长序列预测模型。传统的

Transformer 模型因其强大的并行处理能力，已经成

为许多序列建模任务中的主流选择。然而，

Transformer 模型在处理长时间序列时存在计算复

杂度高和内存占用大的问题，而 Informer 通过引入

概率稀疏自注意力机制(ProbSparse)和自注意力蒸

馏 (distilling)，可有效地降低这些问题的影响。

Informer 结构包括 3 个主要模块：嵌入层、编码器

层和解码器层，详细运算原理见附录 B。Informer
模型采用编码器提取变量间的依赖关系，采用解码

器生成光伏发电功率预测结果，其整体结构如图 3
所示。 

 

图 2  天气场景聚类流程图 

Fig.2  Flowchart of weather scene clustering 

 

图 3  Informer 结构 

Fig.3  Informer structure 

 

本文基于 Informer 结构，利用不同预测场景下

的关键历史相似样本分别训练基础预测模型作为源

域，以增强模型对复杂天气条件的适应能力。值得

注意的是，解码器虽然会采用与编码器相类似的结

构设计，以确保两者在功能上协调一致，但解码器

的参数不会与编码器共享，以保持模型的灵活性和

独立性，从而更好地适应不同的预测任务。 
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3  基础源域模型动态匹配及迁移 

3.1  迁移学习及其策略 
迁移学习[17]的核心思想是将已有的知识迁移

到新任务中，从而减少新任务对样本的需求和训练

时间，同时提高模型性能。在迁移学习中，源域和

目标域是迁移学习的 2 个核心概念。源域和目标域

的数据空间表达式分别为： 
 s s s= ( , )H X T  (1) 
 t t t )( ,H X T=  (2) 
式中： sH 和 tH 分别表示基于天气场景划分的源域

数据空间和目标域数据空间； sX 和 tX 分别表示源

域和目标域数据空间的特征； sT 和 tT 分别表示对应

的标签。 
源域和目标域的任务是在合适的映射函数 sf

和 tf 中分别寻找对应映射函数的最优源域参数 sw
和最优目标域参数 tw ，从而使学习任务 sP 和 tP 可能

接近标签 sT 和 tT 。而迁移学习是在最优源域参数 sw
的基础上微调，从而使目标域参数 tw 能够尽可能快

地达到最优， sP 和 tP 可分别表示为： 
 ( )s s s s,P f X w=  (3) 

 ( )t t t t,P f X w=  (4) 

虽然基础源域模型可初步学习到特定气象条

件下光伏发电与气象特征的通用特征，但是考虑到

每个台区光伏的设备状态、老化情况等因素会有所

不同，因此预测时仍需保证 Informer 预测模型学习

到目标域台区的独特出力特性。编码器主要负责提

取时间序列中的特征[18]，其在源域学习到的气象特

征具有较强的通用性；无论台区光伏所在的具体区

域如何，气象条件对发电功率的影响模式都相对一

致；而解码器主要负责将编码的特征映射到目标输

出值[18]，其功能受目标域数据的影响更大。因此，

编码器部分可以很好地迁移到目标领域，不需要重

新训练，在动态预测的过程中可以通过微调解码器

的参数使模型更好地适应目标域的输出模式，同时

减少训练的复杂度。 
本文采用迁移学习中的模型微调策略，动态调

整 Informer 解码器参数以适应不同台区的出力特

征。具体而言，针对每个台区，基于待预测日的气

象特征筛选少数关键历史相似日样本构建微训练

集，重新训练基础源域模型，以增强模型从历史相

似日中学习光伏系统响应待预测日气象波动的能

力。在此过程中冻结编码器参数，解码器参数会动

态地做出更新，最终获得每个台区的光伏功率预测

模型。其中，解码器中动态更新的注意力机制参数

包括查询、键和值的权重矩阵和偏置，可根据台区

特有的气象及设备运行状况等特征进行微调。查询

矩阵的更新使得每个时间步的输入能够更有效地与

其他时间步的数据进行比较，从而捕捉台区特有的

时间依赖；键和值矩阵的更新则可确保每个时间步

的输入能参与到模型的注意力计算中，进而优化权

重分配，提升台区特征建模能力。此外，考虑到各

台区光伏发电能力的差异，线性输出层的权重和偏

置也会根据各台区的输出特征进行调整，以更精确

地将解码器输出映射为光伏功率预测值。 
3.2  基于信息熵和欧氏距离的相似日筛选 

现有研究表明，基于相似日聚类分别训练模型

能够显著提升光伏功率预测精度[19-21]，主要方法是

通过聚类相似日分别构建预测模型或者把相似日相

关信息作为模型的输入辅助预测，从而达到提高模

型预测的结果。但前者依赖于固定的历史数据集，

模型的训练过程基于全局的数据忽视了局部的特定

变化，难以捕捉到待预测日的具体环境变化；后者

依赖于已有的训练模型，模型参数无法在每次预测

时根据新的环境条件进行调整，缺乏应对此问题的

灵活动态建模机制和策略。因此，本文方法使用台

区光伏待预测日最相关的历史相似日数据，针对性

地对基础源域模型进行微调和重新训练。该方法避

免了与待预测日无关的历史数据干扰，使模型能够

专注于与待预测日相似的环境波动，实时适应待预

测日的环境变化，并迅速作出响应，从而增强从历

史数据中学习光伏系统响应特性的能力。 
筛选出具有最高相似度的若干个历史相似日

是决定该模型预测精度提高程度的关键，待预测日

和历史数据的气象规律相似性越高，模型的预测精

度就越高。鉴于不同天气场景中各特征对光伏发电

的影响程度不同，对各特征进行权重计算有助于更

准确地筛选相似日。本文综合熵权法和欧式距离，

计算历史数据中每一天与待预测日气象特征向量的

相似度，从而完成待预测日的相似日选取[22-23]。熵

权法和欧氏距离详细运算原理见附录 C。 
3.3  基于多预测场景的模型动态迁移过程 

为解决海量台区分布式光伏建模成本高昂和

预测精度较低的问题，本文提出一种多预测场景模

型动态迁移的海量台区分布式光伏功率预测方法。

具体流程图如图 4 所示。 
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图 4  多预测场景模型动态迁移的海量台区分布式光伏功率预测流程图 

Fig.4  Flowchart of distributed PV dynamic prediction based on weather scenario segmentation and transfer learning 

 

4  算例分析 

本文选用国内某地的 20 个台区光伏 2023 年 1
月 1 日到 12 月 31 日的历史功率数据和气象数据进

行仿真验证。数据集时间跨度为 365 d，时间分辨率

为 15 min，在将数据导入预测模型之前，对其进行

了缺失值、异常值和归一化处理。尽管目前的研究

数据量较小，但依然能体现出所提方法面对海量数

据时的适应性与有效性。本文采用 PyTorch 1.12.1
框架搭建预测模型，处理器为 Intel(R) Core(TM) 
i7-10750H CPU @2.60 GHz，内存是 64 GB，NVIDIA 
GeForce GTX 1660Ti GPU。 
4.1  实验设置 

为验证本文方法的有效性，本文设计 6 种方案

与本文方法进行对照实验，采用均方根误差(root 
mean square error, RMSE)、决定系数(R-squared, R2)
这 2 种指标来评价模型检验光伏功率的预测性能，

计算公式详见附录 D。 
方案 1：利用各台区的历史数据统一单独建模，

不划分天气场景，建模方法采用 Informer 算法。 
方案 2：根据待预测日的气象特征动态匹配基

础源域模型，对模型仅迁移不动态更新。 
方案 3：融合台区高质量数据分场景建模，采

用 Informer 搭建迁移学习的基础源域模型，基于历

史相似日对整个模型参数全部进行更新。 
方案 4：融合台区高质量数据分场景建模，采

用 Seq2Seq 搭建迁移学习的基础源域模型，基于历

史相似日对解码器参数进行动态更新。 
方案 5：融合台区高质量数据分场景建模，采

用 Transformer 搭建迁移学习的基础源域模型，基于

历史相似日对解码器参数动态更新。 
方案 6：融合台区高质量数据分场景建模，采

用 Autoformer 搭建迁移学习的基础源域模型，基于

历史相似日对解码器参数进行动态更新。 
本文训练集数据样本量较少，选用单层编码器

和解码器能够减少计算复杂度，避免模型训练过拟

合。Informer 的模型主要参数设置如附录 D 表 D1，
输入历史 96 点的历史数据和待预测时刻的气象数

据，输出是下一天 96 点的光伏功率预测数据。 
4.2  天气预测场景划分 

为证明 AP 聚类算法的有效性，本文选取

K-means、DBSCAN、高斯混和聚类 3 种方法进行

对比，评价指标选取 SC 值、DBI 值、CH 值，不同

聚类个数下的聚类效果如附录 D 中图 D1—D3 所

示。综合 SC 值、DBI 值、CH 值分析，AP 聚类算

法在聚类个数为 4 时的聚类效果最优，且明显优于

其他聚类方法，即最佳聚类个数为 4。因此，通过

AP 聚类算法将 20 个台区的高质量历史功率数据划

分为 4 种天气预测场景，聚类结果如图 5 所示。 
可以看出，场景 1、2 的光伏发电出力数据比

较平滑，表现出较高的稳定性，且整体出力幅值较

大。相较于场景 1，场景 2 的数据出力波动程度增
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加，可能是由于云层遮挡等天气原因所致；场景 3
的出力幅值明显低于前两者，并且波动性更加明显；

在场景 4 中，功率曲线杂乱无章且无明显规律，出

力幅值普遍较低，归一化功率幅值降低到 0.6 左右， 
日内波动频繁且幅度较大，变化特征难以捕捉，预

测难度大。 
4.3  功率预测结果 

各方案在 4 种天气预测场景下的预测结果如表

1 所示。与方案 1 相比，其他方法的误差均有所降

低，原因在于方案 1 仅使用单个台区的历史数据集

训练模型，导致模型无法充分学习到多变气象条件

下光伏系统的复杂响应模式。相比之下，其他方案

融合了所有台区的高质量数据，并针对不同天气预

测场景划分，从而使得模型能够针对性地学习多变

气象条件下的功率响应。结果表明，单台区样本的

有限性直接制约了模型的预测精度。通过融合所有

台区的高质量数据并划分天气相似场景分别训练基

础预测模型，能够有效提高模型的预测精度。 
图 6 展示了基于本文所提方法以及方案 1 至方

案 6 共 7 种模型在 20 个台区上的平均预测误差。分

析图中数据发现，与方案 2 的静态迁移模型相比，

本文所提出的基于历史相似日动态更新基础源域模

型的动态迁移模型在预测精度上有显著提升，具体

表现为平均 RMSE 降低了 19.4%，同时平均 R2提高

了 5.2%。本文所提方法和方案 3 的预测精度相当，

说明仅重新训练解码器与重新训练整个 Informer 模
型相比，模型提升预测精度相当。上述结果充分验

证了本文所提动态迁移策略在提升光伏功率预测准

确性方面的有效性，即使是在应对不同台区数据特

征时，其依旧能够有效提升模型的适应性和预测稳

定性。进一步比较与方案 4、5、6 的结果得出，本

文基于 Informer 方法的功率预测误差低于 Seq2Seq、 

 

图 5  天气场景聚类结果 

Fig.5  Results of weather scene clustering 

 
表 1  不同场景模型平均预测误差对比 

Table 1  Comparison of average prediction errors of different scenario models 

天气 
场景 

方案 1 方案 2 方案 3 方案 4 方案 5 方案 6 本文方法 

RMSE R2 RMSE R2 RMSE R2 RMSE R2 RMSE R2 RMSE R2 RMSE R2 

1 0.096 4 0.909 1 0.082 6 0.917 6 0.062 1 0.976 5 0.077 8 0.930 2 0.071 2 0.958 8 0.068 9 0.962 7 0.065 2 0.978 2 

2 0.105 2 0.863 5 0.092 8 0.886 7 0.074 4 0.954 0 0.089 5 0.894 9 0.078 9 0.937 8 0.079 8 0.949 8 0.072 6 0.950 9 

3 0.118 5 0.842 7 0.107 7 0.852 9 0.080 2 0.899 1 0.098 9 0.861 2 0.087 5 0.882 0 0.084 3 0.889 0 0.081 9 0.896 4 

4 0.135 7 0.782 6 0.118 7 0.791 7 0.089 0 0.873 8 0.102 7 0.838 9 0.095 6 0.859 7 0.091 2 0.861 2 0.088 7 0.874 8 
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Transformer 和 Autoformer 模型，表明 Informer 在光

伏功率预测中的优势，其在捕捉长时间依赖关系和

处理复杂时序数据方面的能力显著优于其他深度学

习架构。 
表 2 列出了不同方案模型的平均训练时间。每

个台区单独建模的训练时间为 201.42 s，而本文所

提方法的模型训练时间仅为 52.39 s，相较于单独建

模，其时间成本节约了 73.99%。与方案 2 和方案 4
相比，尽管这 2 种方法的训练时间低于本文所提方

法，但其预测精度较低，无法有效满足高精度预测

的需求。方案 3 模型的训练时间在动态迁移时增长

了 1 倍左右，但模型预测精度并没有得到明显提升，

说明在动态迁移时无须重新训练解码器参数，验证

了本文所提动态迁移策略的有效性。此外，基于

Transformer、Autoformer 的迁移模型和本文的

Informer 迁移模型预测精度相当，但本文所提方法

的每个模型总平均训练时间均低于其他模型。这一

结果表明，本文提出的基于 Informer 基础源域模型

的训练和知识迁移方案，在有效提升预测精度的同 

 

图 6  不同方案的模型预测误差图 

Fig.6  Comparison of the predicted effects of different scenarios 

 
表 2  不同方案模型平均训练时间对比 

Table 2  Comparison of average training time of models with 

different scenarios 

方案 
基础源域模型 
平均训练时间/s 

迁移模型平均训练 
时间/s 

总平均训练 
时间/s 

1   201.42 
2 50.36  50.36 
3 50.36 5.48 55.84 
4 50.36 3.17 53.53 
5 50.36 10.78 71.14 
6 50.36 5.23 55.59 

本文方法 50.36 2.03 52.39 

时，显著降低了训练时间。尤其在相同的计算资源

下，Informer 展示了在处理大规模时间序列数据时

的计算效率优势，较 Seq2Seq、Transformer 和

Autoformer 等深度学习方法更为高效。 
为进一步说明本文方法的有效性，本文选取某

个装机容量为 20 kW 的台区分布式光伏，图 7 展示

了该台区在不同预测方法下的功率预测效果，涵盖 

 

图 7  不同天气场景预测结果 

Fig.7  Forecasting results for different weather scenarios 
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了 4 种不同的天气预测场景；图 8 展示了该台区在

各聚类方法最优聚类效果下的预测精度，其中基础

预测模型和迁移策略与本文所提方法一致。具体而

言，方案 1 的模型输出呈现更为平滑的趋势，虽然

能够捕捉到功率变化的大致走向，但模型未能充分

感知气象波动，对实时天气变化的敏感度较低，难

以准确响应气象因素对功率的影响；方案 3、5、6
和本文方法模型的预测精度相当，表现优于方案 2
和 4，即使在天气变化较为剧烈的场景 4 中，模型

也能够及时跟踪功率变化的特征，展示了模型在动

态环境下的适应能力。另外，由于本方法面向短期

预测，更关注光伏功率的整体趋势，因此考虑到气

象和功率响应的时移现象，本文对输入气象进行了

平滑处理，导致模型对局部波动的敏感性较低，在

气象快速变化时预测精度较低。整体来看，上述结

果仍然能够验证本文所提方法在应对复杂气象变化

中的有效性和优势。 
将 4 种聚类方法下模型动态迁移的预测效果进

行比较可以看出，基于 AP 聚类方法划分的相似天

气场景样本，分场景训练得到的预测模型表现出更

准确的预测精度，这说明 AP 聚类算法能够更有效

地捕捉到天气数据中复杂的非线性特征和时空关联

性，生成更具有代表性和一致性的聚类结果。 
综上所述，本文方法融合所有台区的历史样本

划分预测场景，分场景构建基础预测模型作为源域，

既解决了单个台区作为源域的数据受限问题，又减

少了不相关样本的干扰，同时在迁移过程中考虑了

每个台区个体出力的特征，提高了预测准确性。此

外，由于借鉴了迁移学习中模型微调的思想，本文

方法仅需利用少量样本重新训练解码器的参数，避

免了对整个模型进行冗余训练，从而有效节省了模

型训练资源，适用于海量台区分布式光伏功率预测

等功率存在明显相似特征的预测场景。考虑到省级

和市级分布式光伏系统的庞大装机容量和数量，本文

方法能够在大规模应用场景中展现出明显的优势。 

5  结论 

为了解决海量台区分布式光伏的功率预测建

模难题，本文提出一种多预测场景模型动态迁移的

分布式光伏功率预测方法，经实际数据验证，得出

以下结论： 
1）通过融合海量台区光伏的高质量历史数据

并进行天气场景划分，有助于基础模型初步学习不 

 

图 8  不同聚类方法的预测效果对比图 

Fig.8  Comparison of the prediction effect of different cluster-

ing methods 

同天气场景下功率波动的共性规律，从而为后续针

对特定台区的个性化模型优化提供有力的数据基础

和预学习框架。 
2）根据预报日的气象特征对基础预测模型进

行动态迁移，能够增强海量台区在不同场景下对基

础源域模型的适配性，便于后续源域模型向目标域

的有效迁移。 
3）通过微调模型关键层参数，基于历史相似

日动态更新基础源域模型，最终快速准确地得到每

个台区的功率预测结果，既能避免每个台区预测模

型重复训练所增加的冗余成本，也能及时跟踪不同

预测场景的气象波动，从而动态作出响应，提高功

率预测精度，为调度掌握分布式光伏的未来运行状

态提供高质量的数据支撑。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 

皮尔逊相关系数计算式为： 
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式中： iX 和 iY 分别为标准化后的气象因素和台区光

伏的输出功率样本点数据；X 和Y 分别为其对应的

平均值；n 为样本数； ( , )R x y 为相关系数，取值范

围为[−1, 1]，其绝对值越大，相关性越强。本文通

过皮尔逊相关系数确定影响光伏发电功率的关键气

象变量，以构建天气预测场景划分的聚类特征指标。 

 

图 A1  相关系数热图 

Fig.A1  Correlation coefficient heat map 

 

附录 B 

基于 Informer 的光伏发电功率预测模型的具体

结构如下所述。 
1）嵌入层：为提取更多的时间特征，将辐照

度、温度、湿度进行标量投影；局部时间戳采用位

置编码，由正弦和余弦函数生成；另外，考虑到光

伏发电功率季节周期性变化、昼夜更替等时间演化

特征对光伏功率的影响，Informer 模型利用月、日、

时刻时间信息构造全局时间戳，以有效捕捉这些时

间变化对光伏输出功率的影响。 
2）编码器层：Informer 模型使用 ProbSparse

和 distilling 的方法对光伏发电相关变量进行编码。

自注意力机制往往采用键-值-查询(key-value-query)
模式，Informer 让 key 只关注前 n 个重要的 query，
即： 
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式中：Q 为只包含前 n 个 Query 的稀疏矩阵； TK 是

Key 矩阵的转置；V 是 Value 矩阵； kd 是 K 的维度；

softmax(·)是激活函数。此外，Informer 使用 distilling
来赋予具有主要信息的优势特征更高的权重。 

3）解码器层：输入的时间序列 feed_de 
tX 被分为

2 部分，分别是被预测点之前的已知序列 token 
tX 和

待预测的光伏发电功率占位序列 0
tX 。 

( ) ( )token y model 
feed_de token 0Concat , L dt t t LX X X R += ∈  (B2) 

式中： tokenL 、 yL 分别为已知历史光伏序列和待预

测光伏功率序列的长度； modeld 表示模型的维度；

Concat(·)表示拼接操作。解码器利用编码器生成的

中间结果进行多头注意操作，通过全连接层来调整

输出数据的维度，最终生成预测输出结果。 

附录 C 

目前权重的确定主要分为主观赋权和客观赋

权，主观赋权容易受到经验和专家知识的影响，熵

权法作为一种客观赋权法具有更强的客观性且能达

到的精度更高，其具体的计算式如式(C1)—(C3)所
示。首先根据各指标的变异程度，计算其比例大小，

然后计算各指标的信息熵，再通过信息熵计算各气

象指标的客观权重。 
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式中：m 代表历史气象样本的数量；n 代表每个样

本气象特征的个数；i 代表第 i 天历史气象样本，j
表示第 j 个气象特征；当 0ijp = 时， ln 0ijp = ； jω

是各个气象特征的权重系数。综合熵权法和欧式距

离得到的相似度计算式如下： 

 ( )0
1

( ) ( )
m
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i

D' j jω
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式中： ix 表示第 i 个历史样本的气象特征向量； 0x

表示待预测日的气象特征向量；D' 表示两日气象特

征向量之间的相似度，该值越小，两日越相似。 



 

附录 D 

表 D1  Informer 模型主要参数 

Table D1  Informer model main parameters 
参数名称 数值 参数名称 数值 

优化器 Adam 注意力头数 8 

损失函数 MSE 训练次数 5 

学习率 0.000 1 输入序列长度 96 

批次大小 32 标签长度 96 

模型维度 512 预测序列长度 96 

 

为评估模型预测的准确性，本文采用均方根误

差 (root mean square error, RMSE) 、决定系数

(R-squared, R2)这 2 种指标评价模型检验光伏功率

预测性能。具体计算式为： 
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式中： RMSEP 、 2RP 分别表示预测功率和真实功率之

间的 RMSE、R2 值；m 表示样本数量；i 表示样本

序列号； iy 、 ˆiy 分别表示功率真实值和预测值，Ci

为开机容量， id 表示真实值的平均值。 
为证明 AP 聚类算法的有效性，本文选取

K-means 聚类、DBSCAN 聚类、高斯混和聚类 3 种

方法进行对比，评价指标选取 SC 值、DBI 值、CH
值，不同聚类个数下的聚类效果如图 D1—D3 所示。 

 

图 D1  不同聚类方法的 SC 值对比图 

Fig.D1  Comparison plot of SC values for different clustering 

methods 

 

图 D2  不同聚类方法的 DBI 值对比图 

Fig.D2  Comparison plot of DBI values for different  

clustering methods 

 

 

图 D3  不同聚类方法的 CH 值对比图 

Fig.D3  Comparison plot of CH values for different  

clustering methods 
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