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基于格拉姆角场图像融合与深度学习算法的大型

变压器绕组故障诊断方法 
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（1. 西南交通大学电气工程学院，成都 610097；2. 云南电网有限责任公司电力科学研究院，昆明 650106） 
 

摘 要：绕组故障检测对保障变压器安全可靠运行至关重要。为了突破传统频响信息表征的局限性并提升故障诊

断精度，提出一种基于 GAF-VSM-WLSO 的图像融合框架，并结合新型 HDC-CBAM-ResNet34 分类模型，实现对

变压器绕组故障的精准诊断。首先，通过格拉姆角场(Gramian angular field, GAF)将频响信息转化为二维格拉姆角

合场(Gramian angular summation field, GASF)和格拉姆角分场(Gramian angular difference field, GADF)图像，进而利

用视觉显著性图(visual saliency map, VSM)与加权最小二乘优化(weighted least squares optimization, WLSO)算法对

两类图像进行融合，生成保留全局结构与局部细节的 VSM-WLSO 融合图像，解决了单一特征表现冗余度低的问

题。其次，构建了融合混合扩张卷积与注意力机制的 HDC-CBAM-ResNet34 分类模型，该模型以 ResNet34 为基

准，引入混合扩张卷积(hybrid dilation convolution，HDC)扩大感受野以捕捉多尺度特征，结合通道-空间注意力机

制(channel-space attention mechanism，CBAM)模块增强关键特征信息，实现了对变压器绕组故障类型、程度和位

置的高精度识别。最后，通过消融实验与当前主流模型对比，对该文提出的模型性能进行验证和对比分析。实验

结果表明，该文所提方法在故障类型、故障位置、故障程度分类上均表现出色，其识别准确率、F1参数均在 96％
以上。 
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Abstract：Winding fault detection is crucial to ensure the safe and reliable operation of transformers. In order to break 
through the limitations of the traditional frequency response information characterization and to improve the fault diagno-
sis accuracy, this paper proposes an image fusion framework based on GAF-VSM-WLSO and combined with a novel 
HDC-CBAM-ResNet34 classification model to realize the accurate diagnosis of transformer winding faults. First, the 
frequency response information is transformed into two-dimensional GASF and GADF images by Gram angle field, and 
then the two types of images are fused using visual saliency map with weighted least squares optimization algorithm to 
generate VSM-WLSO fused images that retain global structure and local details, which solves the problem of low redun-
dancy in the representation of a single feature. Second, the HDC-CBAM-ResNet34 classification model fusing hybrid 
dilation convolution and attention mechanism is constructed, which takes ResNet34 as the benchmark, introduces hybrid 
dilation convolution (HDC) so as to expand the receptive field for capturing multi-scale features, and incorporates a con-
volutional block attention mechanism (CBAM) module to enhance key feature information. Consequently, high-accuracy 
recognition of the type, degree, and location of transformer winding faults is achieved. Finally, the performance of the 
model proposed in this paper is verified and comparatively analyzed through ablation experiments and comparisons with 
current mainstream models. The experiment results show that the method proposed in this paper performs well in the 
classification of fault type, fault location, and fault degree, and its recognition accuracy and F1 parameter are above 96%. 
Key words：frequency response analysis; transformer; image fusion; winding fault; deep learning 

 



郭  蕾，王泓博，符安志，等：基于格拉姆角场图像融合与深度学习算法的大型变压器绕组故障诊断方法 2327 

0 引言 

110 kV 及以上大型变压器是电力系统中的重

要设备，根据国际大电网工作组统计，大型变压器

事故原因中绕组变形约占 1/3[1-3]。因此，开展变压

器绕组状态检测工作十分必要。 
目前，针对变压器绕组故障检测，国内外学者

提出了多种方法，例如振动法[4-5]、短路阻抗法[6]、

超声波法[7]和频率响应法(frequency response analy-
sis，FRA)[8-10]。其中，频率响应法因具有检测灵敏

度高、现场使用方便等优点，在电力行业得到广泛

应用[11-13]。但现有 FRA 采用的相关系数特征信息较

单一，难以全面表征绕组故障特性，且诊断过程高

度依赖专家经验。为此，众多学者从故障特征提取

和智能诊断两方面开展了深入研究。文献[14]通过

将频响曲线转化为极坐标图，并应用数字图像处理

技术(digital image processing，DIP)提取几何、纹理

和不变矩特征，解决了传统 FRA 特征提取信息较为

单一的问题。文献[15]通过将 FRA 幅频和相频数据

转换为二值图像，结合灰度共生矩阵提取纹理特征

并计算特征关联度，解决了传统 FRA 对微小绕组变

形灵敏度不足的问题。文献[16]通过多级小波分解

对频响曲线进行平滑处理，并结合极坐标图转换与

灰度梯度共生矩阵提取 12 种图像特征，有效区分了

不同绕组、位置及程度的并联电容故障。已有研究

表明，将频响曲线转化为二维图像，进而对图像进

行特征提取是目前较好的一种方法，但上述方法对

二维图像的特征提取仍采用定义指标的方式，导致

“单一特征表现冗余度低”的问题，即转换后的图

像模态单一，信息密度和互补性不足，无法全面表

征绕组故障的多样性与复杂性。针对传统图像转换

的局限性，格拉姆角场(Gramian angular field，GAF)
编码生成格拉姆角分场(Gramian angular difference 
field, GADF)图和格拉姆角合场(Gramian angular 
summation field，GASF)图，具有全局与局部协同表

达显著优势：GASF 聚焦于捕获序列点间角度和的

余弦，对信号的全局相位一致性敏感，GADF 聚焦

于捕获序列点间角度差的余弦，对信号的局部动态

变化敏感。然而，已有报道表明对 GADF 与 GASF
互补特性的融合方法仍需进一步研究[17-18]，以实现

故障特征的完整表达。此外，针对智能诊断模型，

由于深度学习得益于其深层结构及逐层训练的稳定

性，且表现出优秀的特征提取与模式识别能力，所

以得到广泛研究 [19-20] 。其中，卷积神经网络

(convolutional neural networks，CNN)在二维图像识

别领域应用最为广泛，但其网络中的标准卷积采用

固定尺寸的卷积核，局部感受野大小受限于卷积核

的尺寸，难以捕捉多尺度上下文信息的特征，同时

由于缺乏动态特征优化机制，模型无法通过自适应

权重分配抑制噪声干扰并强化关键特征表达，从而

在复杂场景下面临特征判别精度下降的问题。 
针 对上述问 题，本文提 出了一种 基于

GAF-VSM-WLSO 图像融合与 HDC-CBAM-Res- 
Net34 分类模型的变压器绕组故障诊断方法。首先，

构建 GAF-VSM-WLSO 图像融合框架，通过格拉姆

角场(GAF)编码方法将频响信号转换为二维 GASF
和 GADF 图像，以增强信号特征的表达能力，并利

用视觉显著性图与加权最小二乘优化(VSM-WLSO)
技术对两类图像进行融合，VSM-WLSO 的核心优

势在于其自适应动态协调机制，利用视觉显著性图

(visual saliency map，VSM)自动识别GASF和GADF
图像中对故障最显著、信息最丰富的区域，并采用

加权最小二乘优化(weighted least squares optimiza-
tion，WLSO)算法使其在平滑区域保持结构一致性

的同时，精确地保留甚至强化源图像在显著区域。

这种基于显著性加权的优化融合，能够自适应地协

调 GASF(全局结构)与 GADF(局部细节)的贡献，动

态抑制冗余信息，强化互补特征，最终生成

VSM-WLSO 融合图像，有效解决了单一特征表现

冗余度低的问题，实现了全局特征与局部细节的有

效互补与增强。其次，提出了一种新型的分类模型，

即 HDC-CBAM-ResNet34，该模型以 ResNet34 为基

础，结合混合扩张卷积(hybrid dilation convolution，
HDC)模块扩大感受野，捕捉多尺度故障特征，引入

通道 - 空间注意力机制 (channel-space attention 
mechanism，CBAM)增强关键特征并抑制冗余信息。

最后，通过消融实验进行对比分析，以验证本文所

提出方法的有效性。 

1 实验与故障模拟 

1.1  实验平台搭建 
本文搭建了变压器绕组实验平台，基本参数见

表 1。本实验采用的频响分析仪为 Megger FRAX99，
其频率测量范围设置为 1 kHz~1 MHz，输入和输出

阻抗均为 50 Ω，测量电压为±10 V。考虑到低压(LV)
与中压(MV)绕组设置故障容易破坏外层绕组结构，
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影响测试重复性，因此测试接线与故障模拟均在高

压(HV)绕组进行。测试示意图如图 1 所示。Uin 表

示为输入，Uout表示为输出。 
1.2  故障模拟 

本文故障类型、故障程度和位置定义如表 2 所

示，故障模拟如图 2 所示，测试结果如图 3 所示。 
表 1  变压器的基本参数 

Table 1  Basic transformer parameters 

参数 数值 参数 数值 

铁芯高度/mm 530 高压绕组单饼匝数 24 

铁芯半径/mm 53 中压绕组单饼匝数 16 

绕组高度/mm 450 低压绕组单饼匝数 8 

 

 

图 1  测试示意图 

Fig.1  Test schematic 

 
表 2  故障类型以及故障程度和位置的定义 

Table 2  Definition of the type of fault as well as the degree 

and location of the fault 

类型 程度 位置(定义) 

轴向移位 

轻度(1%) 顶部(D1-2) 

中度(3%) 中部(D8-9) 

重度(5%) 底部(D15-16) 

鼓包翘曲 

轻度(100~220 pF) 顶部(D1-4) 

中度(330~440 pF) 中部(D7-10) 

重度(550~770 pF) 底部(D13-16) 

饼间短路 

轻度(一饼) 顶部(D1-4) 

中度(二饼) 中部(D7-10) 

重度(三饼) 底部(D13-16) 

 

 

(a) 轴向移位       (b) 鼓包翘曲       (c) 饼间短路 

图 2  故障模拟 

Fig.2  Fault simulation 

1）轴向移位(axial displacement，AD) 
如图 2(a)所示，通过在绕组间添加一定厚度的

垫片来模拟 AD 故障，分别在 HV 绕组顶部、中部

和底部模拟 1%、3%、5%共 3 个等级的 AD 故障，

每种故障测试 15 次，共进行 135 组实验。图 3(a)
中标签“AD-H 1%”是指顶部 1%AD 故障，其他数字

的图例可据此类推。故障程度 D 用式(1)计算。 

 

图 3  故障模拟频响曲线 

Fig.3  Fault simulation frequency response curves 
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 ×100%hD
h
∆

=   (1) 

式中：Δh 为轴向移位高度；h 为绕组总高度。 
2）鼓包翘曲(spatially correlated variation，SCV) 
为模拟实际变压器运行中因绝缘劣化引发的绕

组局部鼓包翘曲现象，通过等效纵向电容参数扰动

法构建 SCV 故障模型。在相邻绕组饼间并联不同容

值的电容元件，以表征绝缘劣化导致的纵向电容非

线性变化。基于文献[21]，计算正常工况下饼间等

效电容理论值约为 100 pF。因此选择 100、220、330、
440、550、660 和 770 pF 的电容，分别在绕组顶部、

中部与底部模拟测试 SCV 故障，每种情况重复测试

10 次，共进行 210 组实验。图 3(b)中标签

“SCV-8, 9-440”表示模拟的第 8 盘和第 9 盘之间

连接 440 pF 的等效电容，图例中其他符号含义可据

此类推。 
3）饼间短路(short circuit，SC) 
分别在 HV 绕组顶部、中部和底部通过短接线

连接对应饼的铜鼻子接头实现 SC 故障，每种情况

重复测试 15 次，共进行 135 次测试。在图 3(c)中，

标签“SC-1, 3”指 HV 绕组的第一饼和第三饼短路，

图例中其他符号含义也可以类似推断。 

2 基于 GAF-VSM-WLSO 的图像融合算法 

2.1  基于 GAF 的频响数据转换 
GAF 是一种用于分析时间序列数据并提取基

本序列模式的方法，通过极坐标编码和 Gram 矩阵

将一维序列转换为二维图像，已成功应用于医疗信

号处理和轴承故障诊断领域。该方法详细说明如下

所述。 
1）数值缩放 
对于给定 N 个点的一维频率响应数据序列

S={x1, x2, …, xN}，采用最小-最大归一化方法将 S
重新缩放至区间[–1,1](式(2))或[0,1](式(3))，得到归

一化后的一维结构化数据 x。 

 1
( max( ) min( ))

max( ) min( )
i i ix S x S

x
S S−

− + −
=

−
  (2) 

 0
min( )

max( ) min( )
i ix S

x
S S
−

=
−

  (3) 

式中：xi(i=1, 2, …, N)为一维数据序列中的数值。

极坐标角度计算需满足 arccos 的输入范围要求，若

采用式(3)的[0,1]归一化，需额外将其转换为[–1,1]，
否则 arccos 将因其输入超额而失效，而[–1,1]归一化

即无需额外转换，保留了数据中心的对称性，使极

坐标角度均匀分布在[0,π]范围内。[0,1]归一化可能

导致角度偏向[0,π/2]，影响时间序列的全局模式捕

捉，且归一化区间通过角度分布间接影响特征表达，

[–1,1]角度覆盖更广，更能捕捉丰富的全局信息。因

此，本文选用[–1,1]归一化，以协同优化全局结构保

持与局部细节增强能力。 
2）极坐标转换 
将 x转换到极坐标系中，其值编码为余弦角 σ

并将时间戳 ti 作为半径 ri，重新表示在极坐标中如

式(4)所示： 

 
1arccos( ), 1 1,

,

i
i i i

i
i i

x x x S
t

r t N
N

σ − = − ≤ ≤ ∈



= ∈



  

 (4) 

式中：ti为设置的时间戳；ri为半径；N 为规范在极

坐标系下跨度的常数。 
3）角度和/差的三角函数变换 
GAF 利用三角函数来捕获采样点间的时间相

关性并表示为角度 θ，有两种变体：GASF 与 GADF。
GASF 计算 θ和的余弦值，而 GADF 计算 θ差的余

弦值，定义 GASF 和 GADF 分别为式(5)和式(6)： 

 

GASF

1 1 1

1

[cos( )]

cos( ) cos( )

cos( ) cos( )

i j

n

n n n

σ σ

σ σ σ σ

σ σ σ σ

= + =
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 
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C

 

…

…

 (5) 

 

GADF

1 1 1

1
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式中：σi表示为序列中第 i 个点对应的极角；n 为所

选取的序列点数。 
2.2  基于 VSM-WLSO 的图像融合框架 

VSM-WLSO 是一种基于迭代制导算法和高斯

滤波分层迭代计算的图像融合算法，其通过显著性

加权和最小二乘加权优化框架，有效增强了图像显

著结构和细节特征的融合[22-24]，流程如图 4 所示。

该方法在融合过程中能够保持图像边缘的清晰度，

同时优化整合低频与高频信息，突出不同模态图像

中的关键信息，确保融合图像的视觉自然性和信息

完整性，融合结果如图 5 所示。 
GASF 和 GADF 在故障特征表达上具有差异

性。GASF 图像对低频分量敏感，擅长表征周期性

振动模式，如图 5 所示，其图像呈现深蓝色背景叠 
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图 4  VSM-WLSO 的图像融合流程 

Fig.4  Image fusion process of VSM-WLSO 

 

 

图 5  基于 GAF-VSM-WLSO 融合结果 

Fig.5  Fusion results based on GAF-VSM-WLSO 
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加亮暗条纹，反映系统整体结构稳定性，对对称性

故障具有显著响应；而 GADF 对高频分量敏感，适

用于捕捉瞬态异常，如图 5 所示，其图像特征为局

部不规则高亮区域，能有效表征突发性故障的瞬态

能量释放。 
现有研究在格拉姆角场特征利用方面存在显

著局限性。单一图像难以实现全局结构保持与局部

细节增强的协同优化，严重制约了故障特征的完整

性表达[17-18]。如图 5 所示在轴向移位故障中，GADF
图像虽凸显高亮冲击，但 AD-T-3％和 AD-M-2％存

在中部和右侧条纹断裂(如箭头 A、B)，可能导致故

障类型判断模糊。在鼓包翘曲(如 SCV-M-440)和饼

间短路(SCV-M-440)故障中，GASF 图像出现条纹模

糊与底部亮区域退化(如箭头 C、D)，可能引发表征

信息丢失与漏检风险。 

综上所述，本文采用基于视觉显著性图引导的

加权最小二乘优化(VSM-WLSO)融合方法，通过建

立自适应权重分配模型，在频响图像融合过程中实

现全局特征与局部细节的有效互补与增强。 
基于VSM-WLSO实现GAF图像融合的过程如

下所述。 
1）针对 GASF 和 GADF 两类编码图像，采用

RGB 三通道映射技术，将原始单通道灰度矩阵分别

解耦至红(R)、绿(G)、蓝(B)共 3 种色彩空间。 
2）在每条通道中进行引导滤波，使用局部统计

量平滑图像，同时保留边缘细节，利用输入图像的

统计信息来调整输出图像，给定输入图像 Z1和引导

图像 Z2，在半径为 r 的窗口内，计算出引导滤波结

果 q，计算式如下： 
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1 1

1 2 1 2

1 1 2
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1

1
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2 2
1
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boxFilter( )

boxFilter( )
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µ
µ

=


=
 = −


= −
 − = +
 +

 (7) 

式中：µ 表示均值；var 表示局部方差；cov 表示协

方差；boxFilter 为一种平均滤波器处理技术；c1 为

引导滤波正则化参数，取值与强度平滑参数

(SIGMA_R)有关，目的是为了防止除以 0 的情况出

现；窗口半径 r 取值也与 SIGMA_R 有关。 
3）对每个颜色通道下的图像进行递归滤波。

在代码中，递归滤波通过反复应用引导滤波来逐步

平滑图像，从而实现图像的基础层与细节层的分离。

设置初始状态后进行迭代更新，计算式如下： 

 
1,0 1 2,0 2

2
1, 1 1, 1 1

2
2, 1 2, 1 2

,

GuidedFilter( , , , )

GuidedFilter( , , , )
i i

i i i

Z Z Z Z

Z Z Z w

Z Z Z w

σ

σ
+ +

+ +

 = =
 =


=

 (8) 

式中：Z1,i和 Z2,i表示当前迭代下的输入引导和目标

图像；w 表示滤波器的窗口大小，由空间平滑参数

(SIGMA_S)决定；σ2 表示图像在范围域中的方差，

在引导滤波中，范围域的方差由 SIGMA_R 控制，

GuidedFilter 表示引导滤波运算函数，该函数封装了

基于局部线性模型的边缘保持平滑机制。 
4）通过计算显著性权重对同色通道下的基础

层进行融合。先要计算图像的直方图，根据直方图

生成灰度级的权重表，生成加权图像，再根据显著

性权重来融合两幅图像的基础部分，计算式如下： 

(0.5 ) (0.5 )
2 2

r v v r
fb rb vb

M M M Mimg img img− −
= + + +

  (9) 
式中：imgfb、imgrb、imgvb分别表示最终的融合图像、

r 频道下的基础图像、v 频道下的基础图像；Mr 和

Mv分别表示 r 频道下的基础图像和 v 频道下的基础

图像的加权系数，由显著性直方图差异计算，反映

图像全局统计特征，无需手动设定参数。 
5）进行比较，使同色通道下的细节层进行初

始融合，再通过加权最小二乘优化融合质量，最终

实现对两类图像的 R、G、B 这 3 条颜色通道各个

细节层的融合。给定目标图像的细节 Dr 和 Dv，以

及加权权重 Q，加权最小二乘优化计算式如下： 

 2

1
blur( )

1

rd
r

rd v

rd

img
D c

Q img DD
img

λ
λ

 = +
 + =
 +

 (10) 

式中：imgrd表示经过模糊处理的图像；blur 是模糊

操作的函数；Dr和 Dv分别表示为 r 频道下和 v 频道

下输入图像在不同尺度下的纹理细节分量，由原始

图像通过多尺度递归滤波逐层分解得到，为算法自

动分离，无需手动计算； λ 是调节参数，即

WLS_LAMBDA，用于控制权重的平衡；Q 表示边

缘敏感权重，由输入细节图中高频细节分量的绝对

值进行高斯模糊平滑处理，再取其数值倒数而来，

无需手动计算；常数 c2是极小值，用于避免除零错

误，由算法预设固定值，无需手动计算。 
6）将各颜色通道下的基础层图像与细节层图
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像融合，得到 R、G、B 颜色通道下的灰度图，对

这 3 个灰度图再次融合，得到最终彩色融合图像。 
2.3  基于 VSM-WLSO 融合算法的超参数寻优 

本文中，优化图像融合算法性能的核心为超参

数优化，具体涉及以下参数：迭代次数 ITERA-
TION、空间平滑参数 SIGMA_S、强度平滑参数 
SIGMA_R 和正则化权重 WLS_LAMBDA。通过引

入结构相似性指数(structural similarity, SSIM)指标

指标，用于参数优化选择，并采用 Optuna 框架实现

超参数的自动寻优。其中，ITERATION 控制递归引

导滤波的迭代次数；SIGMA_S 决定高斯平滑核的

空间尺度；SIGMA_R 用于调节强度信息的平滑程

度；WLS_LAMBDA 则是最小二乘优化中的正则化

权重。参数的取值范围设定为：ITERATION∈[4, 
10]，SIGMA_S∈[1.0, 3.0]，SIGMA_R∈[0.01, 0.1]，
WLS_LAMBDA∈[0.005, 0.1]，以保证涵盖最优解 
区间。 

每次迭代中，Optuna 基于贝叶斯优化策略选择

下一组参数组合，随后计算融合图像的 SSIM 值，

并将其作为优化目标反馈指导下一轮的参数选择。

实验共进行了 100 次，自动生成并评估了多组参数

组合的 SSIM 值，实验过程如图 6、图 7 所示。 
由图 6、图 7 可知，Optuna 最优参数组合为：

ITERATION=4，SIGMA_S=1.897 0，SIGMA_R= 
0.038 7，WLS_LAMBDA=0.099 6。此时，SSIM= 
0.854 4，结果表明该参数组合较理想。 
2.4  基于 GAF-VSM-WLSO 融合图像质量评估 

为了评估本文提出的GAF-VSM-WLSO图像融

合方法性能，将融合图像的质量与通过视觉显著性

图的融合(visual saliency map, VSM)、利用卷积神经

网络的融合(image fusion via convolutional neural 
Network, IFCNN)和联合梯度能量与特征增强融合

(gradient and feature co-occurrence enhancement，
GFCE)获得的图像进行比较。表 3 为比较了基于

VSM、IFCNN 和 GFCE 融合方法图像的 SSIM、边

缘保持指数(edge preservation index, EPI)、互信息

(mutual information, MI)和空间频率 (spatial fre-
quency, SF)这 4 个指标。 

由表 3 结果可得如下结论： 
1）结构保持性。VSM-WLSO 的 SSIM 值最高

(SSIM=0.854 4)，且较 VSM(0.729 6)提升 12.48%，

表明其更完整保留了 GASF/GADF 的拓扑结构，这 
与图 5 中融合图像轮廓清晰度直观符合。 

 

图 6  超参数优化切片图 

Fig.6  Slice diagram of hyperparameter optimization 
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2）边缘细节。VSM-WLSO 的 EPI 值(EPI=0.829 
0)显著优于其他方法(VSM 的 0.606 3、IFCNN 的

0.736 9、GFCE 的 0.624 3)，证明加权最小二乘优化

有效强化了故障敏感区域的纹理突变。 
3 ）信息丰富度。 VSM-WLSO 的 SF 值

(SF=13.707 2)较次优方法 VSM(12.703 7)提升

7.9%，说明多尺度递归滤波(式(8))显著提升了高频

细节的表达能力。 
4）虽然 VSM-WLSO 互信息指标(MI=1.378 5)

略低于 GFCE(1.387 8)，但结合 SSIM、EPI 与 SF
的显著优势可知，VSM-WLSO 通过自适应权重分

配模型实现了保留全局结构与局部细节的优势。 

3 基于 HDC-CBAM-ResNet34 的分类模型 

本 研 究提出 了一种新的 分类模型 ，即

HDC-CBAM-ResNet34 方法，以实现对变压器绕组

故障的准确识别。 
3.1  ResNet34 

ResNet34 是一种深度残差网络，主要由 16 个

残差块，1 个 7×7 卷积层与 1 个全连接层构成，共

计 34 层，它通过引入残差连接有效解决了深层网络

中的梯度消失问题，使得网络能够更轻松地训练到

34 层深度，同时保持较高的收敛速度和稳定性。其

次，ResNet34 在深度和参数量之间取得了良好的平

衡，相比更浅的网络(如 ResNet18)，其能够学习到

更复杂的特征表示；而相比更深的网络(如 ResNet50
或更深的变体)，其参数量和计算复杂度较低，适合

在计算资源有限的情况下使用。因此，本文选择用

ResNet34 作为主干网络进行改进。 
3.2  混合扩张卷积(HDC) 

为了解决传统神经网络中标准卷积采用固定

尺寸的卷积核导致局部感受野受限的问题，本文引

入了混合扩张卷积(HDC)。混合扩张卷积采用锯齿

波形结构的空洞率排列方式，将许多层组合在一起，

形成空洞率增加的波的“上升沿”，下一组重复相同

的模式。假设对于 L 个卷积核大小为 K×K 的扩张卷

积，其空洞率为[h1, …, hi, …, hn]定义 2 个非零点

之间的最大距离，如式(11)所示。 

 ( )( )1 1 1max 2 , 2 ,i i i i i iH H h H H h h+ + += − − −  (11) 

式中：Hn=hn，需满足 H2≤K，例如，对于空洞 h=2
的所有层，形成 3 个后续层作为 1 个组，并将它们

的空洞率分别更改为 1、2 和 3。本文采用空洞率

h=[1,2,3]的锯齿波形结构，满足 H2≤3 的约束。通过

锯齿波形策略递增空洞率，可以使顶层在与原始配

置相同的区域中访问来自更广泛像素范围的信息

(见图 8)，同时空洞率递增有效避免了连续层采样位

置重叠，抑制了特征冗余，使得网络可以从全局角

度出发提取更多的特征信息。 
3.3  通道-空间注意力模块(CBAM) 

通道-空间注意力模块(CBAM)由通道注意力和

空间注意力级联构成，通过自适应校准特征图的通

道与空间维度权重，能够抑制无关噪声主导的特征

通道，强化与故障相关的频段响应，同时能够聚焦

图像中故障敏感区域，弱化背景干扰，显著提升模

型对关键特征的感知能力。首先对输入特征图并行

应用全局平均池化和全局最大池化得到两个特征图

avg
cF 和 max

cF ，再通过共享权重的多层感知机器

(multilayer perceptron, MLP)生成通道权重为： 

 ( ) ( )( )avg maxMLP MLPc c
cM F Fσ= +  (12) 

式中：MLP 由 2 个全连接层构成；σ为 Sigmoid 函

数；c 表示通道维度。 

 

图 7  超参数优化历史图 

Fig.7  History graph of hyperparameter optimization 

 
表 3  图像融合指标 

Table 3  Image fusion metrics 

评价指标 VSM-WLSO VSM IFCNN GFCE 

SSIM 0.854 4 0.729 6 0.689 1 0.624 3 

EPI 0.829 0 0.606 3 0.736 9 0.609 7 

MI 1.378 5 1.305 5 1.383 8 1.387 8 

SF 13.707 2 12.703 7 11.151 6 9.949 3 

 

   

图 8  混合扩张卷积 

Fig.8  Hybrid expansion convolution 
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通过通道维度的权重系数对输入特征图进行自适应

校准，从而得到优化后的特征图。随后，沿通道维

度对每个空间位置进行通道最大池化和平均池化，

将最大池化和平均池化结果拼接后，通过 1 个卷积

层来学习空间特征的依赖关系得到空间权重： 

 ( )( )avg maxConv ;s s
SM F Fσ  =    (12) 

式中：Conv 表示卷积操作； avg
sF 和 max

sF 表示平均池

化和最大池化后得到的特征图。 
3.4  HDC-CBAM-ResNet34 分类模型 

本 研 究提出 了一种新的 分类模型 ，即

HDC-CBAM-ResNet34 方法，模型结构见图 9，该

模型在 ResNet34 基础上，引入混合扩张卷积(HDC)
替换输入层的标准卷积，通过多尺度特征提取能力

捕捉变压器绕组故障信号的不同尺度信息，并利用

空洞卷积的间隔采样特性增强模型对噪声干扰的鲁

棒性；还结合 CBAM 注意力机制，旨在通过通道-
空间双维度自适应校准，动态强化故障敏感频段的

响应权重，并聚焦图像中表征故障的局部特征突变

的敏感区域，从而提升复杂故障模式的分类精度。 

4 结果分析 

本章通过第2章获取的变压器各状态数据来验证

所提方法。这项工作基于 python3.11，程序开发环境

为 Pycharm，深度学习框架为 Pytorch，计算机配置

AMD Ryzen 9 7945HX with Radeon Graphics，16GB
内存，NVIDIA GeForce RTX 4060 Laptop GPU。 

实验的数据集设置如表 4 所示。数据集中每个

任务有效样本数为 540 个，模型训练集与测试集的

比率设置为 8:2，模型训练的批次大小(batch size)设
置为 8，训练轮次(epoch)为 100，选择 Adam 作为优

化器，学习率设置为 0.01。训练集数据经过随机翻

转、归一化等图像增强预处理技术来提高质量，降

低过拟合[25]。这些增强操作在每个训练周期(epoch)
动态生成新样本，且每个训练样本在每个 epoch 中

生成唯一随机变体，使原始训练集在 100 个 epoch
中实际等效样本量增加 3 个数量级，确保了训练时

样本的充足性。 
4.1  分类模型结构对比 

为验证本文分类模型结构在识别变压器绕组 

 

图 9  HDC-CBAM-ResNet34 模型结构 

Fig.9  Structure of HDC-CBAM-ResNet34 model 
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表 4  数据集设置 

Table 4  Dataset settings 
任务 样本数量 

类型 
60 

(正常) 
135 

(轴向移位) 
210 

(鼓包翘曲) 
135 

(饼间短路) 

程度 60 
(正常) 

150 
(轻度) 

150 
(中度) 

180 
(重度) 

位置 
60 

(正常) 
160 

(顶部) 
160 

(中部) 
160 

(底部) 

 
故障类别、程度与位置方面的优势。本节在相同环

境下进行了标准卷积-HDC-CBAM 和标准卷积- 
CBAM -HDC 的对比实验，对比结果如表 5 所示。 

由表 5 结果可知，当模型结构为标准卷积- 
HDC-CBAM 时，三任务下的准确率均低于本文分

类模型结构。其原因在于，标准卷积前置会先进行

一次特征提取，这可能会丢失一些原始输入中的细

节信息，而 HDC 模块需要多尺度的信息，如果输

入的特征图已经过一次标准卷积的“过滤”，那么

HDC 可能无法充分发挥其多尺度特征提取的能力；

当 CBAM 模块前置时，三任务下准确率较标准卷 
积-HDC-CBAM 结构进一步降低，这是因为将

CBAM 前置时，会过早过滤底层特征，导致多尺度

信息丢失，并且空洞卷积的网格效应会放大 CBAM
筛选后的特征间隙，加剧边缘失真。 
4.2  编码方法对比 

为了验证本文所采用的 GAF 编码方法在识别

变压器绕组故障类别、程度与位置方面的优势。本

节在相同环境下进行了基于希尔伯特变换(Markov 
transition field, MIT)、连续小波变换 (continuous 
wavelet transform, CWT) 、 短 时 傅 里 叶 变 换

(short-time Fourier transform, SFTF)编码方法的对比

实验，对比结果如表 6 所示。 
由表 6 内容可知：GAF 编码方法在变压器绕组故

障类型、程度及位置识别任务中均展现出显著优势。

具体而言，GAF 在故障类型分类中准确率达 98.08% 
(F1=98.11%)，较 MIT(97.12%)、CWT(92.50%)和 STFT
（92.31%）分别提升 0.96%、5.58%和 5.77%；在故障

位置识别中，GAF 准确率(98.08%)较表现次优的

STFT(96.15%)提升 1.93%；、在故障程度分类任务中，

GAF(96.15%)较 MIT(92.31%)的精度优势达 3.84%。 
4.3  融合图像与单一图像对比 

为了验证本文所采用的融合后图像较单一图

像(GADF/GASF)在识别变压器绕组故障类别、程度

与位置方面的优势。对比结果如表 7 所示。 

表 5  模型结构对比 

Table 5  Comparison of model structure 

模型 任务 
VSM-WLSO 

准确率/% F1/% 

标准卷积-HDC-CBAM  
故障类型 97.12 97.14 
故障程度 90.38 90.46 
故障位置 95.19 95.21 

标准卷积-CBAM-HDC  
故障类型 96.15 96.22 
故障程度 88.46 88.41 
故障位置 95.19 95.18 

HDC-标准卷积-CBAM 
(本文结构) 

故障类型 98.08 98.11 
故障程度 96.15 96.15 
故障位置 98.08 98.08 

 
表 6  编码方法对比 

Table 6  Comparison of coding methods 
编码方法 任务 准确率/% F1/% 

GAF 
故障类型 98.08 98.11 
故障程度 96.15 96.15 
故障位置 98.08 98.08 

MIT 
故障类型 97.12 97.16 
故障程度 92.31 92.37 
故障位置 93.27 93.22 

CWT 
故障类型 92.50 92.91 
故障程度 94.23 94.28 
故障位置 95.19 95.22 

STFT 
故障类型 92.31 92.35 
故障程度 94.23 94.11 
故障位置 96.15 96.13 

 
表 7  融合前后对比 

Table 7  Comparison before and after fusion 

模型 任务 
VSM+WLSO GADF GASF 

准确 
率/% 

F1/ 
% 

准确 
率/% 

F1/ 
% 

准确 
率/% 

F1/ 
% 

HDC-CBAM- 
ResNet34 

故障类型 98.08 98.11 90.38 90.44 93.27 92.89 
故障程度 96.15 96.15 89.42 89.29 92.31 92.21 
故障位置 98.08 98.08 92.31 92.38 95.19 95.12 

 
由表 7 结果可得，基于 VSM+WLSO 融合后图

像在故障类型、故障程度、故障位置下准确率和 F1

参数均显著优于单一图像。其中，故障类型分类下，

融合后图像准确率分别提升 7.7%和 4.81%；在故障

程度和故障位置分类下，融合后图像准确率均提升

2.89%以上。 
4.4  分类方法对比 

为了证明所提分类方法在变压器绕组类别、程

度与位置方面的有效性，本文在相同环境下进行了

基于 ResNet34、HDC-ResNet34、CBAM-ResNet34
模型的消融实验，并将这 3 种模型和本文所提出的
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模型对图像数据集进行训练，训练结果如图 10 所

示。HDC-CBAM-ResNet34 分类模型在故障类型、

程度与位置的混淆矩阵如图 11 所示。 
由图 10(a)可知，在故障类型的分类中，

HDC-CBAM-ResNet34 在训练初期准确率迅速上升

至 97%，显著优于其他模型，在第 70 个 epoch 后趋

于稳定，并最终收敛于 97%，且损失值在第 30 轮

后稳定下降至 0.05 以下。这得益于 HDC 高密度连

接增强了特征的复用效率，而 CBAM 模块通过通道

与空间注意力机制，精准聚焦了故障区域的纹理与

形状差异。 
由图 10(b)可知，在故障程度分类中，在整个训

练过程，HDC-CBAM-ResNet34 准确率高于其他模

型，在第 65 个 epoch 后趋于稳定，最终收敛至 98%，

同期损失值降至 0.06 左右，显著优于其他模型。这

一阶段模型通过 CBAM 的通道加权机制和 HDC 的

跨层特征复用，强化了故障程度的分布特征。 
由图 10(c)可知，在故障位置的分类中，

HDC-CBAM-ResNet34 模型上升速度最快，在第 70
个 epoch 后趋于稳定并收敛至 99%，而 ResNet34
模型的上升速度最慢。具体地，在第 40 个 epoch
时， HDC-ResNet34 模型的损失值突然下降 0.11%，

这是源于密集连接将底层定位特征与高层语义信息

深 度 融 合 ， 缓 解 了 特 征 稀 疏 问 题 。 而

CBAM-ResNet34 模型在第 40 个 epoch 后出现损失

震荡，表明其对故障位置细微变化的敏感度不足。 

 

图 10  模型训练结果 

Fig.10  Model training results 

 

图 11  混淆矩阵 

Fig.11  Confusion matrix 
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由图 11 可知，在故障类型分类中(C1：正常，

C2：轴向移位，C3：饼间短路，C4：鼓包翘曲)，
仅出现 2 例轴向移位故障被误判为正常的情况，其

余类别判别准确率达 100%。在故障程度分类中(C1：
正常，C2：中度，C3：轻度，C4：重度)，存在 2
例中度故障误判为正常以及 1 例重度故障误判为轻

度的情况，正常与轻度故障判别完全准确。在故障

位置分类中(C1：正常，C2：顶部，C3：底部，C4：
中部)，仅发生 1 例顶部与底部故障相互误判，中部

故障判别准确率保持 100%，且所有正常样本均无

任何误判。 
为进一步验证本文模型的优越性，本文进一步

补充 3 种当前主流模型 DenseNet、Conformer、
Swin-Transformer，并通过准确率、F1分数 2 个指标

对模型性能进行评估，结果如表 8 所示。 
1）故障类型分类。根据表 8 的结果可以看出，

HDC+CBAM+ResNet34 模型和 CBAM +ResNet34
模型在故障类型检测准确率最高，达到 98.08%，显

著优于 HDC+ResNet34(97.12%)、基础 ResNet34 
(96.15%)、DenseNet(93.52%)、Conformer(93.52%)
及 Swin-Transformer(95.19%)对比模型。而 F1 参数

HDC+CBAM+ResNet34 模型达到最高，为 98.11%。 
2）故障程度分类。在故障程度检测方面，

HDC+CBAM+ResNet34 模型的准确率和 F1 参数依

然最高，达到 96.15%和 96.15%，明显高于其他 6
种对比模型，表明该方法可以在不考虑故障类型与

位置因素的情况下高性能地实现变压器绕组故障程

度检测。 
3 ） 故 障 位 置 分 类 。 本 文 所 提 出 的

HDC+CBAM+ResNet34 模型在故障位置检测中的

准确率为 98.08%，该结果显著优于 CBAM+Res- 
Net34(95.19%) 、 HDC+ResNet34(92.31%) 和 基 础

ResNet34(91.35%)，同时也优于 DenseNet(95.37%)、
Conformer(94.44%)和 Swin-Transformer(95.19%)，且
F1参数也达到最高，为 98.08％。 

5 结论 

本文研究了变压器绕组状态检测方法，并基于

模拟测试平台构建了包含典型故障类型、多级故障

程度、关键故障位置的故障样本集，通过实验进行

对比分析，结论如下： 
1）针对单一图像模态特征表现冗余度低的问

题，本文提出了一种基于 GAF-VSM-WLSO 的图像 

表 8  不同模型对比结果 

Table 8  Comparison of different models 

模型 任务 
VSMWLS+WLSO 

准确率/% F1/% 

ResNet34 
故障类型 96.15 96.23 
故障程度 85.58 85.14 
故障位置 91.35 91.26 

HDC+ResNet34  
故障类型 97.12 97.23 
故障程度 89.42 89.19 
故障位置 92.31 92.08 

CBAM +ResNet34 
故障类型 98.08 98.09 
故障程度 88.46 88.26 
故障位置 95.19 95.19 

HDC+CBAM+ResNet34 
故障类型 98.08 98.11 
故障程度 96.15 96.15 
故障位置 98.08 98.08 

DenseNet 
故障类型 
故障程度 
故障位置 

93.52 
87.96 
95.37 

92.79 
87.31 
96.15 

Conformer 
故障类型 
故障程度 
故障位置 

93.52 
91.67 
94.44 

92.23 
89.09 
95.27 

Swin-Transformer 
故障类型 
故障程度 
故障位置 

95.19 
89.42 
95.19 

95.31 
89.18 
95.19 

 
融合框架，显著提升了故障信息的可视化表征能力。

不同于现有研究，本框架将视觉显著性图引导的加

权最小二乘优化算法引入变压器频响图像的融合领

域。该框架通过对 GASF( 侧重全局结构 ) 和
GADF(侧重局部细节)两类互补图像进行基于显著

性权重的自适应融合，有效解决了单一图像模态特

征表现冗余度低的问题。通过实验对比分析，融合

后的图像在三任务下准确率均高于单一图像，验证

了生成的 VSM-WLSO 融合图像不仅保留了频响曲

线的整体形态特征，更显著增强了表征故障的关键

局部纹理与细节信息。 
2）本文提出了一种新型 HDC-CBAM-ResNet34

网络架构，通过协同优化显著增强了模型的故障特

征提取与识别能力。区别于常规仅应用基础 CNN
或单一改进模块的方法，本模型以 ResNet34 为骨

干，集成了混合扩张卷积(HDC)模块和通道-空间注

意力机制(CBAM)模块。前者提供丰富的多尺度特

征基础，后者则从中智能筛选并强化最具判别力的

关键信息，共同克服了深层网络中特征稀释、噪声

干扰以及对故障细微变化敏感度不足的难题。实验

验证表明，该协同设计在故障类型、程度及位置识

别任务上均实现了 96%以上的高精度与 F1分数，性

能显著优于对比模型，验证了其在变压器绕组故障
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检测中的优越性。 
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