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摘  要：三维时空信息在实景三维中国建设的国家新型基础设施战略中占据重要地位，机载航空点云数据在大规模三维

时空信息获取中发挥了关键作用。围绕点云数据的深度解译与语义信息提取需求，系统梳理了点云理解范式的发展脉

络，从前深度学习时代的模型驱动与数据驱动范式，到后深度学习时代的自监督信号驱动范式，再到当前基于预训练基

础大模型的大模型驱动范式。在此基础上，提出了以语言为中心的机载航空点云理解范式，系统分析了其面临的关键挑

战及未来发展方向，旨在为点云智能理解的技术创新与研究拓展提供新的视角和思路。
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Abstract： Objectives: In recent years, 3D spatiotemporal information has become a cornerstone of national 
new infrastructure construction, with airborne point clouds playing a critical role in large-scale 3D data ac⁃
quisition. However, effectively interpreting these point clouds and extracting their semantic richness remain 
significant challenges. Traditional methods, including geometry-driven feature extraction and data-driven 
deep learning models, have achieved limited progress but struggle with the complexity and scale of airborne 
point clouds. Advances in large-scale foundation models (FM), particularly in natural language processing 
and vision-language integration, offer new opportunities for point cloud understanding. Large language 
models exhibit exceptional generalization and cross-modal semantic capabilities, enabling a language-cen⁃
tered paradigm. By leveraging language models to map point cloud data into a semantically enriched space, 
this approach addresses limitations of traditional methods. Methods: The evolution of point cloud under⁃
standing is examined across geometry- and data-driven approaches, self-supervised paradigms, and FM-

driven methodologies. A language-centered framework for airborne point cloud understanding is proposed, 
tackling high-level semantic modeling, cross-modal alignment, and downstream task adaptation. Results 
demonstrate enhanced semantic representation, improved generalization, and significant advantages in com ⁃
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plex scenarios. Results: The findings provide new insights into point cloud understanding and establish a 
foundation for integrating large-scale models into 3D applications. Conclusions: These contributions offer 
innovative perspectives and technical solutions for advancing point cloud technologies in national infrastruc⁃
ture projects.
Key words： airborne point clouds； point cloud understanding paradigms； large language models； vision-
language models； language-centered paradigm

实景三维技术作为一种能够真实、立体、动

态地反映人类生产、生活和生态空间的时空信息

手段，已成为国家新型基础设施建设的重要组成

部分。为全面推动中国实景三维建设，自然资源

部 先 后 发 布 了《实 景 三 维 中 国 建 设 技 术 大 纲

（2021 版）》《新型基础测绘与实景三维中国技术

文件》以及《关于全面推进实景三维中国建设的

通知》等政策文件及通知。在这一过程中，三维

时空信息扮演着基础性且关键的角色，其中机载

航空点云数据在获取三维时空信息中发挥了核

心作用［1-4］。

机载激光扫描仪和倾斜航空摄影测量技术

提供了大量高质量的机载点云数据。然而，要支

持实景模型的重建和复杂地物关系的推理，需要

对这些点云数据进行深度解译，以挖掘其蕴含的

丰富语义信息［5-10］。点云解译的核心使命在于通

过三维点云数据准确解析构成现实世界的复杂

地物及其相互关系。然而，目前主流的点云理解

任务大多局限于将点云映射为有限的固定目标

类别，如 S3DIS 数据集的 12 类［11］、semantic3D 数

据 集 的 8 类［12］、WHU-Railway3D 数 据 集 的 11
类［13］、ISPRS Vaihingen 数据集的 9 类［14］等。此类

方法通过简化任务目标来平衡任务复杂度，重点

在于对有限目标和场景的学习，从而推动了航空

点云理解技术的初步发展。然而，这些方法在面

对训练集之外的开放世界时，表现出较弱的泛化

能力，尤其是在遇到未见过的场景和目标时，其

语义理解能力仍存在显著不足。如图 1 所示，现

有方法对点云的理解尚停留在中间阶段，即仅能

识别有限、少数类别的物体，而缺失了对场景语

义的深度挖掘，未能实现从类别识别迈向洞悉本

质的深层语义理解。

大语言模型（large language model，LLM）被

认为是人类历史上成功将语言知识以压缩形式

编码的强大工具，其出现为多模态数据理解，尤

其是视觉-语言模型的构建，提供了全新思路。在

三维领域，LLM 已被广泛应用于室内场景的点云

数据等解译任务，显著增强了对超越单一类别

标签的对象间、对象与环境间以及对象与其他语

义元素之间复杂关系的解析与建模能力。这一

成功经验启发了研究者将其应用扩展至更具挑

战性的室外场景，尤其是机载航空点云数据的理

解中，为其语义解译和智能分析开辟了新的可能

性。通过将点云映射到语言空间，LLM 不仅能够

为三维数据赋予丰富的对象级语义，还能推理场

景中复杂的关系逻辑［15-18］。这一能力促使从根本

上重新审视并重塑点云理解的任务内涵：从对有

限固定类别的识别，转向基于全球知识体系（如

地理常识、物理规律）的深度语义解译，实现三维

空间中对象-关系-场景的层次化认知。

基于上述观点，本文首先回顾了点云智能理

解范式的演进历程，重点分析了点云理解从以传

统几何信息为中心向以语言知识为中心的新认

知方式转变的趋势。该演进过程可划分为 4 个阶

段：前深度学习时代的模型驱动范式和数据驱动

范式，这两个阶段主要依赖传统算法和大规模数

据输入以实现点云的基础理解；后深度学习时代

的自监督信号驱动范式，标志着点云理解开始依

赖智能算法实现自我学习和优化，从而减少对人

工干预的依赖；当前的基础大模型时代，大模型

驱动范式展现了点云理解向模拟人类认知和语

言处理的显著转变。这 4 个阶段的理解范式、第

一性原则、特征及主要任务总结如表 1 所示。此

外，本文提出了以语言为中心的点云理解范式，

系统分析了其面临的主要研究问题，并对未来的

研究方向和技术创新进行了展望。

图  1　点云理解现状与理想模式的鸿沟

Fig. 1　The Gap Between Status Quo and Ideal Model in 
Point Clouds Understanding
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1　点云智能理解范式研究进展

1.1　前深度学习时代——模型驱动范式

在前深度学习时代，点云理解以模型驱动范

式为主，通过理论驱动和精心设计的特征编码方

式，将点云几何信息映射到有限类别，完成分类、

目标识别和配准等任务。研究者基于先验理论开

发了适应不同场景的点云处理模型，在有限计算

资源下为点云基础理解提供了解决方案。基于特

征描述子的逐点理解法和基于分割聚类的点云理

解方法是该范式下的两大主要策略，如图 2所示。

1.1.1　基于特征描述子的逐点理解方法

基于特征描述子的逐点理解方法是该范式

典型的点云理解方法之一，其核心在于为每个点

提取描述子，捕捉局部几何特征及邻域信息，从

而赋予点云数值化的几何特征。分类器利用这

些特征实现逐点独立分类。手工设计的特征描

述子通常根据关注的尺度分为两类：（1）局部特

征，如 SPIN［19］、FPFH［20］、SHOT［21］。（2）全局特

征，如 ESF 采用多种形状函数（如距离、角度、面

积分布等）的组合描述三维对象的全局形态特

征，尤其适用于大尺度地物分类［22］，VFH 结合物

体表面法线分布与观测视角信息，生成对视角变

化鲁棒的全局特征，提升了跨视角场景下的识别

能力［23］。WEINMANN 等［24］结合全局和局部的

视角提取了 21 种特征，并使用随机森林分类器实

现了逐点分类结果，成为这一领域的经典工作之

一。此外，GUO 等［25］对常用的 10 种三维局部描

述子进行了系统性的测试和评价，为分类工作的

描述子选择提供了参考和指导。虽然逐点特征

计算能够获得细粒度的表征，但由于忽略了点之

间的上下文关系，其分类结果容易受到数据噪声

和异常点的影响，进而导致结果的不平滑和不一

致。为了改善上述问题，一些工作尝试在初始分

类结果基础上进行后处理优化，如条件随机场［26］

和基于图结构的优化方法［27］。

逐点方法依赖显式几何建模，无需大规模标

注数据，同时特征表达具有较强的可解释性，使

得点云理解过程更加透明。但其主要缺陷在于

计算成本高、对特征描述子的依赖强以及特征提

取过程中对先验知识和参数的敏感性。面临大

规模复杂场景时，稳定性和泛化能力下降，使该

类算法在不同场景中的表现难以保持一致。

1.1.2　基于分割聚类的点云理解方法

基于分割聚类的点云理解方法是模型驱动

注 ：ESF（ensemble of shape functions）：形 状 函 数 集 成 ；VFH
（viewpoint feature histogram）：视点特征直方图。

图  2　前深度学习时代模型驱动范式

Fig.  2　The Pre-Deep Learning Era: A 
Model-Driven Paradigm

表 1　各个阶段的点云理解范式、第一性原则、特征及主要任务

Table 1　Paradigm, Pirst Principles, Characteristics and Main Tasks of Point Cloud Understanding at Each Era 

发展时代

前深度学习

时代

后深度学习

时代

基础大模型

时代

理解范式

模型驱动范式

（少标注-有限类别-单

任务）

数据驱动范式

（多标注-有限类别-单

任务）

自监督信号驱动的范式

（弱标注-有限类别-单

任务）

大模型驱动的范式

（强交互标注-无限类

别-多任务）

第一性原则

理论驱动

通用逼近理论

数据内在的特性作

为数据独立、任务

独立的通用表征

数据压缩理论基础

上的 Token 预测

特征

手工设计特征

自旋图（spin image，SPIN）、快速点特征直方图(fast 
point feature histograms,FPFH)、方向直方图签名

(signature of histograms of orientations,SHOT)等

架构

PointNet、点卷积神经网络(point convolutional neu⁃
ral network,PointCNN)、图卷积网络(graph convolu⁃

tional network,GCN)、Transformer等

生成式学习

对比式学习

多模态弱对齐（语言为中心）

主要任务

点云分类、目标识

别、点云配准等单一

任务

语义分割、目标检测

等单一任务

预训练通用任务-适

配少数下游任务

包含世界关系的下游

任务（语义分割、字幕

描述、物体定位等）
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范式中另一类常见的点云理解策略。该方法将

空间邻近或特征相似的点聚合为多个子集或簇，

每个簇通常对应一个区域或物体。通过简化点

云复杂性，该方法为后续分类提供了高效的处理

基础。聚类完成后，再对每个簇进行分类，以确

定其所属的物体类别或场景类型。针对子集或

簇的构建，有两种常见的思路：（1）先聚合再分

类。例如，XU 等［28］在城市场景中使用多种实体

进行特征提取，其中包括平面和 mean shift 分割

段。HUANG 等［29］提出了一种语义标记框架，结

合多层次（点 -分段 -对象）的特征和上下文信息，

首先将非地面点进行多规则区域生长分割，然后

计 算 相 关 特 征 并 输 入 支 持 向 量 机 进 行 分 类 。

KANG 等［30］先基于相似的几何和辐射属性生成

超体素作为基本单元，然后构建多尺度视觉特

征，并利用主题模型分析超体素内点的语义关

联，最终通过概率图模型实现分类。（2）先分类再

聚合。YANG 等［31］通过设置超参数将点的分类

结果进行聚合，并结合归一化切分方法控制过分

割和欠分割问题，从而优化分类结果。此外，分

类过程还可以与逐点理解方法相结合，先利用逐

点特征完成初步点级分类，随后通过聚类算法将

相似点归为同一类别。VERDOJA 等［32］通过几

何与颜色特征对点云进行粗分类，并基于此对超

体素进行相似性聚类，实现高效且层次化的点云

分割。

基于分割聚类的分类方法通过减少处理点

的数量显著提升了点云理解模型的效率和鲁棒

性。然而，该方法高度依赖先验知识，难以在复

杂或未见场景中构建具有良好适应性的模型。

此外，超体素分割难以确保类别单一性，影响了

后续处理的可靠性。

1.2　前深度学习时代——数据驱动范式

在前深度学习时代的中后期，点云理解逐步

从手工设计特征转向数据驱动范式。该范式以

通用逼近理论为基础，通过利用海量标注数据训

练深度神经网络，实现对训练数据与标注之间的

映射关系的学习，摆脱对传统特征工程的依赖。

如图 3 所示，基于深度学习的点云理解方法可分

为间接法（间接理解）和直接法（直接理解）。间

接法通过将点云转换为多视角投影图或体素网

格，对转换后的模式进行解译，并将结果反投影

到原始点云。相比之下，直接法直接对原始点云

的每个点进行分类，无需额外转换。

1.2.1　间接法

基于二维多视图投影和点云体素化的方法是

两种常见的点云间接理解策略。基于二维多视图

的方法通过将点云投影为不同视角的二维图像，利

用成熟的二维图像理解模型对点云进行解译。例

如，SU 等［33］提出的多视图卷积神经网络（multi-
view convolutional neural network，MVCNN）通过

多视角图像实现三维物品分类，后续方法如多视

角 -MVCNN［34］、分组视角卷积神经网络［35］、池化

约束点卷积神经网络［36］及多视角变换网络［37］分

别从多分辨率特征提取、视角特征加权、池化操

作优化、自适应视点选择等方面提升了性能。此

类方法优势在于利用二维图像模型降低计算成

本，但在处理密度不均或遮挡严重的机载点云

时，可能丢失部分三维空间信息。基于体素的方

法将三维点云划分为规则网格，并利用体素特征

进行点云理解。VoxNet［38］是体素化方法的代表，

但体素化方法计算内存开销较大。为此，研究者

提出优化方案，如 OctNet［39］和 Kd-Net［40］分别利

用八叉树和 Kd-tree 结构提升效率，MSNet［41］通

过多尺度体素学习缓解边界问题，RPVNet［42］结

合体素与点的优势，点-体素变换器［43］则引入稀疏

注意机制提升体素化效率。近年来，稀疏卷积技

术的引入进一步推动了体素化方法的革新。稀

疏卷积仅对非空体素进行卷积操作，显著降低了

计算和内存消耗。MinkowskiEngine［44］通过四维

图  3　前深度学习时代——数据驱动范式

Fig.  3　Pre-Deep Learning Era: A Data-Driven Paradigm
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稀疏张量表示与时空卷积，在点云分割与检测任

务中实现了高效处理。SparseConvNet［45］则优化

了并行计算能力，支持大规模稀疏点云的实时解

析。此外，还有利用概率分布模型［46］、场检测滤

波器［47］及变分自动编码器［48］优化体素化过程的

方法。尽管体素化方法将点云转化为结构化形

式便于处理，但面临高分辨率数据时计算开销

大，如何在精度和计算资源间取得平衡是其面临

的主要挑战。

1.2.2　直接法

基于邻域特征聚合的 PointNet［49］是对直接点

云数据本身进行理解的先驱，通过多层感知机与

最大池化操作解决点云排列不变性问题，实现端

到端点云处理。PointNet++［50］进一步结合最远

点采样与多尺度特征融合，优化局部与全局信息

整合，并通过 Dropout 抑制过拟合。随后，Rand⁃
LA-Net［51］通过随机采样与高效特征聚合扩展感

受野，提升了解译效率；GDANet［52］利用几何注意

力划分边界和平面信息以增强特征聚合；Point⁃
NeXt［53］通过优化参数提升性能；PointMLP［54］采

用轻量级几何仿射模块简化特征处理；DeLA［55］

则解耦空间关系与局部聚合，进一步提升聚合效

果。基于变种卷积神经网络的方法通过图卷积

和 3D 卷积将卷积核扩展至 3D 模态，提取点云特

征。动态图卷积神经网络（dynamic graph CNN，

DGCNN）［56］通过边缘卷积保持排列不变性并提

升 局 部 特 征 捕 捉 能 力 ，链 DGCNN（linked 
DGCNN，LDGCNN）［57］结合动态卷积优化梯度

计 算 ，邻 域 图 滤 波 卷 积 神 经 网 络［58］和 Grid-

GCN［59］分别通过邻域图学习与优化查询模块提

升速度与精度。PointCNN［60］利用连续体积卷积

保持点云连续性，PointCNN 采用 X 变换适应不

规则点云［61］，关系形状卷积神经网络［62］和核点卷

积［63］通过改进卷积核与空间适应性进一步提升

点云处理效果。近年来，基于注意力机制的Trans⁃
former架构在点云直接理解方面展现了巨大潜力。

Point Transformer［64］通过位置编码增强局部特征

建模，点云变换器［65］利用隐式偏移注意力满足排

列不变性，Stratified Transformer［66］采用分层结构

强化全局依赖建模能力。尽管 Transformer 对计

算资源要求较高，但Point Transformer v2、v3［67-68］通

过组向量注意力和多数据集训练显著提升了效率

与精度，为点云智能理解提供了更强大的工具。

数据驱动的点云理解范式主要面临以下挑

战：（1）高昂的标注成本是关键瓶颈，大规模、高

质量的点云标注不仅耗时，还需投入大量资源。

（2）标注过程依赖人工操作，不同标注者的主观

判断可能导致标注不一致，进而使模型学习到错

误信息，削弱其准确性和稳定性。为此，研究者

正致力于开发减少标注数据依赖的新型学习范

式，旨在提升模型的适应性和泛化能力，更有效

应对多样化应用场景中的点云数据挑战。

1.3　后深度学习时代——自监督信号驱动范式

后深度学习时代的第一性原则是以数据内

在特性为基础，构建任务独立、数据独立的通用

表征，旨在通过通用表征提升模型的泛化能力，

减少对特定任务和标注的依赖。自监督学习作

为该阶段典型范式，通过代理任务挖掘数据内在

结构，旨在生成不变性特征，为下游任务提供通

用表征。点云理解中的自监督学习通常分为预

训练-微调两阶段（如图 4 所示）：预训练阶段设计

代理任务，在大规模无标注数据集上训练模型获

取初始参数；微调阶段利用少量标注数据训练，

使模型适配特定下游任务。根据代理任务类型，

自监督学习方法可分为基于对比式和基于生成

式两类。

1.3.1　基于对比式自监督学习的点云理解方法

基于对比式自监督学习的点云理解方法通

过构建正负样本对，在表征空间中拉近正样本、

推远负样本，以学习点云数据的不变性特征。这

类方法通常对点云进行刚体变换（如旋转、平移、

尺度缩放），生成增强版本并编码为表征向量。

PointContrast［69］是该类方法的早期代表，通过刚

性变换生成点对（p，p'）作为正负样本对，增强前

后的点对为正样本，非对应点对为负样本。后续

研究优化了正负样本选择策略、样本单元构建方

法和引入多模态数据。例如，为解决正负样本选

择中的语义矛盾，Proposal-Contrast［70］和 Group-

Contrast［71］利用表征聚类生成伪标注，以引导样

本选择。 JIANG 等［72］通过投影头生成伪标注筛

选正负样本。此外，难负样本策略［73］通过选择与

正样本相似但非增强产物的点云块，提升了预训

练效果。样本单元构建方面，从单点扩展到子

块、体素、候选域及对象［74-75］，以更高效地完成预

训练任务。CrossPoint［74］引入影像数据，建立模

态内（3D-3D）和模态间（2D-3D）对比学习框架，

显著提升表征丰富性与分类精度。部分研究还

结合多种样本单元进行混合使用［75］，以增强多尺

度表征学习效果。然而，对比式方法在样本构建

和正负样本选择策略上仍需精心设计，以达到最
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佳学习效果。

1.3.2　基于生成式自监督学习的点云理解方法

基于生成式自监督学习的点云理解方法通

过设计代理任务，在恢复受扰动点云的过程中学

习表征，主要分为掩码恢复任务和去噪恢复任

务。掩码恢复任务是主流方向，受图像掩码任务

的 启 发 ，研 究 者 将 类 似 策 略 引 入 三 维 点 云 。

Point-BERT［76］将点云编码为离散词元（Token）
并掩码后用 BERT 风格的 Transformer 恢复，同

时引入对比学习和点块混合辅助，提升特征泛化

能 力 ；Point-MAE［77］改 用 标 准 Transformer，对

60%~80% 的点高比例掩码并轻量解码，提升了

计算效率和位置保密性。用于层次化点云预训练

的多尺度掩码自编码器［78］通过多尺度掩码增强了

对局部结构和全局语义的理解。点云对比掩码

自编码器［79］通过在点云生成式预训练框架中引

入特征级对比约束，解决了对比学习辅助生成任

务时的性能下降问题；Voxel-MAE［80］将方法拓展

至大范围车载点云数据，结合体素化和高比例掩

码实现高效表征学习。去噪恢复任务关注恢复

受干扰点云，如密度变化、噪声和仿射变换。点

云降噪自编码器［81］设计了通用去噪自编码器，并

分析其在 14 种干扰类型下的表现。自监督点云

上采样网络［82］通过自监督学习有效恢复稀疏点

云细节信息，生成高分辨率的上采样点云数据。

这类方法虽在特定任务中表现出色，但对代理任

务设计依赖较高，不同类型扰动下的恢复效果差

异较大，仍需进一步研究模型的通用性和适应性。

自监督学习仍存在其局限性：首先，代理任

务的设计对模型性能至关重要，在机载航空点云

中，如何捕捉多场景下点云的多尺度几何特征和

复杂空间结构是关键挑战。此外，无标注数据与

下游任务语义目标难以直接对齐，限制了模型在

高层次语义理解中的表现。随着研究的深入，点

云理解正向统一且具有更强泛化能力的学习框

架演进，通过构建统一知识空间，提升模型对多

场景和多任务的适配能力。

1.4　基础大模型时代——大模型驱动范式

早期的深度学习模型聚焦于特定任务的定

制化，需要研究人员针对每个新任务从头开始设

计和训练模型。随着计算能力的提升和数据量

的增长，大型预训练模型逐渐兴起。这些模型能

够在广泛的数据集上学习丰富的先验知识和通

用特征，GPT［83］在自然语言处理领域的成功，展

示了通过大规模预训练捕获深层次通用特征的

潜力。基础大模型时代的核心原则是利用数据

压缩理论来预测 Token，其优势在于预训练完成

后，模型可以快速适应多种下游任务，无需大量

标注数据和重复训练。大模型时代推动了点云

理解范式的变革，从传统的模型微调转向基于视

觉和语言大型预训练模型的统一知识空间。这

一转变为研究人员提供了新的探索维度，使他们

能够借助语言更深入地挖掘点云数据中的语义

信息。基础大模型时代下的点云理解主要基于 3
种方法：基于图像介导的点云理解方法，基于自

然语言直接训练的点云理解方法，以及基于图像-

图  4　后深度学习时代——自监督信号驱动范式

Fig.  4　Post-Deep Learning Era: A Self-Supervised Signal-Driven Paradigm

1078



第  51 卷第  6 期 张云生等：点云智能理解：从点云中心至语言中心的转变

文字-点云多模态数据协同的点云理解方法，其一 般范式如图 5 所示。

1.4.1　基于图像介导的点云理解方法

现有点云理解基础大模型面临的主要挑战

是数据匮乏。相比二维图像数据，点云数据在多

样性和覆盖范围上较为不足，限制了点云基础模

型的训练。为此，研究者探索利用二维视觉基础模

型和视觉语言基础模型（vision-language model，
VLM）来弥补三维数据的不足。基于图像介导的

点云理解方法通过将点云转换为二维图像，借助

预训练的二维视觉基础模型进行三维数据理解。

ZHANG 等［84］提出多视角投影法，将点云的结构

信息与二维高级语义结合，显著提升了下游任务

性能。YAN 等［85］通过二维知识迁移损失，引导

三维特征与二维输出对齐。ZHOU 等［86］设计的

Uni3D 利用二维视觉预训练模型进行初始化，将

三维模型扩展至十亿参数规模，在多项任务中刷

新性能记录。KIRILLOV 等［87］提出的视觉基础

模型（segment anything model，SAM）在 RGB 图

像的零样本细粒度分割中表现出色。随后，研究

人员将 SAM 扩展至三维领域［88-91］，利用其对三维

多视角投影图的预分割能力，将结果映射回三维

空间，从而增强三维场景理解的表现。此外，

OpenAI 的对比语言 -图像预训练（contrastive lan⁃
guage-image pre-training，CLIP）模型［92］在跨模态

泛化中表现出色，为点云理解引入开放词汇理解

提供了新方向。语言、图像与点云的统一表示学

习（learning a unified representation of language， 
images， and point clouds，ULIP）［93］及 其 升 级 版

ULIP-2［94］将三维表征与 CLIP 的图像 -文本空间

对 齐 ，实 现 了 对 象 级 三 维 分 类 的 性 能 突 破 。

OpenMask3D［95］和 OpenScene［96］则利用 CLIP 对

三维场景中的对象属性进行实例分割。NAJIBI
等［97］结合车载点云与 VLM 的图像 -文本知识，实

现交通参与者的识别与追踪。尽管基于图像介

导的方法展示了强大的潜力，但三维到二维的

转换导致空间信息丢失，限制了点云中精确位

置和结构细节的捕捉。此外，这些方法过于依

赖二维中介，缺乏点云与自然语言的直接对齐

能力，在复杂场景中的精度和语义理解深度仍

有待提升。

1.4.2　基于自然语言直接训练的点云理解方法

基于自然语言直接训练的点云理解方法旨

在直接对齐三维数据与自然语言，利用语言的开

放词汇和语义泛化能力突破传统方法的局限。

这类方法通过语言灵活描述三维对象属性（如材

质、功能）及场景关系（如空间方位、动态交互），

为点云理解提供了高效且通用的表达框架，不仅

能精准识别已知类别，还可通过零样本学习扩展

三维场景理解的边界。PointCLIP［98］是早期代表

性工作，通过将点云投影为多视角深度图，与

CLIP 模型中的语言类别描述对齐，在数据稀缺

条件下实现了有效的点云理解。ZHANG 等［99］进

一步提出利用少量参数调整将三维点云分布与

预训练语言模型对齐，激发语言模型的三维感知

能力，从而提升多模态任务（如三维视觉定位）的

表现。这些方法还支持多样化的语言理解点云

任务，如点云描述生成、三维视觉问答、语言描述

驱 动 的 三 维 物 体 检 索 和 三 维 场 景 解 析 。

PointLLM［100］通过两阶段训练策略，先对潜在空

间进行对齐，再对模型进行指令调优，展示了其

对点云及常识的理解能力。ZHU 等［101］提出 3D-

VisTA 模型，利用自注意力机制实现单模态建模

与多模态融合，并通过掩码语言建模与场景-文本

匹配预训练，在三维视觉语言任务上表现优异。

QI 等［102］设计了 GPT4Point 模型，专注于三维对

象的理解与生成，可高效处理多种点云语言任

务，并在几何形状变更与颜色生成任务中展现出

图  5　基础大模型时代——大模型驱动范式

Fig.  5　Foundation Model Era: A Foundation Models-Driven Paradigm
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高质量的结果。基于自然语言直接训练的方法

在三维理解中仍面临诸多问题。首先，文本描述

的局限性使其难以全面捕捉三维空间中的几何

结构和精确的空间关系，无法充分展现三维场景

的复杂性。其次，该方法对视觉模态中丰富的几

何与外观信息利用不足，导致在场景细节的理解

上存在缺陷。最后，在细粒度空间解析和多对象

关系推理等复杂任务中，由于缺乏直观的视觉证

据，模型表现不尽理想。

1.4.3　基于图像‒文字‒点云多模态数据协同的

点云理解方法

为克服上述局限性，研究者们探索了基于图

像 -文字 -点云多模态协同的方法，在混合解码器

完成跨模态信息融合与任务推理，整合不同模态

的编码特征，弥补单一模态信息的不足。 LU
等［103］提出了一种多模态零样本学习方法，结合点

云和图像的互补信息，提高了视觉与语义的对齐

精度，并在车载激光点云数据集上取得了 SOTA
效果。3D-LLM［104］则通过将二维视觉语言模型

作为三维骨干网络，并引入三维定位机制，显著

增强了模型对三维空间信息的捕捉能力，在二维-

三维 -语言任务中表现出色。MixCon3D［105］设计

了一个创新的对比学习框架，融合多模态数据，

有效提升了模型对三维对象及其文本描述关系

的理解能力，在实际应用场景中展现了显著优

势。Text4Point［106］利用密集对比学习对齐图像

与点云表示，并结合 CLIP 对图像和文本特征的

有效对齐，使点云特征与文本嵌入实现迭代对

齐。SeCG［107］通过跨模态图注意力增强的语义

3D 视觉定位，结合语言模型读取点云整合语义知

识与语言模型，进一步提升了三维视觉定位与实

例分割的性能，在多关系定位任务中取得了显著

改进。

从点云智能理解范式的演进可以看出，尽管

传统方法在简化机载航空点云任务和初步推动

发展上发挥了一定作用，但在复杂场景的全面解

析中表现乏力。语言不仅能够丰富三维空间的

表达，还可以弥合视觉信息与复杂语义之间的差

距，从而使模型在更广泛的应用场景中准确识别

和理解对象。借助语言知识的可迁移性，模型还

可进一步涌现出对未见地物类别与相关关系的

泛化解译能力。因此，探索以语言为中心的点云

理解方法，对于推动机载点云的深入研究和应用

具有重要意义。

2　以语言为中心的航空点云理解范

式主要研究问题和研究展望

以语言为中心的航空点云理解范式，是指直

接利用自然语言作为先验知识或交互媒介，指导

点云数据的解析与具体任务执行。该范式在三

维信息解析任务中展现了巨大潜力，在某些应用

场景（如自动驾驶、机器人导航、人机交互等）中

的表现已引起广泛关注。然而，其在机载航空点

云领域的挖掘仍有限，这一范式在推动该领域发

展方面具有独特意义：（1）从数据层面看，机载航

空点云作为国家基础建设的重要数据来源，规模

大、覆盖广，但标注成本高昂。结合语言模型，可

通过语义描述扩展数据理解，实现少样本甚至零

样本学习，降低对大规模标注数据的依赖。（2）从

理论与方法层面看，相较于传统点云理解方法，

以语言为核心的模型能够灵活融合多模态信息，

深度挖掘点云的内在语义特征，突破传统方法在

复杂场景中的局限性。要实现以语言为核心驱

动的航空点云智能理解框架，本文认为需重点围

绕 3 个关键问题开展深入研究。

2.1　点云特征建模问题

以语言为中心的航空点云理解范式面临的

首要挑战，是如何从点云数据中提取更具代表性

的特征基元，以便在后续的处理环节中实现与语

言信息的高效交互和融合。在自然语言处理中，

Token 是语言的最小单位，可以是单词、子词或字

符［108］。在大语言模型（如 GPT-4）中，Token 是模

型处理、理解和生成文本的核心构件。模型将文

本分割成 Token，以此为基础进行推理，并将生成

的输出 Token 转化为可理解的语言。这一概念

为点云理解提供了启发：在以语言为中心的机载

点云理解中，如何有效建模三维数据特征，生成

点云中最基本的处理单元，即点云 Token。语言

中的 Token 通常具备语义显著性和信息聚合

性［109］，即每个 Token 既能清晰表达特定意义，又

能有效整合相似信息。对应地，点云 Token 应当

具备能够代表三维空间的基本结构和语义单元

的能力，同时需要考虑其在语义显著性、信息聚

合能力等方面的特性。具体而言，点云 Token 的

设计需回答以下核心问题：如何在机载航空点云

中划分 Token 的范围？是否基于语义信息进行

划分？如何确定合适的语义粒度，如砖块与建筑

物在语义层次上的差异？是否采用固定的空间

分辨率或特定几何特征进行划分？以及如何在
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捕捉局部几何细节与全局结构信息之间实现平

衡。针对这些问题的深入研究将为点云 Token
的设计提供理论支持，从而助力以语言为中心的

点云智能理解范式的发展。

针对以上问题，本文提出从语义均一性和特

征代表性两方面构建点云 Token。在语义均一性

方面，虽然航空点云因飞行高度和视角变化可能

呈现显著几何差异，但本质上，这些数据属于同

一地物的多视图表达。因此，点云 Token 的构建

需确保同一类别的 Token 在不同视角和采样条

件下语义一致，无混淆，同时明确区分不同类别

地物的语义边界，类似于语言中的词汇。现有基

于欧氏距离的点云聚类方法虽在语义一致性上

有所进展，但在航空点云中仍面临挑战。例如，

城市区域中不同高度采集的建筑物点云可能因

视角和密度差异，导致顶部与底部难以聚合，产

生语义不一致问题。自然地形中，不同树种的点

云在几何上相邻，其语义信息却截然不同，易造

成聚类错误。因此，从语义信息聚合的角度优化

点云 Token 的构建，规避传统物理距离聚类带来

的语义混淆，是一个重要研究方向。在特征代表

性方面，航空点云 Token 应具备高度凝练场景特

征的能力，同时过滤冗余信息。航空点云通常包

含大量冗余点，这些点对结构和语义信息贡献有

限，却占用了大量计算资源。传统方法往往对所

有点云全面处理，在大规模场景中，冗余数据严

重拖累了计算效率。为此，可在语义均一性 To⁃
ken 的基础上，通过相似度判断和剪枝机制，剔除

冗余信息，仅保留核心代表性 Token。这种方法

不仅能够显著降低数据处理量，还能将计算资源

集中于关键特征，为以语言为中心的机载航空点

云理解奠定高效可靠的基础。

2.2　跨模态信息映射问题

在点云特征建模中提取有效 Token 的基础

上，以语言为中心的航空点云理解范式面临的下

一个核心挑战，是如何实现点云与语言信息的跨

模态映射，充分利用语言在描述开放世界方面的

优势。机载点云是无序的三维数据，具有高度不

规则性和复杂性，不同地物的空间分布和密度差

异显著；而自然语言则通过简洁的词汇，以高度

抽象的方式表达物体的外观、类别及相对空间关

系。例如，位于街角高大的白色建筑在语言中能

概括建筑特征，而点云数据则记录建筑的三维几

何形状、表面特征及其空间位置。虽然“高大”可

映射到点云的高度信息，但其具体数值取决于几

何测量，而“白色”等颜色特征可能在点云中完全

缺失。这种特征粒度的差异使点云与语言的对

齐异常复杂。此外，航空点云因噪声、遮挡及采

样密度不均等问题，进一步增加了跨模态对齐的

难度。例如，自然环境下地形起伏和遮挡可能导

致植被点云密度不均；城市场景中高楼或建筑物

的遮挡可能引发地面点云数据缺失。这与语言

描述假设对场景有完整感知的特点相矛盾，加剧

了对齐的复杂性。因此，如何在非对齐的点云与

语言数据间实现高效的信息映射，成为当前以语

言为中心机载点云理解范式亟待解决的关键技

术难题。

针对上述问题，本文提出一种可行思路：通

过解耦低维数据与语义信息，在高层抽象语义层

面实现对齐，从而缓解点云与语言在低层次细节

上的差异对跨模态对齐的影响。核心方法是构

建共享的高层语义空间，将点云和语言特征投射

到统一表示中，以在抽象层面建立关联。文献

［93］指出，利用预训练的共享知识空间可以有效

对齐多模态特征。这启发人们思考一种可行的

信息映射方法：利用大规模预训练模型生成高维

嵌入空间，使点云和语言特征在该空间中实现一

致的表示。语言描述被映射为高层语义特征，点

云数据经过特征提取后投射到同一语义空间，从

而在高层次实现对齐，增强跨模态对齐的鲁棒性

和泛化能力。此外，在共享知识空间中利用多模

态对比学习，通过拉近语义一致的点云与语言表

征，同时推远语义不同的表征，进一步提升对齐

效果。引入多尺度注意力机制可根据特征层次

灵活调整对齐策略，重点处理高层语义特征，并

简化对低层几何细节的处理，避免信息过载。同

时，为应对航空点云中因采样不均或视角变化引

发的噪声问题，设计自适应对齐机制尤为重要。

该机制通过动态调节对齐层次和强度，能够根据

数据质量和上下文灵活调整跨模态映射关系，即

便在低质量点云条件下，也能依托高层语义信息

实现稳定对齐。这种基于高层语义对齐的方法

不仅有效缓解了低维数据与语义信息的不一致

问题，还为多模态融合提供了统一的特征表示，

为下游任务的高效实现奠定了基础。

2.3　下游任务适配问题

基于点云与语言信息的有效跨模态映射，获

得以语言为中心的航空点云理解基础模型后，泛

化适配下游任务成为将预训练模型的通用知识

应用于特定任务的关键。然而，这一泛化过程通
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常面临 3 个主要挑战：（1）模型预训练代理任务与

下游任务之间存在不同，直接使用预训练特征通

常难以实现最佳性能。（2）下游任务的数据分布

与预训练数据往往存在较大差异，进一步削弱了

模型的迁移能力。（3）许多特定任务的标注数据

较为稀缺，难以支撑有效的微调训练，这可能使

模型过度依赖少量标注数据，进而导致泛化能力

下降，甚至在小规模任务中出现过拟合现象。

针对这些挑战，本文认为可行的解决方案是

引入蒸馏学习［110］和提示学习［111］。蒸馏学习通过

将预训练模型作为教师网络，利用其生成的高置

信度伪标签指导学生网络学习，从而将教师网络

中提取的通用特征传递给学生网络。这种方法

能够适应不同任务的数据分布变化，尤其在数据

不均衡的情况下，帮助模型维持泛化性能。而提

示学习通过设计针对性的提示词，引导下游任务

更好地适配预训练模型的特征空间。例如，建筑

物检测任务可用建筑轮廓提示模型聚焦相关特

征，植被分析任务则可用提示词强调高度与形状

特征。提示学习不仅提升了模型对特定任务特

征的敏感性，还增强了在数据稀缺条件下的适应

能力。此外，这两种方法可结合应用。通过蒸馏

学习利用语言生成的软标签约束模型学习，并通

过用户提示指令激活语义相关的点云特征，实现

多种类型知识的集成迁移，从而提高模型在多样

化应用场景中的适应能力。这种方法为克服现

有泛化适配问题提供了新的可能性，也为以语言

为中心的航空点云智能理解在复杂场景中的应

用提供了可能有效的解决路径。

3　结     语

三维时空信息在国家新型基础设施建设中

发挥着关键作用，机载航空点云数据为大规模三

维信息的获取提供了重要支撑。然而，如何高效

解译和利用这些数据仍面临诸多挑战。本文系

统回顾了点云智能理解范式的发展历程：从前深

度学习时代的模型驱动与数据驱动范式，到后深

度学习时代的自监督信号驱动范式，再到当前基

于预训练基础大模型驱动的范式，揭示了点云理

解从依赖传统算法与大数据输入，逐步转向自我

学习与优化，并最终迈向模拟人类认知与语言处

理的演进趋势。基于上述分析，本文提出以语言

为中心的航空点云理解范式，通过语言对点云语

义信息的深度建模与映射，显著提升点云语义解

译能力。在大规模复杂场景中，该范式不仅扩展

了点云理解的广度与深度，还赋予了点云数据丰

富语义。针对这一新范式，本文探讨了三大核心

挑战：点云特征建模、跨模态信息映射，以及下游

任务适配问题，并提出了相应的解决思路和实施

方案。
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