
建筑物变化检测广泛应用于城市规划、土地利用

监测和灾后评估等方面。随着城市扩张和自然灾害的

频繁发生，对高精度建筑物变化检测方法的需求日益

迫切[1-2]。尽管遥感技术的发展使得在大范围内有效检

测和表征建筑物变化成为可能，但由于场景的复杂

性，从双时相影像中准确提取和分析建筑物的变化信

息仍然面临挑战 [3]。常用的变化检测方法包括代数

法 [4]、分类法 [5]、变换法 [6]以及近年兴起的深度学习

法[7-9]。代数法、分类法、变换法的操作简单，但在处

理复杂的建筑环境和影像质量差异时效果有限；且在

多时相影像间的特征提取上存在局限，易忽略细微的

变化信息或受环境噪声干扰。神经网络凭借其独特的

架构设计和强大的特征提取能力，被广泛应用于遥感

变化检测。尽管上述研究取得了良好成果，但在大范

围场景中进行建筑物变化检测时，仅依赖像素级的变

化检测仍存在较多的误检和漏检问题，特别是在检测

小目标的变化方面。因此，本文提出了一种创新的场

景分类驱动的变化检测网络（SC-CDNet）。首先利用

孪生特征提取网络和基于 Transformer的交叉融合模

块，分别从前后时相影像中提取特征，并通过交叉融

合实现信息交互；再构建检测头和分类头，分别用于

变化检测和判断变化存在性，以实现对建筑物变化区

域的精细识别。

1 研究方法

SC-CDNet首先利用残差块分别从前后时相的遥感

影像中提取多尺度深度特征，标记为 {F1F2F3F4} ；

然后通过构建的差分模块对各尺度对应的前后时相

特 征 进 行 处 理 ， 获 得 语 义 变 化 特 征 ， 标 记 为

{D1D2D3D4} ；最后构建分类头和检测头，分别用

于变化场景分类和变化检测。
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1.1 残差块提取特征

本文采用残差块进行特征提取，以提升模型的深

度和特征表示能力[10]。残差块通过引入跳跃连接，使

网络能在更深层次上保持有效的梯度传播，缓解了深

层网络中的梯度消失问题。这一设计能在提取多时相

影像的细微特征时实现更高的稳定性和准确性，确保

网络在深层结构中对建筑物变化的细节保持敏感。此

外，残差块的加法跳跃连接结构提高了特征的复用

性，有助于模型捕获建筑物的复杂结构特征，从而提

升整体变化检测性能。本文采用下采样残差块和标准

残差块两种结构。下采样残差块通过3×3卷积核、步

长为 2的卷积层降低空间分辨率并增加通道数，以逐

步提取更高级的语义信息；通过包含1×1卷积核的卷

积层进行通道压缩与扩展，利用跳跃连接中的1×1卷
积进行维度匹配，从而实现输入输出的一致性并与主

路径进行逐元素相加。标准残差块则保持输入输出维

度不变，确保信息流的无损传递。在网络结构中，每

个残差块中使用一个下采样残差块和 3个标准残差

块。在输入尺寸为 (3 H W ) 的遥感图像情况下，经

过 4个残差阶段的处理后，输出的多尺度特征图分别

为 (32 H/2 W/2)、(64 H/4 W/4)、(128 H/8 W/8) 和

(256 H/16 W/16) 。

1.2 差分模块

为充分利用多时相影像中的变化信息，增强模型

对建筑物细微变化的检测能力，本文设计了一个基于

单层多头交叉注意力结构的前后时相特征融合模块。

首先通过感知器提取输入的前后时相特征的初始特

征，再分别进行维度转换，生成查询矩阵（Q）、键矩

阵（K）和值矩阵（V）。特征融合过程中，通过矩阵相

乘操作生成注意力权重，以捕捉各自的特征差异。需

要注意的是，该步骤使用的是对方的 Q ，以实现前后

时相特征的关联计算[11]。最终对前后时相注意力矩阵

相乘后的结果取绝对差分，获得包含细微变化信息的

融合特征。绝对差分操作确保前后时相之间的特征差

异得到有效表达，增强了模型在多时相变化检测任务

中的稳定性和准确性。实验中注意力头数设置为特征

通道数 C/16 ，每个子头的维度为 C/Head。最终输出

的 4个语义差分特征图 {D1D2D3D4} 的尺寸分别为

(32 H/2 W/2)、(64 H/4 W/4)、(128 H/8 W/8) 和(256

H/16 W/16) 。

1.3 检测头和分类头

本文构建的检测头和分类头分别承担空间定位与

语义判别任务，协同完成建筑物变化检测。检测头主

要用于精确捕捉变化区域在图像中的空间位置，输出

像素级的变化结果；分类头则用于从全局尺度判断目

标区域是否存在变化，提供场景级的辅助监督信号。

这种双分支结构有效平衡了局部定位与全局语义的建

模能力，从而提升了模型对复杂建筑变化模式的适应

性。具体而言，检测头通过卷积和上采样操作将

{D2D3D4} 统一为与 D1 相同的空间尺寸，再经过特

征拼接和一个3×3卷积层融合语义信息，最终通过一个

1×1卷积和上采样操作得到变化检测结果。分类头通

过卷积和下采样操作将 {D1D2D3}统一为与 D4 相同

的空间尺寸，再经过特征拼接融合语义信息，并利用

过池化层聚合空间信息，最后通过感知器实现二分类

输出，即判断当前输入区域是否存在建筑物变化。

2 实验与结果分析

2.1 实验设置

本文采用武汉大学公开发布的建筑变化检测数据集。

该数据集专用于遥感图像变化检测[12]，包含新西兰基

督城地区在2012年和2016年拍摄的成对图像，影像分

辨率为 0.2 m，影像尺寸为 32 507像素×15 354像素，

包含红、绿、蓝 3个波段。本文首先将原始图像裁剪

为不重叠的 256×256影像块，用于模型训练与评估。

整个数据集包含4 461个训练影像块、1 487个验证影

像块和1 486个测试影像块。

实验基于Windows10操作系统，使用 Pytorch1.10
深度学习框架进行模型开发与训练。硬件配置为

NVIDIA RTX 2080 Ti显卡，32 GB内存，确保计算任

务的高效处理与加速。CUDA版本为 11.3，用于实现

与GPU的并行计算。编程语言为Python3.8，代码编辑

器为 PyCharm Community 2020。初始学习率设定为

0.000 5，采用余弦退火策略进行动态调整，以加快模

型收敛并防止陷入局部最优。批大小设置为 6，训练

共进行 300轮。采用交叉熵损失评估预测结果与真实

标签的差异。采用随机梯度下降优化器，通过逐步调

整模型参数来最小化损失，提高模型的预测精度。

为验证SC-CDNet在建筑物变化场景分类与检测中

的有效性，对比分析各种模型的效果。分类任务中的

对比模型包括ResNet50[13]、VGG16[14]、MobileNetV2[15]、

DenseNet[16]、Vision Transformer[17]和 Swin Transformer[18]；
检测任务中的对比模型包括 FC-EF[19]、SEIFNet[12]、
BIT[20]、SNUNet[21]、ChangeFormer[22]和A2Net[23]。实验从

定性和定量两个方面评估了 SC-CDNet的性能。定性

评估通过可视化提取结果，直观对比不同模型的性

能。定量评估采用精确度（P）、召回率（R）和

F1-score指标全面衡量SC-CDNet的效果[21]。
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2.2 对比实验

1）定量评价。各模型在变化场景分类任务中的

性能评估结果见表1，SC-CDNet在所有指标上均取得

了最佳表现。具体而言，Vision Transformer在 P 和

F1-score上的表现次优，分别为 96.57%和 95.93%，比

SC-CDNet低1.57、2.3个百分点；MobileNetV2在 R 上

的表现次优，为 95.94%，比 SC-CDNet低 2.39个百分

点，但在 P 上的表现最差，仅为92.17%，比SC-CDNet
低 5.97个百分点；DenseNet在 R 和F1-score上表现最

差，分别为 91.11%和 92.06%，分别比 SC-CDNet 低
7.22、6.17个百分点。

表1 变化场景分类任务中的性能评估结果/%

模型

ResNet50[13]

VGG16[14]

MobileNetV2[15]

DenseNet[16]
Vision Transformer[17]
Swin Transformer[18]

SC-CDNet

P

96.45
93.85
92.17
93.03
96.57
92.37
98.14

R

95.09
92.43
95.94
91.11
95.30
94.95
98.33

F1-score
95.77
93.13
94.01
92.06
95.93
93.64
98.23

各模型在变化检测任务中的定量评估结果见表2，
SC-CDNet在所有指标上均取得了领先。具体而言，

SC-CDNet与性能较优的BIT模型相比，尽管二者在 P

指标上仅相差 0.78个百分点，但在 R 和F1-score上分

别提升了 2.20、 1.49 个百分点。值得注意的是，

F1-score作为综合考虑精度与召回能力的核心评价指

标，提升尤为重要，表明SC-CDNet在保证准确识别变

化区域的同时，有效减少了误检和漏检现象。BIT在 P

和 F1-score上的表现次优，分别为 93.24%和 92.20%，

比SC-CDNet低0.78、1.49个百分点；SEIFNet在 R 上的

表现次优，为91.38%，比SC-CDNet低1.99个百分点；

而 FC-EF在所有指标上的表现均最差。综上所述，

SC-CDNet在两个任务中均展现了显著优势，验证了其

在变化场景分类与检测任务中的卓越性能和可靠性。

表2 变化检测任务中的性能评估结果/%

模型

FC-EF[19]

SEIFNet[12]
BIT[20]

SNUNet[21]
ChangeFormer[22]

A2Net[23]
SC-CDNet

P

90.97
91.15
93.24
92.14
93.23
91.91
94.02

R

89.89
91.38
91.17
91.18
89.92
91.26
93.37

F1-score
90.43
91.27
92.20
91.65
91.55
91.58
93.69

2）定性评价。各模型在多个典型场景中的可视

化对比结果见图 1，第一行为小目标建筑物变化场

景，前后时相均存在建筑，但发生细微变更；第二行

为大目标建筑物变化场景，变化区域范围较大且结构

清晰；第三行为无变化场景，用于测试模型在无变化

场景中的鲁棒性；第四行为新增小型密集建筑场景；

第五行为新增大型建筑场景；第六行为存在树木遮挡

的复杂背景场景。结果表明，尽管所有模型在不同场

景中均存在一定程度的误检或漏检，但 SC-CDNet在
整体检测准确性和边界保持能力上表现最优。无论是

在小目标还是大目标建筑物变化场景中，SC-CDNet
都能准确捕捉变化区域，显著减少错误响应。在无变

化场景中，SC-CDNet未产生误检，说明其在场景分

类与变化判别的协同机制下，具有更强的非变化区域

识别能力。在复杂遮挡场景中，SC-CDNet的误检现

象最少，说明其在应对背景干扰、边界模糊等复杂情

况时具有更强的鲁棒性和泛化能力。

前时相影像 后时相影像 真实标签 FC-EF SEIFNet BIT SNUNet ChangeFormer A2Net SC-CDNet

图1 变化检测的可视化结果

2.3 多任务方法的有效性

SC-CDNet 能同时完成变化场景分类和变化检测

任务，可视为一个多任务的网络模型。为验证这两个

任务是否对彼此有益，本文进行单任务与多任务的对

比实验。其中，单任务方法中的变化场景分类是通过

去掉检测头实现的；类似地，变化检测任务则是通过去

掉分类头进行的。结果表明（表3），多任务方法在变化

场景分类和变化检测两个任务上均比单任务有所提升。

具体来说，多任务方法在变化场景分类任务上的 P 、 R

和F1-score分别提高1.79、1.28、1.53个百分点；在变

化检测任务上的 P 、 R 和 F1-score 分别提升 0.69、
2.31、1.51个百分点。多任务方法能有效利用任务间

的关联性，从而在两个任务上都取得更优的性能。
表3 变化检测任务中的性能评估结果/%

方法

单任务方法

多任务方法

变化场景分类

变化检测

变化场景分类

变化检测

P

96.35
93.33
98.14
94.02

R

97.05
91.06
98.33
93.37

F1-score
96.70
92.18
98.23
93.69
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3 结 论

本文提出了一种场景分类驱动的建筑物变化检测

网络 SC-CDNet，旨在解决复杂城市环境中建筑物变

化检测的误检和漏检问题，特别是针对小目标的变化

检测。利用残差块从前后时相遥感影像中提取多尺度

深度特征，再结合基于Transformer的差分模块，实现

了前后时相特征的交互融合，有效捕捉了细微的变化

信息。此外，构建检测头和分类头分别用于精细化的

变化区域检测和变化存在性判断，进一步提升了模型

的准确性和鲁棒性。实验结果表明，SC-CDNet 在公

开建筑物变化检测数据集上取得了优异的性能，定性

和定量分析均证明了本文方法在建筑物变化检测任务

中的有效性和可靠性。综上所述，本文方法为高精度

建筑物变化检测提供了一种有效的解决方案，具有重

要的实际应用价值。未来的工作将致力于进一步优化

模型结构，提升对更复杂场景和多源遥感数据的适应

性，以及探索在其他变化检测领域的应用潜力。
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