
作为我国能源体系的核心组成部分，煤炭资源不

仅支撑着国家经济的持续发展，更是保障民生需求的

重要基础。长久以来煤炭资源开发采用较粗犷的模

式，还存在非法开采破坏环境等问题，为保障煤炭资

源的健康合理开发，避免越界开采，监管偷采、盗

采、乱采行为，及时发现煤矿开采变化情况尤为重

要。随着遥感技术的发展，基于海量高频遥感影像的

煤矿开采解译是获取煤矿开采信息的有效手段。传统

解译方法主要依靠人工作业，存在成本高、时效性差

等问题，难以全面、快速发现煤矿开采情况的分布与

变化。近年来国内外学者根据矿区特点，在矿区要素

自动提取方面进行了较多探索[1-3]。深度学习技术[4-5]已

成功应用于计算机视觉领域，展现出卓越的识别精度

和高效的运算速度，为遥感影像信息的分类提取提供

了新思路 [6]，其中U-Net网络凭借其编码器—解码器

对称结构和跳跃连接机制，在遥感影像语义分割中广

泛应用[7-11]。然而，煤矿开采场景具有强空间异质性，

尺度变化范围广、地物组成复杂，现有 U-Net 网络受

限于特征提取能力与多尺度信息融合机制，难以精准

捕捉不同尺度下煤矿开采面的细微纹理差异与结构特
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摘 要：由于采场目标规模庞大、场景复杂度高，传统方法往往难以实现完整且准确的提取。提出了一种基于深度卷积神经多

尺度挤压激励（SE）网络的高分辨率遥感影像煤矿采场提取方法。以U-Net语义分割网络为框架，以EfficientNet-B3网络为骨

干网络，通过精心设计并引入SE结构，更有效地挖掘多层次多尺度的特征信息，从而提升采场提取的精度和完整性。为深入分

析引入SE模块的特征提取效果，设计了未引入多尺度策略、引入多尺度策略1、同时引入多尺度策略1和2的对比实验。结果

显示，3种模型的平均交并比分别为0.751 9、0.799 8和0.810 4，准确率分别为0.969 2、0.978 5和0.989 0，说明该模型可有效提

升采场提取的完整性和准确性。
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Abstract: Due to the large scale of mining area targets and the high complexity of scenes, traditional methods often fall short in achieving

complete and accurate extractions. To tackle this issue, we presented a coal mining area extraction method from high-resolution remote sensing

images based on deep convolutional neural multi-scale squeeze-and-excitation (SE) network. This method takes U-Net semantic segmentation

network as its framework and EfficientNet-B3 network as the backbone. By meticulous design and introducing the multi-scale SE structure,

it is aimed at more effectively mining multi-level and multi-scale feature information, thus enhancing the accuracy and integrity of coal mining

area extraction. To thoroughly analyze the feature extraction effect of introducing SE module, we carried out experiments on three designed

networks, one without the multi-scale strategy, one with multi-scale strategy 1, and one with both multi-scale strategy 1 and 2. The results

show that the mean intersection over unions of three models are 0.751 9, 0.799 8 and 0.810 4, and the verification accuracy are 0.969 2, 0.978 5

and 0.989 0, respectively, which illustrates that this model can effectively enhance the integrity and accuracy of coal mining area extraction.
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征，导致提取结果的完整性与精度无法满足实际应用

需求。因此，本文以煤矿开采面自动化提取为研究对

象，通过构建典型煤矿开采场景样本数据集，融合

EfficientNet网络、挤压激励（SE）模块与多尺度特征

融合策略对U-Net模型进行改进，旨在提升煤矿开采

图斑的提取效率与准确性。

1 研究方法

1.1 煤矿开采面数据集构建

本文研究的煤矿采场是指采掘状态的煤矿开采

区，目前没有高分辨率遥感煤矿采场语义分割数据集

公开，因此聚焦煤矿采场这一特定场景，通过高精度

遥感影像采集与专业标注，构建了首个面向煤矿采场

的高分辨率遥感语义分割数据集，不仅涵盖了多样化

的地质特征和开采场景，还特别针对煤矿采场的复杂

环境进行了精细化标注，为后续的模型训练与验证提

供了坚实的数据基础。

以国产高分、资源等高分辨率卫星影像为数据

源，选取青海木里、陕西铜川、山西平鲁和内蒙古准

噶尔等典型煤矿开采区域，经过几何校正、配准、融

合等步骤生成 2 m融合影像数据，再采用人工目视解

译方法采集类别丰富的煤矿开采相关图斑。由于个别

采场尺寸较大，本文按512像素×512像素规格对标注

数据进行裁剪，得到 2 890组样本；再按 9∶1的比例

划分训练集和验证集。数据集涉及的采场类型较多，

存在很多与采场类似的图像场景负例，如堆煤场、施

工采掘地等；同时煤矿采场图斑按场景采集，煤矿多

为边开采边修复，场景图斑存在混合或没有明显边界

的情况。

1.2 多尺度SE-UNet网络设计

在采场特征提取研究中，多尺度特征和易混淆特

性对模型的敏感性和准确性提出了更高要求，尤其是

在多尺度语义结合能力方面。因此，采场特征提取

与优选能力以及模型尺寸成为设计提取模型时主要

考虑的因素。本文选取 U 型对称结构的 U-Net 网
络 [12]作为基础框架，通过构建跳跃连接来实现多尺

度损失计算和优化，从而形成更强的特征抽象能

力。为有效弥补U-Net 网络在特征提取上的不足，本

文引入了EfficientNet网络[13]，通过复合放缩方法实现

了宽度、深度和图像分辨率的平衡，是轻量级网络中

特征提取能力突出的代表之一。为进一步提升网络对

复杂大尺度目标的识别能力，本文在多种尺度特征中

引入了SE模块[14]，通过注意力机制建立通道与关键信

息的相关性，从而增强网络对多尺度特征的优选能

力。具体而言，本文采用U-Net网络与EfficientNet-B3
网络相结合的方式构建采场提取多尺度SE-UNet网络

结构 （图 1），其中 A、B 为设计引入的多尺度 SE
（MSE）结构，用于增强特征选择能力；C为卷积模

块。该网络不仅能更好地捕捉采场的多尺度特征，还

能在复杂场景中实现更精准的特征提取和识别。
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图1 多尺度SE-UNet网络结构

1）MSE模块。在神经网络中每个通道图的特征

可视为特定类别的响应，这些不同语义的响应之间存

在复杂的关联性。通过深入挖掘通道图之间的依赖关

系，能突出具有强依赖性的特征映射，从而显著改善

特定语义的特征表示。为进一步优化该过程，本文引

入了 SE模块，在通道维度上执行注意力操作，使模

型能更加聚焦于信息量最大的通道特征，有效抑制相

对不重要的通道特征。SE模块的计算过程为：①通

过全局平均池化操作，将原始特征的空间维度压缩

为 1×1× C，C 为通道数；②对压缩后的通道特征进

行两次全连接计算，得到通道权重因子；③将权重

因子应用于原始特征层上，实现特征的重新校准。SE
模块不仅增强了模型对关键特征的敏感性，还提升了

整体特征提取的精度和效率。在语义分割领域，有

效利用不同尺度特征是提升复杂场景下多尺度目标

提取效果的关键[15]。本文采用的EfficientNet骨干网络

通过引入 SE模块来优化特征表示。为进一步提升多

尺度特征的利用效率，本文设计了两种MSE模块的

引入方式：①在 2倍、4倍、8倍和 16倍下采样特征

层到上采样特征层的跳连中分别引入SE模块（图1中
A部分），通过在特征传递路径中嵌入 SE模块的方式

对不同尺度特征进行动态加权，从而增强网络对多尺

度目标的感知能力；②在2倍、4倍、8倍和16倍解码

特征层与32倍下采样特征层进行拼接融合后，连接深

度可分离卷积，再引入 SE模块（图 1中B部分），相

当于对多尺度特征进行注意力提取，通过深度可分离

卷积减少计算量的同时，利用 SE模块进一步强化特

征的重要性，从而提升模型在复杂场景下的表现。这

两种方式不仅延续了传统 SE模块在特征提取中的优

势，而且进一步优化了多尺度特征的利用效率，为复

杂场景下的语义分割任务提供了新的解决方案。

马世斌等：利用多尺度挤压激励网络提取煤矿采场 ··17
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2）EfficientNet骨干网络。EfficientNet网络的独特

之处在于，能通过宽度、深度和分辨率的协同放缩构

建高效且灵活的网络架构。其核心模块是移动翻转瓶

颈卷积（图 2），由 1×1卷积升维模块、深度可分离

卷积模块、SE模块、1×1卷积降维模块以及残差加和

机制等关键组件构成。1×1卷积模块由 1×1卷积、批

归一化和 Swish 激活函数组成，而深度可分离卷积

模块则包括深度可分离卷积、批归一化和 Swish激

活函数，这些组件的协同作用使得MBConv模块在

减少计算量的同时能有效提取多层次的特征信息。

EfficientNet-B3 作为 EfficientNet 系列中的典型变体，

在复杂场景下的语义分割任务中表现出色，成为当前

深度学习领域的重要研究方向之一。本文选取该网络

作为语义分割任务特征提取的骨干网络。为充分利用

其多尺度特征提取能力，选取2倍、4倍、8倍和16倍
下采样层作为语义分割网络中跳连的特征层，不仅可

增强网络对细节信息的捕捉能力，还通过跳连机制实

现了高低层特征的融合，从而提升了语义分割的精度

和鲁棒性。

1×1Conv DepthwiseConv 1×1Conv Add
SE

图2 移动翻转瓶颈卷积模块结构

3）损失函数。本文探讨的采场提取问题属于图

像二分类语义分割的范畴，在传统二分类问题的优化

过程中二分类交叉熵损失函数是最常用的损失函数之

一。随着研究的深入，Dice损失函数[16]被引入语义分

割领域，特别是在提升分割边界效果方面具有显著优

势。考虑到采场目标的尺度较大，本文采用一种联合

损失函数方法，结合二分类交叉熵损失函数与Dice损
失函数的优势，在保持边界清晰度的同时，确保整体

分割的准确性，不仅增强了模型的鲁棒性，还进一步

优化了采场提取的效果。在机器学习中，交叉熵作为

一种有效的度量工具，能够评估两个概率分布之间的

差异程度。通过最小化该指标可实现对分布的优化调

整，特别是在处理二分类问题时，专门设计的二分类

交叉熵损失函数被广泛应用。二分类交叉熵损失函数

可表示为：

Lb = -[y log( )ŷ + ( )1 - y log( )1 - ŷ ] （1）
式中， y 为样本标签，正例取值1，否则取值0； ŷ 为

模型预测像素为正例的概率。

Dice损失函数通过直接计算预测结果与真实标注

之间的相似度来评估模型性能，能有效反映预测的准

确程度，表达式为：

Ld = 1 -
2|Y ' Ç Y|

||Y ' + |Y|
（2）

式中， Y ' 、 Y 分别为预测目标和标签目标的像素个

数； |Y ' Ç Y|为二者的交集。

4）数据增强。针对采场这类样本稀缺的特殊地

类，为显著提升数据多样性，本文采用一种创新的动

态随机增强策略：对80%的训练数据进行多维度增强

处理，经过实验验证该比例能有效平衡数据增强效果

与模型训练稳定性。增强方法包含两个维度：在几

何变换维度，首先通过随机裁剪将图像统一调整为

256像素×256像素的标准尺寸，再施加 0~30°的随机

旋转，并配合水平、垂直以及多角度翻转等空间变换

操作，以模拟采场在不同观测角度下的形态特征；在

影像质量优化维度，设计了一套综合性增强方案，通

过随机亮度调节（±20%）和色度调整（±15%）来模

拟不同光照条件下的色彩表现，采用对比度拉伸

（1.2~1.8倍）增强图像细节特征，同时结合点块噪声

添加（噪声密度0.01~0.05）和高斯模糊处理（核尺寸

3×3~7×7）模拟实际影像采集过程中可能出现的质量

波动。这种多层次的动态随机增强策略不仅有效扩充

了训练样本的多样性，还确保了增强后的数据能更好

反映真实场景中的复杂变化，为后续模型训练提供更

优质的样本基础。

5）预测方案。集成学习作为机器学习领域中快

速提升模型性能的有效策略，在深度学习框架下展现

出显著优势。预测增强（TTA）通过对预测数据进行

多样化增强处理，显著提升了模型的泛化能力和预测

精度。其核心思想是对输入数据进行多种形式的变换

增强和预测，最后通过集成策略（如平均法）综合各

预测结果以获得更可靠的最终输出。

本文采用的TTA策略[17]为：首先对原始影像进行

水平翻转、垂直翻转、顺时针旋转 90°以及逆时针旋

转 270°四种几何变换形成 5种不同的输入形态（含原

始影像）；再分别对这5种形态影像进行模型预测，获

得对应的概率图，并通过算术平均法集成各概率图；

然后通过设定最优阈值进行二值化处理，将概率图转

化为二值分割结果；为进一步提升预测结果的准确

性，采用开运算与闭运算的组合策略去除预测结果中

的细小噪声图斑，最终得到精确、连续的目标提取结

果。为确保预测结果的连续性和空间一致性，本文采

用重叠滑窗预测策略，设置滑窗步长为窗口尺寸的1/4，
预测过程中仅保留每个窗口中心 3/4区域的结果，有

效避免了边界效应带来的预测不连续问题。这一系列

创新性的方法设计，不仅充分发挥了集成学习的优
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势，还通过精细的后处理流程确保了预测结果的质

量，为类似研究提供了可借鉴的技术路线。

值得注意的是，训练阶段采用的数据增强策略与

测试阶段的 TTA 在功能和实现逻辑上存在显著差异并

形成协同效应。训练阶段的数据增强在模型训练前实

施，采用动态随机策略对80%的训练数据进行几何变

换、影像质量优化等多维度组合增强，旨在扩大数据

集规模、增强模型对复杂场景的适应性；而TTA应用

于模型训练完成后的测试阶段，仅对测试数据执行基

础几何变换，对变换后数据进行多次预测并集成结

果，修正模型决策边界以提升泛化与预测精度。训练

阶段的数据增强为模型提供丰富特征表达基础，TTA
在测试阶段进一步挖掘模型潜力，共同构建“训练优

化—测试提升”的完整技术链路；二者从训练和测试

两端协同控制过拟合，并在提升预测精度上相辅相

成，最终实现复杂场景下目标的高精度识别与提取。

这种系统性的策略设计，不仅完善了研究方法的内在

逻辑，更为模型在采场这类特殊地类识别任务中的应

用提供了双重保障，有效提升了研究成果的可靠性与

实用性。

2 实验结果与分析

2.1 评价指标

本文采用准确率（Accuracy）和平均交并比（mIoU）
全面评估采场提取效果。Accuracy作为衡量模型性能

的重要标准之一，主要反映模型正确预测的像素数量

在总像素中的占比，能直观展示模型整体的预测精

度；mIoU则进一步细化了评估标准，不仅考虑了预测

的准确性，还关注了预测区域与实际区域的重叠程

度，从而提供了更细致的性能分析。这两个指标的综

合运用，能更全面地理解模型在采场提取任务中的表

现，确保评估结果的科学性和可靠性。

在语义分割中，mIoU作为一种广泛使用的评估标

准，特别针对二分类场景时，只需关注目标类别的

IoU值，即

IoU =
Pii

Pi +Pj -Pii

（3）
式中， Pi 、 Pj 分别为真实值、预测值的像素数； Pii

为将真实值预测正确的像素数。

2.2 不同模型对比

为全面评估MSE模块的有效性，本文设计了一个

对比实验框架，构建了 3种基于EfficientNet-B3-UNet
架构的模型变体：基础模型EUNet未引入SE模块，作

为对照组；MSE1-EUNet模型仅采用策略 1的 SE模块

改进方案；MSE-EUNet模型同时整合了策略 1和 2的
双重SE模块优化。通过实验验证（表1），3种模型在

验证集上的Accuracy呈现明显的阶梯式提升，分别达

到0.969 2、0.978 5和0.989 0，更重要的是，3种模型

的mIoU分别达到了 0.751 9、0.799 8和 0.810 4，这种

渐进式的性能提升不仅证实了 SE模块的有效性，更

凸显了双重策略协同优化的显著优势。

表1 不同模型的评价指标

模型类型

EUNet
MSE1-EUNet
MSE-EUNet

Accuracy
0.969 2
0.978 5
0.989 0

mIoU
0.751 9
0.799 8
0.810 4

对比MSE-EUNet与EUNet模型发现，MSE-EUNet
模型的精度更高，mIoU 指标提升了 0.058 5；对比

MSE1-EUNet和MSE-EUNet模型发现，同时引入两种

MSE结构的策略能进一步提升模型精度，MSE-EUNet
的 mIoU 比 MSE1-EUNet 模型提升了 0.010 6，说明

MSE结构的双重引入不仅增强了模型的特征提取能

力，而且进一步优化了其在复杂场景下的分割性能，

实现了更精准的语义分割效果。

3种模型的采场提取结果见图 3，可以看出：

①EUNet模型在检测小型采场目标时存在一定的漏检

现象，而引入MSE结构的模型则能更全面地捕捉这些

细节目标，说明引入MSE结构的模型在图斑召回率上

显著优于EUNet模型；②图3b中EUNet模型在采场边

界邻近开采修复区域 A边界的检测精度低于图 3c、
图3d；③对比图3c和图3d中B位置，MSE1-EUNet模型

的误检多于MSE-EUNet模型；④对比图 3c和图 3d中
C位置，MSE-EUNet模型的召回率优于MSE1-EUNet
模型。综合分析发现，MSE-EUNet模型在多个关键指标

上均表现出显著优势：在图斑召回率方面，MSE-EUNet
模型能更全面地捕捉目标区域，尤其是对小型采场目

标的检测能力提升显著，有效减少了漏检现象；在

边界精度方面，生成的边界更加贴合人工标注结

果，展现了更高的细节还原能力；在图斑漏检率上，

c MSE1-EUNet模型 d MSE-EUNet模型

a 图像与标注 b EUNet模型

图3 不同网络模型的采场提取结果对比
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MSE-EUNet也优于对比模型，进一步验证了其鲁棒

性。这些性能的提升主要归功于MSE结构的引入，通

过增强模型对多尺度特征的感知和融合能力显著提高

提取精度，使其在复杂场景下的表现更加出色。

3 结 论

本文聚焦于高分辨率遥感影像下的煤矿采场提取

任务，从数据构建和模型改进两方面展开研究。在数

据方面，充分利用国产高分、资源等系列高分辨率遥

感影像，构建了一套专门面向煤矿采场应用的2 m分辨

率样本数据集，样本尺寸统一为 512像素×512像素，

样本数量为2 890组，为模型训练和评估提供了高质量

的数据基础；在模型方面，创新性地结合EfficientNet、
SE模块以及多尺度思想，对经典U-Net语义分割网络

进行了改进，构建了MSE-EUNet，显著增强了网络对

上下文语义特征的提取能力，使其能更好地适应复杂

场景下的采场提取任务。模型效果评估结果表明，引

入MSE模块的训练模型在精度上显著优于原始U-Net
结构网络，mIoU提升了 0.058 5；且MSE-EUNet模型

的精度优于MSE1-EUNet模型，mIoU提升了 0.010 6，
说明MSE-EUNet模型在采场提取任务中表现出色，能

有效减少漏提和误提现象，采场提取的完整度和边界

精度均优于原始U-Net网络。这一成果为高分辨率遥

感影像下的煤矿采场提取提供了一种高效可靠的解决

方案。

然而，我国地域辽阔，地理环境和煤矿开采条件

差异显著，不同区域的煤矿采场呈现出复杂多样的特

点。在实际应用中，采场提取面临诸多挑战，如干扰

因素多 （地表植被、建筑物等）、开采判定难度大

（尤其是小型或隐蔽采场）、采场区域边界模糊等，给

高精度采场提取带来了较大困难。尽管本文提出的

MSE-EUNet模型在采场提取任务中取得了显著进展，

但仍存在一些局限性，如边界套合精度不足、少量误检

等，这些问题在一定程度上影响了模型的实用性和鲁棒

性。因此，后续研究将重点从以下方面展开：①样本扩

展与优化，针对不同区域的地理特征和开采模式，进一

步扩充和优化样本数据集，增加多样性和代表性，以提

升模型在不同场景下的适应能力；②特征提取网络改

进，探索更高效的特征提取网络结构，进一步增强模型

对复杂场景和多尺度特征的感知能力；③网络鲁棒性设

计，研究更加鲁棒的网络架构，通过引入抗干扰机制、

多任务学习等方法，提高模型对干扰因素的抑制能

力，减少误检和漏检现象；④边界优化与后处理，针

对边界套合精度不足的问题，设计专门的边界优化模

块或后处理方法，进一步提升采场边界的提取精度。

未来研究将致力于构建更加精准、鲁棒和实用的煤矿

采场提取模型，为高分辨率遥感影像下的矿产资源监

测与管理提供更可靠的技术支持。
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