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基于剪枝和知识蒸馏的YOLOv8轻量化苹果叶片
病害检测方法

张帅平，时雷，郑光，王慧新，尹飞

河南农业大学信息与管理科学学院，郑州 450046 

摘要 为解决现有苹果叶片检测方法在准确率、实时性及复杂噪声环境下鲁棒性等方面的问题，基于YO⁃
LOv8n 提出一种轻量化、实时苹果叶片病害检测模型 SMPD-YOLO。首先，将 SPPFCSPC（spatial pyramid 
pooling fast cross stage partial CSP）特征金字塔模块嵌入到主干网络，增强特征融合能力。其次，引入MPD-IoU
（minimum point distance-IoU）作为边界框回归损失函数，提高模型的精度和收敛速度。再次，通过基于层自适

应幅度剪枝（layer adaptive magnitude-based pruning，LAMP）进一步压缩模型体积、降低浮点运算速度。最后，

采用通道级知识蒸馏（channel-wise knowledge distillation，CWD）策略，提升检测性能。实验结果显示，改进后

SMPD-YOLO 模型在 IoU（intersection over union）阈值大于 0.5 时的平均精度均值和帧率分别达到 90.20% 和

133.3帧/s，模型权重、浮点运算速度分别为 5.0 MB、7.3×109 s−1。此外，改进模型在强光、弱光及图像模糊复杂

噪声环境下仍能展现出优异的鲁棒性。结果表明，SMPD-YOLO模型兼具高准确性、轻量化和实时性，可在资

源受限设备上实现高效叶片病害检测。
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苹果叶片的健康状况直接影响其果实的发育与

营养输送，进而影响苹果的品质和产量，但苹果生长

发育过程中极易感染多种叶片病害［1］。因此，快速、

准确地识别苹果叶片病害具有重要意义。传统苹果

叶片病害诊断主要依赖人工经验，往往存在主观性

强、耗时、成本高且易受外界环境干扰等问题［2］。早

期的检测方法主要基于机器学习，通过手工提取颜

色、纹理、几何形状等特征，并利用特定的特征向量

进行模型训练和病害分类［3］。但该类方法对数据多

样性较为敏感，且特征提取过程繁琐，难以满足大规

模应用需求。近年来，基于深度学习的计算机视觉

技术快速发展，为病害检测提供了更高效、更精准的

自动化解决方案［4］。

基于深度学习的目标检测算法主要分为两阶段

和单阶段检测算法。前者以R-CNN系列为代表，检

测流程包括生成候选区域、目标分类和回归，如Fast⁃
er R-CNN［5］等。例如，姜晟等［6］通过优化特征提取

网络，引入特征金字塔网络和 Rank&Sort（RS）损失

函数，提出一种基于 Faster R-CNN 改进的识别算

法，在茶叶病害数据集上平均精度均值为 88.06%。

然而该方法结构复杂、推理速度慢，且在藻斑病等特

定病害上识别性能仍不理想，反映出其在模型效率

与泛化能力方面的局限。

单阶段检测算法，如SSD、DETR系列和YOLO
系列等，则是直接从图像中提取目标类别及位置信

息，无需额外候选区域提取步骤，检测速度更快，计

算效率更高，为实时检测任务提供解决方案。Li
等［7］提出一种多尺度荔枝叶病害检测模型 IMLL-
DERT，在 5 种常见荔枝叶片病害数据上，模型平均

精度、模型权重和浮点运算速度分别为 84.40%、37.5 
MB 和 79.1×109 s−1，帧率为 74.9 帧/s。Yao 等［8］针

对 RT-DETR 检测方法模型参数量大、多目标识别

不准确的问题，提出一种改进 RT-DETR，引入注意

力机制，通过 SCConv 优化特征融合，并对骨干网络
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进行重构。实验结果表明，该模型在玉米病害的数

据集上 mAP@0.5、参数量和帧率分别为 92.0%、

23.8×106和 89.3帧/s。此类方法虽在精度上超越两

阶段算法，但其解码器需通过序列化计算逐步生成

预测，该过程难以并行优化，导致其推理速度通常不

及采用单次前向传播的 YOLO 系列。因此，在实时

检测场景中，YOLO系列仍更具优势。

在 YOLO 系列中，研究者主要集中于通过引入

轻量主干网络与注意力机制以优化效率。例如，赵

嘉威等［9］基于 YOLOv4，将特征提取网络替换为

MobileNetV3 网络，引入 CBAM 注意力机制，并通

过 K-means 聚类算法更新锚框信息，提出了一种

MC-YOLOv4 模型；实验结果表明，该模型对苹果

叶片 5 种病害的平均精度为 97.25%，单张图像检测

时间为 13.3 ms，模型权重为 55.5 MB。李昱达等［10］

提出一种基于 YOLOv5 的改进苹果叶片病害检测

算法 YOLOv5-CSEP，平均精度为 87.90%，模型权

重为 6.89 MB，浮点运算速度为 14.1×109s−1。袁杰

等［11］提 出 一 种 改 进 的 YOLOv7 模 型 YOLOv7_
ECA，实验结果表明，在 4 种苹果叶片病害上，模型

mAP@0.5、mAP@0.5：0.95分别为 90.50%、62.10%，

单张图像检测时间为 12 ms。张惠莉等［12］将 Ghost⁃
NetV2 特征提取网络引入 YOLOv8，并将 SPPFC⁃
SPC特征金字塔池化、GAM 注意力机制以及 Focal-
EIoU损失函数，提出一种用于葡萄叶片病害识别的

GSGF 模型，平均精度达 97.10%，模型权重为 49.3 
MB，推理时间为 43.7 ms。以上成果虽在特定任务中

取得高精度，但普遍存在模型体积大、推理延迟高或计

算量偏大的问题，反映出YOLO系列在轻量化与高精

度之间尚未取得理想平衡。

部分研究虽在轻量化方面有所推进，如曾晏林

等［13］针对苹果叶部病害检测提出一种融合自注意力

机制和 Transformer 模块的模型 BCE-YOLOv5，浮
点运算速度和模型权重分别减少至 15.1×109 s−1和

13.5 MB，3 种苹果叶片病害的检测平均精度为

91.10%。黄政等［14］针对梨树叶片病害检测精度低、

参数量大问题，提出一种基于YOLOv8n的梨树叶片

病害检测模型，在 DiaMOS plant 数据集上，mAP@
0.5 为 90.10%，浮点运算速度为 7.0×109s−1，参数量

为 2.4×106。Xue 等［15］在 YOLOv5s 的基础上集成

ACmix和CBAM注意力机制，并用RFB模块取代SP⁃
PF模块，提出一种茶叶病害检测模型YOLO-Tea，模
型平均精度为 79.3%，模型权重 15.6 MB。但这些方

法或未报告完整速度指标，或在精度上仍有提升空

间，显示出当前研究在系统性地评估与优化综合性能

方面的不足。

综上所述，现有研究在苹果叶片乃至多种作物

的病害检测精度与效率的协同优化方面仍存在明显

局限：高精度模型往往模型体积大、检测速度慢；轻

量化模型则在精度保持、检测速度方面存在妥协；多

数方法未能同时在精度、速度、模型权重与计算开销

等多个维度上取得良好平衡。此外，相关研究更普

遍缺乏对模型在复杂自然背景（如光照变化）下鲁棒

性的系统评估，制约了技术在实际场景中的部署与

应用。因此，探索一种能够同时兼顾高精度、高效率

与强鲁棒性的检测模型，已成为推动该技术从实验室

走向实际应用的迫切需求。为应对这一挑战，本研究

聚焦于苹果这一重要经济作物，基于 YOLOv8n提出

一种轻量化、实时检测模型SMPD-YOLO，通过 4项

核心改进构建了一个协同优化的轻量级检测模型，

以期提升模型在复杂自然场景下的综合检测性能。

1　材料与方法

1.1　数据来源

本研究采用 3 个公开数据集与 1 个自主采集数

据集，其中公开数据集包括 Plant Pathology 2020-
FGVC7［16］ 、Plant Pathology 2021-FGVC8［17］ 和

PlantDoc［18］，共包含 4种苹果叶片病害：灰斑病、白粉

病、锈病和黑星病。为增强模型的泛化能力与对复

杂环境的适应性，本研究自主采集了苹果叶片病害

图像 1 002 张，采集于河南省荥阳市王村镇国盛苹果

生态园，拍摄时间为 2024年 5―8月（08：00―18：00），

拍摄设备为 Redmi k40pro，距离叶片 10~50 cm。针

对果园实际种植场景中病害检测的复杂性，本研究

挑选不同光照条件、复杂背景、病害程度、发病阶段

及拍摄角度的病害图像，构建了包含 2 128张苹果叶

片病害图像的数据集，其中灰斑病 501 张、锈病 509
张、白粉病603张、黑星病515张。

1.2　图像预处理

根据不同病害的视觉形态学特征，本研究对数

据集标注策略进行了针对性设计，旨在使标注结果

更符合病理学事实与实际诊断逻辑，具体如下：

对于锈病与灰斑病，其病斑通常与健康叶片组

织边界清晰、轮廓突出，且分布相对独立。对此类病

害，本研究采用病斑级标注，即为每一个可分辨的独

立病斑绘制边界框。这种精细化的标注有助于模型
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学习定位和识别具体的病斑实例。对于白粉病与黑

星病，其病斑在早期或中期常表现为弥散性分布，病

斑与健康组织间边界模糊、对比度低，致使难以精确

分割单个病斑。若进行病斑级标注，则会引入显著

的主观误差。因此，本研究对此类病害采用叶片级

标注，即标注整个患病叶片区域。该策略与农业专

家在实际诊断中通观全叶、依据整体症状进行判断

的逻辑保持一致，能为模型提供更可靠的全局特征

监督信号。

所有图像均使用 LabelImg 软件进行标注，标注

文件保存为‘txt’格式，共 8 608 个患病区域标注。

按 8∶2 的比例将标注的数据集随机划分为训练集

（1 703 张图像）和测试集（425 张图像）。此外，本研

究对测试集进行了亮度增强、亮度减弱以及图像模

糊处理，用于评估模型的鲁棒性，分别生成 425张图

像，总计 1 275 张，具体示例如图 1 所示。每种病害

类别的标注示例如图 2 所示，数据集详细信息见

表 1。值得注意的是，由于采用了与病害形态相适

应的分级标注策略，不同类别间的标注实例数量存

在显著差异，这种分布真实地反映了不同病害在

自然条件下的表现形式，确保了标注的准确性与

科学性。

为提升模型鲁棒性与泛化能力，避免过拟合，本

研究采用了在线数据增强与离线数据增强相结合的

策略。在线数据增强可在训练过程中动态生成样

本，每轮迭代均提供不同的图像变化，有效防止过拟

合现象。离线数据增强则在训练前对原始数据进行

扩展，通过生成大量增强图像丰富训练集。本研究

采用随机翻转、随机旋转、颜色抖动、高斯模糊以及

马赛克增强等数据增强操作，图 3展示了部分增强图

像样本示例。

1.3　YOLOv8网络

YOLOv8 是 YOLO 系列中的前沿目标检测算

法，标志着该领域的重要突破［19］。YOLOv8 包括

图 1 不同噪声条件下的图像示例

Fig. 1 Image examples of different noise conditions

图 2 病害图像的标注示例

Fig. 2 Example of annotated disease images
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5 种 不 同 大 小 的 版 本 ：YOLOv8n、YOLOv8s、
YOLOv8m、YOLOv8l和 YOLOv8x。随着模型规模

的增大，网络深度和检测精度逐步提升。其中，

YOLOv8n具有紧凑的模型结构和较浅的网络深度，

在保证较高检测精度的同时，满足轻量级部署与实

时检测需求。因此，本研究选择YOLOv8n作为基线

模型进行优化。

YOLOv8由 4个核心模块组成：输入（Input）、骨

干 网 络（Backbone）、颈 部 网 络（Neck）和 预 测 头

（Head）［20］。首先，输入模块负责对图像进行预处理，

包括图像缩放、归一化和数据增强。骨干网络提取

输入RGB图像中的特征，是模型的核心部分［21］。颈

部网络位于骨干网络和预测头之间，采用特征金字

塔网络（feature pyramid networks，FPN）［22］和路径聚

合网络（path aggregation network，PAN）［23］进行多层

次特征融合，从而增强对不同尺度目标的检测能

力［24］。预测头则负责最终的目标识别与定位，利用

多个检测层对不同尺寸的目标进行预测。YOLOv8
的 C2f 模块借鉴了 YOLOv7［25］中 ELAN 结构，通过

优化梯度路径设计，增强了模型对丰富梯度流信息

的捕获能力。此外，YOLOv8采用SPPF（spatial pyr⁃
amid pooling fast）模块，对 SPP［26］结构进行了优化，

通过减少网络层数提高特征融合效率。同时，该模

型采用无锚点（anchor-free）检测机制，并使用任务对

齐分配器进行正负样本匹配，结合多尺度下采样特

征进行目标预测，从而在提升检测精度的同时实现

轻量化［27］。

1.4　轻量化苹果叶片病害的实时检测模型

苹果叶片病害检测面临模型体积大、计算成本

高以及检测性能不佳等问题。针对这些问题，本研

究提出了一种轻量化、实时的检测模型 SMPD-YO⁃
LO，其构建流程如图 4所示。首先，将 YOLOv8n中

的 SPPF 模块替换为 SPPFCSPC 模块，引入额外的

卷积与级联结构，显著提升模型的多特征融合能力，

提高了检测精度。其次，采用MPD-IoU损失函数作

为边界框回归损失函数，以增强目标尺寸变化的适

应性，从而实现模型收敛速度和检测准确率的提升。

然后，使用LAMP剪枝策略，剪除模型冗余的参数和

权重，在保证较高模型精度的同时，实现模型规模的

大幅缩减并提升检测速度。最后，在第 12、15、18、21
特征层上应用通道级知识蒸馏，进一步优化模型的

检测性能。

1.5　SPPFCSPC模块

在苹果叶片病害检测任务中，由于传统卷积神

经网络通常要求输入图像为固定尺寸，往往需要对

原始图像进行裁剪或缩放等预处理操作。此类操作

极易导致图像失真，尤其是改变病斑的原始形态与

比例，从而直接影响检测模型的精度。为解决这一

问题，支持任意尺寸输入的空间金字塔方法被提出，

如 SPP、SPPF、ASPP［28］ 、SPPCSPC［29］ 、SP⁃

图 3 图像数据增强示例

Fig. 3 Examples of augmented images

表 1　数据集信息

Table 1　Dataset information

病害类型

Disease 
type

灰斑病

Gray spot
白粉病

Powdery 
mildew
锈病

Rust
黑星病

Scab
总计 Total

标注策略

Labeling strat⁃
egy

病斑级

Lesion-level

叶片级

Leaf-level

病斑级

Lesion-level
叶片级

Leaf-level

图像数量

Number of 
images

501

603

509

515

2 128

标注数量

Number of anno⁃
tations

3 606

1 173

3 196

633

8 608

增强后的训练集图像数量

Number of augmented training 
images

1 257

1 300

1 277

1 275

5 109

增强后的标注数量

Number of annotations after 
augmentation

7 047

2 528

7 018

1 567

18 160

测试集图像数量

Number of test 
images

101

121

101

102

425
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PFELAN、SPPFCSPC［30］等。此类结构能够有效避

免预处理造成的信息丢失，并实现高效的多尺度特

征融合。针对苹果叶片病斑在形态、尺寸及边界清

晰度上的显著差异，SPPFCSPC 模块展现出独特优

势。该模块融合了 SPPF 的串行快速池化与 SPPC⁃
SPC的特征精简能力，其核心机理在于：通过串行多

尺度池化构建多重感受野，使网络能够同步捕捉从

微小病斑点到大病斑区域的所有尺度特征，直接应

对叶片病害的尺度多样性挑战；同时借助跨阶段部

分连接结构，在减少特征冗余的同时，充分融合浅层

纹理细节与深层抽象语义，显著增强了对边界模糊

病斑的特征表达能力。如图 5所示，该模块采用 3个

独立的最大池化层，在保持感受野的同时优化计算

效率；较小池化核减少计算量，较大池化核捕获关键

信息，从而在加速计算的同时保证苹果叶片病害检

测精度。其计算过程如下公式所示：

S1(F )= MaxPoolp = 2
k = 5 ( F ) （1）

S2(S1)= MaxPoolp = 2
k = 5 ( S1 ) （2）

S3(S2)= MaxPoolp = 2
k = 5 ( S2 ) （3）

R = S1 ⊛ S2 ⊛ S3 （4）
其中，F 表示输入特征层，S1、S2 和 S3 分别表示

最小、中等和最大池化核的结果，R为最终输出，⊛表

示张量拼接。

1.6　MPD-IoU损失函数

YOLOv8采用的CIoU［31］（complete IoU）损失函

数在综合考虑边界框重叠度和长宽比的基础上，有

效提升目标定位精度。然而，其惩罚项中的长宽比

度量在预测框与真实框长宽比相近但绝对尺寸差异

图 4 SMPD-YOLO模型结构设计图

Fig. 4 Architecture of the SMPD-YOLO model
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较大时所提供的梯度信息会减弱，这一局限性导致

其在微小病斑的精准定位上表现不佳，可能导致模

型收敛速度下降与检测精度损失。在苹果叶片病害

检测中，不同病害的形态与尺度差异显著（例如白粉

病病斑与锈病病斑），对边界框回归损失函数的多尺

度适应能力提出了更高要求。为此，本研究引入

MPD-IoU［32］损失函数。该函数的核心原理在于直

接最小化预测框与真实框中心点距离与宽高尺寸的

差异，通过一种更为简洁统一的度量方式，规避了

CIoU 在特定尺度下的优化困境。MPD-IoU 不仅保

留了 IoU对重叠度的评估优势，更重要的是，其通过

独立且明确地优化中心点坐标与宽高参数，为模型

提供了更直接、更稳定的梯度方向。这一特性使其

能够平等而有效地处理不同尺度的病斑：无论是对

于中心点定位极其敏感的小病斑，还是对宽高尺寸

准确性要求高的大病斑，MPD-IoU都能实现更精准

的引导。图 6展示了MPD-IoU在预测边界框（红色）

与真实边界框（黄色）之间的对比情况，其具体计算

公式如下：

d 2
1 =( xprd

1 - xgt
1 )2 +( y prd

1 - y gt
1 )2 （5）

d 2
2 =( xprd

2 - xgt
2 )2 +( y prd

2 - y gt
2 )2 （6）

wgt = xgt
2 - xgt

1，hgt = y gt
2 - y gt

1 ，

wprd = xprd
2 - xprd

1 ，hprd = y prd
2 - y prd

1 （7）

JMPDIoU = JIoU - d 2
1

h2
gt + w2

gt
- d 2

2

h2
prd + w2

prd
（8）

LMPDIoU = 1 - JMPDIoU （9）
其中，( xgt

c ，y gt
c )和 ( xprd

c ，y prd
c )分别为真实边界框

和预测边界框的中心点坐标；wgt和 hgt分别为真实边

界框的宽度和高度，而wprd 和 hprd 则分别表示预测边

界框的宽度和高度。

1.7　基于层自适应幅度剪枝

深度神经网络中通常存在大量冗余参数和权

重，导致计算资源浪费与推理延迟［33-34］。为实现苹

果叶片病害的实时检测，本研究采用基于层自适应

幅度剪枝（LAMP）［35］方法。该方法并非无差别地剪

枝，而是依据其核心的LAMP评分，精准识别并剪除

对叶片病害特征贡献微弱的冗余权重，从而在大幅

减少模型参数量与计算开销的同时，最大限度地保

留对多尺度、多形态病斑的关键判别能力。图 7展示

了模型剪枝前后通道数量变化情况。基于层自适应

幅度剪枝方法主要包括以下步骤：

1）确定剪枝比例。首先设定一个全局剪枝目

标，随后根据网络中每一层对叶片病害特征的敏感

度与重要性（例如，负责捕捉细微纹理的浅层卷积

与负责抽象语义的深层卷积具有不同的容剪枝能

力），动态分配各层的具体剪枝比例，实现结构化

压缩。

2）剪枝决策。。计算每个权重的 LAMP 评分［如

公式（10）所示］，并根据权重的绝对值排序。按照每

层的剪枝比例，从排序列表中选择需剪除的权重，以

确保剪枝操作的合理性和有效性。这种策略能系统

性地消除冗余连接，同时保护那些对识别典型病斑

（如白粉病的粉状纹理、锈病的斑点轮廓）至关重要

的特征通路。

3）微调。剪枝操作不可避免地会改变模型原有

图 5 SPPFCSPC模块结构图

Fig. 5 Structure of the SPPFCSPC module

图 6 MPD-IoU的计算原理

Fig. 6 Schematic calculation of MPDIoU
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的结构。因此，必须在剪枝后使用苹果叶片病害数

据集对模型进行微调，以重新校准剩余权重，恢复其

检测性能，确保其对各类病害的识别精度不出现显

著下降。

通过基于层自适应幅度剪枝比例的调整和基于

权重评分的剪枝策略，在减少参数量和计算成本的

同时，仍能维持模型的检测性能。其中权重评分的

计算公式如下：

score (a；w)= ( w |a| )2

∑b ≥ a
( w |b| )2 （10）

该公式表示权重张量 w关于指标 a的 LAMP评

分。其中，w表示权重张量，w |a| 和w |b| 分别表示与索

引映射相关的项。索引 a 和 b 对应于与权重张量相

关的升序索引映射。

1.8　通道级知识蒸馏

剪枝策略虽能大幅缩减模型尺寸与计算量，但

不可避免地会削弱模型的识别能力，尤其可能损害

其对形态多样、尺度各异的叶片病斑细微特征的捕

捉能力。为精准弥补这一性能损失，本研究在剪枝

后引入知识蒸馏框架，将剪枝得到的轻量模型作为

学生模型，以性能完备的 YOLOv8s 作为教师模型，

进行特征层面的引导与强化。

知识蒸馏（knowledge distillation）是一种有效提

升轻量化目标检测算法性能的方法。通过让较小的

学生网络学习较大的教师网络的知识，使得学生模

型的输出能够尽可能接近教师模型，从而在不改变

计算效率的前提下，提升检测性能。传统的知识蒸

馏方法，如 Fitnets［36］，主要应用于图像分类任务，即

针对整幅图像进行全局预测。然而，目标检测为密

集预测任务，需要对每个像素或小区域进行预测，其

任务特点与图像分类存在显著差异。在密集预测任

务中，现有方法通常通过在空间维度对齐教师与学

生网络的激活图进行知识蒸馏，这种方式可能引入

冗余信息，限制了学生模型的性能提升。为解决这

一问题，Shu等［37］提出了通道级知识蒸馏（CWD）方

法。与基于空间对齐的方法不同，CWD将各通道的

激活值归一化为概率分布，并通过最小化学生模型

与教师模型之间的 Kullback-Leibler（KL）散度，实现

了高效知识迁移。这种通道级的匹配机制，其优势

在于它能让学生模型自动继承教师网络对病害敏感

通道的先验知识。在苹果叶片病害任务中，这意味

着学生模型能更专注于学习那些专门用于响应特定

病斑纹理（如白粉病的粉状特征）、颜色异常（如灰斑

病的褐色斑块）或边缘变化的特征通道，同时忽略与

健康叶片背景相关的冗余通道。通过这种方式，

CWD 能有效增强轻量化学生模型对于小型病斑和

边界模糊区域的特征学习能力，从而在保持高计算

效率的同时，显著提升检测精度与模型鲁棒性，确保

轻量化模型在实际复杂环境中依然可靠。

设教师网络和学生网络分别为 t 和 s，其对应的

激活值分别记为 y t 和 ys，则 CWD 的损失函数表达

如下：

φ( ϕ( y t )，ϕ( ys ) )= φ( ϕ( y t
c )，ϕ( y s

c ) ) （11）
其中，ϕ( · )用于将激活值转换为概率分布，计算

公式如下：

ϕ( yc )=
exp( yc，i T )

Σ w × H
i = 1 exp( yc，i T ) （12）

c = 1，2，……，n， C代表通道索引，i表示空间坐

标，T为温度参数。较高的 T会使概率分布更平滑，

从而使得模型在每个通道上关注更广泛的空间区

图 7 剪枝前后的通道数量

Fig. 7 Number of channels before and after pruning
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域。通过Softmax归一化，能够消除教师网络与学生

网络之间的规模差异影响，而KL散度可以用于衡量

教师与学生网络在通道分布上的差异，其计算公式

如下：

φ ( y t，ys)= T 2

C
Σ C

c = 1 Σ w × H
i = 1 ϕ( y t

c，i ) log( ϕ( y t
c，i )

ϕ( y s
c，i )

) （13）

KL散度是一种非对称度量，能够促使学生网络

更有效地学习教师网络的关键特征区域，从而优化

密集预测任务中的蒸馏过程。

1.9　实验环境、参数配置与训练策略

实验硬件环境如下：操作系统为Windows 11，内
存 为 16 GB，GPU 为 NVIDIA GeForce RTX 4060
（8 GB），CPU为13代 Intel Core i9-13900HX。实验软

件环境为：Pytorch 深度学习框架、Python 3.10、CU⁃
DA 11.8和 cuDNN 8.5.0。模型训练参数详见表 2。

由于采用了分级标注策略，数据集中各类别的标

注实例数量存在显著差异。类别不平衡问题可能导

致模型训练过程偏向于实例数量多的类别（如灰斑

病）。为确保模型对所有病害类别都具有均衡识别能

力，本研究在训练过程中采用了类别平衡采样器。根

据各病害类别数量计算样本权重，创建自定义采样

器，并定义加权损失，以确保在每个训练批次中，来自

每一个类别的样本都能以近似相等的概率被选中，避

免了模型优化过程被多数类样本所主导。

1.10　评价指标

本研究采用精确率（precision， P）、召回率（re⁃
call， R）、F1-score、平均精度（average precision，AP，

公式中记作 PA）、平均精度均值（mean average preci⁃
sion， mAP，公 式 中 记 作 PmA）、模 型 权 重（model 
size）、浮点运算速度（floating point operations per sec⁃
ond，FLOPs）和帧率（frames per second，FPS）对模型

性能进行综合评估。其中，F1-score为精确率和召回

率的调和平均值，而平均精度基于精确率-召回率

（precision-recall， PR）曲线计算，表示PR曲线下的面

积，评估单类病害检测性能。具体而言，mAP@0.5
表示在 IoU 阈值设定为 0.5 时计算的平均精度，而

mAP@0.5：0.95 表示在 IoU 阈值从 0.5 到 0.95（步长

为 0.05）范围内计算所得的平均精度均值。FPS（公

式中记作FPS）反映模型的推理速度与实时性。评价

指标计算公式如下：

P = TP

TP + FP
（14）

R = TP

TP + FN
（15）

F1 = 2 × P × R
P + R

（16）

PA =∫
0

1
P ( R ) dR （17）

PmA = ∑
i = 1

n

PA i （18）

FPS = N
T

（19）

式（14）~（19）中：TP、FP、FN 分别为正确检测的

正样本数、错误检测的正样本数和错误检测的负样

本数；n代表测试集中的类别数。N为处理的帧数，T
为总处理时间。

2　结果与分析

2.1　SMPD-YOLO与基线模型的检测性能对比

在训练过程中，基线模型与 SMPD-YOLO 模型

采用相同的超参数，以确保对比结果的公平性。由

表 3可知，SMPD-YOLO模型在mAP@0.5上较YO⁃
LOv8n 提升 1.80 百分点，并在所有病害类别中均取

得更优的检测性能。在灰斑病、锈病、白粉病和黑星

病的检测中的 PA 值分别提升了 1.80、0.20、3.50 和

1.60百分点。

由图 8 可知，SMPD-YOLO 模型（蓝色曲线）在

召回率、mAP@0.5 和 mAP@0.5：0.95 上始终优于基

线模型（红色曲线），同时保持了相近的精度。此外，

该模型在整个训练过程中表现出更高的稳定性和更

表 2　训练参数设置

Table 2　Training parameter settings

训练参数 Training parameter
Batch
Epoch
Patience
Workers
Imgsz
Close_mosaic
Momentum
Weight_decay

数值 Value
16

250
50
8

640
10

0.937
0.000 5

表 3　YOLOv8n与SMPD-YOLO的检测性能

Table 3　Comparison of YOLOv8n and 
SMPD-YOLO %     

模型

Models

YOLOv8n
SMPD-
YOLO

PA

灰斑病

Gray spot

88.00

89.80

锈病

Rust

90.10

90.30

白粉病

Powdery 
mildew
83.20

86.70

黑星病

Scab

92.50

94.10

mAP@
0.5

88.40

90.20
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优的整体性能。尽管 2 种模型都能较好地收敛，但

SMPD-YOLO 在训练早期（前 50 轮）表现出更高的

稳定性，而基线模型在初期阶段表现出明显波动。

PR 曲线和 F1-confidence 曲线进一步验证了

SMPD-YOLO 在不同 IoU 阈值下的优越性，尤其是

在高召回率和高置信度场景下（图 9）。此外，与

YOLOv8n 相比，SMPD-YOLO 模型生成的 Grad-
CAM 热力图能够更准确地突出各类病害的关键特

征（图 10），表 明 其 在 目 标 识 别 能 力 方 面 更 具

优势。

2.2　消融实验

由表 4可知，SPPFCSPC 模块和 MPD-IoU 损失

函数显著提升了模型的 mAP@0.5。SPPFCSPC 模

块通过多尺度池化和特征融合增强了模型捕捉更丰

富层次特征的能力；MPD-IoU损失函数则改善了边

界框的对齐性；采用LAMP剪枝方法，剪除冗余的参

图 8 YOLOv8n与SMPD-YOLO训练曲线

Fig. 8 Training curves of YOLOv8n and SMPD-YOLO

图 9 YOLOv8n与SMPD-YOLO的PR（A）和F1-confidence（B）曲线

Fig. 9 Precision-recall （A） and F1-confidence （B） curves of YOLOv8n and SMPD-YOLO
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数和权重，而后对模型进行微调，保持较高精度的

同时，模型权重和参数量分别减少了原始模型的

20.64% 和 28.13%。将剪枝后模型作为学生模型，

YOLOv8s作为教师模型，采用通道级知识蒸馏进一

步提升模型的召回率和F1-score，并使SMPD-YOLO
的 mAP@0.5 提升至 90.20%，同时保持 5.0 MB 的模

型权重。说明两者具有显著的互补与协同作用：剪枝

负责模型结构压缩，而蒸馏通过通道注意力引导特征

重建。

LAMP 剪除冗余通道，对模型特征表达能力造

成非均衡的、结构性的破坏。模型的某些特征提取

器被直接移除，改变了整个网络的数据流。保留下

来的通道，其接收到的信息已经发生了变化，内部连

接也被稀疏化，破坏了一些提取特定特征的通道间

的合作，导致其提取的特征图变得粗糙、不完整，对

细节和噪声的区分能力下降。CWD 让学生模型学

习每个通道的概率分布，同教师模型关注图像中同

样重要的语义信息；CWD会促使学生模型保留的功

能相近通道发生相应调整，并通过模仿其他通道方

差分布，促使学生模型更高效地利用剩余、有限的通

道容量；此外 CWD中的 Softmax归一化和 KL散度，

增强了教师模型中关键特征区域的指导作用，学生

模型会优先学习这些关键区域的特征，从而自动忽

略背景，提升了鲁棒性。

2.3　SMPD-YOLO与主流模型的检测性能对比

在相同的实验环境、超参数和数据集下，改进的

SMPD-YOLO模型与多种主流目标检测模型进行性

能 对 比（表 5）。 Faster R-CNN 和 YOLOX-s 的

表 4　消融实验

Table 4　Ablation experiments

SPPFCSPC

√

√
√
√

MPD-IoU

√
√
√
√

LAMP

√
√

CWD

√

精确率/%
Precision

88.80
88.30
90.20
90.60
88.50
88.30

召回率/%
Recall

82.40
83.50
82.10
82.40
82.30
86.20

F1分数/%
F1-score

85.48
85.83
85.96
86.31
85.29
87.24

mAP@
0.5/%

88.40
89.10
88.80
89.20
88.30
90.20

mAP@0.5:
0.95/%

77.90
78.40
78.40
77.80
77.50
79.50

浮点运算速

度/（109 s−1）

FLOPs

8.1
18.3
8.1

18.3
7.3
7.3

模型权重/MB
Model weights

6.3
35.4
6.3

35.4
5.0
5.0

参数量/106

Parameters

3.2
17.0
3.2

17.0
2.3
2.3

图 10 YOLOv8n与SMPD-YOLO模型的热力图

Fig. 10 Comparison of heat maps of YOLOv8n and SMPD-YOLO models
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mAP@0.5和F1-score均未超过 70%，同时模型权重、

参数量和 FLOPs 较大，且 FPS 较低，难以满足实时

检测需求。尽管 YOLOv8m 在 mAP@0.5 上表现较

好，但其在所有 YOLO 系列模型中 FPS 最低（42.4
帧/s），且参数量和FLOPs较大；YOLOv5s的FPS相

对较高，但在 F1-score、mAP@0.5、模型权重、参数量

和 FLOPs 多个指标上均不及 SMPD-YOLO；YO⁃
LOv8s 在所有模型中 F1-score 最高，但其 FPS较低，

且参数量、模型权重和FLOPs较大；YOLOv7-tiny的

FPS 达 131.6帧/s，mAP@0.5和 F1-score略高于 YO⁃
LOv8n，但其参数量、模型权重约是 YOLOv8n 的 2
倍；YOLOv9t 和 YOLOv10n 的 mAP@0.5 最高，YO⁃
LOv11n、YOLOv12n、YOLOv13n的FLOPs 最低，但

在其他性能均不及 SMPD-YOLO模型。相比之下，

改 进 的 SMPD-YOLO 模 型 在 FPS（133.3 帧/s）、

mAP@0.5（90.20%）、模型权重（5.0 MB）、参数量

（2.3×106）和FLOPs（7.3×109 s-1）之间实现了最佳平

衡，表现出更优的实时性与综合性能。

由图 11 可知，在强光下，SMPD-YOLO 检测到

的灰斑病病变数量最多，而其他模型存在较高的漏

检率；在自然光照条件下对白粉病的检测中，其他模

型的漏检率仍然较高；在锈病检测任务中，各模型表

现相近，漏检率相当；而在黑星病检测中，YOLOv7-
tiny漏检率较高。SMPD-YOLO在处理复杂检测场

景（如灰斑病和白粉病等细微纹理变化）时表现出明

显优势，这主要得益于 SPPFCSPC 模块的集成及

MPD-IoU损失函数的应用，这两者共同促进了多尺

度特征融合并加速了收敛。此外，LAMP 方法在保

持较高检测精度的同时减少了计算成本，通道级知

识蒸馏通过关注目标相关区域进一步增强了模型特

征提取能力。

2.4　不同特征融合方法与损失函数对比

为验证 SPPFCSPC 特征融合方法与 MPD-IoU
边界框回归损失函数在 YOLOv8n 苹果叶片病害检

测中的有效性，分别对比了不同特征融合方法与边

界框回归损失函数的性能。由表 6可知，在不同融合

方法中，YOLOv8n 的 SPPF 模块在精确率上优于

SPPFELAN、SPPCSPC 与 SPPFCSPC。 SPPFC⁃
SPC 虽在精确率上略低于 SPPF，但其召回率、

mAP@0.5 均优于其他特征融合方法，且 FLOPs 较

低。SPPF仅通过多尺度池化扩展感受野，但深浅层

特征交互有限；SPPFELAN 引入多层特征叠加，增

强了语义信息，但跨尺度融合能力仍有限；SPPC⁃
SPC 结合 SPP 与 CSP 分支，改善了多尺度特征表达

与梯度流动。相比之下，SPPFCSPC 通过 CSP 分支

与快速卷积路径实现跨层、跨尺度的充分特征融合，

既保留了浅层纹理信息，又提取了深层语义特征，因

此，SPPFCSPC在苹果病害检测中性能更佳。

由表 7 可知，在边界框回归方面，YOLOv8n 的

CIoU 损失考虑了中心距离、宽高比及重叠度，但在

不规则小目标定位上仍存在偏差，因此精确率略低；

Wise-IoU优化梯度分布［38］，Focaler-IoU强调难检测

样本［39］，但两者对边界模糊、大小差异显著的病斑表

现不足，因此检测性能较差。相比之下，MPD-IoU
通过多维惩罚策略综合约束重叠度、中心距离、宽高

比及方向匹配，显著增强了多尺度病斑的定位能力，

表 5　不同检测模型性能对比

Table 5　Comparison of performance of different detection models

模型

Models
Faster R-CNN
YOLOv5s
YOLOX-s
YOLOv7-tiny
YOLOv8n
YOLOv8s
YOLOv8m
YOLOv9t
YOLOv10n
YOLOv11n
YOLOv12n
YOLOv13n
SMPD-YOLO

F1-score/%

49.02
85.81
64.60
86.21
85.48
87.95
86.99
85.73
85.39
85.60
86.76
85.89
87.24

mAP@0.5/%

64.50
89.30
85.10
90.00
88.40
90.20
89.60
91.00
91.00
89.00
89.60
89.20
90.20

模型权重/MB
Model weights

108.0
14.4
68.5
12.3
6.3

22.5
52.1
6.1
5.8
5.5
5.5
5.4
5.0

参数量/106

Parameters
41.5
7.0
8.9
6.0
3.2

11.0
25.0
2.6
2.7
2.6
2.6
2.5
2.3

浮点运算速度/109  s−1

FLOPs
386.3
15.8
26.8
13.0
8.1

28.4
78.7
10.7
8.2
6.3
6.3
6.2
7.3

帧率/(帧/s)
FPS
11.0

111.1
31.2

131.6
130.1
113.2
42.4

84.75
113.0
113.9
101.4
104.0
133.3
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从而使模型对多尺度苹果叶片病害检测中定位更准

确、漏检率更低，整体性能上优于其他损失函数。

2.5　LAMP对比

为探究LAMP方法在不同剪枝加速比下对模型

权重的影响，本研究开展了对比试验。其中，加速比

指剪枝前后模型计算成本之间的比值。由表 8可知，

随着加速比的增加，模型权重逐渐减小。加速比为

2.0时，模型权重缩小至 7.2 MB（大于YOLOv8n），但

检测性能略有下降。随着加速比的进一步增加，剪

枝后的模型权重均小于YOLOv8n，同时FPS持续提

升。当加速比为 3.0时，模型达到最佳的 F1-score 和

mAP@0.5。
随后，将通道级知识蒸馏应用于所有剪枝后的

模型（加速比 2.0 除外），教师模型均为 YOLOv8s。
由表 9 可知，当加速比为 2.5 时，模型性能最佳，F1-
score 达 到 87.24%，mAP@0.5 为 90.20%，mAP@
0.5：0.95 为 79.50%。而应用其他加速比的模型

F1-score、mAP@0.5 和 mAP@0.5：0.95 提升较少。

由图 12 可知，LAMP 剪枝模型（加速比 2.5）与

SMPD-YOLO 模型（剪枝后应用通道级知识蒸馏的

模型）在训练期间的 mAP@0.5 始终优于基线模型。

其中，SMPD-YOLO 模型在边界框回归损失的收敛

速度方面表现更为出色，训练至第 100轮时，其损失

值已接近加速比为 4.0模型的水平，最终实现所有模

型中最低的回归损失。因此，对加速比为 2.5的剪枝

模型进行通道级知识蒸馏，有效实现了精度与损失

之间的平衡。

黄色圆圈代表漏检。Yellow circle represents missed detections.
图 11 不同模型病害检测结果

Fig. 11 Detection results of different models

表 7　不同边界框回归损失函数对比结果

Table 7　Comparison results of different bounding 
box regression loss functions %     

模型 Model

YOLOv8n_CIoU
YOLOv8n_Wise-IoU
YOLOv8n_Focaler-IoU
YOLOv8n_MPD-IoU

精确率

Precision
88.80
88.30
88.50
90.20

召回率

Recall
82.40
82.00
81.70
82.10

mAP@0.5

88.40
87.50
88.00
88.80

表 6　不同特征融合方法对比结果

Table 6　Comparison results of different 
feature fusion methods %     

模型

Model
YOLOv8n_SPPF
YOLOv8n_SP⁃
PFELAN
YOLOv8n_SPPC⁃
SPC
YOLOv8n_SPPF⁃
CPSC

精确率

Precision
88.80

88.10

87.30

88.30

召回率

Recall
82.40

82.30

82.10

83.50

mAP@0.5

88.40

87.70

88.20

89.10
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2.6　知识蒸馏对比

实验采用通道级知识蒸馏（CWD），以YOLOv8s
作为教师模型，并以加速比为 2.5的剪枝模型作为学

生模型。为验证CWD方法的优势，本研究将其与另

外 2种知识蒸馏方法进行对比，分别为MGD（match⁃
ing guided distillation）［40］和 Mimic［41］，其中学生模型

的剪枝加速比均为 2.5。由表 10 可知，CWD 方法在

性能方面显著优于MGD和Mimic。Mimic方法未考

虑通道间的特征关系，导致其在复杂的视觉检测任

务中的表现较差；MGD 方法依赖掩码策略，使学生

模型在捕获全局信息方面受到一定限制。相比之

下，CWD通过关注目标的关键特征并增强跨通道的

信息传递，进而显著提升了模型的检测性能。综上，

CWD 能够更有效地引导学生模型学习教师模型的

表 10　不同知识蒸馏对比实验结果

Table 10　Comparison of different knowledge distillation methods

蒸馏方法

Distillation methods

CWD

MGD

Mimic

F1-score/%

87.24

86.21

86.34

mAP@0.5/%

90.20

89.00

89.20

mAP@0.5:0.95/%

79.50

78.40

78.50

模型权重/MB
Model weights

5.0

5.0

5.0

帧率/(帧/s)
FPS

133.3

130.0

131.9

表 9　不同加速比蒸馏对比试验结果

Table 9　Distillation results after pruning with different speed-up ratios

蒸馏模型

Distillation models

2.5_CWD
3.0_CWD
3.5_CWD
4.0_CWD
4.5_CWD

F1分数/% F1-score

87.24
85.48
86.19
85.57
85.97

mAP@0.5/%

90.20
89.60
89.10
88.90
89.00

mAP@0.5:0.95/%

79.50
79.00
78.50
78.10
77.50

模型权重/MB
Model weights

5.0
3.8
3.0
2.5
2.2

帧率/(帧/s)
FPS

133.3
138.2
138.5
137.3
136.9

表 8　不同加速比对比试验结果

Table 8　Comparison results of different speed-up ratios

加速比 Speed-up ratios

2.0

2.5

3.0

3.5

4.0

4.5

F1分数/%  F1-score

85.44

85.29

85.77

85.62

85.34

84.77

mAP@0.5/%

88.30

88.30

89.00

88.70

88.20

88.00

模型权重/MB  Model weights

7.2

5.0

3.8

3.0

2.5

2.2

帧率/(帧/s)  FPS

128.8

133.3

135.2

135.6

136.6

140.1

图12 不同模型的mAP@0.5（A）和边界框回归损失（B）曲线

Fig. 12 mAP@0.5 （A） and box-loss （B） curves of different models
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知识，从而实现更优的检测性能。

2.7　鲁棒性测试

在实际应用中，强光、弱光和图像模糊等环境噪

声因素对苹果叶片病害的检测带来了严峻挑战。因

此本研究对测试集图像进行处理，验证 3种不同噪声

条件下的鲁棒性。由表 11和图 13（黄色圆圈和红色

圆圈处分别代表漏检和误检病斑）可知，在 4类病害

的检测中，SMPD-YOLO 模型 mAP@0.5 均高于

84%，即使在复杂环境干扰下，依然表现出优异的检

测性能。具体来看，在强光条件下，由于强光会削弱

病灶的颜色特征，导致锈病与黑星病的召回率在所有

干扰条件中最低。在弱光环境中，灰斑病的病斑和

白粉病的纹理特征不明显；而在图像模糊条件下，灰

斑病与白粉病的病灶区域与背景对比度降低，轮廓边

缘不清晰。因此，在弱光和高斯模糊干扰条件下，

灰斑病与白粉病的召回率相对较低。总体而言，在所

有干扰条件下，4种病害的平均召回率均高于 77%，

表明SMPD-YOLO具备较强的环境适应能力，在多

种噪声干扰下依然能够稳定实现苹果叶片病害的

精准检测，展现出良好的鲁棒性和应用前景。

2.8　不同硬件平台的帧率稳定性分析

为验证模型在不同硬件平台上的实时性能，本

研究分别在 GPU（GeForce RTX 4060，8 GB 显存、

NVIDIA GeForce RTX 3060，12 GB 显存）与 CPU
（Intel Core i9-13900HX）环境下，对 1 000 张测试图

像进行测试，计算平均帧率（FPS），并剔除前 5 帧

表 11　不同噪声条件下的检测结果

Table 11　Detection results under different noise conditions %     

病害类型

Disease type

所有病害 All diseases
灰斑病 Gray spot
白粉病 Powdery mildew
锈病 Rust
黑星病 Scab

召回率 Recall
强光

Strong light
77.60
78.50
81.50
74.70
75.80

弱光

Low light
81.00
78.90
79.20
80.00
85.90

高斯模糊

Gaussian blur
82.70
81.60
81.70
84.60
82.80

强光

Strong light
85.40
86.40
85.00
84.90
85.30

mAP@0.5
弱光

Low light
87.40
87.40
84.00
87.00
90.70

高斯模糊

Gaussian blur
89.00
89.00
86.50
90.50
90.00

黄色圆圈和红色圆圈处分别代表漏检和误检病斑。Yellow circle and the red circle respectively represent the missed detection and false de⁃
tection of the diseased spots.

图 13 不同噪声条件下结果对比

Fig. 13 Comparison image of results under different noise conditions
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的预热时间以减少初始化影响。由表 12 可知，

SMPD-YOLO 模型在 2 类 GPU 上的平均 FPS 均超

过 100 帧/s，且波动范围较小，表现出较高的推理

效率与稳定性；在 CPU 环境下，平均 FPS 达到

（30.1±1.6）帧/s，同样具备良好的实时处理能力与

帧率稳定性。

3　讨 论

苹果叶片病害的快速准确的识别对果业经济发

展具有重要意义，但现有研究在实际果园场景下的

检测精确率、轻量化与实时性之间难以实现良好平

衡。针对果园场景下的苹果叶片病害检测任务，本

研究提出了一种轻量化、实时的检测模型 SMPD-
YOLO。结果表明，该模型在检测精度、速度、模型

权重、FLOPs与复杂环境下的鲁棒性之间取得了良

好平衡。与最新的 YOLOv11n、YOLOv12n、YO⁃
LOv13n 模型相比，其 FLOPs 提升至 7.3×109s−1，且

SMPD-YOLO 综合性能在其他所有评估指标中均

达到最优。与 YOLOv8n 相比，其在召回率、mAP@
0.5 和 mAP@0.5：0.95 上分别提升了 3.80、1.80 和

1.60百分点，同时模型权重、参数量与FLOPs显著降

低，FPS 高达 133.3 帧/s。此外，SMPD-YOLO 在各

类噪声干扰下具备良好的鲁棒性。

尽管本研究在苹果叶片病害检测中取得一定进

展，但仍存在若干局限性，有待后续进一步改进与完

善，未来研究将从以下几个方面展开：一是结合神经

网络量化、结构重参数化等技术，进一步优化模型压

缩策略，实现精度与效率的极致平衡；二是扩充数据

集，重点构建大规模、细粒度标注的跨物种、跨环境

病害数据集，涵盖早期病斑与复杂背景，同时研究自

动化标注手段，降低训练成本，为模型泛化性奠定基

础；三是拓展模型的跨作物泛化能力，探索轻量化的

少样本学习范式，构建多作物、多病害的统一检测框

架，增强模型的可迁移性和通用性；四是结合时序与

多模态信息，探索模型在不同生长阶段及多模态数

据融合下的稳健性；五是实现移动端和边缘端实时

部署，实现低功耗、高精度的智能病害诊断系统，为

农业智能化提供可落地的技术支撑。
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A pruning and knowledge distillation-based YOLOv8 lightweight 
method for detecting leaf diseases in apple

ZHANG Shuaiping,SHI Lei,ZHENG Guang,WANG Huixin,YIN Fei

College of Information & Management Sciences， Henan Agricultural University， Zhengzhou 450046， China

Abstract A lightweight， real-time model of detecting leaf diseases in apple， named as SMPD-YO⁃
LO， was proposed based on YOLOv8n to solve the problems in existing methods of detecting leaf diseases 
in apple in terms of accuracy， real-time performance， and robustness under complex and noisy environ⁃
ments. The spatial pyramid pooling fast cross stage partial CSP （SPPFCSPC） module was embedded into 
the backbone network to enhance the capability of feature fusion. The minimum point distance-IoU （MPD-
IoU） was introduced as the bounding box regression loss function to improve the accuracy and convergence 
speed of the model. The model volume and floating point operations were further reduced via layer adaptive 
magnitude⁃based pruning （LAMP）. A channel-wise knowledge distillation （CWD） strategy was used to 
boost detection performance. The results showed that the improved SMPD-YOLO model had a mean aver⁃
age precision（mAP@0.5） of 90.20% and a frame rate of 133.3 frames per second （FPS），while the weight 
and FLOPs of model was 5.0 MB and 7.3×109 s−1， respectively. The improved model maintained excellent 
robustness under complex and noisy environments including strong illumination， weak light， and blurred im⁃
ages. It is indicated that the SMPD-YOLO model combines high accuracy， lightweight design， and real-
time performance， enabling the efficient detection of leaf diseases on resource-constrained equipment.

Keywords apple； detection of leaf diseases； YOLOv8； lightweight； adaptive magnitude-based prun⁃
ing； knowledge distillation
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