
近年来，随着半导体技术的不断进步[1-10]，遥感成

像的便捷性得到了显著提升[11]，从而产生了大量的无

标注遥感数据。然而，这些无标注数据的潜力尚未得

到充分发挥。如何有效利用这些无标签数据来提升图

像分割模型的性能，成为了当前深度学习领域的一个

重要研究方向[12]。针对这一挑战，研究者们正在探索

半监督学习等新兴方法，以在减少对标注数据依赖的

同时，挖掘无标签数据中蕴含的信息，进而优化遥感

图像的解析能力[13-14]。这些研究不仅有助于降低数据

标注成本，还能够提高模型在复杂环境下的适应性和

准确性。

1 本文模型及算法概述

1.1 UNet语义分割网络

UNet网络最早在医学图像处理领域得到了广泛应

用，这得益于其对称的编码-解码结构以及通过跳跃

连接实现的编码层与对应解码层的有效对接。这种设

计不仅确保了模型在解码过程中能够充分利用上下文

信息，而且显著提升了语义分割的预测精度。UNet网
络的对称结构在遥感图像分割领域也展现出了卓越的

表现。特别是其跳跃连接机制，极大地改善了对遥感

图像中细微特征的识别能力，从而提高了特征不明显

类别的分割效果。

1.2 交叉验证的半监督方法

图像一致性原则[14]指出，在相同输入图像经过不

同处理程度后，其在任何像素位置的预测结果应保持

一致。这一原则为半监督学习方法的设计提供了重要

理论依据。基于图像一致性假设，本文提出了一种改

进的交叉验证半监督遥感图像分割方法。该方法利用

两组结构相同但预处理方式不同的UNet分割模型进行

训练，并在一个包含有限标签数据和大量无标签数据

的数据集中应用。
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型参数，其次大量的无标签数据分别通过两组模型得到对应伪标签，最后利用伪标签进行模型间交叉监督训练。实验结果表

明，该方法利用了大量的无标签数据用于深度学习模型训练，有效降低了模型训练所需的标签成本。
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本研究使用交叉熵（Cross Entropy）作为损失函

数进行损失计算。像素级的交叉熵损失[11]作为语义分

割最经典的损失函数，能够单独考察每个像素，将每

个像素类别的预测值与 标签进行比较。交叉熵由公式

（1）定义。

CE(yiy′i)= -å
i

((yi log(y′i)+ (1 - yi)log(1 - y′i)) （1）
对于包含 N 个大小为 W ´H 的标签数据集 DL ，

两组模型的监督损失，计算公式如式（2）、（3）：
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式中， i 为输出图像的任一像素点，代表预测结果

P UNet1
i ； P UNet2

i 为在像素点 i 在两组模型的预测值；

LCE 为公式（1）中提到的交叉熵损失函数； Y *
i 为标

签中像素点 i 的真实类别。

该计算方式保证了模型能够在有标签数据的指导

下逐层优化其参数。最终，通过反向传播算法，模型

的参数在有监督学习条件下被逐层修正，以实现更精

确的图像分割。

本文中的监督学习训练主要有 2个目标：一是引

导模型在初始化阶段的训练，二是在后续训练过程中

修正模型参数。为了实现这一目标，本文采用了一种

交叉监督训练方法，该方法通过两组模型之间的交互

学习，促使模型主动探索和利用无标签数据中的潜在

信息。具体来说，这种交叉监督训练方法的流程如图1
所示。

图1 无标签数据训练过程

对于无标签数据，本文首先将输入图像分别输入

两组训练好的 UNet 模型 （UNet1 和 UNet2） 进行预

测，从而获得两组预测结果Predict1和Predict2。根据

这些预测结果，可以生成两组伪标签Pseudo1和Pseu⁃
do2，这些伪标签是通过预测结果与具体像素值的映

射关系推导出的。

基于图像一致性假设原则，即伪标签 Pseudo1和

Pseudo2应接近于图像的真实标签。本文利用这一假设，

采用了交叉监督训练策略。具体方法是将伪标签

Pseudo1和Pseudo2分别作为各自模型的标签数据，并

计算模型预测结果与伪标签之间的交叉监督损失。

对于包含 M 个大小为 W ´H 的无标签数据集

DU ，两组模型的交叉监督损失，计算公式如式

（4），（5）：
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通过反向传播算法，对两组模型的参数进行逐层

修正，以最小化交叉监督损失，从而实现模型间的交

叉监督训练。这种训练方式不仅增强了模型对无标签

数据的学习能力，还提高了对伪标签质量的依赖，从

而进一步提升了模型的性能和对遥感图像的分割精度。

2 实验与分析

2.1 实验环境

本实验使用的硬件环境包括 CPU： Intel Core
i5-12490F 和 GPU：NVIDIA GeForce RTX 2080 Ti。软

件环境方面，操作系统为Ubuntu 18.04，深度学习框架

为 PyTorch 1.9.0。这些配置提供了强大的计算能力和

灵活的开发环境，以支持深度学习模型的训练和测试。

2.2 数据集及预处理

本研究选择国际摄影测量与遥感学会 （ISPRS）
提供的Vaihingen数据集作为验证对象，旨在评估所提

出的交叉验证半监督遥感图像分割方法的有效性 [12]。

其次本研究在预训练阶段使用了同为国际摄影测量与

遥感学会的Potsdam数据集为两组模型（UNet1和UN⁃
et2）生成了预训练权重，并且使用了不同的数据集进

行权重生成，本研究将Potsdam数据集选取了自然要

素居多的植被、水体数据集 200张（256像素×256像

素） 以及人文要素居多的建筑、车体数据集 200张

（256像素×256像素），并使用两组数据集为两组模型

分别生成预训练权重，这样可以保持两组模型在初始

化阶段对于输入图像的不同关注度，从而为交叉监督

提供更好的优化效果。

在实验环境的设置方面，使用高性能GPU （如

NVIDIA GeForce RTX 2080 Ti），配合至少 16 GB 的

RAM，以确保在处理大规模图像数据时，模型能够高

效运行。实验系统基于Windows操作平台，并采用了

深度学习框架TensorFlow以及PyTorch进行模型训练，
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具体实验环境信息参考 2.1所述。这些配置为快速训

练和高效计算提供了保障，使得模型能够在较短时间

内完成训练过程。

所有输入图像均经过裁剪处理，调整至512像素×
512像素，以满足UNet网络输入的需求。为了增强模

型的泛化能力，数据集还进行了多种数据增强技术的

应用，这些技术模拟了不同的拍摄条件和环境变化，从

而提升了模型在实际应用中的鲁棒性和适应性。

在模型训练过程中，采用Adam优化器作为主要

优化算法，初始学习率设定为0.000 01。选择Adam优

化器的原因在于其自适应调整学习率的能力，能够根

据梯度的一阶和二阶矩动态更新学习率，从而加快收

敛速度并提高模型性能。经过多次实验验证，一阶矩

估计的指数衰减率设置为 0.9，二阶矩估计的衰减率

设置为0.99，这些参数的选择有效地提升了模型在训

练过程中的稳定性与收敛效率。

2.3 评价指标

本实验采用语义分割通用的交并比 IoU，准确率

Precision，召回率Recall， F1 -Score来对实验结果进

行对比[13]，验证模型效果，几种评价指标的计算公示

如式（6）~（9）所示。

IoU = TP
TP +FP +FN

（6）
Precison = TP

TP +FP
（7）

Recall = TP
TP +FN

（8）
F1 - Score = 2 ´ Precision ´Recall

Precision ´Recall
（9）

式中， TP 为预测结果中模型推断类型与该像素真实

类型一致的像素点数量； TN 为预测结果中该像素真

实类型与模型推断类型不一致的像素点数量； FP 为

预测结果中模型推断类型与该像素真实类型不一致的

像素点数量； FN 为所有被分类错误像素点的集合。

2.4 实验结果分析

为了有效验证所提出的半监督语义分割模型的性

能，本文选择了当前流行的几种语义分割网络作为对

比模型，包括 FCN[11]、UNet和DeepLabV3。通过将这

些对比模型与提出的方法进行比较，可以全面评估新

方法的性能和优越性。

在实验中，本文设置了 4种标签比例条件进行对

比实验，分别为：标签数据在数据集中占比为 1/8、
标签数据在数据集中占比为 1/4、标签数据在数据集

中占比为1/2和标签数据在数据集中占比为1，即全监

督训练。这些比例对应于不同的标签数据量，旨在模

拟真实场景中不同程度的数据标注情况。通过在这些

标签比例下进行多次实验，可以更好地了解模型在不

同标签量条件下的表现，评估其在实际应用中的有效

性和稳定性。实验结果如表1所示。

表1 本文模型与其他深度学习算法对比

网络模型

FCN
UNet

DeeplabV3
本文算法

FCN
UNet

DeeplabV3
本文算法

FCN
UNet

DeeplabV3
本文算法

FCN
UNet

DeeplabV3
本文算法

标签数
据比例

1/8

1/4

1/2

1

无标签数
据比例

7/8

3/4

1/2

0

Precision/
%

52.53
52.11
51.15
62.38
53.24
60.47
59.21
74.32
68.75
66.33
74.76
90.26
83.69
87.23
86.25
85.94

Recall/%
52.57
51.25
52.96
59.15
53.33
59.36
58.81
72.11
67.59
64.29
73.89
88.14
86.23
86.07
85.64
86.44

F1-Score/
%

52.55
51.68
52.04
60.72
53.28
59.91
59.01
73.20
68.17
65.29
74.32
89.19
84.94
86.65
85.94
86.19

IoU/
%

50.17
51.63
50.96
60.65
52.61
58.83
58.30
72.16
65.47
64.30
73.18
89.32
82.15
85. 22
85. 24
84. 20

从表1可以看出，当标签数据比例为1/8时，各模

型的各项指标精度普遍较低。

随着标签比例的增加至 1/4时，本文算法的性能

有了显著提升。在这一标签比例下，本文算法的精度

已超越了FCN和UNet在标签比例为1/2时的表现。这

表明，所提出的半监督算法在适量的标签数据下，能

够充分发挥其性能，提升分割精度，甚至在标签较多

的情况下也能够表现出优越的效果。当标签比例进一

步增加到 1/2时，本文算法的性能已经超过了其他对

比模型在全监督学习条件下的实验结果。

在对Vaihingen数据集进行模型性能比较时，本文

还分析了在标签比例为 1/2时，各种模型在所有特征

上的 IoU表现。根据表 2的结果，可以看到本文算法

在所有类别中的表现均优于FCN、UNet和DeeplabV3。
表2 对比方法在标签比例为1/2各个类别 IoU性能结果

标签比例

1/2

类别

水体

建筑

植被

树木

车体

杂物

方法模型

FCN
67.3
64.9
64.21
61.7
66.48
68.23

UNet
67.2
65.3
57.35
57.4
65.23
67.32

DeeplabV3
68.1
69.23
79.1
72.34
72.19
78.12

本文算法

85.2
94.56
84.05
88.2
91.88
92.03
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综上所述，实验证明所提出的半监督语义分割模型

在各种标签比例条件下都具有较好的性能，能够有效地

减少标签成本，同时保持或提升模型的分割精度。

图 2展示了各模型在不同标签比例下的分割结

果。从图中看出，随着标签比例的增加，本文算法在

边缘修复和异常点减少方面的表现越来越出色。在标

签数据非常有限的情况下，本文算法仍能够有效预测

图像的主要结构信息，并随着标签量的增加进一步提

升分割质量。这表明所提出的半监督学习方法在减少

标签数据量的同时，能够保持或提高模型的分割性

能，体现了其在实际应用中的潜力和优势。尤其在标

注资源有限的情况下，为遥感图像分割提供了一种有

效的解决方案。

图2 测试图像在各模型算法在不同标签比例下的分割结果

3 结 语

本研究针对遥感图像分割中标注数据依赖性强、

训练成本高的问题，提出了一种基于交叉验证的半监

督学习方法。实验结果表明，本方法通过协同利用少

量标注数据与大量未标注数据，在Vaihingen数据集上

仅需 1/2标注量即可超越全监督基准模型性能 （IoU
89.32%，准确率 90.26%），验证了基于一致性假设的

交叉监督机制在挖掘未标注数据特征方面的有效性。

这一突破显著降低了遥感图像分割的标注成本，为实

际应用中的大规模数据场景提供了可行解决方案。
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