
随着混凝土结构的广泛应用，裂缝检测对保障结

构安全至关重要。传统人工方法效率低下且主观性

强。近年来，以YOLO系列为代表的深度学习目标检

测算法，凭借其高效与高精度，已成为裂缝自动化检

测的研究热点[1-7]。相较于早期的阈值分割、边缘检测

等传统方法，深度神经网络具有更强的特征学习能

力 [8-14]。相关研究不断推进，从基于卷积神经网络的

像素级检测，到融合 Transformer架构的语义分割算

法，均旨在提升检测性能[15-16]。然而，现有方法仍面

临几个核心挑战。首先，实际场景中裂缝数据样本常

存在类别不均衡问题，导致模型对少数类裂缝识别能

力不足。其次，对于形态细小、特征微弱的裂缝，现

有模型的检测精度仍有待提高。此外，混凝土表面存

在的污渍、水痕、钢筋等复杂背景极易形成干扰，
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摘 要：为提高混凝土裂缝检测的准确性与实时性，针对传统方法中存在的样本不平衡和小裂缝难以识别的问题，提出了一种

改进的YOLO深度神经网络。为解决样本分布不均问题，采用数据增强策略并引入了SlideLoss损失函数，有效缓解了因类别不

平衡带来的训练困难；同时，通过集成LSKNet注意力机制，显著提升了模型对微小裂缝特征的捕捉能力；此外，通过采用轻

量化的MobileNetV3替换了YOLOv8原有的骨干网络，提高了裂缝识别的准确性和效率，缩小了计算量和占用内存。相比于原

YOLOv8网络，改进后的网络在 recall、precision和mAP@0.5上分别提升 4.2%、3.8%和 5.5%。实验结果表明，所提出的改进模

型在混凝土裂缝识别任务中取得了较高的检测精度和明显加快的运行速度，为实际工程应用提供了一种高效且实用的裂缝检测

技术。
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Abstract: In order to improve the accuracy and real-time performance of concrete crack detection, according to the problems of uneven sample

distribution and difficulty in identifying small cracks in traditional methods, we proposed an improved YOLO deep neural network. To solve the

issue of uneven sample distribution, we adopted data augmentation strategies and introduced the SlideLoss function, which could effectively alle-

viate training difficulties caused by class imbalance. Meanwhile, by integrating the LSKNet attention mechanism, we significantly enhanced the

model’s ability to capture features of tiny cracks. In addition, the original backbone network of YOLOv8 was replaced with the lightweight

MobileNetV3, which could improve the accuracy and efficiency of crack identification while reducing computational load and memory usage. Com-

pared with the original YOLOv8 network, the improved network achieves increases of 4.2%, 3.8%, and 5.5% in recall, precision, and mAP@0.5,

respectively. Experimental results show that the proposed improved model achieves high detection accuracy and significantly accelerated running

speed in concrete crack identification tasks, providing an efficient and practical crack detection technology for practical engineering applications.
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造成误检或漏检，影响系统的实用性与可靠性。解

决这些问题，是提升混凝土裂缝自动检测技术鲁棒

性的关键[17-18]。

1 算法改进

1.1 YOLO神经网络

YOLO使用综合损失函数评估预测误差，包括位

置、置信度和类别。由于输出可能产生多个重叠边界

框，因此通过非极大值抑制（NMS）去除重复框，仅

保留置信度最高的框。

YOLO各个版本在迭代中不断优化，不同版本有

不同的特点。YOLOv8采用优化后的CSPDarknet53作

为骨干网络，更高效地提取图像特征，提高检测精

度，其结构如图1所示。

图1 YOLOv8网络结构图

1.2 SlideLoss损失函数

在目标检测任务中，损失函数的设计直接影响模

型的学习效果和检测精度。为更精准地优化目标框定

位，YOLOv8引入了CIoU损失函数，而 SlideLoss则进

一步解决易样本与难样本不平衡的问题。CIoU（Com⁃
pleteIoU）基于传统 IoU（intersectionoverunion），额外

考虑预测框与真实框的中心点距离、宽高比相似性等

因素，使得损失计算更全面。其数学表达式如下。

LCIoU = 1 - LIoU +
ρ2( )bb

gt

c2
+ av （1）

式中， b 和 b
gt
分别为预测框与真实框的中心点； ρ

为二者中心点欧氏距离； c 为能够同时包含两框的最

小闭包区域对角线距离； a 为权重函数； v 用来度量

宽高比相似性。相比 IoU，CIoU能更精确地衡量预测

框与真实框的匹配程度，提高定位能力。

然而，在实际训练中，模型常面临易样本与难样

本分布不均的问题。易样本容易被学习，而难样本

（例如小目标、遮挡目标等）往往难以优化，可能会

被忽略。为此，SlideLoss提出通过 IoU阈值 t 划分样

本，并对两类样本采用不同损失函数，其数学表达式

如下。

SlideLoss =
ì
í
î

ï

ï

Leasy( )Bp，Bg  Iou( )BpBg  t

Lhard( )Bp，Bg  Iou( )BpBg  t
（2）

式中 ，t 为划分阈值； Leasy 通常采用简单损失如

Leasy = a(1 - Iou(BpBq)) ，其中 a 为权重系数，用于调

节易样本损失； Lhard 采用惩罚更强的函数，如

Lhard = β(1 - Iou(BpBq))
2 ，其中 β 是权重系数，通常

β＞a ，使模型对难样本给予更大关注。IoU用于衡量

2个框的重叠程度，其计算公式如下：

IoU = 交集面积
并集面积

（3）
其取值范围为[0,1]，当 IoU=1时，表示两框完全

重合，IoU=0表示两框无交集。SlideLoss依据 IoU值划

分样本，IoU≥ t 为易样本，IoU≤ t 为难样本。

SlideLoss引入“Slide”加权函数，用于动态调整

样本权重。对于 IoU接近 t 的样本，SlideLoss赋予更

高权重，使得模型更加关注这些难以优化的样本。通

过提升难样本在损失计算中的影响程度，模型能够充

分利用训练数据，提高整体检测性能，尤其在小目标

检测、遮挡物体检测及其他高难度场景中表现更优。

1.3 LSKNet注意力模块

LSKNet是一种专门为小目标检测设计的神经网络

架构，其核心思想是结合关键点定位、多尺度特征提

取和局部感知力增强机制提升对小目标检测精度。相

比传统方法，LSKNet通过关键点敏感机制模型对小目

标捕捉能力，降低噪声干扰。同时，多尺度特征提取

适应不同大小的目标，并通过局部感知力捕捉细节信

息，使模型在复杂场景中具鲁棒性。为了在不显著增

加计算成本的情况下扩大感受野，LSKNet采用顺序分

解策略，将大核卷积拆分为多个较小的深度卷积，并

逐步增大卷积核大小和扩张率。例如，通过使用 5×
5、7×7等不同大小的卷积核，使网络能够有效捕获长

距离依赖，同时避免单个超大卷积核所带来高计算

量。该方法显著减少参数数量并提高了计算效率，同

时提高了特征提取信息的完整性，使局部细节不会因

卷积操作丢失，从而在不额外增加计算开销的前提下

获得更丰富的上下文信息，提升小目标检测能力。

罗洪波等：一种基于改进YOLO网络的混凝土裂缝识别方法研究 ··23
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LSKNet的注意力机制主要体现在空间核选择策略中，

通过自适应聚合与动态加权来提升空间维度特征的表

达能力。不同于传统技术只关注通道注意力的方法，

LSKNet通过空间核选择机制，使网络更精准地捕捉目

标在图像空间上的变化特征。在自适应聚合过程中，

网络可依据技术目标在输入图像中的分布，动态选择

合适卷积核，使不同空间位置的特征实现自适应加

权；而动态加权机制则根据目标大小及位置，对经过

大核深度卷积后的特征图进行空间加权与融合，使模

型能灵活调整各空间位置的特征重要性。

LSKNet的整体结构由多个模块级联构成，其中包

含LK选择子块与FFN子块。LK选择子块通过大核卷

积序列与空间选择机制实现动态感受野调整。输入特

征首先经过多层大核卷积，随着卷积核大小与扩张率

逐层增大，感受野逐步扩大；随后空间选择机制依据

特征内容，为不同空间位置分配不同权重，使感受野

自适应调整并更聚焦目标区域，从而更好地整合上下

文信息，提高小目标检测精度。FFN子块则用于通道

混合与特征细化，由全连接层、深度卷积、GELU激

活函数和另一全连接层构成。全连接层实现全局信息

融合，深度卷积增强局部特征提取能力，GELU提升非

线性表达，最终使特征得到优化，更适合后续检测。

LSKNet整体流程包括三部分：①输入预处理：输

入图像首先经过归一化、尺寸调整等常规处理，以符

合网络输入要求，为后续特征提取做好准备；②特征

提取：模型通过多级 LSKNet块逐逐层处理，大核卷

积与空间核选择机制共同作用，提取多尺度上下文信

息并增强模型对目标的感知能力；③注意力加权：空

间核选择机制计算不同位置特征权重并对特征图加

权，使与目标相关的特征更加突出，同时抑制背景噪

声，使模型更加聚焦关键目标，从而提升检测精度。

LSKNet通过顺序分解的大核卷积、空间核选择注

意力机制以及自适应加权策略，在提高小目标检测性

能的同时保持较高的计算效率，并在多尺度目标检测

任务中展现出显著优势。

1.4 MobileNetV3替代YOLOV8骨干网络

MobileNetV3是谷歌提出的轻量级卷积神经网络

架构，如图 2所示。与YOLOv8原始骨干网络相比，

MobileNetV3采用深度可分离卷积、反转残差结构等

技术，大幅减少模型参数量和计算量，更适用于移动

端、嵌入式设备等资源受限环境，满足实时检测需

求。由于计算量降低，该网络在推理时速度更快，可

在短时间内完成检测任务，提高系统响应效率，适用

于自动驾驶、视频监控等对实时性要求高的场景。

图2 MobileNetV3结构图

MobileNetV3的主要特点体现在高效的网络架构

搜索与创新模块设计。

在激活函数方面，MobileNetV3采用 h-swish替代

ReLU。h-swish具有更优非线性和更高计算效率，且

在量化模式下可减少数值精度损失，同时可用分段函

数实现降低内存访问和延迟。其计算表达式如下：

h - swi sh[ ]x = x
Re LU6( )x + 3

6
（4）

ReLU6 =min (6max( )0x （5）
MobileNetV3通过减少首层卷积核数量、精简最

后阶段结构等手段进一步优化网络，在几乎不损失精

度的情况下进一步降低计算量和推理延迟，使其更

适合高实时性任务。MobileNetV3通过架构搜索、反

转残差结构、SE模块、h-swish激活函数以及精简网

络设计，实现移动端高效部署。其轻量化设计兼具高

计算效率与良好检测精度，将其作为YOLOv8的骨干

网络能够显著提升模型速度与适应性，在自动驾驶、

无人机监控等低计算成本、高实时性应用中具有广

泛前景。

2 实验验证与分析

2.1 数据集

本文混凝土裂缝数据集采用自建的数据集，采集

时间为2024年3月—2024年6月。样本图像来源于建

筑工程现场，主要为建筑墙混凝土结构表面。图像由

高清工业相机与手机相机共同采集，并在不同光照、

拍摄角度、环境条件下完成，以确保数据的多样性和

复杂度。数据集共包含 4 500张混凝土图像，包含正

样本（有裂缝的混凝土图像）和负样本（无裂缝的混

··24
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凝土图像） 两类，每类 2 250张，样本数量保持均

衡。所有图像均统一调整为 227 像素×227 像素的

RGB 三通道格式，确保数据的一致性和适配性。

本文实验采用的深度学习框架为 PyTorch，采用

Python开发语言。硬件配置方面，CPU为第12代 Intel
i5-12600KF处理器，主频3.7 GHz；GPU采用NVIDIA
RTX 4080，显存 24 GB。网络训练时，学习率设定为

0.01，训练轮数设定为150，批量大小设定为16。
2.2 实验指标

本文采用准确率（Precision）、召回率（Recall）、

F1值、各类别平均精度（ AP）均值 mAP 以及每秒

帧数（FPS）来评价神经网络的分类性能。这些指标

是深度神经网络在目标检测和分类任务中最常用的评

价标准，能够有效衡量模型的精度、召回能力、综合

性能以及推理速度。主要计算公式如下。

Pr =
Tp

TP +Fp

（6）

Re =
Tp

TP +FN

（7）
F1 =

2 ´Pr ´Re

Pr +Re

（8）
mAP = 1

nån
i = 1

0
1

P( )R dR （9）
FPS = Framenum

ElapsedTime
（10）

式中，准确率 （ Pr ） 为所有被预测为正例的样本

中，真正为正例的比例，反映了模型预测结果的精确

程度； Tp （TruePositive）为真正例，即被模型正确预

测为正例的样本数量； Fp （FalsePositive） 为假正

例，即被模型错误预测为正例的样本数量；召回率

（Re）为在所有真实为正例的样本中，被模型正确预

测为正例的比例，衡量模型对正例的识别能力； FN

（FalseNegative）为假反例，即被模型错误预测为负例

的正例样本数量。在对漏检敏感的任务（如医学影像

分析、故障检测等）中，召回率尤为重要。

F1值是准确率和召回率的调和平均数，用于综合

评价模型性能，确保模型在精准预测和完整识别之间

取得平衡。平均精度（AP）用于衡量目标检测任务

中单个类别的检测性能，计算方法是通过改变分类阈

值，绘制不同阈值下的准确率-召回率（PR）曲线，

并计算该曲线下的面积。 mAP （meanAveragePreci⁃
sion）是所有类别 AP 的均值，能够更全面地反映模

型在多类别目标检测任务中的整体性能。

此外，帧率（FPS）用于衡量模型的推理速度，

计算方式为检测图片总数 Framenum除以检测所花费

的总时间ElapsedTime。FPS直接影响模型的实时性，

在自动驾驶、视频监控等应用场景中尤为关键，较高

的FPS代表模型能够在较短时间内处理更多图像，提

高系统的响应能力。

2.3 消融实验

为验证本文所提出的改进方法对目标检测性能的

影响，本文基于YOLOV8进行了消融实验。实验分别

测试了 SlideLoss和 LSKNet模块对检测效果的影响，

并 进 一 步 替 换 YOLOV8 原 始 骨 干 网 络 为 Mobile⁃
NetV3，以评估其在轻量化模型中的优势。所有实验

均在相同的数据集和训练环境下进行，以确保结果的

公平性和可比性。

实验的训练周期设置为 300轮，并在训练过程中

选择验证集上表现最优的模型权重进行测试。实验设

计如下：首先使用原始YOLOv8作为基准模型（Base⁃
line）；然后分别加入 SlideLoss和 LSKNet模块；以分

析其对模型性能的影响；最后，在YOLOv8的基础上

同时加入 SlideLoss、LSKNet，并替换骨干网络为Mo⁃
bileNetV3，以评估完整改进方案的检测精度与效率。

为了全面评估模型的实际应用性能，本实验还计算了

每秒处理帧数（FPS），以衡量检测速度。

实验结果如表 1所示，从中可以观察到不同改进

模块对模型准确率 （ Pr ）、召回率 （ Re ）、 F1 值、

平均精度均值（mAP）以及检测速度（FPS）的影

响。其中，单独引入 SlideLoss或 LSKNet均能够在一

定程度上提升检测性能，但由于增加了计算复杂度，

FPS 略有下降。而当两者结合使用时，整体检测精度

和召回率均有明显提高，但 FPS 进一步降低。此外，

将骨干网络替换为MobileNetV3后，在保持检测精度

的同时，显著提高了检测速度，使 FPS 从 112.7提升

至 158.4，验证了 MobileNetV3 在轻量化计算中的优

势。最终，结合所有改进后，模型的精度为 0.464，
召 回 率 为 0.58， mAP50 为 0.504， mAP50 - 95 为

0.232，同时， FPS 提高至 158.4。这些改进结果充分

证明，本文方法在提升检测精度的同时，也显著提高

了推理速度，验证了其有效性。

从表1可以看出，单独使用SlideLoss或LSKNet均
可在一定程度上提升检测精度，其中 LSKNet在提高

召回率（Re）方面效果更加明显。然而，由于Slide⁃
Loss和 LSKNet均引入了额外的计算操作，导致 FPS

逐渐下降。尤其是当两者结合使用时， FPS 下降至

112.7，说明计算复杂度的增加影响了检测速度。
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表1 消融实验结果

SlideLoss
×
√
×
√
√

LSKNet
×
×
√
√
√

MobileNetV3
×
×
×
×
√

Pr

0.423
0.437
0.448
0.457
0.464

Re

0.527
0.545
0.559
0.571
0.58

F1

0.471
0.486
0.499
0.507
0.514

mAP50
0.462
0.478
0.492
0.498
0.504

mAP50 - 95

0.211
0.218
0.226
0.229
0.232

FPS
120.3
116.1
114.2
112.7
158.4

在使用MobileNetV3作为骨干网络后， FPS 显著

提升至 158.4，表明MobileNetV3通过减少参数量和计

算量，在不明显降低检测精度的情况下，大幅提高了

推理速度。这一结果验证了本文方法在保持高检测精

度的同时，能够有效降低计算成本，提升模型的实时

性，使其更加适用于移动端或嵌入式设备等资源受限

的环境。这些实验结果表明，本文提出的改进方法在

提升检测精度的同时，也兼顾了检测速度和计算效

率，为高效目标检测提供了一种可行的解决方案。

2.4 对比试验

为了验证本文提出的改进算法的有效性，进行了

与几种当前流行的目标检测网络的对比实验。选择了

YOLOv5、YOLOv6、YOLOv7和 Faster R-CNN作为对

比方法。每个网络的实验结果都基于相同的测试集，

确保实验的公平性和可比性。所有网络都在相同的硬

件环境下进行测试。实验结果如表2所示。

表2 对比实验结果

模型
YOLOv5
YOLOv6
YOLOv7

Faster R-CNN
本文改进算法

Pr

0.415
0.448
0.455
0.445
0.464

Re

0.497
0.512
0.533
0.475
0.58

F1

0.453
0.475
0.492
0.459
0.514

mAP50

0.487
0.495
0.504
0.482
0.504

mAP50 - 95

0.211
0.222
0.228
0.215
0.232

FPS

128.6
136.3
146.2
110.2
158.4

结果表明，本文改进的网络在多个评估指标上均

优于现有的主流检测方法，证明了其在实际应用中的

潜力。

2.5 算法验证

为了验证本文改进模型在混凝土裂缝检测任务中

的有效性，本文在测试集上对比了原始YOLOv8模型

与改进后模型的检测效果，并对检测结果进行了可视

化分析。图3a和3c分别展示了原始YOLOv8模型在不

同测试场景下的裂缝检测结果，而 3b和 3d则为改进

后模型的检测结果。从对比结果可以观察到，原始

YOLOv8在部分裂缝的检测上存在漏检现象，尤其是

对细小、低对比度或不连续的裂缝识别能力不足。而

改进后模型能够更准确地检测裂缝区域，提高了检测

的完整性和精确度。

具体而言，从3a和3b的对比可以看出，原始YO⁃
LOv8在裂缝纹理较浅或裂缝宽度较小的情况下容易出

现检测失败的情况，这可能是由于模型在特征提取过

程中未能充分捕捉裂缝的边缘信息，从而导致部分裂

缝未能被正确识别。而改进后的模型通过优化特征提

取方式，在相同场景下能够检测到更多裂缝区域，减

少了漏检情况，提高了检测的完整性。此外，从图3c
和3d的对比可以进一步验证这一结论，在裂缝形态复

杂、裂纹交叉或存在背景噪声的情况下，原始模型的

检测结果容易受到干扰，而改进后的模型能够更准确

地识别裂缝，并且在裂缝边缘定位上更加精确，说明

本文的优化策略有效提升了模型对裂缝的识别能力。

改进模型的检测性能提升主要得益于多项关键优

化模块的引入。首先，SlideLoss的加入增强了模型对

裂缝边缘特征的学习，使其在训练过程中能够更关注

裂缝区域，减少裂缝因对比度较低或纹理模糊而导致

的漏检。其次，LSKNet通过长短混合卷积结构提升了

模型的感受野，使其能够更有效地捕捉裂缝的全局与

局部特征，提高检测精度。最后，MobileNetV3作为

骨干网络的替代方案，使模型在保证检测精度的同

时，减少了计算量，提高了推理速度，使其更适用于

实时裂缝检测应用。

为深入探讨裂缝检测结果与裂缝潜在危险性的关

联，本文进一步从裂缝表象特征出发，对检测结果所

反映的内部损伤趋势进行了推断。改进模型在裂缝边

缘定位精度、宽度检测连续性和裂缝路径追踪等方面

的性能提升，使裂缝宽度、长度和走向等关键特征的

a b c d
图3 可视化实验结果

··26



第24卷第4期

估计更加可靠。裂缝宽度的均匀性与变化趋势可反映

内部开裂是否存在进一步扩展的风险；裂缝长度和连

续性则可用于推断潜在的深度与发展方向；复杂裂缝

的交叉形态、突然扩展或延伸趋势则可能提示内部结

构受力异常或损伤积累。通过提供更精确、更完整的

表象特征，改进模型在一定程度上提升了裂缝内部结

构性危险判断的可靠性，为后续结构安全分析提供了

更可信的数据基础。

改进后的模型不仅在裂缝检测精度和鲁棒性上表

现更优，也通过更准确的裂缝表象刻画为裂缝危险性

评估提供了更加可靠的依据，验证了本文提出优化策

略的有效性。

3 结 语

本文针对 YOLO算法在混凝土结构裂缝的提取

上，提出了一种改进的检测方法。针对样本不均衡问

题，采用数据增强和采样策略，对少数类别样本进行

旋转、翻转、缩放、添加噪声等操作，以增加样本数

量和多样性，同时采用过采样或欠采样方法平衡数据

集。此外，引入 SlideLoss损失函数，通过 IoU大小区

分易样本和难样本，并赋予难样本更高权重，从而提

升模型对少数类别裂缝的学习能力。为解决小裂缝检

测难题，引入 LSKNet注意力机制，以增强模型对目

标区域的关注度，抑制无关区域干扰，提高小裂缝的

检测精度。为提升检测效率，在YOLOv8中采用轻量

级骨干网络MobileNetV3，以减少模型参数量，在保

持较高检测精度的同时，提高运行速度，显著提升检

测效率。本文的改进策略在提高目标检测能力的同

时，兼顾了检测精度与实时性，为资源受限环境下的

目标检测提供了一种有效的解决方案。在未来的研究

中，可以结合Transformer结构或注意力机制，以进一

步提升模型在复杂场景下的检测能力。同时，针对不

同应用场景，如水泥表面、隧道墙体等，还可以对模

型进行进一步优化，使其在特定任务中表现更优。
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