
基坑形变不仅直接威胁到工程本体结构的安全，

还可能导致邻近建筑物不均匀沉降、城市路面开裂或

地下管线断裂损毁等问题，给周边建筑环境稳定性和

公共安全体系完整性带来风险。随着基坑工程开挖深

度与规模的增加，传统数值分析和经验公式等方法的

局限性越来越突出[1]，因此学者们开始探索新方法来

提升预测精度和方法的适应性。灰色理论及其改进模

型[2]因适用于小样本和不完全信息场景，成为常用方

法但缺乏系统性评价标准[3-7]；自回归积分滑动平均模

型（ARIMA）与前馈神经网络也被广泛应用于工程形

变预测中[8-11]。随着深度学习的发展，针对基坑形变监

测数据显著的时间序列特征，循环神经网络（RNN）
成为一种潜在的预测方法 [12]；而长短期记忆网络

（LSTM）因能解决RNN梯度消失问题在时序预测领域备

受关注[13]，其拓展模型Bi-LSTM、CNN-LSTM也被尝试

应用[14]。综合考虑时序特征，TCN-LSTM与 Transformer
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也被应用于形变预测[15]。目前，卷积神经网络、RNN
和注意力机制等神经网络模型已被广泛应用于形变预

测，但在基坑形变预测中仍存在不足：围护结构的侧

向位移与测点深度密切相关，且相邻深度的形变曲线

通常呈现相似性，传统数值型深度特征难以准确刻画

不同深度之间的关系，而神经网络模型也难以有效提

取该信息，导致模型无法充分学习深度间的关联性，

进而影响预测结果的准确性。鉴于此，本文提出了一种

融合深度位置编码和 SE注意力机制的形变预测模型

（DE-SE-Net），旨在提高基坑形变预测精度，构建基

于预测的主动安全防控体系。

1 数据来源

本文采用的数据来源于武汉市轨道交通 8 号线

二期马湖站建设项目，车站全长 552.3 m；场地地形

平坦，地势起伏不大，坡降较缓，地面高程在

19.35~26.08 m 之间；地貌单元属于长江Ⅲ级阶地的

剥蚀堆积平原区 （三级阶地湖积区）；分布地层自

上而下为填土及第四系全新统一般黏性土、第四系

上更新统冲、洪积物、第四系残积物、东湖群砂

岩、砂质泥岩。基坑开挖建设期间，按照规范布设

各类形变监测点和受力监测点，并按照规定频率进

行监测记录。

深基坑围护结构的水平位移是基坑工程安全监测

与设计中的核心指标，直接关系到基坑稳定性、周边

建（构）筑物安全和地下管线保护。影响深基坑围护

结构水平位移的因素包括地质与水文条件、基坑自身

几何与设计参数、施工因素、外部荷载与环境因素

等。从水文地质条件、基坑分仓几何分布、施工周

报、现场监测数据和周边环境等实际可掌握的数据出

发，本文共获取较重要的14个特征因子，即地表沉降

（mm）、建筑物沉降（mm）、管线沉降（mm）、结构沉

降 （mm）、结构水平位移 （mm）、支撑轴力 （kN）、

土压力（MPa）、地连墙钢筋应力（kN）、分层土体类

别（1素填土、2黏土、3强风化泥质砂岩、4中风化

泥质砂岩）、围护结构水平位移深度分布（mm）、基

坑暴露时间（d）、底板是否浇筑（0未浇筑、1浇筑完

成）、地下水位（mm）和已开挖长度（m）。围护结构

的侧向位移是衡量基坑稳定性的重要指标，其变化趋

势能反映基坑开挖过程中围护结构的受力特性。本次

实验以武汉市轨道交通 8号线马湖地铁站深基坑监测

项目中围护结构侧向位移监测点 CX47 为研究对象，

将数据按照深度分组，获取影响范围内的特征数据；

再将每条数据按照 8∶2的比例划分训练集和测试集，

其中训练集包含 1 955 条数据，测试集包含 552 条数

据。监测项目通常采用测斜管进行监测，每米设置一个

测点，以捕捉不同深度的变化趋势。由图 1可知，不

同深度的位移变化特征存在明显差异：浅层区域受地

表荷载、土体松弛和降雨等因素影响较大，形变波动

较显著；深层区域受周围土体的约束作用较强，变形

幅度较小且较稳定；中部区域变形最显著，形成典型

的“大肚子曲线”。
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图1 围护结构侧向位移监测点CX47部分周期监测数据

2 研究方法

2.1 模型设计

本文提出的DE-SE-Net模型融合了深度位置编码

和 SE注意力机制，整体结构由 TCN模块、特征强化

模块、GRU模块、深度位置编码模块和时间步注意力

模块组成（图2），通过多层结构的协同作用，实现对

基坑围护结构侧向位移的精准预测。
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图2 DE-SE-Net模型架构

将数据输入TCN模块前，需对原始的围护结构侧

向位移数据进行预处理 （缺失值填充和异常值剔

除），以确保输入数据的完整性和有效性。此外，为

减少不同深度间的尺度差异，按深度对形变值进行分

组，并分别进行归一化处理，使模型能更准确地学习

不同深度下的形变特征。模型输入由监测数据和深度信

息两部分构成，监测数据输入TCN模块，深度信息通过

深度位置编码模块输入模型。监测数据包含多个周边监
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测点的数值型变量，如支撑轴力、冠梁沉降、冠梁水平

位移等，其特征向量表示为 XmonitoringÎRB ´ T ´F ，其中

B 为批次大小， T 为时间维度， F 为特征维度。将监

测数据的时序序列输入 TCN 模块进行时序特征提

取。TCN 通过扩展卷积与残差链接机制，可在较少

时间步数内提取复杂时序特征并建模长时依赖关

系。扩展卷积通过在卷积核元素间设置空洞扩大模

型感受野，使每层能跨越部分时间步捕获更长跨度

的依赖关系。

特征强化模块引入 SE 注意力机制以增强输入特

征的表达能力：TCN 模块提取的时序特征矩阵为

XÎRB ´C ´ T ， C 为通道数。模块的核心目标是为各通

道赋予权重，使模型能自适应聚焦关键特征。

GRU模块用于进一步处理特征强化模块输出的时

序特征。GRU通过更新门和重置门控制信息流动，决

定哪些历史信息应当保留，哪些应当遗忘。GRU通过处

理每个时间步的特征，输出隐藏状态 h 。假设GRU隐藏

状态维度为 H ，则经过GRU处理后，维度的转换表达

式为： XinÎRB ´C ´ T ®Xmid RB ´ T ´C ®XoutÎRB ´ T ´H ，

其中 Xin 为特征强化模块输出的特征矩阵， Xmid 为经

过维度变换后的特征矩阵， Xout 为经过GRU处理后的

特征矩阵。

深度信息通过位置编码将原始的离散深度特征转

换为低维连续向量，使神经网络能够学习不同深度之

间的关联性。假设深度特征为 xdepth ，则通过位置编

码将每个深度映射为一个 n 维向量，得到深度嵌入矩

阵，即 Xdepth = f ( )xdepth ÎRB ´ n ，其中 f ( )xdepth 为深度

特征的编码映射函数， n 为编码维度。将 Xdepth 扩展

至每个时间步 T ，则有： Xdepth_expandedÎRB ´ T ´ n 。将

Xout 和 Xdepth_expanded 按维度拼接，得到拼接后的特征矩

阵，即 XconcatÎR
B ´ T ´ ( )H + n

。

在时间步注意力模块中，利用时间步注意力机制

对每个时间步的输出特征进行加权赋值，使模型能够

更加专注于对预测任务贡献更大的时间步。该模块的输

入为深度位置编码模块拼接后的特征矩阵，其核心是通

过线性层来计算每个时间步的注意力权重。首先通过两个

线性层进行处理，生成每个时间步的注意力权重

attnweights = Softmax ( )Linear2( )Re LU( )Linear1( )x ，对这

些权重进行 Softmax 操作，得到对时间步进行归一化

的权重；再将 attnweights 与原始输入特征 x 进行逐元素

相乘，得到加权后特征 weighted_xÎRB ´ T ´C ；最后对

加权后的特征按时间步进行求和操作，得到最终的加

权 weighted_out 。对加权的时间步特征进行汇总，输

出一个维度为 RB ´C 的表示；经过全连接层，生成模

型的预测结果。

2.2 实验设计

1）实验环境配置。实验选取 Python 作为主要开

发语言，以 PyTorch为深度学习神经网络训练的核心

框架。实验运行环境基于Windows10操作系统，学习

框架为PyTorch 2.5.1、编程语言为Python 3.9.13、CPU
为 Intel(R) Core(TM) i5-8300H CPU @ 2.30GHz、GPU
为 NVIDIA GeForce GTX 1050 Ti (4 GB)、CUDA 11.1。
为实现灵活的环境管理，实验选取Anaconda作为环境

管理工具。

2）对比模型。实验采用的对比模型包括：①ARIMA
是统计学上常用的时序数据预测方法，由自回归和移

动平均模型组成，通过对时间序列进行趋势差分（消

除趋势和周期项），捕捉数据的内在规律；②Bi-LSTM
是RNN的一种变体，将输入序列同时取前向和后向进

行先处理，通过双向获取整个序列的上下文信息，可

以更充分地了解整个序列的信息；③TCN-LSTM利用

TCN的一维卷积和扩张卷积提取时间序列的局部特征

并保留长期依赖关系，提取的特征再传入LSTM建模

时间上的依赖关系，进一步挖掘全局的时序关系，最

后送到输出层用于预测，相较于 LSTM，其在特征提

取和序列建模上表现更优，增加了特征的表达能力；

④Transformer是基于注意力机制的模型，将输入序列

通过多头自注意力机制计算位置向量的加权表示，得

到序列的位置关系信息，加入位置编码，使模型记忆

序列位置信息，包括编码器和解码器，前者提取输入

序列的表示，后者产生输出序列。

3）评价指标。本文采用的评价指标包括均方根

误差（RMSE）、平均绝对误差（MAE）和平均绝对百

分比误差（MAPE）。RMSE通过计算预测值与真实值

间误差的平方根来度量模型的预测性能，反映了模型

的平均误差幅度。MAE常用于评估时间序列预测模型

的预测性能，通过计算每个样本预测值和真实值间的

绝对误差来衡量模型的预测准确性。MAPE通过计算

每个样本预测值与真实值之间的百分比误差来评估模

型的准确性。与RMSE和MAE不同，MAPE直接给出

了预测误差占真实值的比例，因此在比较不同规模的

预测值时，具有更好的解释性；但当真实值接近零

江 威等：融入深度位置编码与注意力机制的深基坑形变预测方法 ··105
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时，可能会出现较大的误差。

3 实验结果

将DE-SE-Net模型与 4种对比模型进行比较，评

价指标见表1，不同深度的形变预测效果见图3，结果

表明：①DE-SE-Net通过深度位置编码、特征注意力

和时间步注意力，能充分提取序列的长短期依赖关系

和特征信息，并能学习到不同深度序列之间的形变关

系，与 TCN-LSTM 模型相比，RMSE、MAE 和 MAPE
分别降低了20%、22.22%和13.17%，取得了最佳预测

效果；②作为经典的传统时序模型， ARIMA 的

RMSE、MAE和MAPE均表现最差，表明其在深基坑

形变预测任务中的精度较低，特别是在面对复杂的

非线性特征时，表现不如其他现代深度学习模型；

③Bi-LSTM的预测性能较好，尤其是MAE、MAPE明

显低于ARIMA，说明其能有效捕捉序列中的时间依赖

性和变化趋势，进而提高预测精度；④Transformer略
优于Bi-LSTM，且各指标均优于ARIMA，依靠编码器

—解码器结构和自注意力机制能挖掘长时间依赖关

系，在数据复杂程度较高时，其非线性特征提取能力

在预测精度上具有一定的优势；⑤TCN-LSTM结合了

TCN 和 LSTM 模型，通过卷积层高效提取局部特征，

并利用LSTM捕捉序列的时间依赖，其预测精度仅次

于DE-SE-Net模型，展现了较强的预测性能。

表1 各模型实验结果评价指标对比

模型

ARIMA
Bi-LSTM

TCN-LSTM
Transformer
DE-SE-Net

RMSE/mm
1.29
0.62
0.50
0.62
0.40

MAE/mm
1.20
0.48
0.36
0.47
0.28

MAPE/%
7.05
3.71
2.05
3.44
1.78
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a 深度1形变预测图 b 深度13形变预测图

图3 不同深度的形变预测效果

DE-SE-Net模型整体预测曲线最接近真实值，波动

幅度小、误差控制好，对非线性变化响应良好；Bi-LSTM
和TCN-LSTM模型表现尚可，但不如DE-SE-Net 稳定；

TCN-LSTM 模型对突发变化敏感，但易震荡；Trans⁃
former模型初期严重失准，可能未充分训练或架构不

适合该类任务；ARIMA作为传统统计模型，难以捕捉

非线性动态变化。

基坑围护结构水平位移预测中前 7个影响因素见

图 4。深度最显著，基坑开挖深度直接决定了围护结

构的受力高度和侧向土压力大小，深度越大主动土压

力累积越多，围护结构承受的弯矩与水平推力显著增

加，深度还间接影响地下水位变化、支护体系刚度需

求和变形模式，因此它是决定性几何参数，对水平位

移有最强的控制作用。地下水位上升会增大孔隙水压

力，降低土体有效应力，导致土体强度下降；同时增

加浮力效应，使围护结构受到更大的侧向水压力。地

表沉降和建筑沉降属于响应变量或反馈信号，虽非直

接驱动力，但在监测预警系统中具有较高的关联

性。支撑轴力与土压力的重要性较低，可能由于支

撑轴力本身是结构响应，而非独立输入变量；土压

力在模型中已被深度、土性、地下水等因素隐含表

达。基坑暴露时间影响土体固结、蠕变和应力重分

布过程，尤其在黏性土中长期暴露将导致缓慢变

形；但其影响相对滞后且非线性，在短期预测中权

重较低。上述结果表明，在基坑围护结构水平位移

预测中，结构性参数（深度）和环境变量（地下水

位）是最关键的驱动因子，而传统认为重要的“力

学量”（如支撑轴力）反而因与其他变量高度相关而

在模型中表现不突出。

0 0.05 0.10 0.15 0.20 0.25 0.30 0.35 0.40
重要性

支撑轴力

土压力

基坑暴露时间

建筑沉降

地表沉降

地下水位

深度

图4 影响因素的重要性

4 消融实验分析

DE-SE-Net模型中特征强化模块采用多头 SE 注

意力机制，对不同通道的权重进行自适应分配；

深度位置编码模块增强了模型对不同深度序列形

变关系的理解；时间步注意力模块采用时间步注

意力机制赋予时间步不同的权重。本文采用控制变
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量方法，对 DE-SE-Net 模型进行消融实验，以分析

各模块对模型性能的影响。参与消融实验的对比模

型包括：①TCN-GRU-SE 模型，在原有模型的基

础上移除深度位置编码，仅采用形变数据和周边

监测数据进行预测，以验证深度位置编码的作用；

②DE-TCN-GRU-T 模型，移除特征强化模块，将

TCN模块的输出直接输入GRU模块，评估特征强化模

块对模型性能的影响；③DE-TCN-GRU-F 模型，移

除时间步注意力机制，以GRU输出的最后一个时间步

作为全连接层的输入，以分析时间步注意力对最终预

测结果的贡献。利用围护结构侧向位移CX47监测点

进行消融实验验证，消融实验模型参数设置与原模型

相同，实验结果见表 2，可以看出：①DE-SE-Net模
型包含所有关键模块，评价指标均为最佳，验证

了其在深基坑形变预测任务中的有效性和合理

性 ； ② TCM-GRU-SE 模 型 比 DE-SE-Net 模 型 在

RMSE、MAE和MAPE上分别增加了 10.00%、17.86%
和 23.60%，表明深度位置编码能有效捕捉不同深度

间的形变关系，在一定程度上提高模型的预测精

度；③ DE-TCN-GRU-T 模型比 DE-SE-Net 模型在

RMSE、MAE和MAPE分别增加了 22.50%、21.43%和

7.87%，说明特征强化模块对模型性能的提升较显著，

特别是 RMSE 和 MAE；④ DE-TCN-GRU-F 模型比

DE-SE-Net 模型在 RMSE、MAE 和 MAPE 上分别增加

了7.50%、14.29%和6.74%，说明增加时间步注意力提

升了模型性能，特别是在对关键时间步的关注上。

表2 消融实验模型评价指标对比

模型

TCN-GRU-SE
DE-TCN-GRU-T
DE-TCN-GRU-F

DE-SE-Net

RMSE/mm
0.44
0.49
0.43
0.40

MAE/mm
0.33
0.34
0.32
0.28

MAPE/%
2.20
1.92
1.90
1.78

5 结 论

以武汉市马湖地铁站深基坑工程实测数据为例，

结合围护结构侧向位移的时空特性，本文提出了一种

基坑形变预测模型DE-SE-Net。该模型通过引入深度

位置编码，有效克服了离散特征难以被神经网络有效

利用的问题；同时借助特征和时间步注意力机制，提

升了模型对关键特征和关键时间步的敏感性。实验结

果表明，该方法显著提高了预测精度，有望应用于类

似工程中以提高围护结构形变预测精度，保障施工安

全，提升工程管理的科学性和前瞻性。
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