
耕地作为人类生存和发展的基础资源，需要得到

质量和数量的双重保护[1]。然而，受人口增长、城市化

进程加快和气候变化的持续影响，造林、挖湖和非法

建筑施工等耕地非农化现象逐渐凸显，对生态环境和

全球粮食安全构成了潜在威胁[2]。因此，开发和应用先

进的耕地非农化检测技术尤为关键。基于遥感影像的

变化检测已代替实地调查，成为耕地非农化检测的主

要方法。传统变化检测[3]方法包括图像差分[4]、主成分

分析[5]、变化向量分析[6]等，大多依赖于特征表征方式

和变化阈值的选择，缺乏足够的泛化能力来适应多种

场景和多种变化类型[7]。随着人工智能技术的快速发

展，深度学习已被广泛应用于包括变化检测在内的多

种遥感任务中[8]。深度学习能自动提取和学习影像的复

杂特征，从而提高变化检测的准确性和鲁棒性[9]。尽管

诸多研究[10-11]已证明了深度学习的有效性，但受遥感影

像类间相似性与类内差异性的影响，传统深度学习方

法在面向空间或时间跨度较大的地物检测时泛化能力

较差，精度无法满足实际应用需求[12]。同时，现有遥感

模型往往聚焦于双时相影像数据的对比，过于依赖人

工标注的样本，缺乏对多源数据的有效利用[13]。鉴于

此，本文提出了一种基于矢量图斑的耕地非农化检

测方法，利用现有矢量数据自动生成和标注样本，

并在训练过程中引入对比学习思想以提高模型的泛

化能力。
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1 研究方法

本文提出的耕地非农化检测方法主要包括超像素

分割、样本自标注与纯化、半监督场景分类和非农化

检测 4个步骤。首先输入双时相影像和前时相对应的

土地覆盖类型矢量数据，基于矢量边界对双时相影像

进行超像素分割，并以此为基础进行自适应裁剪与标

注；然后通过预训练模型构成的纯化器对前时相样本

进行筛选，生成纯净的训练集，将矢量边界内的后时

相样本作为预测集用于检测变化；再引入对比学习思

想构建了一个半监督学习框架，对前、后时相影像进

行训练，从而提高模型的泛化能力；最后将预测集输

入模型进行预测，并依据非农化规则检测变化的矢量

图斑。

1.1 超像素分割

超像素分割可将图像中邻近的相似像素整合为较

大的同质区域[14]。简单线性迭代聚类（SLIC）算法是

一种简单高效的超像素分割方法，通过比对像素间的

空间相关度和色彩相似性来划分超像素块。虽然SLIC
具有较好的边界精度，但在地类边界模糊的复杂场景

中仍难保证像素块内地物类别的一致性，从而制约了

自标注样本的质量。因此，本文将矢量边界作为约束条

件加入SLIC算法，以提高样本生成的质量（图1）。

图1 矢量边界约束的SLIC算法

本文先将矢量数据转换为二值化掩码图像，再以

此作为空间约束条件对SLIC算法进行改进。本文方法

将聚类中心的初始化过程限定在掩码覆盖的有效区域

内，并确保后续的迭代优化过程仅在掩码界定的目标

区域内开展。对于区域内的每个像素，根据其颜色和

空间特征构建五维特征向量 Vk =[lk ak bk xk yk]
T ，其

中 lk、ak、bk 为图像CIELab颜色空间中三通道的颜色

分量； xk、yk 为像素坐标。在五维特征空间中计算像

素间的距离 D ，则有：

ds = (xj - xi)
2 + (yj - yi)

2 （1）
dc = (lj - li)

2 + (aj - ai)
2 + (bj - bi)

2 （2）
D = dc

2 +m ´ ds
2 （3）

式中， ds 、 dc 为像素间的空间距离和颜色距离； m

为紧密度系数，用于平衡颜色和空间距离的重要性，

较高的紧密度将生成更紧凑的超像素，但会导致边界

的粘附性较差。

以 D 为基础通过K均值迭代来更新超像素质心，

从而实现区域范围内的超像素分割，尽可能保障后续

生成样本地类信息的一致性。

1.2 样本自标注与纯化

为减轻传统深度学习方法对人工标注样本的依

赖，本文以超像素分割所得的聚类中心为样本裁剪中

心，生成形状规则的影像处理单元，并以矢量图斑的

地物类别为生成样本的标签。由于固定的裁剪尺寸可

能会导致矢量边界附近的样本引入其他类别的地物信

息，干扰模型的分类效果，因此本文根据矢量图斑

的边界自适应调节裁剪尺寸，即若裁剪尺寸超出矢

量边界，则以超像素中心到矢量边界的距离为裁剪尺

寸进行样本生成。此外，由于矢量数据是人工勾画

的，无法保证边界内部地物完全一致，单纯以矢量边

界信息标注样本存在部分局限性。为增强样本标签的

可靠性，本文采用分别在公开数据集 EuroSAT[15]和

OpenEarthMa上预训练的两个模型对自标注样本进行

纯化，若两个模型的预测结果一致，则可认为是高质

量的纯净样本。

1.3 半监督场景分类

遥感影像采集过程中会受光照、气候等因素影

响，且部分地物具有显著的季候性差异，导致相同地

物在不同影像中可能存在较大差异（图2），将在一定

程度上限制传统监督学习的泛化推理能力，从而影响

变化检测性能。相比之下，对比学习通过比较不同样

本间的相似性来学习特征表示，使其在标签不充足的

情况下仍能学习到有用的信息。以此为启发，本文设

计了一种基于对比学习的半监督学习框架（SSLCL），

利用有标签的前时相数据指导分类学习，同时借助无

标签的后时相数据调整特征表示，以减少检测过程中

类间差异性导致的伪变化。

图2 遥感影像的类内差异性
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基于对比学习的半监督学习框架由 3个共享编码

器权重的分支组成，其中两条用于无监督对比学习，

一条用于监督学习。在对比学习部分，首先对无标签

影像进行两次不同的数据增强变换，生成两个视图，

即正样本对，而其他所有视图组成的样本则为负样本

对；再将两个视图分别通过特征编码器和全连接层映

射到特征空间，特征可表示为：

hi = f (
~
xi)=Backbone(

~
xi) （4）

zi = g(hi)=MLP(hi) （5）
式中， Backbone() 为特征提取器的骨干网络； MLP()

为投影头的全连接层。

最后利用归一化温标（NT-Xent）损失最大化正

样本对在特征空间中的相似度，并最小化负样本对的

相似度。NT-Xent损失函数可表示为：ℒCL = -log
exp(sim(zizj)/τ)

å
k = 1

2N

1[k ¹ i]exp(sim(zizk)/τ)
（6）

式中， sim() 为余弦相似度函数； N 为批次中样本的

数量； τ 为温度参数；1[k ¹ i] 为指示函数，当 k ¹ i 时值

为1，否则为0。
在监督学习部分，本文采用常规的分类网络结

构，并与对比学习部分共享骨干网络，以实现在线微

调；同时选用交叉熵函数作为监督分类损失。

1.4 非农化检测

利用半监督训练模型对预测集影像进行分类，并

结合预先设定的非农化规则，以矢量图斑为检测单元

实现非农化判别。为确保判别的准确性，本文根据非

农化对各类地物的容忍度进行以下设置：①敏感类包

括建筑物和道路，阈值设置为 0，即只要某一耕地图

斑内有样本被预测为这两类之一，则判定为非农化；

②非敏感类包括除敏感类外的其他非耕地类别，阈值

设置为 0.2，即耕地图斑内所有样本的预测结果中被

预测为非敏感类的比例不得超过20%。

2 实验与结果分析

本文实验在配备48 GB内存、Intel Xeon E52640 v4
@ 2.4 GHz CPU 和 NVIDIA GeForce RTX 4080S GPU 的

设备上进行，操作系统为Windows 11。网络模型基于

Pytorch框架，利用 Python 3.9版本开发。实验过程包

括样本生成与纯化、模型训练与预测、变化后处理等

步骤。设置样本生成中超像素分割算法的最大迭代次

数为30，紧凑度为5，样本分辨率为96。模型训练过

程中的输入尺寸统一调整为 224，批处理大小为 24，
训练轮次为 150，学习率则根据 Adam 优化器动态调

整，初始值为0.001。
实验选取中国江苏省无锡市惠山区前洲街道作为

研究区，包含两期高分二号卫星遥感影像和前时相影

像对应的土地覆盖矢量数据。两期影像分别采集于

2018年和2020年，包含RGB波段，空间分辨率为1 m，

涵盖面积为 46.42 km2，其中耕地区域占比为 32.6%。

矢量数据由人工勾画创建，以多边形的形式展示，包

含唯一标识字段和土地覆盖类型等属性。土地覆盖类

型包括耕地、林地、建筑物、道路、水域和人工堆掘

地6类。

2.1 分类结果与分析

本文方法利用半监督跨域对比学习框架进行分

类后变化检测。为验证该框架的分类效果，将前、

后时相的影像样本分别作为训练集和预测集，并与

当前主流的对比学习模型和监督学习模型进行对

比，结果见表 1。本文方法的总体精度（OA）为

82.67%、Kappa 系数为 0.735，优于其他方法，说明

本文方法通过融合对比学习与监督学习，实现了更优

的分类效果。

表1 模型复杂度与精度对比

模型

BYOL
SimSiam
VICReg

ResNet-50
ConvNeXt-T
WaveMLP-S

SSLCL

参数量/M
12.49
11.79
16.43
23.52
27.82
30.71
20.91

运算数/G
1.82
1.82
1.83
4.12
4.46
4.55
2.88

OA /%
71.32
70.88
71.90
73.61
79.28
81.10
82.67

Kappa系数

0.559
0.547
0.649
0.596
0.693
0.764
0.735

2.2 非农化检测与消融实验

通过非农化规则对模型预测结果进行处理，成功

检测出大部分发生非农化的矢量区域。非农化检测总

体结果与细节见图 3。为验证检测的准确性，采用目

视解译方法统计了正确检测、误检和漏检数量，并计

算了准确率和召回率。结果表明，本文方法在研究区

内的准确率、召回率和 F1-score 分别为 90.28% 、

91.68%和90.96%。

为验证各模块对检测性能的贡献，对本文方法进

行了消融实验。选取未加边界约束的SLIC分割、未进

行样本纯化并使用ResNet-50 分类的基本框架作为基

线，消融实验结果见表 2。基线模型的 F1-score 为

76.34%，随着各模块的逐步加入，检测性能得到了明显

提高，该结果充分证明了各模块对整体检测性能的贡献。
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漏检区域
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变化区域

其他区域
未变化耕地0 1 2 km

变化检测结果图

检测结果细节展示

图3 非农化检测结果

表2 消融实验/%

基线

√
√
√
√

矢量约束

√
√
√

样本纯化

√
√

SSLCL

√

准确率

74.30
82.92
84.22
90.28

召回率

78.46
85.36
88.23
91.68

F1-score
76.34
84.13
86.15
90.96

3 结 语

本文提出了一种结合矢量数据和半监督学习的非

农化检测方法，借助矢量数据实现更精确的超像素分

割，并生成高质量的自标注样本；再进行半监督对比

学习，并结合非农化规则实现变化图斑检测。本文以

无锡市惠山区前洲街道为研究区进行实验，验证了本

文方法在非农化检测上的有效性，为土地利用规划、

国土变更调查等任务提供了有力的技术支持。
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