
随着全球能源结构向低碳化转型加速，光伏发电

作为清洁能源的关键支撑，其装机规模在“双碳”目

标驱动下持续扩大[1]，因此实现光伏面板的精准识别与

动态监测已成为能源规划管理的重要技术需求。遥感

技术凭借其大范围覆盖、高效率获取和低成本运行的

优势，逐渐成为光伏面板监测领域的主流技术手段[2]。

早期研究主要依托传统图像处理与机器学习方法[3-5]展

开，但这些方法在特征表征能力、边界分割精度和自

动化水平等方面存在明显局限，难以适应复杂地理场

景下的识别需求[6]。近年来，卷积神经网络在计算机视

觉领域取得突破性进展，推动了深度学习在光伏面板

识别中的应用创新[7-8]；U-Net、DeepLabV3+等语义分
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Abstract: Against the backdrop of global low-carbon energy transition, the precise identification and monitoring of photovoltaic (PV) panels are

of utmost importance for energy management. Aiming at the issues of insufficient feature representation capability in the traditional methods and

limited generalizability of deep learning models, we proposed an improved DeepLabV3+ model. Firstly, we adopted the lightweight

MobileNetV2 backbone network to reduce the model’s parameter count. Then, we embedded the convolutional block attention module into the

atrous spatial pyramid pooling module, and enhanced multi-scale fusion capability through channel-spatial dual-dimensional feature calibration.

Finally, we designed a hybrid loss function combining cross-entropy, dice, and intersection over union (IoU) to optimize boundary segmentation

accuracy. Experimental results demonstrate that the improved model achieves precision, recall, and IoU values of 92.87%, 94.93%, and 88.56%,

respectively, representing improvements of 4.26, 2.89, and 6.17 percentage points compared to the original model. Additionally, the sliding

window prediction strategy effectively eliminates mosaic artifacts in large-scale image stitching, with an IoU improvement of 1.17 percentage

points over the direct prediction strategy. This study provides a high-precision and lightweight technical solution for PV panel extraction in

multi-scenario applications, holding significant application value for PV monitoring and energy planning.
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割网络通过引入注意力机制和特征融合技术，有效提

升了复杂背景下光伏面板的提取精度[9-11]；但仍面临两

大核心挑战：①不同区域的地理环境差异显著，导致

模型在跨区域应用时难以适应多样化的背景特征，易

出现特征混淆或目标漏检问题[12-13]；②处理高分辨率大

尺度遥感影像时，需通过分块裁剪输入模型预测，若

分块边界处的特征提取不完整，将导致拼接还原时出

现目标轮廓断裂、锯齿状边缘或伪影现象，严重影响

分割结果的空间连续性与视觉一致性。鉴于此，本文

提出了一种新型深度学习框架，优化模型在复杂场景

下的特征表征能力；同时引入滑动预测策略，增强模

型泛化性能，实现高精度、强鲁棒的光伏面板自动化

提取。

1 数据集与评价指标

1.1 数据来源与数据集构建

本文采用高分二号卫星影像作为数据源，包含1 m
分辨率全色影像（450~900 nm）与 4 m分辨率多光谱

影像 （蓝光 450~520 nm、绿光 520~590 nm、红光

630~690 nm、近红外 770~890 nm）。数据覆盖广东省

湛江市、阳江市典型光伏场站区域。对1 m全色和4 m
多光谱影像进行辐射定标、大气校正和正射校正，利

用ENVI5.6的Gram-Schmidt融合算法生成 1 m分辨率

4波段（红、绿、蓝、近红外）影像，增强光伏面板

纹理细节。

针对光伏场景复杂背景干扰与样本失衡问题，本

文选取农田集中式、水面漂浮式和零散分布式 3类

典型场景，通过ArcGIS10.7目视解译勾画光伏面板边

界，将矢量标签转换为二值栅格掩膜，确保标注精度

达到像素级。采用 256×256 窗口大小裁剪影像与标

签，旨在保留上下文信息并缓解模型训练中边缘误分

割问题。统计样本中光伏面板像素占比（8%~63%），剔

除无效样本，确保数据的均衡性与可靠性。最终数据

集涵盖复杂背景干扰（建筑物反光、植被遮挡、水体

波纹），为模型泛化能力验证提供多场景支撑；共获

得 4 090个样本，其中按 8∶1∶1的比例划分训练集、

验证集和测试集。

1.2 评价指标

为分析不同网络模型方法的性能，本文通过混淆

矩阵将光伏识别结果与真实标签进行比较，通过精确

率、召回率和交并比（IoU）评估不同网络在数据集

上的表现。

2 研究方法

2.1 DeepLabV3+模型

DeepLabV3+语义分割网络模型[14]具有显著的创新

性，在DeepLabV3编码器—解码器架构的基础上，进

一步提升了网络性能。DeepLabV3+核心架构包含编码

器—解码器结构与空洞空间金字塔池化（ASPP）模

块。编码器部分以Xception网络为主干，通过堆叠深

度可分离卷积提取多尺度特征，并利用扩张卷积在保

持特征图分辨率的同时扩大感受野。ASPP 模块并行

执行 4组不同膨胀率（1、6、12、18）的 3×3空洞卷

积，配合全局平均池化分支，实现对多尺度上下文信

息的自适应捕获。解码器部分通过上采样融合深层语

义特征与浅层细节特征，利用1×1卷积进行通道维度

调整，最终通过双线性插值恢复原始分辨率。该网络

通过平衡感受野扩展与计算效率，在复杂场景分割任

务中展现出优越性能。

2.2 模型改进策略

1）轻量化主干网络。将原 Xception 主干替换为

MobileNetV2[15]，利用其倒置残差结构与线性瓶颈层构

建特征金字塔。该结构通过1×1卷积先升维后降维的

操作保留特征表达能力，同时采用深度可分离卷积将

标准卷积分解为逐通道卷积与逐点卷积，大幅减少参

数量，显著降低计算复杂度。

2）改进 ASPP 模块。ASPP 模块通过多膨胀率卷

积提取多尺度特征，但存在两方面局限：①各分支特

征融合时缺乏对通道与空间维度的动态校准，导致冗

余特征干扰关键信息表达；②固定权重的卷积操作难

以适应复杂场景中目标形态与背景的显著差异，易造

成边缘模糊与细节丢失。因此，本文引入卷积注意力

模块（CBAM） [16]进行改进。首先输入特征经过4个并

行分支处理，各分支采用3×3卷积核，膨胀率分别为

1、6、12、18，以捕获不同感受野的上下文信息；再

将每个分支的输出依次连接CBAM，通道注意力通过

全局平均池化和全连接层动态校准通道权重，强化关

键特征通道，空间注意力则基于特征的空间关系生成

权重掩膜，聚焦显著区域；最后多分支特征经拼接和

1×1卷积融合，输出优化后的特征图。

3）混合损失函数。混合损失函数是两种或多种

损失函数的混合体，对于卫星图像识别和语义分割任

务更有效。交叉熵损失（LC）和骰子损失（LD）的非线

性组合已被成功应用于从卫星图像中提取土地覆盖和

潘晓薇等：基于改进DeepLabV3+模型的遥感影像光伏提取研究 ··13
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道路[17]，其中 LC 用于像素级分类， LD 有助于处理类

别不均衡问题。针对光伏面板分割任务，引入 IoU损

失填补边界监督缺口，能改善分类准但边界糊的问

题，放大边界误差影响。因此，本文通过 LC 、 LD 、

IoU损失（LIoU）来组合混合损失函数，设计了3种不同

权重组合的混合损失函数，以探究不同损失项对精度

的影响。

L1 = 3LC + 1LD + 2LIoU （1）
L2 = 2LC + 3LD + 1LIoU （2）
L3 = 1LC + 2LD + 3LIoU （3）

L1 以3倍 LC 为核心，侧重分类准确性，通过高权

重像素级分类约束确保整体类别判别精度； L2 提升

LD 至3倍权重，强调区域一致性，通过强化类别不均

衡处理能力，优化小目标区域的完整性； L3 赋予 LIoU

最高 3倍权重，聚焦目标边界质量，通过放大边界误

差信号迫使模型学习更精细的轮廓特征。系数设计旨

在平衡不同损失函数的影响，以优化模型的学习效

果。本文通过设定不同权重比例初步评估了各损失项

的贡献度，但最优权重组合仍需通过更系统的优化方

法（网格搜索、贝叶斯优化等）确定。

3 实验与结果分析

3.1 实验硬件与参数

实验在配备 Intel Core i9-12900K CPU（16核24线

程）、64 GB内存和NVIDIA GeForce RTX 3090 GPU的

计算平台上进行。软件环境采用Windows 11专业版64位
操作系统，通过Anaconda3（64位）管理Python 3.7环

境，基于 TensorFlow 2.4.0 框架后端搭建深度学习模

型，并利用其内置的 Keras 工具实现模型构建。为

适配 GPU 加速计算，以 CUDA 11.2 为 GPU 驱动平

台，并配置 cuDNN 8.1.0 深度学习加速库。代码开发

与调试通过PyCharm 2021完成，以确保实验流程的可

靠性。

在优化策略方面，采用随机梯度下降优化器对小

批量样本进行参数更新，显著提升了计算效率。为进

一步发挥GPU并行计算能力，将批处理大小设置为 2
的幂，具体超参数配置：Epoch为100、批处理大小为

8，学习率为0.003。
3.2 混合损失函数整合

为验证不同混合损失函数对光伏面板遥感提取的

影响，将混合损失函数整合到由 MobileNetV2 和引入

CBAM 注意力机制的深度学习网络中，对比分析了

L1、 L2 和 L3 损失函数下模型的性能，实验结果见表1，
可以看出， L3 损失函数在光伏面板遥感提取任务中

表现最佳，特别是在 IoU指标上的提升，主要原因在

于其损失项权重的合理分配，使得模型在精准分类、

目标区域完整性和边界优化之间达到了最佳平衡。 LC

有助于优化整体分类精度，而 LD 能有效解决类别不

均衡问题，提高小目标区域的召回率。相比 L1 和

L2 ， L3 赋予了 LIoU 更高的权重，使模型更加关注目

标区域的空间一致性和边界优化，从而提升 IoU指标。

表1 整合混合损失函数的分类精度/%

损失函数

L1

L2

L3

精确率

91.53
91.28
92.87

召回率

93.58
92.65
94.93

IoU
87.54
86.84
88.56

3.3 模型对比分析

为验证各模块改进对光伏识别性能的影响，本文

设计了递进式消融实验：①将 DeepLabV3+主干网络

替换为 MobileNetV2，记为 M 模型；②基于 M，在

ASPP模块中引入CBAM，记为M+C模型；③基于M，

添加改进的混合损失函数作为模型的损失函数，记为

M+D模型；④在M+C模型的基础上，添加改进的损失

函数作为损失函数，记为M+C+D模型。各改进策略

对分类精度的提升效果见表 2，可以看出，M模型的

精确率、召回率和 IoU 分别提升 1.92、0.54 和 1.22 个

百分点，证明轻量化架构在减少计算冗余的同时，未

削弱对光伏面板特征的提取能力，反而通过高效卷积

设计优化了分类性能；M+C模型的IoU进一步增长2.6个
百分点至 86.21%，说明双通道注意力机制有效增强

了模型对复杂背景下目标边界的捕捉能力，尤其在

建筑物阴影、水面反光等干扰场景中，显著提升了

分割的准确性；M+D模型的精确率、召回率和 IoU分

别达到 91.45%、93.46%和 87.15%，验证了 LC 、 LD

与 LIoU 的协同作用有效缓解了样本不均衡问题，并

强化了边界监督；M+C+D 模型的精确率、召回率和

IoU 提升至 92.87%、94.93%和 88.56%，较原始模型

分别提升了 4.26、2.89 和 6.17 个百分点，充分证明

轻量化网络、注意力机制与混合损失函数的组合

策略能显著优化模型在光伏面板分割任务中的分类

精度。

在参数优化方面，本文实现了轻量化与高性

能的平衡。原始模型参数量高达 42.8 M，计算量为

··14
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11 625.27 M，推理速度仅为20.26 FPS；而M模型的参

数量大幅压缩至 4.41 M，计算量骤减至 417.35 M，推

理速度提升至51.68 FPS，印证了轻量化架构对模型效

率的显著优化；M+C模型的参数量仅微增0.01 M，计

算量增加 0.4 M，推理速度略微下降至 48.43 FPS，但

IoU显著提升，证明 CBAM 能以极小的参数代价实现

特征增强；M+D和M+C+D模型的参数量无影响，计

算量与M+C模型基本持平，表明混合损失函数未显著

增加模型复杂度；M+C+D模型在参数量仅为原始模型

10.6%的情况下，实现了更高的分割精度，充分验证

改进策略在降低计算成本的同时保持了模型高效性的

优势。

表2 改进细节网络的得分对比

模型类型

原始模型

M
M+C
M+D

M+C+D

精确率/%
88.61
90.53
91.06
91.45
92.87

召回率/%
92.04
92.58
93.58
93.46
94.93

IoU/%
82.39
83.61
86.21
87.15
88.56

参数量/M
42.80
4.41
4.42
4.41
4.42

FPS
20.26
51.68
48.43
49.52
46.78

计算量/M
11 625.27

417.35
417.75
417.35
417.75

多场景下光伏面板提取结果的对比分析见图 1，
在第一组道路—建筑物混合场景中，原始模型因标签

标注存在偏差（道路两侧存在零散建筑），导致模型

将建筑物识别为光伏面板区域；M+C和M+D模型引入

混合损失函数后，误判区域有所缩小，但边缘仍存在

模糊现象；M+C+D模型通过多尺度特征融合与注意力

机制，修正标注误差的同时完整提取了道路轮廓，更

好地区分了建筑与光伏面板区域。第二、三组水域—

道路混合场景中，所有模型均能有效分割光伏面板主

体，但改进模型在边界优化上表现突出：M+C+D模型

提取的光伏面板边缘保持直线几何特征，相较于原始

模型的锯齿状边界，其 IoU提升了3.2%，且水体波纹

与道路纹理的干扰抑制效果显著。第四组水面光伏场

景中，M+C+D模型通过平衡背景与目标来增强光伏面

板特征响应，提升了水面光伏面板区域的连续性与边

界清晰度。第五组多种光伏面板场景中，原始模型对

左侧光伏面板存在大量漏提，改进模型能使漏提情况

有所改善，但细节丢失存在差异，M+C+D 模型通过

浅层细节保留与空间注意力机制，有效且完整地捕捉

到光伏面板范围，充分验证了改进策略对多光伏面板

场景的强大适应性。

3.4 模型预测结果优化

在模型预测过程中，若将整块测试区域直接输入

模型易引发内存溢出的问题，本文采用滑动窗口裁剪

法对测试影像进行预处理，生成256像素×256像素的

栅格化子图。为优化预测结果的拼接效果，本文提出

两种策略：①按步长 0 （无重叠）裁剪，直接拼接，

虽高效但子图间无冗余信息补偿；②以50%重叠率裁

剪，提取各子图中心128像素×128像素高置信区融合

拼接。策略一需16张256×256 子图拼接；策略二先以

步长 128裁剪 64张（横向、纵向各 8张）子图，再利

用各子图中心128像素×128像素的高置信度区域进行

融合拼接，通过重叠区域的信息冗余和对高置信度区

域的选择来优化最终拼接结果。

为验证策略的有效性，本文选取1 024像素×1 024像
素的影像进行对比（图2），可以看出，策略一黄色框

内光伏板边缘因无重叠冗余信息补偿，分割结果存在

明显的锯齿和断裂，与标签图的规整边界不符，是模

型边缘识别误差直接传递的体现，拼接伪影显著；策

略二黄色框内 50%重叠裁剪+中心高置信区提取，有

效修正了边缘误差，光伏面板边界连续、贴合标签形

态，分割完整性和视觉一致性更好，印证了重叠冗余

与置信筛选对抑制误差的作用。

影像 标签

策略一 策略二

图2 不同策略拼接预测视觉对比

为验证策略对预测结果精度的影响，本文设置了

直接预测拼接与滑动预测拼接的对照实验。结果表

（1）

（2）

（3）

（4）

（5）
影像 标签 原模型 M M+C M+D M+C+D

图1 不同网络结构光伏提取的视觉对比
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明，策略二通过 50%重叠裁剪+中心高置信区域提取

融合机制，显著改善了拼接伪影问题；相较于策略

一，其精确率、召回率和 IoU 分别提升 2.66、1.52 和

1.17 个百分点，达到 92.87%、94.73%和 91.56%。定

量结果与可视化效果共同表明，策略二通过牺牲预测

的计算时间，实现了分割精度与视觉一致性的同步提

升，满足光伏工程场景中对大尺度影像高精度分割的

刚性需求，为实际部署提供了可靠的技术支撑。

4 结 论

本文针对光伏面板遥感提取的挑战，提出了一种

基于 DeepLabV3+模型的改进方法，通过引入轻量化

主干网络 MobileNetV2、嵌入 CBAM 优化 ASPP 模块，

并采用交叉熵—骰子—交并比混合损失函数提升分割

精度。实验结果表明，改进模型在精确率、召回率和

IoU方面分别达到92.87%、94.93%和88.56%，较原始

模型提升 4.26、2.89和 6.17个百分点，在减少参数量

的情况下保持了较高的计算效率；采用滑动窗口预测

策略处理大尺度遥感影像时，有效抑制了分块拼接产

生的伪影现象，提升了全局分割结果的空间一致性。

本文证明了轻量化网络架构、注意力机制与混合损失

函数的协同能有效提升复杂场景下光伏面板的提取精

度，为光伏资源监测、能源规划等应用提供了一种高

效且精准的技术方案。值得注意的是，本文在混合损

失函数的权重系数设计中采用启发式比例分配策略，

虽通过对比实验确认了各损失项的贡献度排序，但系

数组合尚未达到理论最优解，后续需进一步引入贝叶

斯优化、强化学习等智能优化算法，构建动态权重调

节机制，以挖掘损失函数组合的最大潜力。
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