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基于STL-MTL-DDPG自适应动态组合的综合能源

系统多元负荷短期预测 
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摘 要：针对不同时刻多元负荷间耦合系数的峰谷变化以及气象因素对多元负荷变化的感应差异对多任务学习

(multi-task learning, MTL)预测模型精度的影响，提出一种基于单任务学习(single-task learning, STL)-MTL-深度确定

性策略梯度算法(deep deterministic policy gradient, DDPG)的自适应动态组合综合能源系统多元负荷短期预测方法。

首先，明晰电、冷、热多元负荷的峰谷特征指标，基于皮尔森相关系数逐时刻提取气象数据与电、冷、热负荷间

的耦合关系，为后续预测模型构建提供有效的数据支撑；其次，为解决 MTL 模型存在耦合特征峰谷差的问题，

构建 STL 模型相对独立的提取负荷数据自时序特征，同时解决环境因素对多元负荷变化的灵敏度干扰；然后，对

MTL 与 STL 预测数据进行重构，采用 DDPG 构建动态权重自适应分配模型，拟合子模型预测结果，感知外部环

境变化，实现预测模型的逐时刻最优组合。最后，以亚利桑那州立大学 Tempe 校区综合能源系统为例进行验证，

结果表明，模型电、冷、热负荷预测结果的平均绝对百分比误差分别为 0.63%、0.98%和 1.08%，预测精度相比其

他预测模型具有一定提升。 
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Abstract：Aiming at the prediction model accuracy limitation caused by the difference of peak-valley coupling strength 
between multiple loads in different periods, paper proposes a deep deterministic policy gradient algorithm based on an in-
tegrated energy system multi-load short-term forecasting method with single-task learning (STL)+multi-task learning 
(MTL)+DDPG adaptive dynamic combination. First, the peak and valley characteristics of multiple electrical, cold and 
thermal loads were clarified, and the coupling relationship between meteorological data and electrical, cold and thermal 
loads was extracted from time to time based on the Pearson correlation coefficient to provide effective data supports for 
the construction of subsequent prediction models. Secondly, in order to solve the problem of peak-valley difference of 
coupling features in MTL model, a relatively independent STL model was constructed to extract load data from time se-
ries features, and at the same time to solve the sensitivity interference of environmental factors on multivariate load 
changes. Then, the MTL and STL prediction data were reconstructed, and DDPG was used to build a dynamic weight 
adaptive allocation model, which fitted the prediction results of the sub-model, sensed the external environment changes, 
and realized the optimal combination of prediction models from moment to moment. Finally, the IES of Arizona State 
University in Tempe, USA, is taken as an example, the results show that the average absolute percentage error of the pro-
posed method in the forecast of electrical, cold and thermal loads reaches 0.63%, 0.98% and 1.08%, respectively, and the 
prediction accuracy is greatly improved compared with other prediction models. 

——————— 
基金资助项目：国家自然科学基金(52177095；62403288；52107111)；山东省自然科学基金(ZR2024ME029；ZR2023QE181；ZR2022ME219)。 
Project supported by National Natural Science Foundation of China(52177095, 62403288, 52107111), Shandong Province Natural Science Founda-
tion(ZR2024ME029, ZR2023QE181, ZR2022ME219). 



张玉敏，孙  猛，吉兴全，等：基于 STL-MTL-DDPG 自适应动态组合的综合能源系统多元负荷短期预测 1179 

Key words：integrated energy system; multi-task learning; single-task learning; deep deterministic policy gradient; load 
forecasting 
 

0 引言 

作为新一代能源系统，综合能源系统(integrated 
energy system, IES)因其运行灵活、高效低碳以及对

可再生能源的优异吸收能力，成为当前研究与应用

的重点领域[1-2]。精准的 IES 多元负荷预测可有效提

高调度决策的准确度，相比于传统能源系统单一负

荷特性的表现，IES 系统中的多元负荷具有强耦合

及时间变异性。因此，如何优化 IES 多元负荷预测

模型、提升预测精度是提高系统运营经济的关键所

在[3-5]。 
当前，多元负荷预测技术根据预测目标数量的

不同可分为单任务学习(single-task learning, STL)[6]

与多任务学习(multi-task learning, MTL)[7]。单任务

学习模型的预测目标只有一个，模型相对独立，主

要针对历史数据与气象因素进行预测研究，忽略负

荷间相互影响信息。MTL 结构通过整合多序列数

据，充分挖掘任务间的相互关联性，实现并行预测，

显著提升了多元负荷预测的准确性和效率。文献[8]
利用特征挖掘算法深入分析了电、冷、热负荷之间

的复杂关联，并通过多任务学习模型实现了多种负

荷的高效预测。文献[9]由残差网络提取多元负荷间

耦合交互特征，基于注意力机制实现对多元负荷共

享特征的差异化选择，有效提升预测精度。上述研

究在多元负荷预测精度方面的提升具有显著意义，

但仍需在相关方面进一步优化。一方面，MTL 模型

利用并行化训练多目标，忽略了不同预测目标与影

响因素间的相关性差异问题，无法针对单一目标选

择特殊的输入特征[10]。另一方面，上述文献虽然有

效利用了多元负荷的耦合关系，但由于区域环境和

人员的差异，这种耦合关系的强度是不断变化的。

如果采用弱相关变量来预测负荷，则会对预测结果

产生不利影响[11]。 
为解决该问题，弥补 MTL 模型的不足，需要

对不同负荷进行相关性分析，并为预测模型选择合

适的输入向量。文献[12]提出了一种基于循环神经

网络的电、冷、热综合能源短期负荷预测方法，对

多元负荷的相互关系进行分析，进而对相互关系较

弱的负荷类型分别进行预测。然而，文献[12]仅分

析了全年的数据，并没有考虑更细时间尺度上负荷

相关性的差异。文献[13]通过 k 均值聚类法和

Pearson 相关系数相结合提出一种考虑多元负荷超

短期预测方法，通过对相关性进行分析，考虑不同

月份负荷之间的耦合特征，但实际上，在一天中的

不同时间，负荷相关性也有显著差异。IES 中的负

荷相关性可以被认为是整体相关的，但这并不意味

着负荷在每个时刻都是强相关的。由于用户能耗习

惯的差异，这种耦合关系在各时刻并不相同[14-15]。 
针对此问题，文献[16]提出考虑峰谷相关性的

短期负荷预测，基于输入特征的多重选择克服无关

变量对预测结果的影响。为进一步提升预测精度，

研究人员将集成学习推广至多元负荷预测领域，并

取得良好的预测效果。文献[17]基于 Stacking 集成

学习架构融合多个差异化模型以提高 IES 负荷预测

精度，通过结合多种预测方法集成构建预测模型，

有效增强模型泛化能力。文献[18]提出方差-协方差

权值分配法组合子预测模型，有效提高风光功率预

测精度。但目前研究所构建的组合模型不能根据外

部条件的变化自适应调节权重，导致所构建模型对

不同环境的适应程度较低。文献[19]提出了一种基

于深度强化学习的多模型动态组合风电功率短期预

测方法，通过深度确定性策略梯度算法(deep de-
terministic policy gradient, DDPG)架构实时感知外

部环境变化进而实现预测模型的逐时刻最优组合，

提升组合模型的预测精度。因此亟需构建一种权重

自适应调节的多元负荷组合预测模型，充分考虑

IES 峰谷耦合特征对预测结果的影响，以提升 IES
多元负荷预测的精度与可靠性。 

综上所述，为考虑 IES 负荷预测中峰谷负荷耦

合差异，消除气象感应强度差异对预测结果的影响，

本文提出一种基于 STL-MTL-DDPG 的自适应动态

组合 IES 多元负荷预测方法，基于多元负荷耦合特

征逐时刻优化模型组合权重，有效提升多元负荷预

测精度。主要贡献如下： 
1）将多元负荷耦合峰谷数据提炼为结构化信

息，明晰气象因素对多元负荷的感应强度差异。分

别构建 MTL 和 STL 的 IES 多元负荷子预测模型，

通过 MTL 模型深度提取多元负荷的耦合特性，利

用 STL 模型解决不同时段多元负荷峰谷耦合差异

的问题，从而实现对 IES 多元负荷的准确预测。 



 

2）提出基于 DDPG 的多模型融合的 IES 短期

负荷预测模型，构建 DDPG 框架实现环境与组合权

重的动态映射。通过实时感知外界环境的变化，自

适应调整组合权重，从而在保证模型适应性的同时，

显著提高预测精度。 

1  峰谷耦合差异分析 

1.1  峰谷指标系数计算 

在年度时间尺度上，不同负荷的变化特征呈现

出显著的季节性规律。为全面反映 IES 系统多元负

荷的统计特征，研究选用年负荷率、年最小负荷率、

年最大峰谷差率与年平均日负荷率指标，指标计算

方法如附录 A 所示。以文献[20]中园区综合能源系

统内的多元负荷数据进行相应的分析，该数据集多

元负荷统计特征指标计算结果如表 1 所示，其中 ρ

表示年负荷率； minρ 表示年最小负荷率； maxρ 表示

年最大峰谷差率； meanrateρ 表示年平均日负荷率。 
分析表 1 指标结果可知，电负荷在年负荷率、

年最小负荷率和年平均日负荷率等指标上表现优

秀，显著高于热负荷和冷负荷。而在年最大峰谷差

率方面，电负荷的水平相对较低。数据表明该 IES
的能源结构以电力为主导，热负荷和冷负荷作为辅

助能源。热负荷和冷负荷波动较大，反映了用户对

冷热能使用的时效性需求，体现出 IES 系统在多能

调度中的灵活性。 
1.2  峰谷相关性分析 

在电力系统中，电力负荷具有明显的短期峰谷特

性。以 IES 电负荷数据为例，不同时段的平均负荷如

图 1(a)所示。从图 1(a)可以看出，不同时段的电力负

荷存在明显的峰谷差异。用电高峰时段为 08:00—
20:00，用电谷时段为 00:00—08:00 和 20:00—24:00。
与电负荷数据的峰谷特征类似，图 1(b)基于 Pearson
系数计算出多元负荷的相关系数绝对值，描述电热

负荷之间的相关性，对于电热负荷，相关性曲线随

着日期和时间呈现出明显的峰谷特征。 
图 1(c)为电冷负荷的相关曲线，夏季电冷负荷

的相关性高于冬季负荷。图 1(d)为热冷负荷的相关 
表 1  峰谷指标系数计算 

Table 1  Peak and valley index calculation coefficient 

负荷类型 ρ ρmin ρmax ρmeanrate 

电负荷 0.587 0 0.312 1 0.420 4 0.901 5 

热负荷 0.386 7 0.198 5 0.586 5 0.843 6 

冷负荷 0.374 2 0.068 8 0.679 7 0.752 1 

 

图 1  不同时段负荷及相关系数峰谷分布图 

Fig.1  Peak and valley distribution of electricity load  

at different time periods 
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性，总体呈现中间低、周围高的趋势，可知热冷负

荷的相关性取决于日时差和季节差异两类影响因素。 
综上所述，电、热、冷不同负荷之间存在负荷

相关峰和负荷相关谷，相关曲线随着时间的推移呈

现出一定的规律性。当多元负荷间的耦合强度较弱

时，将多元负荷序列作为预测模型的输入可能会影

响预测精度。 
1.3  气象特征优选 

MTL 模型在多元负荷预测中的优势主要在于

其通过共享特征提取器，捕捉不同负荷间的潜在关

联，从而与 STL 模型相比表现出更优的预测结果。

然而，通过进一步分析可知，气象因素对各类负荷

具有不同的影响程度，该特性直接影响了 MTL 模

型的特征选择。若仅选取与各负荷均高度相关的气

象特征，将导致预测任务中忽视部分负荷的重要驱

动因素；此外，若过度泛化地引入与任一负荷相关

的特征，则可能增加模型输入的噪声水平，限制预

测精度的提升空间。为验证多元负荷对气象因素的

感应强度差异，利用 Pearson 系数分析多元负荷与

环境变量相关程度，结果如表 2 所示。 
由表 2 可知，多元负荷对于同一气象影响因素

的感应强度存在显著差异。同时，基于对 MTL 模

型的深度分析可知，当 MTL 模型在预测目标间的

相关性较弱时，其预测效果通常较差。基于此，采

取 MTL 与 STL 相结合的策略，有效提升模型的预

测精度。为保证模型的特征注意力层准确提取有效

特征信息，使预测结果接近真实值，选择与负荷相

关系数大于 0.3 的气象特征，STL 模型气象因素具

体情况如附录 B 图 B1 所示。同时，筛选出与研究

目标高度相关的前 7 组数据作为 MTL 模型输入特

征，确保其代表性。 

2  基于 DDPG-MTL-STL 的综合能源系统

多元负荷组合预测模型 

2.1  基于 Transformer 的单任务学习模型 

STL 模型针对电、冷、热负荷数据选择不同特

征与模型参数，忽略不同预测目标的耦合特性，独

立提取各序列时序特征。本文提出了基于注意力机

制的 Transformer 单任务学习模型，Transformer 架
构利用自注意力机制实现了全局信息的有效提取，

然而其计算复杂度较高。为优化计算效率，研究人

员提出移除 Decoder 层的改进方案[21]，通过消除交

叉注意力模块对模型收敛的制约，显著提升了训练 

表 2   电冷热负荷与气象因素间相关系数 

Table 2   Correlation coefficient of electrical, cooling and 

heating loads with meteorological factors 

气象类型 
 相关系数  

电负荷 冷负荷 热负荷 

表面反射率 0.259 3 0.308 3 −0.396 1 

降水量 0.623 1 0.340 0 −0.705 3 

太阳高度 −0.311 7 −0.456 5 0.281 6 

温度 0.625 7 0.787 9 −0.798 4 

气压 −0.547 2 −0.591 3 0.648 8 

露点 0.517 5 0.520 9 −0.399 7 

湿度 −0.223 6 −0.372 1 0.471 1 

风速 0.028 6 0.023 1 −0.027 2 

总辐射 0.014 2 −0.114 6 0.152 0 

 
速度。通过输入-编码-输出 3 个步骤得到负荷预测

结果，模型具体结构详见附录 C 图 C1。 
2.2  基于 MultiTr 的多任务学习模型 

本文利用一种多任务预测框架 MultiTr，旨在实

现多元负荷波动序列的同步预测。模型采用共享编

码器-独立解码器的架构，以负荷和气象等多源数据

作为输入特征。在编码阶段，利用统一编码器将共

享输入数据特征，基于多头自注意力机制提取多元

序列及其关联因素间的复杂关系；在解码环节，针

对不同任务设计的独立解码器整合共享的隐藏特征

与特定任务信息，实现更精准的任务处理。在确保

各任务解码器具备充分的非线性表达能力的同时，

能够适应不同类型负荷的波动特性；最后通过单次

解码过程，实现了多元负荷序列的精准预测。

MultiTr 结构如附录 B 图 B2 所示。 
2.3  深度确定性策略梯度算法 

在 DDPG 框架中，Actor 网络采用确定性策略，

通过梯度上升策略更新其参数，生成具体动作。

Critic 网络则用于评估动作的价值，通过最小化 Q
值与预测值之间的误差来优化参数。 

DDPG 系统主要由 5 个核心模块构成，分别是

在线策略网络、目标策略网络、在线评价网络、目

标评价网络以及经验储存池。在 DDPG 框架下，

Actor 模块根据在线状态信息来决定动作的执行，

与之相对应的，Critic 模块则通过评估状态与动作

对 Q 值的影响提供反馈信息。与此同时，经验储存

池通过存储 Agent 在与环境交互中产生的状态、动

作、奖励和下一个状态这 4 个要素的经验元组，从



 

而实现模型训练过程中的经验的随机抽样和重复利

用，提高模型训练效率。核心模块的协同工作实现

了完整的 DDPG 扩展工作，其具体的动作流程和模

块关系如图 2 所示。 
2.3.1  经验回放池 

DDPG 利用经验回放池存储智能体与环境交互

的经验样本，通过随机采样打破数据时序相关性，

提升训练稳定性并促进策略在动作空间中的有效收

敛。基于记忆库对经验进行重放，增强模型对环境

动态的理解，避免局部最优，同时通过均衡管理新

旧样本，优化智能体在复杂环境中的决策鲁棒性。 
2.3.2  Actor 与 Critic 目标网络参数更新 

目标网络在 DDPG 运行中起到核心作用，其通

过引入参数软更新机制，在每次迭代中逐步调整网

络权重，有效降低 Q 值函数的不稳定性，避免 Q 值

的震荡问题，为算法的稳定性提供有力保障。其更

新公式为： 
 1 1 1(1 ) ( )t t t t t tθ τθ τ θ θ τ θ θ− − −′ ′ ′ ′← + − = + −  (1) 
 1 1 1(1 ) ( )t t t t t tω τω τ ω ω τ ω ω− − −′ ′ ′ ′← + − = + −  (2) 
式中： tθ 为 t 时刻在线策略网络参数； tθ ′为 t 时刻

目标策略网络参数； tω 为 t 时刻在线评价网络参数；

tω′为 t 时刻目标评价网络；τ 为软更新系数，其值

远小于 1，因此当在线网络参数出现小幅度变化时，

目标网络参数会保持相对稳定。 
2.3.3  Actor 与 Critic 在线网络参数更新 

在学习过程中，通过从经验池中随机抽取 N ′个

样本 1( , , , )j j j js a r s + ，在线评价网络首先更新，其损

失函数表达式为： 

 ( )( )2

1

1 ,
N

j j j
j

L y Q s a
N

ω
′

=

= −
′∑  (3) 

 1 1( , ( ) )j j j jy r Q s sγ π θ ω+ +′ ′ ′ ′= +  (4) 

式中：γ 为折扣因子； ( )Q′ ⋅ 为神经网络在参数θ′下
的动作价值函数；π ′为 j+1 时刻的确定性策略。 

Critic 在线网络参数ω的更新过程可表示为： 
 Lω ωω ω α′← − ∇  (5) 
式中： ωα 为在线评价网络的学习率； Lω∇ 为损失

函数关于网络参数ω的梯度。 
Actor 在线网络按照式(6)所示的链式法则更

新，其关于网络参数θ 的损失梯度为： 

,

,

( )

( )

( ( , ) )

       ( ( , ) ( | ) )

j j

jj j

s s a s

a s ss s a s

J Q s a w

Q s a w s

θ θ π θ

θπ θ θ

Ε

Ε μ

= =

== =

∇ ≈ ∇ =

∇ ∇
 (6) 

式中： ( )E ⋅ 为期望值；s 为当前时刻的状态；a为当 

 

图 2  DDPG 网络结构图 

Fig.2  Diagram of DDPG network structure 

 
前时刻的动作；w 为更新参数； Jθ∇ 为在线策略网

络中参数的梯度。θ 的更新过程表示为： 
 Jθ θθ θ α′← + ∇  (7) 
式中： θα 为在线策略网络的学习率。 
2.3.4  DDPG 权重分配目标 

本文将外部环境定义为多个子模型的权重配

置，系统的核心机制在于从环境中获取信息，调整

子模型的权重分布，并根据环境反馈获得奖励。定

义 f̂ 和 f 分别表示多元负荷的预测值和量测值，构

建式(8)和式(9)所示的优化模型，以获取不同时刻各

子模型的优化权重，目标函数是最小化负荷组合预

测值和负荷实际值之间的相对误差。 

 1
1, 0, ,

s.t.
0 1, 0, , ; 1, ,

K
k
t i

j

k
t i

w i m

w i m k K

−
=

−

⎧
= =⎪

⎨
⎪ ≤ ≤ = =⎩

∑
 (8) 

 ( )
0 1

ˆmin 100%
m K

k k
t i t i t i t iw i k

f w f f− − − −
= =

⎛ ⎞
− ×⎜ ⎟

⎝ ⎠
∑ ∑  (9) 

式中： ˆ k
t if − 为 t−i 时刻第 k 个子模型的负荷预测值；

t if − 为 t−i 时刻负荷量测值； k
t iw − 为 t−i 时刻第 k 个

子模型的待优化权重；K 为子模型总数。 

3  预测流程 

针对气象因子与异质负荷间的非线性响应特

性以及多元负荷间复杂的时变耦合差异导致精度受

限的问题，本章提出一种基于 STL-MTL-DDPG 的

自适应动态组合预测模型，预测流程如附录 B 图

B3 所示，具体步骤如下文所述。 
1）输入数据：将历史负荷序列和气象数据划

分为训练集、验证集和测试集，筛选出多元负荷序

列与气象因素相关性强的特征序列，最后归一化样
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本数据，去除量纲对数据的影响。 
2）任务训练：将不同组合数据分别输入到 MTL

模型和 STL 模型中，利用网格搜索法[21]对各模型参

数进行调整，获取各子模型的多元负荷预测值。 
3）权重分配：在探索学习过程中深度确定性

策略梯度算法从预测环境中感知当前状态，以负的

MAPE值最大作为奖励约束目标，根据当前策略输出

带有探索噪声的权重动作，作为组合模型的权重。 
4）输出预测结果：依据 DDPG 策略输出动作

权重，重构各子模型预测结果，得到最终多元负荷

预测值，基于评估指标对预测结果进行误差分析。 

4  算例分析 

4.1  实验平台配置及数据来源 

本文选用美国亚利桑那州立大学Tempe校区的

IES电、冷、热负荷公开数据集，采样间隔时间为1 h，
研究通过美国国家可再生能源实验室获取该地区

2018 年 12 月至 2019 年 12 月的气象数据，数据集

选取时间跨度为全年。其中，2018 年 12 月至 2019
年 6 月的数据用于模型训练，剩余数据按 1:1 的比

例分别用于验证和测试。模型构建采用 Pycharm 开

发环境与 Pytorch 深度学习框架，实验设备为搭载

Win10 系统的计算机，配置包含 Intel i9-12900 H 处

理器和 Nvidia RTX3070 显卡，统一采用千瓦作为多

元负荷的计量单位，换算关系为： 
 1 kW 3.4 mBtu / h 0.284 tonhr= =  (10) 
4.2  评价指标 

误差评价指标使用均方根误差 (root mean 
square error, RMSE)和平均绝对百分比误差(mean 
absolute percentage error, MAPE)，分别表示为： 

 2

1

1 ˆ( )
N

i i
i

R y y
N =

= −∑MSE  (11) 

 
1

ˆ1 100%
N

i i

i i

y y
M

N y=

−
= ×∑APE  (12) 

式中： iy 和 ˆiy 分别为 i 时刻负荷的真实值和预测值；

N 为预测时间点数。 
4.3  STL 与 MTL 预测结果对比分析 

为验证 MTL 模型基于数据耦合特征提升预测

精度的有效性，构建 STL 预测模型与其对比，两者

模型参数保持不变，MTL 同时预测出电、热、冷负

荷，STL 对电、热、冷负荷分别进行独立建模，单

独输出预测结果。MTL 网络需优化的参数分别为模

型尺寸、多头注意力个数、编码器输入个数以及解

码器输入个数。模型尺寸从{16，32，64}中选取，

多头注意力个数从{2，4，8}中选取，编码器以及解

码器输入个数从{128，256}中选取，对以上参数执

行网格搜索，确定当模型尺寸为 32、多头注意力个

数为 8、编码器以及解码器输入个数为 256 时，模

型性能最高。STL 模型所用参数与 MTL 相同，同

时基于经验参数，设置模型训练批次为 64，训练迭

代 100 次。 
为剔除数据噪声对预测精度的影响，本文算例

在数据输入前利用多元变分模态分解算法

(multivariate variational mode decomposition, 
MVMD)对时序数据分解，并对各序列预测结果重

构，降低数据的强波动性特征，具体分解重构流程

参考文献[20]，预测结果如表 3 所示。 
由表 3 可以看出，相比于 STL 模型，MTL 模

型对电、冷、热负荷的预测精度更优，多元负荷

MAPE 值分别降低了 13.75%、4.27%、8.06%，RMSE

值分别降低了 12.46%、0.65%、11.63%，且预测用

时明显低于单负荷独立预测，预测效率更高，MTL
模型通过正则化效应减少模型对单个任务的过拟

合，一次性输出多元负荷预测数据，显著提高了计

算效率，同时准确预测负荷数据。 
4.4  DDPG 参数敏感性分析 

DDPG 算法稳定性对参数依赖性强，不合适的

超参数选择对收敛性影响较大。基于此，通过 10
次实验计算所得的 DDPG 训练总奖励平均值，以验

证模型在动态权重分配中的收敛性与稳定性，训练

曲线如附录 B 图 B4 所示，结果表明，在设置训练

次数内模型已趋于收敛，权重决策水平能够满足要

求。为探究软更新系数、Actor 网络学习率参数以

及 Critic 网络学习率参数对 DDPG 自适应权重分配

架构性能的影响，分别对其进行不同取值测试。图 3
对比了这 3 个超参数对电负荷预测精度的影响。 

表 3  STL 与 MTL 模型预测结果对比 

Table 3  Comparison of prediction results of STL and MTL 

models 

模型 负荷类型 MAPE/% RMSE/kW 耗时/s 

STL 

电 0.80 240.73 8.65  

冷 1.17 307.82 8.28  

热 1.24 32.32 8.26  

MTL 

电 0.69 210.97 

8.43  冷 1.12 305.43 

热 1.14 28.56 



 

结果表明，软更新系数和学习率参数的选择会

影响训练结果。当选择的软更新系数较高时，网络

波动较大，导致训练不稳定，随着软更新系数的降

低，训练总奖励呈现先降后增的非线性波动，软更

新系数不足导致收敛速度降低，导致模型陷入局部

最优，性能反而下降。学习率参数决定模型更新的

步长，由图 3 可知，Critic 网络学习率为 1×10−4时 
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图 3  DDPG 不同超参数下多元负荷预测误差对比 

Fig.3  Comparison of errors in multivariate load forecasting 

under different hyperparameters of DDPG 

性能达到最优，随着学习率降低，Critic 网络无法

有效利用 Actor 网络提供的梯度信息，导致策略收

敛到次优解或停滞不前。同时，对于 Actor 网络来

说，较低的学习率使得 Actor 网络快速收敛并提供

准确的 Q 值估计，有效提高了模型性能。因此，选

定软更新系数为 1×10−2、Actor 网络学习率参数为

1×10−4、Critic 网络学习率参数为 1×10−5，系统其余

环境参数设置详见附录 D 表 D1，实验结果表明，

合理选择各参数可以有效提升模型的训练效果和预

测性能。 
4.5  组合模型对比分析 

为进一步评估本文所提组合模型对预测精度

提升的有效性，分别采用基于 BiGRU 的 MTL 模型

(M1)、基于 CEEMDAN-Transformer 的 STL 模型

(M2)、基于 CEEMDAN-MultiTr 的 MTL 模型(M3)
和基于 MVMD-BiGRU 的 MTL 模型(M4)，与本文

所提的 STL-MTL-DDPG 动态组合模型(M5)进行对

比分析。表 4 和图 4 展示了各模型对 10 月 21 日至

10 月 27 日期间电、冷、热负荷预测的结果。由表 3
与表 4 可知，本文所提 M5 模型预测误差明显低于

子模型 MTL 和子模型 STL。以电负荷为例，模型

M5 比模型 MTL、模型 STL 的 MAPE指标分别降低

8.70%、21.25%。由此可见，组合模型通过弥补各

子模型的缺陷，能有效提升模型的预测精度。 
如图 4 所示，IES 多元负荷实际观测值呈现出

显著的峰谷波动特征，波动强度较为明显。相比之

下，M1 模型的预测值曲线表现出过度平滑现象，

与真实负荷曲线存在显著偏差，这表明模型在捕捉

负荷波动特性方面存在不足。M2 模型通过模态分

解降低数据噪声，对各频分量分别建立 STL 预测模

型，降低预测难度；M3 模型通过考虑 IES 各负荷

间耦合关系，建立 MTL 预测模型，预测误差有所

降低。M4 模型利用 MVMD，避免独立分解引起的

耦合度损失，进而有效提高预测精度，在多任务学 
表 4  MAPE 预测精度对比 

Table 4  Comparison of MAPE prediction accuracy  

模型 
MAPE 预测结果/% 

电 冷 热 

M1 2.10 2.59 3.62 

M2 2.12 2.64 3.05 

M3 1.81 2.56 2.83 

M4 1.80 1.17 1.16 

M5 0.63 0.98 1.08 
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习模型基础上更完整地提取特征，精度略高于 M3。
M5 预测精度明显高于前 3 种模型，原因在于本文

所提 M4 模型融合了 STL 与 MTL 的协同优势，不

仅有效捕获了异质负荷间的时间维度耦合特性，同

时保持了气象因子对冷、热、电负荷的差异化影响

模式，实现预测性能的显著提升。 
4.6  不同组合模型的预测结果分析 

为验证本文所提基于 DDPG 动态组合模型(F4)
的优越性，将其分别与基于平均权重的组合模型

(F1)、基于误差倒数的组合模型(F2)与基于方差-协
方差的组合模型(F3)进行对比验证，同时为验证模

型的普适性，本节选取 11 月 4 日至 11 月 10 日内的 
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图 4  IES 电、冷、热负荷预测结果 

Fig.4  Forecasting results of electrical cooling and heating 

loads for IES 

预测数据进行解释分析。 
F1、F2、F3 组合模型权重赋值方法分别如附录

E1、E2、E3 所示；此外，附录 B 图 B5 为算例选取

时段所提组合模型的权重赋值情况。经计算，F1 组

合模型中 STL 和 MTL 权重相同，均为 0.5；F2 组

合模型中 STL 和 MTL 的权重在电负荷预测中分别

为 0.47、0.53，在冷负荷预测中分别为 0.42、0.58，
在热负荷预测中分别为 0.48、0.52；F3 组合模型中

STL 和 MTL 的权重在电负荷预测中分别为 0.47、
0.53，冷负荷预测中分别为 0.39、0.61，热负荷预测

中分别为 0.38、0.62。由附录 B 图 B5 可知，F4 模

型能有效感知环境变化，在不同时段赋予各子模型

不同的权重。利用评价指标对其精度进行整体评估

对比，4 种模型预测精度如表 5 所示。 
由表 5 预测结果可知，子模型在电负荷预测中

误差不大，F1、F2、F3 组合模型相对于子模型在精

度上并未有明显提升，F4 通过自适应感知状态，更

好地拟合曲线，相对前 3 者其 MAPE 值分别降低了

1.91%、1.56%、1.74%。而对于冷负荷，其波动性

更为明显，精度相对较低，F4 模型的优越性更为明

显，相比其余 3 种组合模型其 MAPE 值分别降低了

8.04%、3.99%、2.17%，热负荷 MAPE值分别降低了

8.58%、4.91%以及 4.38%，充分说明所提模型相较

于其他对比模型具有更优越的预测性能。 
为了更直观地展现模型的预测精度，图 5 展示

了 4 种预测模型在周六 24 h 的预测结果。由图 5 可

知，固定权重模型 F1，由于其不能感知环境变化及

时改变权重，因此表现最差；F2、F3 只从权重的误

差变化规律出发，可以有限地实现权重分配，在一

定程度上减少了预测误差，但精度仍不如模型 F4。 

表 5  各组合模型预测精度对比 

Table 5  Comparison of prediction accuracy of each model 

评价指标 模型 
参数预测结果 

电 冷 热 

MAPE/% 

F1 0.577 0.784 0.932 

F2 0.575 0.751 0.896 

F3 0.576 0.737 0.891 

F4 0.566 0.721 0.852 

RMSE/kW 

F1 158.14 223.29 22.23 

F2 158.49 213.38 21.47 

F3 158.24 209.52 21.34 

F4 158.06 205.22 20.51 
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图 5  组合模型结果对比图 

Fig.5  Comparison chart of combined model results 

 
进一步分析各负荷误差分布可知，预测误差呈现出

显著的时段聚集特征。对于电负荷，聚集性误差具

体表现为在早晚用电高峰时段(07:00—09:00 与

18:00 — 20:00) 预 测 的 MAPE 较 平 均 值 高 出

0.5%~1.5%；进一步分析冷负荷预测曲线可知，其

误差在午间 14:00—16:00 期间相对较大，基于实验

数据集特征分析可知，校区内部分布式能源以光伏

为主，故分析其误差主要来源于午后光伏出力陡降

阶段所造成的出力波动；对于热负荷，其误差在凌

晨时段较为显著，可见热负荷误差与室外温度呈现

显著负相关特征，具有一定的规律性。 
综上可知，本文模型可以综合考虑权重的时序

变化规律，更好地实现权重自适应，充分利用多元

负荷耦合信息，基于自适应融合框架融合单任务学

习独立建模优势和多任务学习模型关联特征提取能

力，拟合最终的预测值，为实际综合能源负荷预测

提供了更为可靠的解决方案。 

5  结论 

1）所提基于 DDPG 的自适应动态组合预测方

法，通过误差反馈机制，动态更新组合权重，增强

了模型的自适应能力，相较于固定权重组合算法，

其电、冷、热负荷的 MAPE 值分别降低了 1.91%、

8.04%、8.58%。 
2）所构建的 STL-MTL-DDPG 动态组合预测模

型能够有效解决耦合峰谷差异导致的多任务学习模

型预测精度受限问题。通过 MTL 模型有效提取多

元负荷的整体耦合特性，基于 STL 模型消除峰谷耦

合与气象因素差异对预测结果的影响。该模型对电、

冷、热负荷预测 MAPE值分别达到 0.63%、0.98%、

1.08%，在 IES 多元负荷短期预测领域具有良好的

泛化能力和应用潜力。 
本研究基于亚利桑那州立大学 Tempe 校区的

电、冷和热负荷数据，证明所提出的组合预测模型

的可行性。尽管模型在不涉及物理结构的情况下可

以有效处理已知数据集，准确预测当前环境中的负

荷，但在商业建筑、工业园区、社区负荷预测中的

有效性需进一步验证，后续将继续探索模型在不同

能源管理系统中的准确性，同时考虑利用优化算法

来实现各超参数的最优组合。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 多元负荷峰谷特征统计指标  

为全面反映 IES 系统多元负荷的统计特征，研

究选用年负荷率、年最小负荷率、年最大峰谷差率

与年平均日负荷率指标，指标计算方法如附录 A 所

示。 

 year year,maxL Lρ =  (A1) 

 min year,min year,maxL Lρ =  (A2) 

 ( )maxvp day,max day,min day,maxmax L L Lρ = −  (A3) 

 
12 12

meanrate monthmaxday, monthmaxday,max,
1 1

i i
i i

L Lρ
= =

= ∑ ∑  (A4) 

式中： yearL 表示年负荷平均值； year,maxL 表示年负荷

最大值； day,maxL 表示日负荷最大值； day,minL 表示日

负荷最小值； monthmaxday,iL 表示第 i 月日负荷平均值；

monthmaxday,max,iL 表示第 i 月日负荷最大值。 
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图 B1  STL 模型气象因素选择 

Fig.B1  Selection of meteorological factors of STL model 
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图 B2   MultiTr 模型结构图 

Fig.B2  Structure of the MultiTr model 
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图 B3   基于 DDPG 自适应动态组合的综合能源系统多元负荷预测 

Fig.B3  Multivariate load forecasting of integrated energy system based on DDPG adaptive dynamic combination 
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图 B4   DDPG 训练过程收敛情况 

Fig.B4   Convergence of DDPG training process 
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图 B5  DDPG 预测子模型权重变化 

Fig.B5   DDPG predicts weight changes of submodels 

 



 

附录 C 单任务学习模型 
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图 C1  基于 Transformer 的单任务学习预测模型 

Fig.C1  STL prediction model based on Transformer 

 
STL 模型由若干个编码器组成，其用于将输入

编码至隐藏信息矩阵中。首先，基于多头注意力层

通过自我学习将查询向量 Q、键向量 K和值向量 V
并行注入注意力层中，对数据进行拼接，基于向量

映射统一维度输入下层模型中，有效提取数据独立

时序特征，减少无关气象因素对预测结果的影响。

其次，利用前馈神经网络增强模型的非线性拟合能

力，前馈神经网络由两层线性变换组成，同时利用

ReLU 激活，故前馈神经网络也称为两个核大小为 1
的卷积。最后，利用残差连接与层归一化将输入数

据映射至特定的数值范围或分布之中，进而提升预

测模型训练过程的收敛速度以及稳定性。 

附录 D 

表 D1  DDPG 超参数 

Table D1  DDPG hyperparameter  

参数 取值 

批尺寸 32 

折扣因子 0.90 

Actor 网络学习率 0.000 01 

Critic 网络学习率 0.000 1 

软更新系数 0.01 

Actor 网络隐含层层数 2 

Critic 网络隐含层层数 2 

附录 E1 基于平均权重的组合模型 

采用平均权重分配策略的组合预测模型，通过

赋予各子模型相同的权重系数，实现预测模型的简

化设计。为确保各预测模型对最终结果具有均等的

贡献度，权重计算过程如式(E1)所示： 

 
1 ( 1,2, , )iw i n
n

= = Λ  (E1) 

故基于平均权重的组合模型可表示为： 

 re re,
1

n

i i
i

p w p
=

= ∑  (E2) 

式中：pre为组合的预测结果；pre，i为第 i 个模型的

预测结果；本文设定 stl 0.5w = 、 mtl 0.5w = 。 

附录 E2 基于误差倒数的组合模型 

设MTL的误差为MAPE，MTL,STL的误差为MAPE，

STL，则基于误差倒数的组合模型可表示为： 
APE,STL APE,MTL

re re,MTL re,STL
APE,STL APE,MTL APE,STL APE,MTL

M M
p p p

M M M M
= +

+ +

  (E3) 

附录 E3 基于方差-协方差的组合模型 

基于方差-协方差的组合模型的核心思想是通

过最小化组合预测误差的方差，计算各单一模型的

预测误差及误差的方差-协方差矩阵，建立以组合预

测误差方差最小化为目标的优化问题，进而确定各

单一模型的最优权重，组合预测的误差方差可表示

为： 

 2
ar c

1
( )

k

i ii
i

V e w σ
=

=∑  (E4) 

为了求得最合适的权重，就必须使得 ar c( )V e 取

值最小，且满足 1iw =∑ 。使用拉格朗日函数求

ar c( )V e 的最小值，可得： 

 
11

1
1 1( )

i

ii
kk

w
σ

σ σ

=
+ +Κ  (E5) 

且： 
 ar c( ) i iiV e wσ=  (E6) 

n 个模型的误差表示为 1 2, , , ke e eΛ ，这些误差服

从均值为 0 的正态分布。方差 ( 1,2, , )ii i nσ = Λ 的预

估值 ˆ iiσ 可表示为： 

 2

1

1ˆ ( )
n

ii ii
i

e
n

σ
=

= ∑  (E7) 

式中：n 为历史数据的数量，因此 iw 的估计值可表示为： 

 
11 1

2 2

1 1 1
ˆ

n k n

i it jt
t j t

w e e
−− −

= = =

⎛ ⎞ ⎛ ⎞
= ⎜ ⎟ ⎜
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