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基于分组交叉门控机制图卷积神经网络的源荷超

短期功率联合预测方法 

赵婉冰，杨  强，陈源奕 
（浙江大学电气工程学院，杭州 310027） 

 
摘 要：多场站多类型源荷功率联合预测场景中，传统的时间序列预测模型难以高效提取多类型源荷的时空相关

特征和内在隐含联系，导致功率预测精度不足。针对该问题，该文提出一种融合改进图卷积神经网络和分组交叉

门控机制的源荷超短期功率联合预测方法。首先，构建了基于改进型时空图卷积神经网络的源荷超短期功率联合

预测模型，可充分提取源侧(风电、光伏)与荷侧(电负荷、热负荷)功率的时空关联特征。进而，设计了一种分组交

叉门控机制并集成到改进的图卷积网络中，可使不同类型源荷信息得以交叉调制，有效利用了源荷之间的内在隐

含联系，从而显著提升了多场站多类型源荷超短期功率联合预测的精度。最后，基于我国北部某地区的风光电源

和电热负荷数据进行了对比实验，结果验证了所提方法的有效性和优越性。 
关键词：超短期功率预测；功率联合预测；图卷积网络；分组交叉门控机制；时空相关性 

 
Ultra-short-term Source-load Joint Forecasting Method Based on Group Cross-gating  

Mechanism and Graph Convolutional Neural Network 
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Abstract：In the scenario of joint power forecasting for multiple sites and multiple types of sources and loads, traditional 
time-series forecasting models are often difficult to efficiently extract spatiotemporal correlations and inherent relation-
ships among different types of sources and loads, resulting in insufficient forecasting accuracy. To address this issue, this 
paper proposes an ultra-short-term source-load joint forecasting method that integrates an improved graph convolutional 
neural network (GCN) with a group cross-gating mechanism. First, an ultra-short-term joint power forecasting model 
based on the improved GCN is constructed to fully extract the spatiotemporal correlation features of source (wind, solar) 
and load (electricity, heat) power. Then, a group cross-gating mechanism is designed and incorporated into the improved 
GCN, thus the cross-modulation of information between different types of sources and loads is realized, effectively utiliz-
ing their inherent relationships. This significantly improves the accuracy of ultra-short-term joint power forecasting for 
multiple sites and multiple types of sources and loads. Finally, based on historical data of wind power, solar power, elec-
tric load, and heat load from a region in northern China, comparative experiments are conducted. The results verify the 
effectiveness and superiority of the proposed method in terms of prediction accuracy. 
Key words：ultra-short-term power prediction; joint power prediction; graph convolutional network; group cross-gating 
mechanism; spatio-temporal correlation 

 

0 引言1 

随着全球能源系统低碳转型发展逐步深入，风

电和光伏等可再生能源已成为电力系统的重要组成

部分[1]。然而，风电和光伏受自然条件(如风速、光

照强度等)影响显著，其出力呈现不确定性和间歇
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性，对电力系统安全稳定运行构成了巨大挑战[2]。

随着城市化进程加快和居民生活水平提高，电力负

荷与热负荷的需求也日益复杂多变，对综合能源系

统供需平衡和高效调度提出了更高要求[3]。因此，

精确的源荷(风光电源和电热负荷)功率预测，对于

提升系统运行可靠性、经济性和灵活性具有重要 
意义[4-5]。 

在综合能源系统中，光伏和风电受自然条件影
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响具有波动性，而电、热负荷需求受社会经济活动、

气候条件及用户行为模式等多重因素影响，具有高

度动态性和不确定性[6-7]。源荷之间由于共享驱动因

素和系统运行的动态平衡特性，存在复杂的相互作

用和依赖关系。若能够利用这些变量间潜在的耦合

关系，构建包含复杂相互作用的预测模型以联合预

测多种源荷功率，则有助于提升每种变量预测的准

确性，并为优化调度提供更加精确、全面的信息。 
近年来，机器学习算法在可再生能源发电和负

荷预测领域受到广泛关注。卷积神经网络 (convo-
lutional neural network, CNN)[8-9]、 长短期记忆神经

网络(long short-term memory, LSTM)[10-11]、门控循

环 单 元 网 络 (gated recurrent unit, GRU)[12] 、

Transformer 网络[13]等神经网络模型的引入，提升了

源/荷功率的预测性能。文献[14]采用改进的 LSTM
网络进行超短期风电功率预测，具有良好的时序学

习能力。文献[15]构建了基于 CNN-LSTM 的混合模

型，提高了负荷预测精度。文献[16-17]分别采用改

进的 GRU 和 Transformer 网络建立了短期光伏功率

预测模型。然而，上述研究工作主要集中于单一类

型电源或负荷的预测，忽视了不同类型源荷之间的

相互联系，不具备多类型源荷组合下的功率预测能

力。为解决该问题，部分文献针对多种不同变量联

合预测开展了研究。文献[18]利用光伏和风电之间

的潜在相关性，通过引入混合框架来预测多类型能

源发电功率。文献[19]构建了涵盖电、热的综合负

荷预测模型。然而，上述模型只考虑了源与源(风电

与光伏)之间、荷与荷(电负荷与热负荷)之间的相关

性，并未深入挖掘源与荷之间的隐性耦合关系。 
上 述 部 分 工 作 所 提 出 的 预 测 模 型 ( 如 

LSTM[10-11]、GRU[12])使用了门控机制以提升模型对

时间序列的处理能力，但仍存在一定局限：模型仅

能通过门控单元对单一类型的输入变量在时间维度

上进行信息过滤，但在处理多源异构数据时难以充

分利用源侧(如光伏、风电)、荷侧(电负荷、热负荷)
多种变量的丰富特征，导致不同变量之间缺乏信息

交互。特别是风/光多场站功率与电/热多区域负荷

联合预测场景下，传统门控机制无法实现对多维度

时空信息的精细化提取，限制了功率联合预测精度。 
图卷积神经网络(graph convolutional network, 

GCN)因其具备对图结构数据出色的表征学习能力，

在可再生能源分布式发电或负荷预测中展现出优 
势[20-22]。在图结构中，节点代表实体，边代表实体

之间的连接关系。各节点和边都可以有自己的属性

或特征。例如，多场站光伏功率预测场景中，各光

伏电站可视为图结构中的节点，功率序列和天气序

列可以表示为节点的属性。文献[22]提出了一种基

于 GCN 的居民用户负荷预测模型，提高了集群负

荷预测精度。文献[23]引入了时空图神经网络预测

多站点的光伏发电功率。然而，上述研究大多仅关

注单一类型的功率预测，难以满足综合能源系统多

区域、多类型能源和多时空维度的功率预测需求。 
鉴于综合能源系统中源荷功率时空关联和多

元变量交互的复杂特性，本文考虑综合能源系统中

多种源荷变量间的时空耦合特性，基于多维融合的

时空图卷积网络，构建了一种多场站多变量源荷功

率联合预测算法模型。通过挖掘多种新能源出力和

多类型负荷之间的潜在关联，设计了一种以分组交

叉为核心操作的新型门控机制，通过源-源、荷-荷、

源-荷间的信息交互，不同变量信息之间得以高效地

互相补充、交叉控制。将分组交叉门控机制与时空

图卷积网络结合，可有效表达时空结构依赖与变量

耦合特性，从而提升多源-多荷-多区域下的功率预

测精度。本文结合真实数据，对所提出方法进行了

实验验证，并和现有典型深度学习时间序列预测模

型进行对比实验，结果验证了所提方法的有效性和

优越性。 

1  问题分析与模型框架 

1.1 问题分析 

实际场景中，多场站和区域的源侧(如风电、光

伏等可再生能源发电)与负荷侧(包括电负荷与热负

荷等)的功率变化并非孤立现象，而是存在多方面的

隐性耦合关系。首先，综合能源系统中的各场站和

各片区均位于同一地区和时区，它们的发电功率或

负荷需求具有很强的时空相关性。该相关性既体现

在时间上的同步波动，如在冬季供暖季，各区域的

电热负荷会同步攀升；也体现在空间上的联动效应，

如区域性强风天气会导致多个风电场出力同时激

增，而大范围雾霾则可能使相邻片区光伏电站的发

电效率同步下降。对于气象敏感型电源，时空相关

性更为突出，例如：阴雨天气下不仅所有光伏场站

的辐照度会同步降低，伴随的气压变化还可能引发

周边风电场的出力波动。这种时空耦合特性使得综

合能源系统的运行需要建立多维协同调控机制。 
其次，不同类型的源荷功率之间也存在一定的
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相关性，源侧可再生能源出力的波动可以直接或间

接地反映负荷侧的用电模式与需求水平[24]。具体而

言，可再生能源发电(如风电、光伏)受气象条件(如
风速、光照强度、温度等)的显著影响，而这些气象

因素同时也是影响负荷需求(尤其是制冷、供暖等负

荷)的关键因素。例如，高温天气不仅会增加光伏发

电功率，也会提升空调等制冷设备的用电负荷。因

此，通过充分挖掘和利用隐性耦合关系，构建可反

映各变量间交互机制的联合预测模型，对于提高系

统功率预测精度具有重要意义。 
1.2 模型框架 

根据上述分析，本文提出了一种新型的基于分

组交叉门控机制的图卷积神经网络模型 (group 
cross-gating graph convolutional neural network, 
GCGGN)，用于多个场站或片区的风力发电功率、

光伏发电功率、电负荷和热负荷这 4 种变量的联合

预测。本节介绍本文提出的 GCGGN 网络的整体网

络结构以及输入数据组织形式，网络中各模块的具

体结构在第 2.1~2.3 节展开说明，使用 GCGGN 进

行预测的整体流程在第 2.4 节阐述。 
GCGGN 网络的输入为 4 种源荷变量(风电、光

伏、电负荷、热负荷)的功率历史值及相关影响因素

的历史值，输出为这 4 种源荷功率在各场站/片区的

预测值，网络整体结构如图 1 所示。相比于传统模

型，GCGGN 通过分组交叉门控机制，挖掘不同源

荷变量间的潜在关联，并结合时空图卷积网络，实

现多类型、多站点的联合预测，为综合能源系统调

度提供数据基础。此外，GCGGN 具备处理复杂实

际场景的能力。例如，当区域综合能源系统包含不

同数量的光伏/风电场站或电/热负荷片区、且各待

预测量受异质因素影响时，该模型可通过灵活建模

异构输入变量，有效解决不同类型源荷空间分布数

量差异及影响因素多样性的问题。 
如图 1 所示，GCGGN 的输入可分别组织为 4

个三维张量，各张量为整合了时间、空间和通道维

度的图结构数据。不同时刻数据沿时间维度排列，

不同场站/片区的数据沿空间维度排列，不同影响因

素(如风速、光照等)的数据沿通道维度排列。4 类输

入变量基于源-荷双侧属性划分为 2 组：源侧包含风

力发电与光伏发电信息张量，负荷侧涵盖电负荷与

热负荷信息张量，如此分组旨在强化组内变量的关

联耦合特性。模型输出同样为 4 个张量，分别对应

各风电场、光伏站点发电功率预测值以及各片区电 

...

风电 光伏 电负荷 热负荷

预
测
值

输
入
值

时空图卷积 时空图卷积 时空图卷积 时空图卷积

组内交叉门控模块 组内交叉门控模块

组间交叉门控模块

时空图卷积 时空图卷积 时空图卷积 时空图卷积

组内交叉门控模块 组内交叉门控模块

组间交叉门控模块

 

图 1  网络整体结构 

Fig.1  Overall network architecture 

负荷与热负荷预测结果。网络结构按层级划分(在 
图 1 中用虚线分隔)，各层级在时间维度做下采样，

逐步将数据压缩至单时间点输出。每个层级均由时

空图卷积模块、组内交叉门控模块和组间交叉门控

模块组成，时空图卷积用于提取时空相关性，2 类

交叉门控模块通过变量间交叉调制充分利用其内在

联系。各模块具体设计见第 2 章。 

2  基于分组交叉门控机制图卷积神经网络

的源荷功率联合预测模型 

2.1 时空图卷积模块 

在 GCGGN 的每个层级中，为了充分提取每种

变量自身在各场站/片区和各时间点之间的时空相

关性，4 个输入张量(或中间结果特征图)首先被各自

的时空图卷积模块(如图 2 所示)处理。 
具体而言，每个时空图卷积模块中，输入张量

in in in
in

v c t× ×∈X R 首先通过神经网络的时间线性投影

层(简称时间投影层)进行处理(其中 inv 、 inc 和 int 分

别表示输入图的节点数、通道数和时间点数)。考虑

到不同通道可能具有不同的潜在特性，输入张量的

每个通道 in,iX 分别使用不同投影矩阵 in out
T,

t t
i

×∈W R
进行投影(通道索引 in1,2, ,i c∈ )，可表示为： 
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 T, in T,i ,i i=X X W  (1) 

式中： tin ou
T,

t t
i

×∈W R 表示第 i个通道的时间投影矩

阵，该矩阵是可学习的神经网络参数，负责将形状

为 in in1v t× × 的 张 量 in ,iX 映 射 为 一 个 形 状 为

tin ou1v t× × 的张量 T,iX 。在本文实现的网络中，outt 往

往小于 int ，以达到在时间维度上逐步下采样的目

的。将每个通道的结果沿着通道维度进行拼接，组

成时间投影层的输出张量 in in out
T

v c t× ×∈X R 。这一时间

投影层用于提取输入数据在时间维度上的相关性。 
在时间投影层之后，张量被包含空间线性投影层(简
称空间投影层)和通道线性投影层(简称通道投影层)
的图卷积模块进行处理。其中，空间投影层和上文

所述的时间投影层类似，但其作用的维度是空间维

度，可表示为： 
 S, S, T,i i i=X W X  (2) 

式中： out in
S,

v v
i

×∈W R 表示第 i个通道的空间投影矩

阵； T,iX 表示时间投影层输出的第 i个通道。随后，

沿 着 通 道 维 度 将 输 出 进 行 拼 接 ， 得 到

out in out
S

v c t× ×∈X R 。在本文实现的网络中， in outv v= 。 
最后，使用通道投影层进行通道维度上的信息

交互，可表示为： 
 F S F= + BX X W  (3) 
式中：通道投影矩阵 FW 为可学习的参数，该层将

out in out
S

v c t× ×∈X R 映射为 out out out
F

v c t× ×∈X R 。通道投影用

于在给定时间点整合特定场站/片区不同属性的信

息，其参数在不同节点和时间上共享。此外，该层

的参数还包括一个可训练的偏置项 B。 FX 经过非

线性激活之后最终输出本模块。如果将不同通道的

时间投影矩阵和空间投影矩阵各自视作一个整体，

则上述的几个投影层可总体表示为： 
 ( )out S in T F( )σ= +W X W W BX  (4) 

式中： ( )σ ⋅ 表示非线性激活函数(在具体实现中采用

了 ReLU 函数)。该公式具有与标准的图卷积块

( )out gcn inσ=X A X W 相 似 的 形 式 ， 其 中
1/2 1/2

gcn
− −=A D AD 是输入图的归一化邻接矩阵， A

表示带自环的邻接矩阵， D是 A的度矩阵，W 是

权重矩阵。在本文设计的神经网络中， S,iW 可以视

为第 i个通道的 gcnA ，其初始化数值为基于气象因

素等历史时空特征而构建的归一化邻接矩阵，继而

在模型训练阶段通过学习更新。本文邻接矩阵的具

体计算方法参见附录 A。 

2.2 组内交叉门控模块 

在每种类型的变量被各自的时空图卷积模块

处理之后，每组 2 种变量的特征图被输入给组内交

叉门控模块，如图 2 所示。如前所述，风电功率和

光伏功率之间以及电负荷和热负荷之间存在较强的

相关性，例如风力和光伏发电功率这组变量高度依

赖于局部天气状况，而电负荷和热负荷这组变量都

取决于局地的用户行为。而本文提出的组内交叉门

控模块(具体结构见图 3)可以视作一种特殊的交叉

注意力机制，使得每组 2 个变量的中间结果能够相

互交互，控制彼此的信息在神经网络中的流动，进

而得到更准确的联合预测结果。 
本节以光伏发电信息和风力发电信息的特征

图为例来说明组内交叉门控模块的计算步骤(电负

荷和热负荷信息的交叉门控在公式形式上与之相

同，不再重复说明)。记交叉门控模块的输入为 solarX
和 windX ，分别为光伏发电信息和风力发电信息对应

的 2 个时空图卷积模块输出的特征图。2 者空间维

度和通道数有可能不同，如一个分支的输入数据来

自 6 个光伏站点，另一个分支输入数据来自 5 个风 

时间线性投影层

空间线性投影层

通道线性投影层

σ 非线性激活函数

 

图 2  时空图卷积模块 

Fig.2  Spatio-temporal graph convolutional block 

 

图 3  组内交叉门控模块 

Fig.3  Intra-group cross-gating block 
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电站点，且二者包含的特征数(发电功率和气象变量)
也可能存在差异。因此，神经网络先对输入的张量

在时间维度进行投影，然后分别对 2 个张量在空间

和通道维度上进行投影，表示为： 

 ( ) ( )solar1 solar S,solar solar T,solar F,solar1G =X W X W W  (5) 

 ( ) ( )solar2 solar S,solar solar T,solar F,solar2G =X W X W W  (6) 

 ( ) ( )wind1 wind S,wind wind T,wind F,wind1G =X W X W W  (7) 

 ( ) ( )wind2 wind S,wind wind T,wind F,wind2G =X W X W W  (8) 

式中：W 为各个线性投影层的参数，下标 S、T 和

F 用以区分作用的维度，下标 solar 和 wind 用以区

分作用的张量； ( )G ⋅ 表示生成门控权重或门控偏置

的操作。式(5)—式(8)中多个维度的线性投影层不仅

提取了输入张量的特征，还在空间和通道维度上跨

分支对齐了 2 个张量的形状，从而支持后续的交叉

门控操作。此外，式(5)—式(8)在通道维度上对每个

张量分别应用 2 次线性投影，以分别生成门控权重

和门控偏置，在式中分别以下标“1”和“2”标记。 
随后，交叉门控操作按以下方式进行： 

 solar solar wind1 wi dwind wi2 ndn( ) ( )ˆ G G= +X X X X  (9) 

 solar1 solawind wind solar solarr2( ) ( )ˆ G G= +X X X X  (10) 

式中： 表示逐元素乘法； solarX̂ 和 windX̂ 分别表示

经过交叉门控调制后的光伏分支与风电分支特征

图。这一步交叉门控操作使 2 个分支的数据相互作

用，控制彼此的信息流。最后，将来自本模块输入

的残差连接添加到输出中并进行非线性激活，得到

本模块的输出： 

 solar solar solar
ˆ )ReLU(= +Y X X  (11) 

 wind winwind d
ˆReLU( )= +Y X X  (12) 

式中：ReLU( )⋅ 为非线性激活函数。需要注意的是，

本文虽以光伏-风力发电功率的联合预测为例阐述

组内交叉门控模块的运算机制，但其架构设计具有

普适性，该模块同样适用于电负荷和热负荷这组变

量之间的交叉调制。 
2.3 组间交叉门控模块 

如第 1.1 节所述，不仅每组内的 2 种变量具有

较强的关联，而且 2 组变量之间也蕴含跨组的潜在

耦合关系。为了捕捉这种联系并将其用于提升预测

精度，本文设计了组间交叉门控模块，让 2 组变量

互相对对方的特征图进行调制。组间交叉门控模块

的输入为风力发电信息、光伏发电信息、电负荷信

息和热负荷信息这 4 类变量的特征图(分别记作

solarY 、 windY 、 electY 和 heatY )，输出为经过交叉调制

后的这 4 种变量的特征图。具体计算步骤如图 4 所

示(简明起见，残差连接在图中省略)，详细解释如

下文所述。 
首先，利用神经网络的线性层分别对风电信息

和光伏信息的特征图在时间和空间维度上进行投

影，得到中间结果： 
 solar S,solar solar T,solar( )′ ′ ′=Y W Y W  (13) 

 wind S,wind T, indd wwin( )′ ′ ′=Y W Y W  (14) 

式中：各参数下标的含义与式(5)—式(8)中类似。此

处的空间维度上的投影操作使得风电和光伏特征图

的空间维度相同，以便下一步的拼接操作。之后拼

接操作可表示为： 
 sw solar windCat( , )′ ′=Y Y Y  (15) 
式中： Cat( )⋅ 表示沿通道维度将 2 个张量拼接

(concatenate)。易知，张量 swY 同时包含了光伏和风

力发电 2 种变量的信息。然后，基于 2 个线性层对

该张量进行通道维度上的投影，分别生成用于门控

调制电负荷和热负荷特征图的增益值： 
 elect sw G,elect=G Y W  (16) 
 heat sw G,heat=G Y W  (17) 

式中： G,electW 和 G,heatW 为通道维度上的线性层参数。

以上这 2 步通道维度上的投影使得 electG 和 heatG 的

通道数分别与电负荷和热负荷的特征图 electY 和

heatY 的通道数相同。 
而后， electY 和 heatY 分别被 electG 和 heatG 调制，并

经过残差连接和非线性激活后得到本模块的2 个输出： 
 elect elect elect electReLU( )= +Z G Y Y  (18) 
 theat heat heae th aReLU( )= +Z G Y Y  (19) 
式中：ReLU 函数的数学特性可强制过滤负值输出，

从模型架构层面满足了功率非负的物理规律。通过 

 

图 4  组间交叉门控模块 

Fig.4  Inter-group cross-gating block 
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式(18)、(19)所表达的组间交叉门控机制，风电和光

伏的信息可以调制电负荷和热负荷的预测结果。 
上文描述了基于光伏和风电信息变量来调制

电负荷和热负荷信息的过程。以电负荷和热负荷信

息调制风电和光伏信息的步骤与之类似，数学表达

式的形式完全相同，这里不再赘述。 
总体而言，相较于的图神经网络或传统的时序

预测模型，本文提出的 GCGGN 模型在结构上引入

了一种新型的组内(源-源、荷-荷)和组间(源-荷)双层

分组交叉门控机制，使得模型能够更充分地利用不

同变量之间的隐含关联以进行动态权重调节，增强

了多源变量间的信息互补与交叉控制能力，进而提

升了多种不同变量联合预测的精度；同时结合图卷

积模块，有效捕捉了区域间能源站点的空间相关性，

提升了多场站集群预测的精度。该融合设计增强了

模型对不同变量、地区、气象条件等的适应能力和

泛化性能，在后续消融实验中也验证了该设计在提

升预测精度方面的有效性。 
2.4 基于 GCGGN 的预测模型 

图 5 给出了所提 GCGGN 模型对源荷功率进行

预测的流程图。首先，需要获取模型预测所需的前

一段时间(5 h)的历史信息，主要包括各光伏场站和

风电场站的发电功率、各片区的电负荷和热负荷功

率以及影响风光电源出力的多种气象数据(如温度、

湿度、风速、辐照度等)。其次，对采集到的历史数

据进行预处理，剔除明显异常的数值，并做归一化。

而后，将历史数据组织为 4 个具有图数据结构的张

量(如第 1.2 节所述)，分别包含各时间和空间的风

电、光伏、电负荷和热负荷信息。在此基础上，将

这 4 个张量输入给已训练的 GCGGN 模型进行预

测，模型输出也是 4 个具有图结构的张量，存放了

各场站(或片区)源/荷功率的预测值。 

3  算例分析 

3.1 算法实现细节 

本节使用我国北部某地区范围内的 5 个风电

场、6 个光伏电站、3 个片区的电负荷和 3 个片区的

热负荷开展实验。选择各场站和片区 2019 年 10 月

至 2019 年 12 月共 3 个月的实况功率数据和气象数

据进行建模分析，数据分辨率为 15 min。本文数据

集信息在附录 B 中介绍，风电、光伏、电负荷、热

负荷的实际功率值范围分别为 0~100、0~100、
10~25、1~5 MW，部分源荷功率典型曲线如附录 B 
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图 5  预测流程图 

Fig.5  Flow chart of prediction 

 
图 B1 所示。对于风电场和光伏电站，使用功率历

史值及相关气象影响因素的历史值作为网络的输入

特征。对于电负荷和热负荷，使用二者的历史值本

身作为网络的输入特征。采用滑动时序窗口，以 20
步历史观测序列作为输入，预测下一时刻目标值。

数据集分割为训练集(70%)、验证集(10%)与测试集

(20%)。实验基于 PyTorch 框架搭建神经网络模型，

采用 Adam 优化器训练 200 个 epoch，使用的损失

函数为 L1 损失，批大小(batch size)为 32，初始学习

率为 0.000 5。本文基于上述数据集和超参数设置对

GCGGN 性能进行评估。 
3.2 数据预处理 

从现场采集得到的功率数据和气象数据通常

存在一定量的异常值和缺失值，且存在量纲不统一

的问题。因此，在将各类数据输入模型之前，本文

先对数据进行以下 3 项预处理操作。 
1）剔除显著的异常值。部分气象参数需保持

非负特性(如风速、辐照度)，其中夜间时段辐照度

应趋近于 0；温度、气压等参数的实测值需处于该

地区历史观测的合理区间。针对明显偏离合理范围

的异常值，采用相邻时刻均值进行修正。 
2）补全缺失数据。由于设备故障等原因，数

据集中的个别数据出现了缺失，因此本文用线性插

值法补全了此类数据。 
3）归一化。特征量纲与数量级的差异会干扰

模型训练，通过归一化至[0,1]区间消除量纲差异，

可稳定神经网络的训练过程并提升训练效率。本文

归一化的方法为最小-最大归一化方法，可表示为：  

 min
norm

max min

−
=

−
X XX
X X  (20) 
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式中： X 和 normX 分别是某一特征向量归一化前和

归一化后的数值； maxX 和 minX 分别是该特征向量

的最大值和最小值。 
3.3 模型评价指标 

本文采用的误差评价指标有下述 4 种： 归一

化的平均绝对误差(normalized mean absolute error, 
NMAE, δNMAE)、归一化的均方根误差(normalized 
root mean square error, NRMSE, δNRMSE)、决定系数

( 2R )和归一化的平均偏差(normalized mean bias 
error, NMBE, δNMBE)。NMAE 和 NRMSE 衡量预测

误差，数值越小表示精度越高；R2反映预测值与真

实值的相关性，越接近 1 表明模型的拟合效果越好；

NMBE 评估误差的系统性偏差程度，但数值可能受

正负抵消影响，需与 NMAE 等指标结合以更全面

判断预测值的偏离趋势。 
1）归一化的平均绝对误差(NMAE) 

 ( )NMAE
1

1 ( ) ( )
N

i
y i y i

N =

′= −∑δ  (21) 

2）归一化的均方根误差(NRMSE) 

 ( )2
NRMSE

1

1 ( ) ( )
N

i
y i y i

N =

′= −∑δ  (22) 

3）决定系数( 2R ) 

 
( )

( )
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2 1
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1
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∑
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4）归一化的平均偏差(NMBE) 

 ( )NMBE
1

1 ( ) ( )
N

i
y i y i

Ny
δ

=

′= −∑  (24) 

式中： ( )y i 和 ( )y i′ 分别为归一化后的真实值和预测

值；N为样本数；
1

1 ( )
N

i
y y i

N =

= ∑ 为真实值的平均值。 

3.4 实验结果与分析 

表 1—表 4 中展示了本文所设计模型、消融实

验以及和其他模型对比实验的结果，表 1—表 4 分

别对应风电功率、光伏功率、电负荷、热负荷的预

测结果，其最后一行展示了本文设计的 GCGGN 模

型的性能，各源/荷变量的 NMAE 误差均在 1%~2%
之间，且其 R2≈1、δNMBE≈0。实验结果表明 GCGGN
预测结果的精确度较高，且没有明显的系统性偏差，

能够满足超短期源荷功率预测的精度需求。此外，

GCGGN 具备接近实时的推理速度(毫秒级)，在 intel 
core i7(16G 内存)的计算机上对 4 种变量进行单次 

表 1  不同模型预测性能对比(风电) 

Table 1  Comparison of prediction performance of different 

models(WTs) 

模型 NMAE/% NRMSE/% R2/% NMBE/% 

MLP  3.54 4.91 97.32 0.67 
LSTM  2.61 4.32 97.93 −1.48 
GRU  2.76 4.53 97.72 1.87 

Transformer 2.54 3.93 98.28 −1.65 
BasisFormer 2.55 4.61 97.64 −0.16 
iTransformer 2.16 4.15 98.09 0.65 

STGCN 2.31 4.19 98.05 0.59 
GN 2.28 3.63 98.54 −0.73 

CGGN 1.99 3.34 98.76 −0.64 
GCGGN 1.85 3.22 98.85 −0.55 

 
表 2  不同模型预测性能对比(光伏) 

Table 2  Comparison of prediction performance of different 

models(PVs) 

模型 NMAE/% NRMSE/% R2/% NMBE/% 

MLP  2.76 6.56 94.45 2.72 
LSTM  2.37 5.21 96.50 3.87 
GRU  1.91 3.13 98.74 0.49 

Transformer 2.15 3.09 98.77 0.58 
BasisFormer 1.99 3.68 98.25 −3.16 
iTransformer 1.80 3.54 98.38 0.52 

STGCN 1.88 3.17 98.70 1.29 
GN 1.82 4.16 97.77 0.66 

CGGN 1.29 3.37 98.53 0.43 
GCGGN 1.27 3.20 98.68 0.42 

 
表 3  不同模型预测性能对比(电负荷) 

Table 3  Comparison of prediction performance of different 

models(electrical load) 

模型 NMAE/% NRMSE/% R2/% NMBE/% 

MLP  1.85 2.42 87.77 3.17 
LSTM  1.72 2.39 88.08 0.60 
GRU  1.58 2.24 89.53 0.03 

Transformer 1.64 2.23 89.62 3.43 
BasisFormer 1.52 2.25 89.45 −0.11 
iTransformer 1.30 2.02 91.51 −0.22 

STGCN 1.58 2.26 89.34 −0.15 
GN 0.94 1.54 95.05 0.29 

CGGN 0.91 1.55 94.98 0.28 
GCGGN 0.83 1.43 95.72 0.26 

 
功率预测仅耗时 21.7 ms(不同模型的推理时间详见

附录B表B1)。该推理时间远低于超短期预测15 min
的时效要求，充分满足实时性预测需求。 

GCGGN 模型输出的部分场站预测结果如图 6
所示。图中的蓝色实线表示 GCGGN 的预测结果，

红色点表示相应时刻处的真实值，采用归一化结果 
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表 4  不同模型预测性能对比(热负荷) 

Table 4  Comparison of prediction performance of different 

models(heat load) 

模型 NMAE/% NRMSE/% R2/% NMBE/% 

MLP  2.73 3.89 89.38 −1.13 
LSTM  2.59 3.30 92.36 −1.08 
GRU  2.46 3.06 93.43 −2.95 

Transformer 2.41 3.15 93.04 −2.84 
BasisFormer 2.28 2.90 94.11 −1.32 
iTransformer 2.22 2.83 94.40 −0.56 

STGCN 2.35 2.99 93.72 −1.22 
GN 2.13 2.80 94.50 −0.55 

CGGN 2.08 2.74 94.73 −0.52 
GCGGN 2.07 2.72 94.80 −0.51 

绘制曲线图。从图 6 可以看出，对于光伏发电功率

等局部波动较平缓的变量，GCGGN 的预测结果和

真实值非常接近。对于热负荷这类局部高频抖动的

变量，尽管在拐点处出现可见的误差，但误差的量

级依然较小(2%~3%之间)，在可接受的范围内。总

体上，本文的 GCGGN 可以精确预测多种类型源荷

功率的变化。 
为进一步对比 GCGGN 模型的预测值和真实

值，以真实值作为横坐标，以每个真实值对应的模

型预测值作为纵坐标，绘制出预测结果的散点图，

如图 7 所示(包括了风电、光伏、电负荷、热负荷这

4 种变量的所有功率预测结果)。每类源/荷变量的功

率散点图如附录 B 图 B2 所示。若散点的分布越接

近 y=x函数曲线，则说明预测值和真实值越接近。

观察图 7 和附录 B 图 B2 可以发现，预测结果基本

能拟合出 y=x 函数曲线(即对角线)，并且绝大多数

点都分布在离对角线距离较小的范围内，说明预测

值和真实值较为接近。综合以上分析可知，所提出

的 GCGGN 预测方法在处理具有强非线性的超短期

源荷功率预测方面具有优越的性能。 
为彰显本文方法在多种场景下的有效性和鲁

棒性，图 8 展示了 GCGGN 在 3 种典型光伏气象场

景(晴天、阴雨天、多云)以及 3 种典型风电气象场

景(强风、微风、风速突变)下的预测结果及误差。

各子图左侧坐标轴为功率值，右侧坐标轴为

NMAE。在光伏发电功率预测方面，GCGGN 展现

出优秀的非线性波动适应性。晴天场景中，模型的

超短期预测误差稳定，仅日出日落时光照骤变导致

NMAE 略有上升，白天时段 NMAE 维持在 2%以内

(见图 8(a))；阴雨天光伏出力低，虽在 52~54 时段

功率骤降致 NMAE 略有上升，但绝大多数时段误差 

 

图 6  源荷功率预测结果 

Fig.6  Result of source/load power prediction 

可控(见图 8(b))；多云天气下，仅在第 46、52 时间

点云层遮挡瞬间出现较大误差(见图 8(c))。此外在 
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图 7  源荷功率预测结果散点图 

Fig.7  Scatter plot of source/load power prediction results 

 

各天气条件下，GCGGN 对夜间光伏发电功率的预

测结果均几乎为 0，符合物理规律。以上各场景结

果表明，模型能精准捕捉光伏发电的波动规律。在

风电功率预测中，虽然风电时间序列随机性较强，

但 GCGGN 仍能紧密跟随实际功率趋势。在强风(图
8(d))、微风(图 8(e))、风速突变(图 8(f))气象条件下，

GCGGN预测结果的NMAE均基本稳定在 2%以下，

仅在风速突变瞬间误差小幅上升，体现出高预测精

度与复杂场景下的稳定性。综上，GCGGN 通过时

空图卷积模块与交叉门控机制，引入了时空关联信

息和不同变量间的关联信息，精准刻画了功率变化

趋势，有效降低了光照或风速突变场景下的预测偏

差，在各类天气条件下具有较强的鲁棒性。 
本文设计的 GCGGN 中包含了组间交叉门控模

块和组内交叉门控模块这 2 个可以提升联合预测精

度的新模块，其中利用组内交叉门控模块提取每组

内不同种类的发电功率或负荷之间的时空关联信

息，利用组间交叉模块采集源、荷 2 组变量之间具

有的隐含联系。为了评估这 2 个模块对模型性能的

贡献，本文进行了如下消融实验。首先，在完整的

GCGGN 中移除组间交叉门控模块，该模型记作

CGGN(cross-gating graph convolutional network)。在

CGGN 的基础上再去除组内交叉门控模块，得到一

个完全不含交叉门控机制的图卷积神经网络，记作

GN(graph convolutional network)。上述 2 个简化模

型均采用和 GCGGN 相同的超参数进行训练，与

GCGGN 的对比结果记录在表 1—表 4 的后 3 行中。

由表 1—表 4 可知，删除组间/组内交叉门控模块均

会导致模型预测性能下降，尤其对于风力发电功率/
光伏发电功率这 2 个依赖局部天气条件且具有强关

联性的被预测量，其预测精度降幅更为显著。这表

明本文设计的组内/组间交叉门控模块可显著提升

预测准确度，印证了该模块提取的各变量时空耦合

信息对模型性能的关键作用。此外，与 LSTM、GRU
等利用传统门控机制实现单变量、单场站时序预测

的模型相比，GCGGN 的性能提升显著，证明了图

神经网络与文本所提出的分组交叉门控机制相结合

的优势。总之，通过多变量组内和组间的交叉调制，

同一区域内各预测量潜在的时空特征得到了有效提

取，各预测变量之间隐性关联被预测模型充分利用，

有效提高了模型预测的准确性。 
3.5 不同模型预测性能对比 

为验证 GCGGN 的方法先进性，本文将

GCGGN 和目前主流时间序列预测模型进行了对

比，在同样环境下实现并训练了 7 种不同时序预测

模型：(1)经典序列预测模型：LSTM[25]、GRU[26]；

(2) 自注意力架构： Transformer[27] 及其改进型

BasisFormer[28]、iTransformer[29]；(3)全连接神经网

络：移除 GCGGN 所有交叉门控模块，并将时空图

卷积替换为多层感知机(multilayer perceptron, MLP)
结构；(4)时空图卷积网络：STGCN。因传统时序预

测模型缺乏多变量联合建模能力，对比模型采用分

变量独立训练策略，针对光伏、风电、电负荷、热

负荷 4 类变量分别构建预测模型并进行测试。 
各模型的预测数据评价结果见表 1—表 4。结

果表明 GCGGN 在所列方法中具有最高的预测精

度。综合多种误差指标来看，GCGGN 的预测性能

显著优于 LSTM 、 GRU 、 MLP 和多种基于

Transformer 的算法。具体而言，与对比模型中性能

次优且先进的 iTransformer 算法相比，GCGGN 在

发电功率(包括风电、光伏)预测方面的 NMAE 分别

降低了 14.4%和 29.4%，NRMSE 分别降低了 22.4%
和 9.60%；负荷(包括电负荷、热负荷)预测方面的

NMAE 分别降低了 36.2%和 6.8%，NRMSE 分别降

低了 29.2%和 3.9%；R2和 NMBE 指标也均有改善，

分别更接近 1 和 0。尽管部分数据集上本文模型的

NMBE 绝对值略大于对比方法，但结合 NMAE 指

标来看，这是由于其他方法因不同时刻误差符号不

一致而出现了抵消效应。热负荷预测中各模型的

NMBE 多为负，主要原因是测试集集中在冬季，取

暖需求上升使实际负荷整体呈现上升趋势。可见，

本文模型在多个预测对象、多种评价指标上相较对

比模型表现出优越性能，验证了本文方法的先进性。 
GCGGN 与对比模型的预测误差概率密度如图 
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图 8  不同气象条件下典型场景预测结果 

Fig.8  Prediction results of typical scenarios under different meteorological conditions 

 

9 所示，描述了预测结果的总体误差分布情况。理

论上，当概率密度曲线的尖峰对应的预测误差趋近

于 0 值且分布呈现强收敛性时，表示模型具有更优

的预测精度。观察图 9 可知，与其他对比方法相比，

GCGGN 模型对风电、光伏、电负荷及热负荷的预

测误差分布显著向 0 值集中，呈现出峰值更高、峰

宽更窄的单峰形态(峰值更尖锐)。相比于本方法，

MLP、iTransformer、BasisFormer 等模型的预测误

差分布范围更宽，表明有较多的预测值与真实值相

差较远，预测的准确性不足；而 LSTM、GRU、

Transformer 模型的误差分布峰值点在某些数据集

上会明显偏移零点，表明这些模型可能存在系统性
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偏差，即整体趋向于高估或低估待预测的值。结果

表明，相较于其他模型，本文所设计的 GCGGN 模 

 

图 9  拟合出的各模型预测误差概率密度函数 

Fig.9  Fitted probability density functions of prediction error 

for each model 

型的误差分布更集中、偏差更小，从而展现出更高

的预测精度和更好的预测稳定性。 
3.6 多场站联合预测效果分析 

为探究场群预测对单一场站预测精度的提升

效应，本节通过调整风电/光伏站点及电/热负荷片

区的参与数量，定量分析特定风电场的功率预测误

差变化，实验结果整理于表 5。 
如表 5 所示，当该区域内联合预测的源/荷规模

增加时，单一场站的预测误差呈现下降趋势，从而

验证了场群预测对提升预测精度的积极作用。该结

果表明，本文设计的时空图卷积网络展现出强大的

对空间相关性的提取能力，能够有效捕捉邻近场站/
片区因相似气象条件或用户用能行为而产生的潜在

关联，进而提升各源/荷功率的预测准确性，并增强

它们参与联合预测的动力。这一优势表明 GCGGN
在提升单区域多源荷功率预测精度的同时，其分层

图结构建模能力支持跨区域能源系统的时空特征融

合，为综合能源系统的分布式源荷协同预测提供了

可扩展解决方案。 
综上所述，本研究提出的 GCGGN 模型在上述

测试场景中均实现最优预测性能，所设计的组内/
组间交叉门控模块和时空图卷积模块使得模型具备

层次化特征交互机制与动态时空相关性提取能力，

支持多站点风电和光伏功率、多区域电负荷和热负

荷的联合预测，在多能源时空耦合预测任务中相较

于其他方法展现出显著技术优势。 
此外，针对源荷多变量联合预测场景，本文分

析了各目标变量的数据特征，并以此切入剖析误差

来源，具体分析见附录 C。 

4  结论 

1）针对多场站、多类型源荷功率时空特征耦

合复杂、多源关联特征难以表征的问题，本文提出

了一种基于改进型图卷积神经网络的超短期源荷功

率联合预测模型，增强了风光出力和负荷的时空关

联特征提取能力。 
表 5  场站数量对同一风电场站预测性能的影响 

Table 5  Influence of the number of stations on the prediction 

performance of a certain WT station 
参与预测的场站数量 

[风电，光伏，电负荷，热负荷]
风电预测误差指标 

NMAE/% NRMSE/% R2/% 

[1, 1, 1, 1] 1.84 3.47 97.81 
[3, 3, 2, 2] 1.79 3.42 97.87 
[5, 6, 3, 3] 1.70 3.39 97.91 
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2）本文通过设计组内和组间交叉门控机制，

实现了多源信息的交叉调制与特征融合，增强了时

序模型的时空特征提取能力，显著提升了多类型源

荷功率联合预测精度。 
3）基于我国北部某地区实例的实验结果表明，

所提模型在预测精度上显著优于现有网络模型，并

通过消融实验证实了所设计各模块对预测性能提升

的作用。 
未来研究将进一步拓展并验证预测模型在动

态复杂工况和极端条件下的适应性与泛化能力。同

时，基于超短期预测可开展系统运行控制与能量调

控决策研究，以实现综合能源系统协同高效运行。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 

具体而言，归一化邻接矩阵初始值的构建方法

为：各节点的历史特征之间计算皮尔逊相关系数

mnr ，并放缩到[0, 1]之间得到 mnw ，再用度矩阵做归

一化得到 gcnA 。节点m和节点 n的时间序列之间的

相关系数 mnr 计算公式如下： 
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2 2
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式中， ,m tx 和 ,n tx 分别为节点m和 n在 t时刻的特征；

mx 和 nx 分别为节点m和 n历史特征的平均值；T
为时间长度。线性放缩的公式为： 

 
1

2mn
mnw
r+

=  (A2) 

式中， mnw 即为带自环的邻接矩阵 A中的元素。而

后计算 A的度矩阵D，并对 A做归一化，作为 S,iW

的初始值。 S,iW 的参数后续在网络训练阶段通过学

习更新调整，保持为对称矩阵且各元素限幅在[0, 1]
之间，以更好地反映各站点或地区之间的关联关系。 

附录 B 

本文数据集的部分源荷功率典型曲线如图 B1
所示。对于风电场，可用的特征包括 10 m、30 m、

50 m 和轮毂高度处风速、气温和发电功率。对于光

伏电站，可用的特征包括总辐照度、法向辐照度、

水平辐照度、气温、气压和发电功率。 
表 B1  不同模型推理时间对比 

Table B1  Comparison of inference time cost of different 

models  

模型 测试时间/s 模型 测试时间/s 

MLP  0.001 2 BasisFormer 0.074 8 
LSTM 0.028 8 iTransformer 0.045 2 
GRU 0.010 4 STGCN 0.074 8 

Transformer 0.055 2 GCGGN 0.021 7 

 

 

 

图 B1  数据集中部分源荷功率典型曲线 

Fig.B1  Typical curves for the source/load powers  

in the dataset 
 



 

 

图 B2  各变量预测结果散点图 

Fig.B2  Scatter plots of prediction results for each variable 

附录 C 

本文在相同模型架构下，针对风电、光伏、电

负荷与热负荷功率的联合预测实验表明，热负荷预

测误差 NMAE 为 2.07%，略高于其他预测对象，但

其 RMSE 表现良好。为剖析热负荷预测 NMAE 较

高的原因，本文先从数据特征入手，通过计算时间

序列二阶差分绝对值的均值，量化序列的局部波动

程度。二阶差分的计算公式为： 
 2

1 22t t t tx x x x− −= − +Δ  (C1) 
其绝对值可以很好地反映时间序列的局部波

动性，即抖动、拐点出现的情况。当该指标较高时，

表明序列局部波动性与非线性较强，曲线中存在较

多拐点，曲线平滑性较差，模型拟合难度较大。 
表 C1 显示，在本文所采用数据集中，对于光

伏、风电、电负荷、热负荷的归一化功率时间序列，

其二阶差分绝对值均值分别为 0.012 3、0.022 6、
0.011 4 和 0.031 5，热负荷的该指标显著高于其他预

测对象。这与图 B1 中热负荷功率曲线拐点和抖动

较多的观察结果相符。热负荷曲线存在大量高频微

小波动，功率变化率的数值与方向快速变化，导致

对误差累积敏感的 NMAE 升高；但因变化率本身的

幅度有限，因而未出现严重偏离真实值的预测偏差，

NRMSE 仍处合理水平。 
表 C1  各源荷功率数据的二阶差分绝对值均值 

Table C1  Mean absolute value of second-order differences of 

power data for each source and load 
统计指标 光伏 风电 电负荷 热负荷 

2xΔ 绝对值均值 0.012 3 0.022 6 0.011 4 0.031 5 

 

为了进一步探究数据特征对预测精度的影响，

本文设计了对比实验，采用窗口长度为 5 和 3 的均

值滤波来平滑热负荷序列，用滤波后的数据再次训

练和测试模型，观察预测精度的变化。滤波前后曲

线如图 C1 所示，实验结果如表 C2 所示。 

 

图 C1  热负荷原始数据与滤波后数据曲线 

Fig.C1   Raw and filtered data curves for heat load 



 

表 C2  滤波前后热负荷预测性能对比 

Table C2  Comparison of heat load prediction performance 

before and after filtering  

数据类型 
热负荷 

2xΔ 绝对值均值 NMAE/% NRMSE/% R2/% 

原始数据  0.031 5 2.07 2.72 94.80
滤波(窗口=3) 0.010 0 0.83 1.09 98.54
滤波(窗口=5) 0.005 5 0.52 0.68 99.67

 

由图 C1 和表 C2 可以看出，经不同程度的滤波

处理后，热负荷时间序列的二阶差分绝对值均值显

著下降，下降幅度分别为 68.3%和 82.5%，处理后

的值接近电负荷的波动水平。预测结果的误差指标

也相应降低，NMAE 分别降至 0.83%和 0.52%，

NRMSE 降至 1.09%和 0.68%。这些统计特征和误差

指标的变化验证了数据本身的局部波动性对预测精

度的关键影响。 
针对热负荷局部波动性的成因，已有研究指出

冬季热负荷波动性以及不确定性较强[19]，该季度热

负荷来源多元，供暖、生活热水等需求分散，不同

建筑在热需求的时间分布与强度上存在显著差异。

尽管热惯性在一定程度上抑制了负荷的大幅度波动

(表现为 NRMSE 指标较低)，但多元需求叠加产生

的高频微小变化会通过误差累积效应推高 NMAE
指标，凸显数据的局部波动、非线性等复杂特征对

功率预测误差的重要影响。 
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