
随着水利资源的深入开发，我国在册大坝数量已

超过 10万座，位居世界首位。各类大坝在我国发电、

防洪、供水等方面发挥巨大作用的同时，其安全问题

也日益凸显。实时、准确获取大坝运维状态并预测未

来变形趋势，对于保证大坝长效服役和除险加固具有

重要意义[1-2]。目前国内外学者对大坝变形预测的研究

可归纳为统计类方法和人工智能类方法两大类。统计

类方法的核心是采用准确的数学模型对大坝变形过程

中涉及的因变量与自变量关系进行建模，从而定量分

析未来发展趋势[3]，以求和自回归滑动平均[4]，多元线

性回归 （MLR） [5]和灰色理论模型 （GM） [6]等为代

表，具有原理简单、可解释性强和实时性高的优点。

该类方法大多采用线性模型对大坝变形过程进行分

析，而大坝变形过程是一种典型的非线性、非平稳随

机过程，因此预测精度较低，且存在误差累积问

题[7-8]。人工智能类方法的核心在于数据驱动，即利用

人工智能算法的自适应和自学习能力从历史数据中抽

象出数据的变化规律，从而预测未来发展趋势[9]，以

支撑向量回归 [10] （SVR）、长短时记忆神经网络 [11]

（LSTM）和卷积神经网络 [12] （CNN）等为代表。该类

方法虽能获得优于统计类方法的预测精度，且对非线

性、非平稳数据的适应能力更强，但需要大量统计特

性相近的训练数据，且存在模型的可解释性差等问

题，限制了其在实际中的推广应用[13-14]。上述方法均

采用单一模型进行大坝变形预测。集成学习理论的发

展表明，由于随机性的存在，单一模型的预测性能始
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终存在局限，且泛化能力较弱，而集成不同模型能

有效提升预测精度以及对复杂数据的适应性和泛化

能力。基于此，本文提出了一种基于稀疏自编码器

（SAE） 和 Stacking 集成学习的混凝土大坝变形预测

模型；并采用我国中东部地区某混泥土大坝实际数

据开展验证实验，将预测结果与传统方法进行对比

分析。

1 混凝土大坝变形预测方法

本文方法首先利用SAE自动选择大坝变形的主控

因素，去除冗余信息降低后续预测模型的复杂度；再

以主控因素为输入，建立以 MLR、SVR 和 GM(1,1)为
基学习器，以LSTM为元学习器的Stacking集成学习模

型进行变形预测。本文采用平均绝对误差（MAE）、

均方根误差（RMSE）和决定系数（R2）3 项指标评估

方法的预测性能。

1.1 基于SAE的大坝变形主控因素选择

大坝变形过程受水压、温度和时效等因素影响，

因此其变形监测数据是一种典型的非线性、非平稳时

间序列。若直接对原始数据进行建模分析，将出现预

测模型复杂和运算量大的问题，且原始数据中存在的

冗余信息也会引起过拟合和维数灾难。

1）影响因素分析。水压变化会对大坝坝体和地

基土体产生不同力度的荷载，从而导致大坝形变。水

压因子的表达式为：
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式中， H 为大坝上游水位； H1、 H2 和 H3分别为第一、

二和三阶水压因子。

温度变化会引起大坝坝体和地基土体的无规律膨

胀或收缩，导致大坝形变。温度因子的表达式为：
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式中， Ti 为第 i 阶温度因子； t 为累积观测时间。

时效因子是指大坝坝体和地基土体在持续荷载作

用下产生的蠕变和非弹性变化，表达式为：
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式中， Ij 为第 j 个时效因子； θ = t 100 。

将水压因子、温度因子和时效因子等19项影响因

子写成向量形式，则有：
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2）主控因素选择。本文采用 SAE对 19项影响因

子进行分析。SAE是在自编码器（AE）的基础上发展

起来的一种无监督机器学习方法，通过在AE编码过

程中引入稀疏性惩罚因子抑制隐层神经元的活跃程

度，从而在压缩降维输入高维数据的同时避免过拟合

问题发生[15]。利用SAE对特征向量 f 进行特征选择的

过程主要分为编码和解码两个阶段。在编码阶段SAE
通过 tanh激活函数 h 将 f 映射至隐藏层，得到隐层神

经元 s ，即

s( )fwb = h( )wT f + b （5）
式中， w 为编码阶段的权值向量； b 为编码阶段的偏

置参数。

在解码阶段SAE采用Relu激活函数 g 对 s 进行重

构，并将其映射至输出层，从而得到降维后的特征向

量 f̄ ，即

f̄ = g[ ]ω ´ s( )fwb + b̄ （6）
式中， ω为解码阶段的权值向量； b̄ 为解码阶段的偏

置参数。

为在降维过程中尽可能地避免信息丢失，SAE在

上述过程中增加了包含重构误差和稀疏性惩罚因子的

代价函数，即
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式中， ρ̄ = s( )fwb 为隐层神经元激活函数的期望

值； ρ为稀疏系数； γ为稀疏性惩罚因子。

在代价函数的约束下，通过编码和解码过程的反

复迭代， f̄ 中权值较大的特征即为SAE选择的主控因

子。通过 SAE计算实验分析，选取第二阶水压因子，

第二、三阶温度因子以及第一、二个时效因子 5维特

征作为主控因素，不仅能减少后续预测模型的复杂度

和运算量，而且可提升预测准确度。
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1.2 基于Stacking集成学习的预测模型构建

集成学习理论的研究表明，单一模型只能从某些

特征角度分析未来变形趋势，且由于随机性的存在，

单一模型的泛化能力和数据适应性存在局限；而通

过集成多个异质模型能有效提升对复杂非线性过程

的表征能力和适应性。Stacking是目前应用较广的一种

集成学习方法，通常包含基学习器和元学习器两级

架构。基学习器既要选择预测性能优异的模型，以

保证预测精度；也要考虑不同模型之间的差异性，

以保证集成学习的泛化能力和鲁棒性。MLR、GM(1,1)
和 SVR模型各有侧重，其中 MLR 采用多元线性方程

描述多个自变量与因变量之间的关系；SVR 是贝叶

斯理论下基于结构风险最小化准则得到的最优算

法；GM(1,1)采用灰色微分方程对时间序列中隐藏的

趋势信息进行挖掘和建模。元学习器需要泛化能力

强和鲁棒性高，避免因个别基学习器的错误而影响

整体性能，LSTM模型能挖掘时间序列中隐藏的长短

期依赖信息，且对非线性非平稳随机过程具有较强

的描述能力，因此本文选择LSTM作为Stacking集成学

习的元学习器。

综合考虑，本文构建的 Stacking集成学习模型以

MLR、SVR和GM(1,1)为第一层基学习器，以LSTM为

第二层元学习器，首先将主控因素输入基学习器中

进行训练，得到对应的预测结果；再将预测结果输

入元学习器进一步集成学习，获得最终预测结果。

2 实验结果与分析

2.1 实验数据

为验证本文方法的变形预测性能，采用我国中东部

某混凝土大坝的变形监测数据开展验证实验。该大坝

以发电为主，兼容下游防洪，蓄水总容量为6 430万m3，

年均径流量为43.24亿m3，正常蓄水位为1 548 m。为监

测大坝的水平位移，在坝体布设了 2条正垂线和 3条

倒垂线，并设置5个监测点（J01~J05）监测各部位的

水平位移。采集2021年1月—2022年12月5个监测点

的数据，采样间隔为2 d，共获得300期有效数据。监

测点 J01记录的大坝水平位移变化曲线见图1，可以看

出，变形数据曲线波动性较复杂，给变形预测带来了

较大困难。实验将 1~200期数据作为训练样本，201~
300 期数据作为测试数据，用于验证模型的预测性

能。实验数据分析与处理采用Matlab R2022A软件平

台，联想 ThinkPad X1 Carbon，Intel 酷睿 I9 处理器，

3.2 G主频，32 G内存，1 TB固态硬盘。
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图1 监测点J01水平位移变化曲线

2.2 SAE特征选择结果

实验中将权值阈值设置为 0.1，即选择权值大于

0.1的特征作为主控因素。SAE特征选择结果见图2，可

以看出，提取的19维特征中绝大部分对应的权值均小于

0.1，即与大坝变形的关联性不强，属于冗余特征；因此

H2、T2、T3、I1和 I2 被SAE自动选择为主控因子。
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图2 SAE主控因子选择结果

2.3 预测结果与对比分析

本文对比分析了 MLR、SVR、Stacking 集成学习

和 SAE+Stacking集成学习等方法的预测结果。4种方

法的预测结果以及与实际数据之间的误差见图 3、4，
可以看出，MLR方法的预测性能最差，其原因在于，

实际变形数据是一种典型的非线性非平稳时间序列，

而 MLR 是线性模型难以有效描述非线性变化趋势；

SVR方法的预测性能优于MLR，且在预测初期精度较

高，但随着预测时间的增加，预测误差出现了累积效

应，预测结果发散；Stacking集成学习方法的预测性能

优于SVR，这是由于Stacking集成学习通过融合多个预

测模型实现了预测精度的提升，但输入数据中的冗余

信息会对基学习器和元学习器的预测精度产生影响，

因此其预测误差大于SAE+Stacking集成学习方法。
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图3 4种方法的预测结果对比分析
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图4 4种方法的预测误差曲线

MLR、SVR、Stacking集成学习和SAE+Stacking集
成学习方法的MAE分别为0.46、0.32、0.28、0.16 cm，

RMSE 分别为 0.73、0.68、0.55、0.42 cm， R2 分别为

0.866、0.925、0.946、0.973，可以看出，SAE+Stacking
集成学习方法的 3 项指标均为最优。相对于 MLR、

SVR 和 Stacking 集成学习方法，SAE+Stacking 集成学

习方法的 MAE 分别提升 187.5% 、 100% 和 75% ，

RMSE 分别提升 73.8%、61.9%和 30.9%， R2 分别提

升 10.7%、4.8%和 2.7%，体现了其有效性与优越性。

2.4 泛化能力对比分析

为进一步评估本文方法对不同数据的泛化能力和

适应性，将上述4种方法应用于 J02~J05四组数据，每

组数据同样以 1~200 期作为训练样本，200~300 期作

为测试样本。4种方法每组数据的预测结果见图5，可

以看出，本文方法对于 J02~J05四组数据均可获得最

优的预测性能。MLR、SVR、Stacking 集成学习和

SAE+Stacking 集成学习方法的 4 组数据预测结果的

RMSE 均值分别为 0.53、0.35、0.30、0.17 cm，MAE
均值分别为 0.78、0.64、0.46、0.38 cm， R2 分别为

0.861、0.920、0.938、0.977，说明本文方法对不同数

据预测结果的一致性最高，对不同数据的适应性和泛

化能力最强。

数据组
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图5 不同方法对不同数据的预测结果

3 结 语

大坝变形监测数据是一种典型的非线性非平稳时

间序列，基于单一模型的预测方法精度较低且泛化能

力较弱，难以满足实际应用需求。本文将集成学习理

论引入大坝变形预测领域，提出了SAE+Stacking集成

学习方法。首先利用SAE自动筛选与大坝变形关联性

较强的主控因子，剔除冗余信息以降低后续预测模型

的复杂度和运算量；再以主控因子为输入，建立

Stacking集成模型，通过集成多个异质模型的方式提

升预测性能。实验结果表明，本文方法的预测精度更

高、泛化能力更强，具有较广的应用前景。
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