
光学遥感卫星作为主要对地观测手段[1-2]，能采集

大范围高分辨率遥感影像，其中包含各类地物目标。

基于遥感影像的建筑检测能提取区域内的建筑个

体[3-4]，为城市建设规划、土地资源调查、军事侦察等

应用提供技术支持[5]。部分学者利用像素法、面向对

象法[6]提取遥感影像内的建筑目标。这些方法通常涉

及复杂的预处理过程，同时提取模型对建筑目标的深

层特征学习能力有限，易受影像中相似目标、阴影等

干扰，出现错检、漏检情况，导致提取精度和鲁棒性

不理想[7]。然而，基于编码器—解码器架构的卷积神

经网络（CNN）与视觉转换器（VIT）模型具备强大

的深层特征学习能力，现已在多个语义分割领域得到

广泛应用 [8-11]。在各种提取模型中，CNN 架构的编码

器更关注感受野内目标的局部特征，但难以建立大尺

度下的目标上下文依赖关系；而VIT架构的编码器虽

能捕获全局尺度的目标上下文注意力，但更易丢失目

标的边缘和纹理信息。遥感影像内部存在各类树木、

阴影遮挡以及相似块状地物，对于细节特征稀疏的建

筑目标，单一CNN或VIT架构易出现提取结果缺失、

非建筑误提等情况，在准确性与完整性方面不够理

想。基于现有模型实现高精度、高完整度的建筑提

取，仍是一项具有挑战性的任务。 鉴于此，本文提出
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了一种结合CNN与VIT架构的双分支编码器建筑提取

模型。具体工作步骤为：①基于CNN-VIT架构构建双

分支特征编码器，在不同分支上独立计算局部注意力

和全局上下文注意力，并在编码器末端进行特征合

并；②在编码器与解码器间设置了带有三元注意力

（TA）单元的语义细节融合（SDI）模块，对编码器

输出的多尺度特征图进行二次筛选与融合，为解码

器提供多个尺度的融合特征图；③在特征解码阶段

采用动态上采样机制对特征图进行精密重建，并以

广义 Dice （GDL） 函数与焦点 （FL） 函数的加权组

合构建新的损失函数。

1 双分支建筑提取模型

1.1 模型结构简介

模型采用编码器—解码器架构，编码器以单幅影

像为输入，通过双分支结构进行特征编码，在编码器

末端进行双分支特征融合；在编码器与解码器层之

间，采用语义与细节融合结构对来自骨干网络的多尺

度特征图进行融合与筛选。

1.2 双分支编码器

为充分捕获建筑目标的细节特征与全局上下文目

标特征，以单幅遥感影像为输入，利用双分支编码器

进行特征捕获。为限制特征编码过程中模型整体计算

量，通过干细胞层无损下采样将输入特征图沿通道维

度切分，每个分支仅使用一半通道的特征图进行特征

编码。VIT分支采用视觉转换器机制计算全局尺度目

标上下文注意力。目前主流的可移动窗口转换器 [9]、

金字塔视觉变压器[10]等VIT单元均在不带任何偏置的展

平特征图上直接计算全局上下文多头注意力（MHSA）；

而遥感影像内的建筑特征远少于其他背景地物，以无

偏输入直接计算全局尺度的建筑上下文注意力，必然

会产生海量背景噪声，导致所求的上下文注意力带有

偏置。因此，为准确提取建筑目标的上下文注意力，

利用可变形自注意力转换器（DSAT）搭建VIT分支。

DSAT 单元在尺寸为 H ´W ´C 的特征 x 上绘制一个

Hg ´Wg ´ 2 的 矩 形 均 匀 格 网 ， 其 中 Hg =H/r ，

Wg =W/r ， r = 2 为下采样步长，格网内均匀分布的参

考点是后续偏移值累加的基础。通过偏移单元在查询

（Query, q）的基础上，计算得到变形偏移值；再将偏

移值累加至各参考点，进行双线性插值采样，得到偏

移后特征，即

x͂ = ϕ( )x ; p +∆p （1）
式中， x 、 x͂ 为偏移前、后的特征； ϕ( ); 为双线性插

值采样函数； p 为各参考点上初始为 0 的偏移值；

∆p = offset(q) 为累加偏移值。

在 x͂ 上通过投影计算得到带有变形偏移的键与值

向量，即

q = xWq k͂ = x͂Wk v͂ = x͂Wv （2）
式中， q 、 k͂ 、 v͂ 分别为查询、键、值 3 组向量；

Wq 、Wk 、Wv 为对应的投影矩阵。

在各组 k͂ 与 v͂ 共享一组 q 的前提下，根据 q 、

k͂ 、 v͂ 计算得到带有偏移值的MHSA。偏移单元由采

样步长为 r 的 3 ´ 3 深度卷积（DWConv）、 1 ´ 1 的逐

点卷积（PWConv）和高斯误差线性单元（GeLU）激

活函数组成；DSAT由共享一组 q 的多个计算头构成

（图1a）。对于第 m 个计算头，其上的自注意力计算过

程为：

z
( )m

= σ
æ

è
çç

ö

ø
÷÷

qk͂
( )m ⊺

d
+ ϕ( )B̂ ; R v͂

( )m
（3）

式中， d 为各计算头维度； B̂ 为各组 q 与 k͂
( )m

之间的

相对位置偏移向量； R 为相对偏移矩阵； σ为Softmax
非线性激活函数。

对于第 m 个计算头的计算结果，采用按通道拼接

的方式进行组合，即

z =Concat(z
( )1
z

( )2
z

( )m
)´W0 （4）

式中， z 为多头注意力；W0 为投影矩阵。

CNN分支采用标准卷积层计算多层感受野下的目

标细节特征。为在充分捕获目标细节特征的同时，控

制模型整体计算量，利用参数化重混排卷积（RCS）
单元搭建CNN分支的编码层。RCS先切分输入特征通

道，再输出一半特征图参与提取计算。在训练阶段，

利用 1 ´ 1 和 3 ´ 3 尺度的两个并列卷积核同时提取不

同尺度下的目标局部特征；再将所得特征图进行拼接

与非线性激活，并与未参与提取的特征图进一步拼

接；最后采用通道混排的方式打乱各通道间排列顺

序，以保证各通道间特征信息流通。在推理阶段，

为保证模型的计算效率，利用卷积核可加性，将 1 ´ 1

Conv与 3 ´ 3 Conv进行参数级合并，合并后的等效卷

积核用于特征提取计算（图 1b）。双分支编码器结构

见图1c。
1.3 多层次特征融合—筛选模块

为了更有效地融合不同层级特征图中的语义与细

节信息，并筛选无关负样本，本文在双分支编码器与

解码器之间引入 SDI单元，过滤融合来自编码器网络

··2
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的多尺度特征图，为解码器输出多个尺寸的特征图。

标准 SDI单元利用通道—空间双层注意力单元对输入

特征进行过滤，但上述两组注意力权重在计算过程中

相互独立，因此不存在相互依赖关系，对负样本特征

的过滤能力有限。因此，本文引入TA对SDI层进行改

进，通过计算长度（H）、宽度（W）、深度（D）间的

交互注意力权重，进一步过滤与目标无关的负样本特

征。TA 单元通过 3 组平行计算分支，单独计算 H、

W、D 三个维度间的交互注意力权重。假设输入 SDI
层TA单元的特征图尺寸为 C ´H ´W ，该特征图同时

输入3组平行分支，上层分支首先将特征图绕 H 方向

旋转以建立水平与通道 D 方向的联系，并将旋转后的

特征通过Z-Pool池化为 2 ´H ´W 大小，计算公式为：

ZPool( )X =[MP( )X AP( )X ] （5）
式中， X 为输入特征图；MP、 AP 分别为最大池化

与平均池化。

然后通过 7 ´ 7 卷积—批量归一化—乙型激活函数

（CBS）单元对特征进行处理以获取权重图。最后通过

特征赋权与反向旋转，获得带有水平—通道方向间的

交互注意力。中间分支则将特征图绕W 方向旋转，其

余计算过程与上层分支一致，建立W 方向与通道方向

间的交互注意力。下层分支将特征图直接以送入

Z-Pool与CBS处理层，以捕获 H 与 W 之间的空间维

度依赖关系。最终通过平均求和的方式聚合 3组注意

力图。改进后的SDI层结构见图2。

Triplet Attention
Triplet 

Attention
Triplet 

Attention
Triplet 

Attention

l 1 l 2 l 3 l 4

UpsampleDownsample

Triplet 
Attention

l 5

图2 改进的SDI层结构图

1.4 优化解码器

解码器结构的主要功能是融合来自编码器和TSDI
层的多尺寸特征图，并逐级上采样，最终得到恢复尺

寸且细节和上下文特征丰富的特征图。现有的解码器

结构多采用双线性插值的方式进行尺寸放大，不能精

细还原特征图内的目标特征。因此，本文引入动态采

样（DyS）单元，通过点采样计算核精确重建大尺度

特征图。DyS层首先通过 H ´W ´ 2gs2 大小的线性变换

层对 H ´W ´C 大小的特征图进行压缩处理；然后通

过像素混洗层对压缩后特征图进行偏移混排，得到

sH ´ sW ´ 2g 大小的偏移矩阵 O ；再通过采样网格 G

对 O 进行像素级逐点相加，得到采样集 S ；最后，以

S 为模板，按照网格采样的方式将输入特征图 X 上采

样为 2H ´ 2W ´C 大小的输出特征图 X ’，具体计算过

程为：

S =PS(Linear( )X )+G （6）
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图1 双分支编码器结构图
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X ’ =Grid Sample(XS) （7）
标准 U-Net、Swin-UNet 等语义分割模型以 Dice

系数损失（DL）与交叉熵损失（CL）加权组合为损

失函数[11]，其中CL函数用于评估模型对各像素点的分

类情况，DL函数用于评估模型对建筑的整体分割效

果。遥感影像中建筑样本与背景样本间的像素比例差

异较大，在分割结果出现小幅偏差的情况下，基于交

并比计算的DL函数变化不够显著，导致模型在训练

阶段的学习收敛效率较低；而CL函数基于样本的平

均损失来评估分类结果，同样会导致模型在训练阶段

更关注背景像素，从而降低对建筑特征的学习效果。

因此，本文引入GDL与 FL函数的加权组合构建新损

失函数。GDL函数的表达式为：

ì
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r 2
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（8）

式中， pn 、 rn 为各像素的真实、预测标签；Wl 为类

别平衡权重； L 为包括负样本在内的样本数量； N

为总像素数量。

GDL 通过引入 Wl 对不同类别样本进行加权，使

低占比的建筑特征在损失计算中占据更高的比例，以

提高损失函数对于检测结果变化的敏感性。 FL 函数

的表达式为：

FL(pn) = -at( )1 - pn

γ
log (pn) （9）

式中， at 为类别权重，用于平衡正、负样本； γ为侧

重难分类样本的调节参数。

相较于静态CL函数，FL函数通过 γ 动态调整困

难或简单分类样本对于损失的贡献，以提升模型对建

筑样本的关注度。在模型训练阶段，组合损失函数

Loss 的加权求和过程为：

Loss = 0.4 ´GDL + 0.6 ´FL （10）
2 实验与结果分析

2.1 实验数据集

在集马萨诸塞建筑（MDD）数据集与武汉大学建

筑数据集 （东亚）（WHU-Buliding （East Asia）） 上

开展模型训练与性能验证实验。MDD数据包括美国波

士顿地区151张尺寸为1 500 px ´ 1 500 px，空间分辨率

为1 m的卫星遥感影像；WHU-Buliding（East Asia）数

据集包括 17 388 张尺寸为 512 px ´ 512 px，空间分辨

率为0.45 m的影像。按照8∶1.5∶0.5的比例将两个数

据集划分为独立的训练、验证、测试子集；再采用迁

移学习策略，让模型在两个数据集上完成独立训练。

2.2 实验参数

模型训练与测试实验均在台式工作站完成。工作

站 CPU 为 Intel Xeon(R) Platinum 8352V CPU，显卡为

Nvidia RTX4090，运行内存大小为 64 GB，硬盘容量

为 1 TB，操作系统为Ubuntu 18.04。模型和对比模型

均在PyTorch 1.11.1框架下编写。训练阶段采用随机梯

度下降参数优化器，动量参数为0.925 0，初始学习率

为0.002 0，权重衰减系数为0.000 1，训练迭代次数为

100次。每批次选取18张影像参与训练，训练过程中

对图像进行随机裁剪反转。

为全面评估本文模型对遥感影像建筑目标的提取

性能，选取精确率（P）、召回率（R）、F1-score、平

均交并比（mIoU）作为评价指标，对模型测试结果进

行评价。

2.3 模型消融实验

为验证CNN-VIT双分支编码器在建筑目标特征捕

获上的性能优势，以U-Net模型为基准，通过嵌入不

同编码器构造多组消融模型，在 MDD 数据集上测试

各消融模型的实际表现。为保证实验的客观性，模型

的 CNN 分支均采用相同结构。结果表明，采用单一

CNN分支的U-Net模型，F1-score达到 71.46% （mIoU
为 59.49%）；嵌入双层 CNN 分支后，F1-score 增至

75.53% （mIoU 为 64.34%）；当编码器切换为 VIT 架

构，Swin-UNet 模型的 F1-score 增至 84.43% （mIoU 为

69.57%）； 当 采 用 CNN-VIT 双 分 支 编 码 器 后 ，

CNN-VIT-UNet 的 F1-score 达 到 86.39% （mIoU 为

78.48%），说明相较于单一分支编码器，双分支编码

器模型的特征捕获能力更强，CNN-VIT 双分支编码

器更因其局部—全局上下文特征的联合捕获能力，

在提取精度方面具有更明显的优势。部分消融实验

结果见图3，可以看出，引入CNN-VIT双分支的消融

模型，所提取建筑目标在准确性与完整性方面均优

Image Mask U-Net 2Barnch-
UNet

Swin-
UNet

CNN-VIT-
UNet

图3 编码器消融实验结果对比

··4



第24卷第1期

于其他模型，证明了混合双分支编码器的性能优势。

针对在编码器与解码器之间插入 SDI层并优化单

元注意力的改进方案，以U-Net模型为基准，先后在

U-Net 模型中插入 SDI 和 TSDI 层构建消融模型，在

MDD 数据集上进行测试。结果表明，插入 SDI 层与

TSDI 层后， UNet-SDI、 UNet-TSDI、 U-Net 模型的

F1-score分别为74.84%、78.53%、71.46%；mIoU分别

为 62.37%、69.58%、59.49%，证明了在编码器与解

码器间引入语义特征融合层以及利用 TA 单元进一步

筛选特征对于提高建筑目标分割精度的有效性。部

分消融实验结果见图 4，可以看出，引入中间层后

对应消融模型的提取结果比 U-Net 模型更准确，而

引入 TSDI 层的提取结果优于使用原生 SDI 层的消融

模型。

Image Mask U-Net UNet-SDI UNet-TSDI
图4 SDI层改进消融实验结果对比

为验证在解码器中引入动态上采样结构与改进损

失函数的有效性，以U-Net为基准模型，分别设置了

针对上述两项优化方案的消融模型。结果表明，引

入动态上采样层与改进损失函数后， UNet-DyS、
UNet-GDL&FL、UNet-DyS-GDL&FL 的 F1-score 分别

为 73.53% 、 72.89% 、 76.42% ，较 U-Net 模型上涨

2.07% 、 1.43% 、 4.96% ； mIoU 分 别 为 61.24% 、

60.83%、64.75%，说明采用上述措施改进解码器能提

高建筑目标的提取精度。部分消融实验结果见图 5，
可以看出，相较于U-Net模型，各消融模型的提取结

果更完整，且与真实标签在形态和目标数量上更接

近，进一步证明了上述改进措施的有效性。

Image Mask U-Net UNet-
Dys

UNet-
GDL&FL

UNet-Dys-
GDL&FL

图5 解码器改进消融实验结果对比

2.4 模型对比实验

以当前主流语义分割模型 PSPNet[12]、 U-Net、

SGCN[13]、UNet3+[14]、Swin-UNet[15]、MSA-Net[16]、SCA-
Net[17]为对照组，分别在 MDD 与 WHU-Buliding （East
Asia）数据集上与本文模型进行对比实验。实验结果

见表 1、2，可以看出，在MDD数据集上，本文模型

的 P、R、F1-score、mIoU优于对照组内的其他主流模

型；在WHU-Buliding（East Asia）数据集上，本文模

型的 F1-score 和 mIoU 分别达到 92.34%与 83.26%，较

PSPNet、U-Net、SGCN、UNet3+、Swin-UNet、MSA-
Net、SCA-Net 模型，分别提高了 21.91%、19.49%、

10.97%、9.05%、6.51%、3.14%、0.37%和 25.40%、

23.03%、17.02%、14.47%、12.91%、3.61%、0.43%，

再次证明了本文模型在遥感建筑提取方面的性能

优势。

表1 不同模型在MDD数据集上的对比实验结果/%

模型

PSPNet
U-Net
SGCN

UNet3+
Swin-UNet
MSA-Net
SCA-Net
本文模型

P

67.45
70.56
78.63
81.32
84.23
88.57
92.86
92.54

R

69.93
72.42
79.86
82.20
84.63
87.34
89.45
90.62

F1-score
68.67
71.48
79.24
81.76
84.43
87.95
91.12
91.57

mIoU
55.73
59.49
64.86
66.34
69.57
78.62
80.73
81.62

表2 不同模型在WHU-Buliding（East Asia）数据集上的

对比实验结果/%

模型

PSPNet
U-Net
SGCN

UNet3+
Swin-UNet
MSA-Net
SCA-Net
本文模型

P

69.34
71.62
80.54
82.65
84.79
89.74
93.36
92.58

R

71.55
74.12
82.22
83.94
86.90
88.67
90.63
92.10

F1-score
70.43
72.85
81.37
83.29
85.83
89.20
91.97
92.34

mIoU
57.86
60.23
66.24
68.79
70.35
79.65
82.83
83.26

本文模型与各对照组模型在MDD与WHU-Buliding
（East Asia）数据集上的提取结果对比见图 6、7，可

以看出，对照组模型的提取结果普遍存在漏检或提取

Image Mask PSPNet U-Net SGCN UNet3+ Swin-
UNet

MSA-
Net

SCA-
Net

本文
模型

图6 不同模型在MDD数据集上的建筑提取结果
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结果空洞、断裂等问题，本文模型能提取出数量更准

确、形态更完整且真实的建筑目标，说明CNN-VIT双

分支编码器模型在遥感地面建筑提取方面具有更显著

的优势。

3 结 语

针对现有模型受特征比例稀疏、背景要素复杂等

因素影响，难以准确提取遥感影像内建筑目标的问

题，本文提出了一种结合CNN-VIT单元的双分支遥感

影像建筑提取模型。在双分支编码器中，CNN分支以

重参数化重混排卷积提取多重感受野下的目标局部特

征，VIT分支以DSAT捕获全局上下文注意力。为实现

不同尺度特征的充分融合，以TA单元构建SDI层，对

不同尺度的特征图进行融合和负样本过滤。在解码器

中，使用动态上采样层实施精密重建，并以 GDL 与

FL函数的加权组合作为损失函数。实验结果表明，本

文模型在 MDD 和 WHU-Buliding （East Asia） 数据集

上的F1-score分别达到 91.57%、92.34%，提取的建筑

目标数量上更接近真实掩膜，且形态更真实完整，能

为城市建设规划、土地资源调查等场景提供技术支

持。在下阶段的研究中，将同时以光学高分辨率影像

和SAR影像为输入源协同编码，实现多类地物提取。
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