
基于轻量级卷积神经网络的岩石图像岩性识别方法

刘善伟1 ， 马志伟1 ， 魏世清1 ， 魏忠勇2*

1.   中国石油大学（华东）海洋与空间信息学院，山东 青岛 266580；

2.   山东省煤田地质局物探测量队，济南 250104

第一作者，E-mail：shanweiliu@163.com
*  通信作者，E-mail：187304503@qq.com

 
2024-06-24 收稿；2024-09-25 修回；2024-09-29 接受

基金项目： 中石油重大科技项目（ZD2019-183-006）

中图分类号：TP183；TU45　　　文章编号：2096-8523（2026）01-0360-11　　　doi：10.19509/j.cnki.dzkq.tb20240348

摘　要： 岩性识别是油气勘探和开发过程中的重要环节，对于油气勘探定位、储层评价以及储层模型建立具有重

要的指导意义。但传统的人工岩性识别方法耗时耗力，经典的深度学习模型虽然识别精度高，但模型的参数量较

大，为了提高模型识别精度，同时降低模型的参数量，使模型适用于岩性实时识别工作，首先收集了白云岩、砂岩

等 8 种岩石共 3 016 张岩石图像构建岩性识别数据集，然后以轻量型卷积神经网络 ShuffleNetV2 模型为基础网络，

提出了一种 Rock-ShuffleNetV2 岩性识别模型（RSHFNet 模型）。模型中将混合注意力机制模块（convolutional
block attention module，简称 CBAM）以及多尺度特征融合模块（multi-scale feature fusion module，简称 MSF）融入基

础网络中以加强模型的特征提取能力，提升模型识别性能，并优化模型中 ShuffleNetV2 单元的堆叠次数以减少模

型参数量。结果表明：与基础模型相比，RSHFNet 模型的准确率达到了 87.21%，提高了 4.98%；同时，模型参数量

与浮点运算量分别降低到了 869 702 个，0.93×108，分别是基础模型的 0.67，0.63 倍，模型参数量明显降低；并且

RSHFNet 模型的综合性能明显优于现有的卷积神经网络。RSHFNet 岩性识别模型具有较高的识别精度和较好的

泛化能力，同时更加的轻量化，为实现野外实时的岩性识别工作提供了新思路。
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随着社会快速发展，世界各国对能源的消耗也

在与日俱增。现阶段，虽然各种新能源技术不断被

提出，但其仍处在探索阶段，目前工业生产与社会生

活的能源主要还是依靠石油与天然气等化石能源[1]。

在油气勘探过程中，准确地确定地层岩性是精确评

估油气储层规模的基础，所以岩性识别对油气勘探

具有重要意义[2-3]。

岩性是指岩石的颜色、成分、结构、构造等特征

的总和，岩性识别是通过一定的方法来认识和区别

岩性的过程，传统的岩性识别方法主要依靠人工识

别，通过肉眼观察、薄片鉴定以及实验分析等方法确

定岩性，但是此类方法耗时耗力，要求研究人员拥有

丰富的专业知识以及专业的仪器设备，成本高昂，而

且岩性识别结果受人的主观因素影响[4-8]。随着机器

学习技术的发展，机器学习技术也被应用于岩性识

别，岩石图像岩性识别的过程本质上是图像分类的

过程，故已经有学者利用多层感知机（multilayer
perceptron，简称 MLP）、K 近邻算法、支持向量机

（support vector machine，简称 SVM）以及决策树等算

法实现了岩石图像的分类，但这些机器学习分类方

法都存在分类准确率低、分类过程繁琐等缺点[9-13]。

近年来，以深度学习为代表的人工智能方法在计算

机视觉领域取得了长足发展。深度学习方法可以通

过多层神经网络模拟人类大脑，从大规模数据中自
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动学习复杂的非线性表征，为图像分类 [14-16]、目标检

测[17] 等各种视觉任务提供了新的解决方案，在岩石

图像岩性识别任务中具有强大的应用潜力。

目前，国内外已经有很多学者基于深度学习方

法开展了岩性识别研究，程国建等[18]、李娜等[19] 使

用自构建的卷积神经网络，均实现了对 3 类砂岩图

像的有效识别，但其所采用的图像均为岩石显微镜

图像，制作此类图像需将岩石制作成岩石薄片放置

在显微镜下拍摄，不适用于野外实时岩性识别，且仅面

向砂岩，研究对象相对单一。谭永健等[20]、RAN 等[21]、

马泽栋等[22] 基于在嵊州、巢湖等地野外考察采集的

岩石图像，利用 Xception、ResNet 等经典卷积神经网

络，实现了对多种岩石图像的识别，且识别准确率均

超过了 95%。经典卷积神经网络虽然具有较高的识

别精度，但其模型的参数量较大，在目标识别的过程

中需要消耗大量的计算资源，难以将其部署至计算

资源有限的移动设备中来满足野外实时岩性识别的

要求。此外，野外所采集的岩石图像为同一地区拍

摄，同类别岩石的颜色与纹理等特征不会有较大差

异，然而受制于不同地区的地质条件与气候等因素，

同类型的岩石在不同的地区，其颜色与纹理等宏观

特征会有较大的差异，而不同类型的岩石也会有相

近的性状，所以实际情况下的岩性识别更加具有挑

战性。综上所述，利用深度学习图像分类技术在岩

性识别工作中已经取得了良好的成果，但为了实现

野外实时岩性识别，仍需要解决如下问题：模型参数

量大、岩石图像来源单一，适用范围有限。

针对上述问题，本研究以 ShuffleNetV2 轻量级

卷积神经网络[16] 为基础，提出了一个识别精度更高、

模型更加轻量化的岩性识别模型 RSHFNet。该模型

通过引入多尺度特征融合模块（MSF）和混合注意力

机制模块（CBAM）来增强网络模型的特征提取能力，

并优化网络模型深度以减少模型的参数量。同时本

研究还收集了 8 类具有代表性的岩石图像构成岩性

识别数据集，这些岩石图像大部分来自于国家岩矿

化石标本资源共享平台，岩石图像的采集地为内蒙

古、西藏、新疆与河北等不同地区。

 1    网络模型构建

本研究提出的 RSHFNet 模型以 ShuffleNetV2
作为基础网络。ShuffleNetV2 是一个轻量高效的卷积

神经网络，通过在 ShuffleNetV2 单元中进行通道混

洗（图 1a）与分组卷积（图 1b）操作，保持模型精度的同

时大幅降低了模型参数量与计算量。ShuffleNetV2
网络的主要结构是下采样单元（图 1c）与基本单元

（图 1d），输入的图像首先进行一次卷积操作与最大

池化操作，再经过由下采样单元与基本单元堆栈构

成的 3 个特征提取层，在这 3 个特征提取层中下采

样单元与基本单元的个数分别为（1，3）、（1，7）、（1，3），
最后通过全连接层输出分类结果，从而实现图像分

类的任务。

针对现有网络模型参数量大，对岩石图像识别

准确率低的问题，本研究根据岩石图像的特点，以

ShuffleNetV2 网络为基础，提出了一种适用于岩石

图像岩性识别的 RSHFNet 模型，其网络结构如图 2
所示。RSHFNet 模型首先将基础 ShuffleNetV2 网络

中的第一个卷积层替换为 MSF，以使得模型在网络
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图 1    ShuffleNetV2 核心结构

Fig. 1    Core structure of ShuffleNetV2
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初始阶段提取更多的有效信息；然后又将 CBAM 融

入到 ShuffleNetV2 单元中，使得模型能够更好地捕

捉岩石的重要特征，以实现更准确的识别；最后对

ShuffleNetV2 的模型结构进行轻量优化，减少 3 个

特征提取层中基本单元的堆叠次数以减少模型参

数量。

（1）多尺度特征融合模块（MSF）

在模型的初始阶段，基础网络 ShuffleNetV2 只

将图像进行一次卷积操作与一次最大池化操作，然

而在图像输入的初始阶段，图像特征最为丰富，对图

像只进行一次卷积与池化操作并不能有效地提取特

征。因此，本研究结合 GoogLeNet 模型利用多尺度

的卷积操作来提取不同大小特征的思想[23]，设计了

一种更加轻量化的多尺度特征融合模块（MSF）来替

换 ShufflNetV2 基础网络的第一个卷积层。该模块

将输入图像分别进行一次 3×3 卷积、5×5 卷积以及

1×1 卷积并平均池化操作，最后将输出特征在通道

维度上进行拼接（图 3）。由于 MSF 模块中采用了不

同尺度的卷积核，可以从图像中提取不同尺度的特

征信息，包括全局特征与局部特征，其中全局特征可

以帮助模型获取更广泛的背景知识，有助于整体特

征的把握，并帮助减少局部特征可能带来的歧义，而

局部特征能有效地捕捉细节，提高模型对细微特征

的感知力。通过融合全局特征与局部特征，模型可

以更加全面地理解输入的图像，能够更好地适应不

同尺度和不同复杂度的输入数据，进而提高模型的

特征提取能力和识别性能。

（2）混合注意力机制模块（CBAM）

为了使分类结果更加准确，在网络模型中添加

注意力机制模块是一种常用的方法[24]。注意力机制

模块旨在关注感兴趣的信息，能够自适应地提取图

像中的重要信息。在深度学习卷积神经网络中，注

意力机制模块可以分为 2 类：通道注意力和空间注
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图 2    RSHFNet 模型结构

Fig. 2    Structure of RSHFNet model
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图 3    多尺度特征融合模块（MSF）结构

Fig. 3    Structure of multi-scale feature fusion module

  2026 年　第 45 卷　第 1 期

362



意力。通道注意力模块能够确定不同通道之间的权

重关系，增强关键通道的权重并抑制作用较小的通

道。空间注意力模块是确定空间领域中不同像素之

间的权重关系，增强关键区域像素的权重，并减少不

重要区域的权重。注意力机制模块（CBAM）是空间

通道混合注意力模块，与仅关注通道特征的注意力

模块（SE）相比，可以获得更好的结果。输入特征先

经过通道注意力模块，然后再通过空间注意力模块，

最后进行输出，实现从通道与空间两方面来增强感

兴趣的区域[25]（图 4）。由于卷积神经网络在进行特

征提取时会产生大量的特征图，其中除了有用信息

外，还包含噪声，因此模型需要在大量的特征中找出

对当前任务最有用的部分，而卷积神经网络的操作

是固定的，不会动态调整特征的重要性。而 CBAM
的通道注意力模块与空间注意力模块分别对通道维

度与空间维度上的特征进行选择性关注，从而增强

有效信息，并抑制无关信息。输入特征在经过通道

注意力模块时，CBAM 会为每个通道分配权重，之后

通过多轮迭代计算，自适应地调整每个通道的权重

值，既提高有效通道的权重值又降低无用通道的权

重值，使得网络模型能够更好地选择和放大对分类

结果有帮助的通道特征。在确定好重要的通道之后，

空间注意力机制会进一步关注特征图像中的重要像

素，并对每一个像素分配一个权重，最后通过多轮的

迭代计算，自适应地调整每个像素上的权重值，使得

网络模型能够提取出对当前分类任务最具有辨别力

的像素。CBAM 从空间与通道 2 个不同的维度对特

征进行优化，确保模型不会因为某一维度的误导信

息而产生偏差，进而提高模型的特征提取能力与分

类性能。由于本研究所使用的数据集为实拍标本图

像，图像中岩石标本虽然占据了较大区域，但图像中

包含了刻度尺、不同颜色背景等干扰信息，在识别过

程中会对模型产生一定的负面影响。因此，本研究

将混合注意力机制模块（CBAM）融入 ShuffleNetV2
单元中，使得模型在每个阶段都能够从空间与通道

两方面加强对图像岩石区域的关注与细节捕捉能力，

从而提高模型对不同岩石的区分能力。
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图 4    混合注意力机制模块（CBAM）结构

Fig. 4    Structure of convolutional block attention module
 

（3）网络模型深度优化

网络模型的轻量优化是通过优化模型的结构与

参数，使其在不明显减低性能的前提下减少模型的

参数量，从而提升模型在资源受限设备上的推理效

率，使其适合应用于实际场景。对于卷积神经网络，

通常情况下网络的层数越多，其特征提取能力越强，

能够从图像中提取更多具有判别性的信息，有助于提

高网络的分类识别性能。但是随着网络层数的增加，

模型的参数量与复杂度也越来越大，需要越来越多

的计算资源。此外，增加网络深度并不意味着总能

提升网络的性能，过深的网络可能会增加网络模型

过拟合的风险，导致网络的泛化能力下降[26]。因此，

本研究将基础网络 3 个特征提取层中 ShuffleNetV2
基本单元的堆叠次数都优化为 1 次，使模型更加轻

量化并降低网络模型过拟合的风险。

 2    数据集建立

油气的储集层通常是具有较高的孔隙度和渗透

性的岩石，常见的储集层岩石包括碳酸盐岩、砂岩，

页岩与泥岩[27-29]。其中碳酸盐岩包括白云岩、石灰
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岩与方解石，为增加数据集岩石图像的类别，将作为

碳酸盐岩矿产的菱镁矿与菱锰矿也作为岩性识别的

种类。泥岩本身的孔隙度和渗透性较低，但泥岩中

往往富含有机质且具有较高的含油气饱和度，有助

于油气的富集和保存[29]。故本研究选择此 8 类岩石

图像构建岩性识别数据集。

实验图像来自“国家岩矿化石标本资源共享平

台”（http://www.nimrf.net.cn/）与网络搜索等途径，得

到白云岩（图 5a）、方解石（图 5b）、菱锰矿（图 5c）、

菱镁矿（图 5d）、石灰岩（图 5e）、砂岩（图 5f）、页岩

（图 5g）与泥岩（图 5h）8 类共 3 016 张岩石图像，其中

包括白云岩 429 张、方解石 515 张、菱镁矿 56 张、

菱锰矿 75 张、石灰岩 285 张、砂岩 618 张、页岩

521 张、泥岩 517 张。将数据集以 8∶2 的比例划分

为训练集与测试集，训练集图像共 2 414 张，测试集

共 602 张。从图 5 中也可以看出，本研究制作的岩

性识别数据集存在不同类别岩石特征相近，同类别

岩石特征又不尽相同的情况，总体识别难度较大。
 
 

a b c d

e f g h

a b c d

e f g h

 

a. 白云岩；b. 方解石；c. 菱锰矿；d. 菱镁矿；e. 石灰岩；f. 砂岩；g. 页岩；h. 泥岩

图 5    岩性识别数据集示例图像

Fig. 5    Example images of lithology identification dataset
 

关于训练集数据增强，由于数据集中部分种类

的岩石图像样本数量较少，易导致网络提取不到足

够的特征，使网络模型出现泛化能力差、网络过拟合

等问题，影响图像识别精度。通过对训练集图像数

据增强可以提高网络的泛化能力与识别能力[30]。本

研究使用的数据增强方法包括：图像翻转、图像旋转、

图像平移、亮度调整、色度调整、对比度调整、锐度

调整以及裁剪拼接（图 6）。原始训练集中菱镁矿与

菱锰矿样本数量较少，而其余 6 类岩石样本数量较

多，因此对属于弱样本的菱镁矿与菱锰矿进行多倍

数的数据增强，而对其余 6 类岩石样本则进行少倍

数的数据增强。数据增强后训练集图像总量达到了

8 780 张（表 1）。

 3    实验与结果分析

 3.1    评价指标

为 了 有 效 评 价 网 络 的 性 能， 使 用 准 确 率

（Accuracy）、精确率（Precision）、召回率（Recall）以及

F1 分数（F1-score）作为评估标准，其计算公式如下：

Accuracy =
T P+T N

T P+FP+T N +FN
×100%， （1）

Precision =
T P

T P+FP
×100%， （2）

Recall =
T P

T P+FN
×100%， （3）
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a. 原始图像；b. 图像翻转；c. 图像旋转；d. 图像平移；e. 亮度调整；f. 色

度调整；g. 对比度调整；h. 锐度调整；i. 裁剪拼接

图 6    数据增强后图像效果

Fig. 6    Effects of data augmentation on images
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F1-score =
2×Recall×Precision

Recall+Precision
×100%，（4）

式中：TN为真阴性，表示预测为阴性的阴性样本的

数量；TP为真阳性，表示预测为阳性的阳性样本的

数量；FN为假阴性，表示预测为阴性的阳性样本的

数量；FP为假阳性，表示被预测为阳性的阴性样本

的数量。

此外还使用模型参数量与浮点运算量来衡量模

型的复杂度，模型参数量与浮点运算量越低就表示

需要越少的计算资源，越容易将模型部署到移动

设备。

 3.2    实验环境与超参数设置

本实验硬件设备 CPU 的型号为 Intel（R）Core
（TM）i9-10980XE，显卡的型号为 NVIDIA GeForce
RTX 2 080 TI。在 Pycharm 集成环境下，使用 Pytorch
2.1.2 搭建深度学习框架。网络训练过程中采用随机

梯度下降（stochastic  gradient  descent，简称 SGD）优

化器进行参数更新，初始学习率为 0.01，每完成 2 轮

的训练后更新一次学习率，损失函数为交叉熵函数

（cross entropy），训练轮数为 60，一次训练使用的样

本数量（Batchsize）设置为 32。
 3.3    实验结果分析

（1）数据增强对实验结果的影响

为了验证数据增强是否能够提升网络模型的

性能，分别对原始数据集以及经过平移、翻转、亮度

调整等数据增强方法扩充后的数据集进行训练，实

验中保证网络模型结构、实验环境以及超参数等其

他因素相同。对比原始数据集，ShuffleNetV2 模型

对数据增强后的数据集进行训练，在测试集上的准

确率达到了 82.23%，提高了 5.65%；精确率达到了

82.21%，提高了 12.28%；召回率达到了 81.42%，提高

了 12.57%；F1 分数达到了 81.54%，提高了 12.44%
（表 2）。所以，通过数据增强的方法扩充原始数据集，

能够平衡各类别岩矿图像的分布，有效地避免过拟

合现象，提高模型的泛化能力与识别准确率。

（2）注意力模块对模型性能的影响

为了验证注意力模块对岩石图像识别是否有效，

本研究以数据增强后的数据集为基础，将通道注意

力模块机制（SE）、混合注意力模块机制（CBAM）、

通道注意力模块机制（ECA）以及坐标注意力模块机

制（CA）分别引入基础网络中，并与基础网络性能相

对比。由实验结果可知：引入 SE 注意力机制模块的

网络模型的识别准确率提高了 0.66%；引入 ECA 注

意力机制的网络模型的准确率提高了 1.09%、精确

率提高了 1.59%、F1 分数提高了 0.61%；引入 CA 注

意力机制的网络模型的准确率提高了 0.83%、精确

率提高了 0.81%；引入 CBAM 注意力机制的网络模

型的准确率提高了 3.82%、精确率提高了 3.88%、召

回率提高了 3.33%、F1 分数提高了 3.58%（表 3）。
这说明针对本研究的数据集，引入注意力模块机制

并不一定对模型的性能都有积极的影响。实验结果

表明，混合注意力模块机制（CBAM）对于网络模型

的性能有着最佳的影响，在增加少量模型参数量的

前提下能够较大地提高模型的识别准确率、精确率、

召回率与 F1 分数。
 
 

表 3    引入不同注意力模块后的实验结果

Table 3    Experimental  results  after  introducing  different
attention modules

 

模型
准确

率/%
精确

率/%
召回

率/%
F1分
数/%

模型参

数量/个
浮点运

算量/108

基础网络 82.23 82.21 81.42 81.54 1 295 037 1.47

基础网络+SE 82.89 81.30 80.21 80.19 1 303 064 1.48

基础网络+ECA 83.32 83.80 81.21 82.15 1 260 268 1.48

基础网络+CA 83.06 83.02 79.76 80.93 1 325 720 1.48

基础网络+CBAM 86.05 86.09 84.75 85.12 1 304 648 1.48
 

（3）消融实验

为了进一步验证本研究所提出的每个改进点都

有助于提高模型的性能，将基础网络与上文提出的

各优化后的模型进行消融实验对比测试。其中基础

网络+CBAM 表示在基础网络中引入 CBAM 注意力

模块、基础网络+MSF 表示在基础网络中引入 MSF
多尺度特征融合模块、基础网络-Lighter 为对基础网

 

表 2    数据增强前后实验结果

Table 2    Experimental  results  before  and  after  data
augmentation

 

数据集 准确率/% 精确率/% 召回率/% F1分数/%

原始数据集 76.58 69.93 68.85 69.10

数据增强后的数据集 82.23 82.21 81.42 81.54

 

表 1    数据增强前后训练集分布

Table 1    Distributions  of  training  set  before  and  after  data
augmentation

 

岩性
原始训练集

数量/张

增强后训练集

数量/张
岩性

原始训练集

数量/张

增强后训练集

数量/张

白云岩 343 1 372 石灰岩 228 1 368

方解石 412 1 236 砂岩 495 1 485

菱镁矿 45 360 页岩 417 1 251

菱锰矿 60 466 泥岩 414 1 242
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络进行深度优化后的模型。实验结果表明，混合注

意力机制模块（CBAM）、多尺度特征融合模块（MSF）
的采用和模型深度优化对模型的性能都有积极影

响。相比基础网络，本研究设计的 RSHFNet 模型的

准确率达到了 87.21%，提高了 4.98%；精确率达到

了 86.37%，提高了 4.16%；召回率达到了 86.68%，提

高了 5.26%；F1 分数达到了 86.39%，提高了 4.85%。

同时，模型参数量与浮点运算量降低到了 869 702 个

与 0.93×108，分别是基础网络的 0.67，0.63 倍（表 4）。
这充分证明了 RSHFNet 岩性识别模型的优越性以

及在岩性识别问题上的可行性。
 
 

表 4    消融实验结果

Table 4    Results of ablation experiment
 

模型
准确

率/%
精确

率/%
召回

率/%
F1分
数/%

模型参

数量/个
浮点运算

量/108

基础网络 82.23 82.21 81.42 81.54 1 295 037 1.47

基础网络+CBAM 86.05 86.09 84.75 85.12 1 304 648 1.48

基础网络+MSF 83.39 82.84 83.31 82.90 1 260 404 1.51

基础网络-Lighter 85.71 87.41 85.89 83.38 850 848 0.90

RSHFNet 87.21 86.37 86.68 86.39 869 702 0.93

 
为了能够更加直观地展示模型改进前后对各类

岩性识别的性能，绘制了基础网络与 RSHFNet 模型

的混淆矩阵图（图 7），可以看出，基础网络的识别结

果中有 19% 的白云岩被识别成了砂岩，18% 的菱镁

矿被识别成了白云岩（图 7a），表明基础网络在岩性

识别任务上存在较大的误判。而改进后的模型即

RSHFNet 模型，对岩矿石图像岩性识别总体的准确

率推高了 4.98%，其中对白云岩识别的准确率提高

了 21%，对菱镁矿识别的准确率提高了 9%，对石灰

岩识别的准确率提高了 5%（图 7b），证明了本研究对

模型所做出改进的有效性与优越性，更加直观地表

明了 RSHFNet 模型在岩性识别任务上的性能提升。

本研究构建的岩性识别数据集由于各类别的岩

矿石图像数量不平衡，所以模型对不同类别的岩石

图像识别准确率也不同。数据集中在菱镁矿与菱锰

矿的图像数量较少，数据增强后分别为 360，466 张，

而其余 6 类的岩石数据增强后均超过了 1 200 张，模

型对菱镁矿的识别准确率为 73%，而对菱锰矿的识

别准确率却达到了 100%（图 7b）。由于菱锰矿在外

观上主要表现为粉红色与深红色，与其他类岩石具

有较大的颜色差异，虽然其图像数量较少，但模型依

旧能够提取出其独有的特征信息，故基础网络与

RSHFNet 模型对其均有很高的识别准确率。菱镁矿

与白云岩、石灰岩、方解石均属于碳酸盐岩，四者的

颜色、纹理具有较高的相似性，但白云岩、石灰岩与

方解石图像数量较多，模型在训练阶段能够较充分

地提取其独有特征，因此具有较高的识别准确率。

对于砂岩、泥岩与页岩 3 类，用于模型训练的砂岩图

像数量最多，为 1 485 张，泥岩与页岩均为 1 250 张左

右，三者也均有较高的识别准确率，其中泥岩的识别

准确率最高。综上，由于数据集中在菱镁矿的图像

数量较少且与石灰岩等碳酸盐岩类岩石的特征较为

相似，故对菱镁矿的识别能力较差，本研究改进的模

型对菱镁矿的识别能力虽然有提升，但仍存在一定

的局限性，可能会导致模型对菱镁矿的泛化识别能

力较差，对于数据集中图像数量较多的岩石类别，模

型均具有较好的识别能力。

（4）对比实验
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a. ShuffleNetV2 混淆矩阵；b. RSHFNet 混淆矩阵；1. 白云岩；2. 方解石；3. 菱镁矿；4. 菱锰矿；5. 石灰岩；6. 砂岩；7. 泥岩；8. 页岩

图 7    改进前后混淆矩阵

Fig. 7    Confusion matrix before and after improvement
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为了进一步评估 RSHFNet 模型对岩石图像的

识别性能，在相同的实验条件下，将 RSHFNet 模型

与经典卷积神经网络 VGG16、ResNet18、ResNet50、
DenseNet169、GhostNet、MobileNetV3-small、Mobile-
NetV3-large 以及袁硕等 [31] 提出的改进  ShuffleNet-
V2 岩石图像识别模型（以下简称为 ShuffleNetV2-Y）

进行对比。由结果可知，相较于对比网络中性能最

优的 DenseNet169，RSHFNet 在准确率上与之相同，

精确率高出了 0.74%，F1 分数高出了 0.48%，但 RSHF-
Net 的模型参数量与浮点运算量仅为 DenseNet169
的 7%、2.7%，模型复杂度明显优于 DenseNet169。
较之于其他模型，MobileNetV3-small 模型的浮点运

算量虽然小于 RSHFNet，但 RSHFNet 模型的岩性识

别性能明显优于 MobileNetV3-small；ShuffleNetV2-
Y 的模型参数量与浮点运算量都小于本研究提出的

RSHFNet 岩性识别模型，但针对本研究的数据集，该

模型的识别性能也远低于 RSHFNet（表 5）。由此可

知，本研究提出的 RSHFNet 模型具有较强的综合

能力。

（5）泛化能力验证实验

为了进一步验证 RSHFNet 模型的泛化能力，通

过互联网搜索途径采集数据集外 8 种岩石图像进行

预测，所收集的图像包含岩石标本图像、岩心图像与

野外露头图像等，每类岩石图像各 3 张，共计 24 张

（图 8）。可以看出 24 张图像中预测正确 22 张，预测

错误 2 张，其中将 1 张菱镁矿图像预测成石灰岩

（图 8t）、1 张页岩图像预测成砂岩（图 8w）。对菱镁

矿预测错误的原因可能是用于模型训练的图像数量

较少，模型未能提取到其独有特征。对页岩预测错

误的原因可能是该图像中的页岩含有较多铁的氧化

物或氢氧化物，使其在颜色上呈现出与多数砂岩相

似的黄褐色，导致模型误将其预测为砂岩。总体而

言，虽然模型在对数据集外图像的预测结果中出现

 

表 5    不同模型的对比实验结果

Table 5    Comparative experimental results of different models
 

模型
准确

率/%
精确

率/%
召回

率/%
F1分
数/%

模型参

数量/个
浮点运算

量/108

VGG16 67.77 70.68 67.66 66.96 134 301 768 155.20

ResNet18 85.71 84.86 86.29 85.27 11 180 616 18.24

ResNet50 85.05 85.09 83.73 84.11 23 524 424 41.32

DenseNet169 87.21 85.63 86.83 85.91 12 497 800 34.34

GhostNet 82.39 84.18 82.80 83.09 4 212 120 1.97

MobileNetV3-small 82.72 78.18 78.72 78.71 1 238 996 0.65

MobileNetV3-large 85.88 83.51 82.56 82.83 2 685 164 2.71

ShufleNetV2 82.23 82.21 81.42 81.54 1 295 037 1.47

ShuffleNetV2-Y 79.57 79.31 78.24 78.13 275 066 0.33

RSHFNet 87.21 86.37 86.68 86.39 869 702 0.93

 

a b c d e

g h i j k l

m n o p q r

s t u v w x

fa b c d e

g h i j k l

m n o p q r

s t u v w x

f

 

a～c. 预测类别：方解石；d～f. 预测类别：泥岩；g～i. 预测类别：白云岩；j～l，t. 预测类别：石灰岩；m～o，w. 预测类别：砂岩；p～r. 预测类别：菱锰矿；

s，u. 预测类别：菱镁矿；v，x. 预测类别：页岩

图 8    RSHFNet 模型预测结果

Fig. 8    Predicted results of the RSHFNet model
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了错误，但总体的预测正确率达到了 91.7%，证明本

研究提出的 RSHFNet 模型具有较好的泛化能力。

 4    结　语

岩性识别是油气勘探和开发工作中的重要环节，

相较于传统的人工识别方法，利用深度学习技术可

以极大地提高岩性识别的效率。本研究基于

ShufleNetV2 模型，提出了一种适用于岩性识别的

RSHFNet 轻量化模型，并构建了一套适用范围相对

较广的岩性识别数据集，以解决当前岩性识别研究

中存在的模型参数量大、岩石图像适用范围有限的

问题。RSHFNet 模型首先融入了多尺度特征融合模

块（MSF），以加强模型在初始阶段的特征提取能力；

其次又将混合注意力机制模块（CBAM）融入到

ShuffleNetV2 单元中，从空间与通道两方面增强了

模型提取特征的能力；最后又对模型深度进行了优

化，降低了模型的参数量与复杂度。实验结果表明：

本研究提出 RSHFNet 模型的岩性识别准确率达到

了 87.21%，相较于基础 ShuffleNetV2 模型提高了

4.98%，精确率、召回率与 F1 分数等模型评价指标

均有提升，同时模型的参数量与浮点运算量分别降

低了 33% 与 37%，复杂度明显降低，并且通过与

DenseNet169、MobileNetV3-small 等卷积神经网络

的一系列对比实验证明了 RSHFNet 模型综合性能

的优越性；对数据集外 24 张岩石图像预测的准确率

为 91.7%，进一步验证了模型的泛化能力，故本研究

所做的研究对实现野外岩性实时识别具有一定的指

导意义。本研究提出的 RSHFNet 轻量化模型相较

于基础 ShuffleNetV2 模型的综合性能有一定的提升，

在后续的研究中将扩展岩性类别和数据来源，构建

岩性类别更多、图像数量更加平衡的岩性识别数据

集，同时考虑将该轻量化模型部署至移动设备，以实

现岩石岩性的现场识别。
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Summary for “基于轻量级卷积神经网络的岩石图像岩性识别方法”

Rock image lithology recognition method based on lightweight convolutional
neural network
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Abstract： [Objective] Lithology  identification  is  a  crucial  step  in  the  process  of  oil  and  gas  detection  and
exploration， providing  important  guidance  for  exploration  positioning， reservoir  evaluation， and  the
establishment  of  reservoir  models.  However， traditional  manual  lithology  identification  methods  are  time-
consuming and labor-intensive. Although classical deep learning models achieve high identification accuracy，they
often have a large number of parameters. To enhance model accuracy while reducing the number of parameters，the
aim of this research is to make the model suitable for real-time lithology identification. [Methods] This paper first
collected a dataset of 3 016 rock images consisting of eight types of rocks，including dolomite and sandstone. Based
on the lightweight convolutional neural network ShuffleNetV2，the paper proposes a Rock-ShuffleNetV2 lithology
identification model (RSHFNet model). The model incorporates the convolutional block attention module (CBAM)
and multi-scale feature fusion module (MSF) into the basic network to enhance feature extraction capabilities and
improve identification performance. Additionally，the number of stacked ShuffleNetV2 units is optimized to reduce
the model's parameters. [Results] The experimental results show that the RSHFNet model achieved an accuracy of
87.21%， which  is  a  4.98% improvement  over  the  baseline  model.  Furthermore， the  model's  parameters  and
floating-point  operations  were  reduced  to 869 702,  0.93×108， respectively， representing  67% of  the  model's
parameters and 63% of the floating-point operations of the baseline model. This reduction significantly decreases the
model's  size.  Additionally， the  RSHFNet  model  demonstrates  superior  overall  performance compared to  existing
convolutional  neural  networks. [Conclusion] The  proposed  RSHFNet  lithology  identification  model  offers  high
recognition  accuracy  and  strong  generalization  capabilities  while  being  more  lightweight， providing  a  new
approach for real-time lithology identification in the field.
Key words:  lithological recognition；ShuffleNetV2 network；convolutional block attention module；multi-scale
feature fusion module；convolutional neural network
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