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摘　要： 油气工程中常利用地球物理资料获取地层弹性模量并结合小样本的岩心实验数据进行校正，但这种方

法在复杂地质条件下往往表现不佳。为提高岩石弹性模量的预测精度和泛化能力，提出了一种利用基本岩石物

性参数的弹性模量智能预测模型。分别采用 3 种集成学习算法（RandomForest，XGBoost，LightGBM）构建了岩石

弹性模量智能预测模型，并采用 TPE 方法对模型进行超参数优化，最后利用 SHAP 归因分析探讨了各输入变量对

模型的贡献。结果表明：①提出的智能预测模型明显优于传统模型，能够实现弹性模量的精确预测并具有较强的

泛化能力，其中 XGBoost 模型表现最佳（决定系数 R2=0.87，均方根误差 RMSE=6.94，平均绝对误差 MAE=4.96）；
②横波速度对模型贡献最大，纵波速度次之，密度最小，精确横波波速对弹性模量预测有重要意义。该方法无需

对工区及地层进行预先识别即可实现弹性模量的精准预测，研究成果对油气工程设计及实施有重要参考意义。
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岩石弹性参数的获取方式分为静态法和动态法。

静态法对完整岩心进行三轴压缩实验测试其变形，

是获得岩石弹性参数最可靠的手段[1]。深部地层岩

心获取成本高，动态法能够通过地球物理资料获得

地层的弹性参数[2-3]，成本低廉且能够在地层条件下

直接测试，广泛应用于油气工程等深部工程。但岩

石并非理想的线弹性材料，动态法获得的弹性模量

（动态弹性模量）和三轴压缩实验获得的弹性模量（静

态弹性模量）并不一致，无法直接用于表征静力荷载

作用下的岩土体的变形行为，非弹性变形、排水效应、

频散效应以及岩石的非均质性和各向异性都被认为

是造成动、静态弹性模量之间差异的原因[4-8]，且目

前没有任何岩石物理模型能够囊括所有原因。工程

中通常采用少量岩心实验回归经验方程的方式来对

动态弹性模量进行校正[9-10]，但由于岩心往往仅从油

气储层采集，工区之间以及工区内部不同年代的地

层之间存在较大差异，由小样本实验数据构建的经

验方程在跨工区及复杂地质条件下往往预测效果

不佳。

近年来，一些人工智能算法被引入弹性模量等

工程参数的预测。王文文等[11] 利用 32 块砂岩样品

的纵波速度、密度和孔隙度数据构建了基于遗传规

划算法的弹性模量预测公式；ELKATATNY 等[12] 利

用伽马、中子孔隙度、密度、纵波时差、横波时差等

参数基于多元回归实现弹性模量预测； NASIRI 等[13]

提出了利用孔隙度、点载荷指数、 P 波速度和

Schmidt 锤回弹数基于 ANN 预测弹性模量的方法。

这些方法的研究区域大多针对单一工区或地层，新

引入的一些参数无法直接观测或计算过程需要人为

给定控制参数，给这些方法的应用带来限制。另一

方面，这些模型中新引入的孔隙度等参数和波速密

切相关，这也说明波速等基本岩石物性参数和弹性

模量之间存在更为复杂的关系。

相对于单一的人工智能算法，集成学习算法通
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过构建大量基学习器获得更高的预测精度和泛化能

力[14-16]，建模简单且在无需考虑确切的机理条件下挖

掘数据中的隐藏关系以解决复杂的参数预测问题，

这将有助于解决岩土工程参数预测中对大量经验公

式的依赖问题，如李超等[17] 利用 384 组数据构建的

土固结压力智能预测模型效果显著优于经验模型，

SUN 等[18] 利用 XGBoost 算法实现了岩石单轴抗压

强度的智能预测，为提高弹性模量的预测精度和泛

化能力提供了一种新思路。

本研究选用纵波速度、横波速度和密度 3 种能

同时通过岩心和地球物理方法直接测量的基本岩石

物理参数作为输入特征参数，分别利用 3 种集成学

习算法（RandomForest，XGBoost，LightGBM）构建了

岩石弹性模量智能预测模型，结合统计回归模型对

智能预测模型的性能进行了评估，并探讨了各特征

参数对模型的贡献。

 1    技术方法

 1.1    集成学习原理

（1）RandomForest 算法

随机森林（RandomForest）算法是一种以决策树

为基学习器的算法，对于回归问题，其采用分类与回

归树（classification  and  regression  tree，简称 CART）
决策树算法进行回归运算，采用袋装法（Bagging）将
训练结果进行聚合[19]。即在训练过程中随机抽取 t
个独立的子集进行独立的训练，构建 t个 CART 模

型，将所有的模型聚合取平均值作为最终的预测结

果，其表达式为式（1）。RandomForest 算法能够集成

多个回归模型，改善单一回归模型的不足，使预测结

果更具有抗噪性和稳定性。

ŷi =
1
t

t∑
k=1

fk (xi)， （1）

ŷi

xi fk

式中：  为第 i个样本的预测值；t为决策树（基学习

器）数量；  为第 i个样本的输入数据；  为第 k个
决策树回归模型。

（2）XGBoost 算法

极限梯度提升树（extreme gradient boosting，简
称 XGBoost）算法 [20] 是在梯度提升决策树（gradient
boosting decision tree，简称 GBDT）算法基础上的一

种改进算法，其基于 Boosting 算法对基学习器进行

训练，与随机森林构建大量独立的基学习器（CART）
不同，Boosting 算法在每一个基学习器的训练中都

会考虑上一个基学习器和实测值之间的差异，通过

不断迭代达到逼近实际值的效果，最后累加所有基

学习器输出结果，表达式为：

ŷi =

t∑
k=1

fk (xi) =
t−1∑
k=1

fk (xi)+ f (t)
k (xi) , fk ∈ F，（2）

f (t)
k式中：F为回归树的样本空间；  为当前需要优化

的决策树。

XGBoost 在目标函数中引入正则化项以控制运

行效率和防止过拟合，通过二阶泰勒展开来简化损

失函数的运算实现最优解的求取，目标函数 Obj的
表达式为：

Ob j =
N∑

i=1

L (yi, ŷi)+
t∑

k=1

Ω ( fk)， （3）

Ω ( fk) = γΩT +1/2λΩ
T∑

k=1

w2
k， （4）

N∑
i=1

L (yi, ŷi) yi

t∑
k=1
Ω ( fk)

w2
k

γΩ λΩ

式中：   为损失函数；N为样本数量；   为

第 i个样本的实际值；  为惩罚函数（正则项）；

T为叶子节点数量；  为叶子权重节点的 L2 范数；

 和   为惩罚系数。

（3）LightGBM 算法

轻量梯度提升机（light gradient boosting machine，
简称 LightGBM）算 法 [21] 和 XGBoost 类 似 ， 基 于

Boosting 算法对基学习器进行训练，其采用直方图

决策树算法寻找特征值最优的分割点，并利用基于

梯度的单边采样（gradient-based  one-side  sampling，
简称 GOSS）算法进行样本采样同时采用带有深度限

制的叶子生长（leaf-wise）算法，其主要特点是能够有

效减少计算时间和计算规模，在降低模型复杂度的

同时提高抗过拟合能力。

 1.2    超参数优化

超参数的选取直接关系到模型的性能，但超参

数和预测结果之间的关系无法用函数表达，是典型

的“黑盒问题”，为了实现模型的最佳预测效果以及

便于应用，自动化的超参数优化至关重要[22]。

树 结构 Parzen 估 计 器 （tree-structured  parzen
estimator，简称 TPE）优化算法是一种基于树结构的

贝叶斯优化的算法[23]。其通过构建代理函数代替实

际模型，采用序贯模型对全局进行优化，即利用前序

采样的结果建立概率分布，利用采集函数搜索下一

个测试点，在不断迭代训练过程中，实现预测效果增

强，这种优化算法能够降低运算量，大大减少运算时

间。相对遍历所有点的网格搜索算法和随机搜索若

干个点的随机搜索算法更具优势。
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P(x|y)

P(y) P(x|y)

具体来说，TPE 方法对条件分布概率  和
边缘概率  建模，定义  的表达式为：

P (x|y) =

l(x)，y ⩽ y∗

g(x)，y > y∗
， （5）

y∗ l(x)

g(x) y∗ y∗
式中：x为观测值；y为输出值；  为设置的阈值； 
和  分别为损失函数≤  和＞  的密度组成。

期望函数（EI）被用作采集函数，利用贝叶斯原

理计算后验概率，采集函数（EI）的表达式为：

EI =
y∗w
−∞

(y∗− y) P (y|x)dy =
y∗w
−∞

P (x|y) P (y)
P (x)

dy。（6）

γ = P (y ⩽ y∗)定义  ，则可以变换得到

P (x) =
w

R
P (x|y) P (y)dy = γl (x)+ (1−γ)g (x)。（7）

因此，

EI =
γy∗l (x)− l (x)

y∗r
−∞

P (y)dy

γl (x)+ (1−γ)g (x)
∝

(
γ+

g (x)
l (x)

(1−γ)
)−1

。

（8）

l(x)

g(x)

P(x|y) P(y)

根据式（8），由最大概率的   和最小概率的

 获得最大的 EI来实现下一组超参数的选择，进

而不断更新  和  ，直到迭代停止，获得最优

化的超参数，优化算法流程见图 1。
 
 

初始化超参数

超参数分组l(x)和g(x), 
更新P(x|y)

计算EI，选取
下一超参数（组）

达到迭代
次数？

输出超参数

是

否

 

l(x) g(x) y∗ y∗  ，  分别为损失函数≤  和＞  的密度组成；P(x|y) 为条件

分布概率；EI为期望函数

图 1    TPE 超参数优化算法流程示意图

Fig. 1    Schematic  workflow  of  TPE  hyperparameter

optimization algorithm
 

 1.3    模型的可解释性

SHAP（SHapley Additive exPlanation）[17] 是一种

基于博弈论原理的事后解释方法，利用线性模型对

机器学习模型进行逼近，对模型中各个特征及其交

互项的边际贡献进行计算来衡量它们的影响大小，

从而实现对“黑盒模型“的解释。SHAP值（Shapley

值）用来表征输入贡献度，SHAP值越大代表贡献越

高[24-26]。SHAP 模型的表达式为：

f (xi) = ϕ0+

M∑
i=1

ϕi， （9）

ϕ0

ϕi

式中： M为模型中的特征数量；  为所有样本数量

的平均值；   为第 i个特征的 SHAP值。

ϕi  的理论表达式为：

ϕi =
∑

S⊆{M\xi}

|S |! (M− |S | −1)!
M!

{
f
(
xS∪{i}

)− f (xS )
}
，（10）

{M\xi} f
(
xS∪{i}

)
f (xS )

xi

|S |! (M− |S | −1)!

式中： S 为  的特征子集；  和  分
别为各种特征组合下  加入模型及不加入模型时输

出结果；  为各种特征组合对应的概

率；| |为集合的元素个数；!为阶乘。

 1.4    技术路线

本研究通过建立岩心实验数据库对 Random-
Forest，XGBoost，LightGBM 3 种集成学习模型训练

和评估，具体步骤为：①搜集公开发表文献中的岩石

力学实验数据以构建数据库，每组数据包括岩心的

密度、纵波速度、横波速度、三轴压缩实验获得的

弹性模量以及岩石样本的基本信息，基于数据库计

算岩心的动态弹性模量，构建岩石的动静态弹性模

量转换统计模型；②将数据集划分为训练集和测试

集，利用 Python 语言的 Scikit⁃learn 机器学习库联

合 Numpy、Pandas 等数据处理库对 RandomForest，
XGBoost，LightGBM 进行训练，利用 K 折交叉验证

和 TPE 进行优化，得到最优化模型；③基于优化后的

超参数训练模型，采用测试集对比几种智能模型的

预测效果，并结合动静态弹性模量转换统计模型评

估模型性能；④利用 SHAP 归因分析，探讨不同变量

对模型的贡献（图 2）。

 2    实例研究

 2.1    数据基本情况

本研究采用的数据全部来源于公开发表文献，

主要为砂岩、泥岩、石灰岩等沉积岩，具体包括岩心

采集的基本信息以及密度、纵波速度、横波速度和

三轴压缩实验获得的弹性模量剔除有明显偏差及不

规范的数据，共计收集到 397 组有效数据，来源于多

个国家的十余个工区，具体见表 1[11，27-35]。虽然岩心

实验数据来源范围广，但其采用的实验方法原理基

本一致，考虑到不同年代测试精度的不同，这里对数

据采用统一单位的预处理方式，密度单位采用 g/cm3,
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波速单位采用 km/s，弹性模量单位采用 GPa。
表 2 和图 3 展示了各参数的数据分布情况和参

数间的相关性。本研究所采用的 3 种智能算法都是

以对变量特征缩放不明显的决策树为基学习器，虽

然变量的数据分布没有严格服从正态分布，也无需

进行标准化或归一化处理。图 3 显示各变量之间普

遍具有较强相关性，由于变量之间的共线性不会影

响集成学习的效果，所有变量都将被用于建模。

 2.2    动静态弹性模量转换统计模型

Vp

Vs

动态法计算弹性模量基于线弹性假设，机械波

在固体中传播引起完全弹性形变，由纵波速度（  ）、
横波速度（  ）和密度（ρ）可获得弹性参数[36-38]。动

态弹性模量（Edyn）的计算公式为：

Edyn =
ρV2

s

(
3V2

p −4V2
s

)
V2

p −V2
s

。 （11）

图 4 显示了动态弹性模量和静态弹性模量之间

的关系，可以看出，无论是单一数据源内部还是数据

整体，动态和静态弹性模量之间都存在明显的正相

关关系。基于统计回归构建动静态弹性模量转换模

型，线性拟合效果较幂函数、指数函数和对数函数好，

拟合方程为：

Esta = 0.87Edyn−7， （12）

Esta式中：  为三轴压缩实验得到的弹性模量，GPa。
 2.3    数据集的划分与交叉验证

本研究将数据集按照 8∶2 的比例划分为训练

集和测试集，训练集的数据将被用于训练模型，测试

集的数据用于对模型预测性能进行评估。考虑到数

据规模较小，为提升模型的泛化能力，采用 K-fold 交

叉验证的方式引入验证集，模型在训练中被划分成

K个互斥子集，每次选取一个子集作为验证集，其他

子集作为训练集，能够进行 K次训练，采用 K次训

练指标的平均值作为模型的评估指标来减少预测偏

差和避免过拟合，本研究采用 5 折交叉验证。

 2.4    基于 TPE的超参数优化

本研究利用 hyperopt 库实现 TPE 方法对集成

学习模型的超参数优化，在 5 折交叉验证的条件下，

以决定系数（R2）最大为目标，设置 100 次迭代，优化

后的参数如表 3 所示，其余参数则采用默认设置。

 

密度

纵波波速

横波波速

静态弹性模量

数据库

训练集

测试集

超参数优化
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XGBoost
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测试模型
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RandomForest. 随机森林；XGBoost. 极限梯度提升树；LightGBM. 轻量梯度提升机；下同

图 2    技术路线

Fig. 2    Technical roadmap
 

表 1    数据来源

Table 1    Data sources
 

数据来源 岩性 采样地区

文献[11] 砂岩 —

文献[27] 泥岩 中国泸州

文献[28] 砂岩 中国鄂尔多斯

文献[29] 砂岩、砂砾岩等 中国准噶尔盆地

文献[30] 各种岩性 —

文献[31] 泥灰岩、石灰岩、砂岩 伊朗

文献[32] 石灰岩 中东伊朗

文献[33] 粉砂岩、石灰岩和白云岩 美国

文献[34] 白云岩 埃及

文献[35] 灰岩和白云岩 伊朗扎格罗斯山

 

表 2    数据分布情况

Table 2    Data distribution
 

参数
密度/

（g·cm−3）

静态弹性模量/

GPa

纵波速度/

（km·s−1）

横波速度/

（km·s−1）

平均值 2.49 26.64 4.13 2.41

标准差 0.25 18.99 1.10 0.58

中位数 2.53 12.00 3.51 2.13

最大值 3.16 93.9 6.57 3.73

最小值 1.18 0.77 1.78 0.90
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 2.5    模型评价指标

以下指标用于评估模型的预测效果：R2 在 0 和

1 之间，值越大表明拟合程度越高；平均绝对误差

（MAE）是模型预测误差的平均数，值越小则反映模

型预测效果更好；均方根误差（RMSE）值越小则反映

模型预测效果更好，其对异常偏离数据更加敏感。

R2 = 1−
∑

(yi− ŷi)2∑(
yi− yi

)2， （13）

MAE =
∑ |yi− ŷi|

N
， （14）

RMSE =

√∑
(yi− ŷi)2

N
， （15）

yi式中：  为样本平均值。

表 4 列出了各个模型的评价指标数据，可以看

出 3 种集成学习模型均表现出了良好的效果。在训

练集上，3 种模型的 R2 均接近 1，且 RMSE和 MAE

 

1.5 2.0 2.5 3.0 0 25 50 75 2 4 6 1 2 3

0

1.5

2.0

2.5

3.0

3.5

2

3

4

5

6

0

20

40

60

80

1.5

2.5

2.5

3.0
a b c d

e f g h

i j k l

m n o p

密度/(g·cm−3) 静态弹性模量/GPa 纵波速度/(km·s−1) 横波速度/(km·s−1)

横
波
波
速
/(
k
m
·s

−1
)

纵
波
波
速
/(
k
m
·s

−1
)

静
态
弹
性
模
量
/G
P
a

密
度
/(
g
·c
m

−3
)

 

图 3    变量数据分布特征和相关性

Fig. 3    Distribution characteristics and correlation of variable data
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图 4    动态和静态弹性模量关系

Fig. 4    Relationship between Dynamic and static elastic moduli
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都较小，说明 3 种模型对该组数据都具有较强的学

习能力，其中 XGBoost 和 RandomForest 表现效果相

似，略优于 LightGBM。在测试集上，3 种模型同样

表现效果较好，表现出了良好的预测能力，其中

XGBoost 模型预测效果最佳，优于 RandomForest 和
LightGBM 模型。交叉验证集的测试效果能反映模

型的泛化能力，3 个模型基本相似，说明 3 个模型都

具有较强的泛化能力。图 5 展示了模型预测值和实

际值的关系，可见 3 种集成学习模型预测结果和实

际值构成的散点均沿着对角线分布。综上，3 种集成

学习模型都具有良好的学习和预测能力和较强的泛

化能力，XGBoost 模型在本研究的数据集中表现效

果最佳。

动静态弹性模量统计回归模型的 R2 仅为 0.78，
其他各项指标均差于集成学习模型。图 4 中数据点

呈现为较宽的条带状分布，每一个静态弹性模量对

 

表 3    优化后的超参数

Table 3    Optimized hyperparameters
 

LightGBM

超参数
取值

XGBoost

超参数
取值

RandomForest

超参数
取值

alpha 11.05 alpha 9.23 max_depth 25

learning_rate 0.19 learning_rate 0.09 n_estimators 1 011

max_depth 36 max_depth 35

min_data_in_leaf 16 subsample 0.46

n_estimators 310 n_estimators 163

num_leaves 43 num_leaves 93

reg_lambda 1.71 reg_lambda 2.86

eta 0.02

 

表 4    预测模型的性能对比

Table 4    Performance comparison of prediction models
 

预测模型 RandomForest XGBoost LightGBM 统计回归模型

R2

训练集 0.98 0.98 0.97

0.78测试集 0.86 0.87 0.86

交叉验证集 0.86 0.86 0.85

RMSE

训练集 2.54 2.70 3.41

9.11测试集 7.16 6.87 7.14

交叉验证集 6.90 6.94 7.04

MAE

训练集 1.78 1.88 2.27

6.80测试集 4.93 4.94 5.00

交叉验证集 4.87 4.96 5.19

　　注：R2. 决定系数；RMSE. 均方根误差；MAE. 平均绝对误差
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图 5    模型预测值和实际值对比

Fig. 5    Comparison between model-predicted values and actual values
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应多个动态弹性模量，这表明单一的函数无法实现

动静态弹性模量的有效转换，引入更多的特征的集

成学习算法在弹性模量预测上更具有优势。

 2.6    特征重要性分析

为探索各特征参数对模型的影响，本研究对表

现最佳的 XGBoost 模型进行 SHAP 归因分析以评

估各输入特征参数对模型的贡献度。图 6 显示了 3
个变量的 SHAP值：横波速度>纵波速度>密度，横波

波速对模型的贡献度最大。岩石纵横波速度之间的

关系与岩石物性及孔隙微观结构密切相关，而岩石

的孔隙结构也和力学行为具有直接关系，相对于纵

波，横波速度较慢，采集精度更高，且频散效应更弱，

不同频率下速度的变化更为稳定，这可能是横波贡

献更大的原因之一。另一方面，伍顺伟等[39] 和赵旭阳

等[40] 基于实际工程数据的研究也指出了精确横波数

据对岩石力学参数预测的重要性。横波速度包含的

特征将有助于提高弹性模量的预测精度和泛化能力，

精确横波数据对弹性模量的预测有重要意义。
 
 

0 2 4 6 8 10

横波速度

纵波速度

密度

SHAP值
 

图 6    XGBoost 模型各输入变量的 SHAP值

Fig. 6    SHAP values of input variables in XGBoost model
 

 3    结论和展望

（1）利用 TPE 优化 3 种集成学习算法（Random-
Forest，XGBoost，LightGBM）分别构建了岩石弹性模

量智能预测模型，能够在无需识别工区和地层情况

下实现对弹性模量的精准预测，其中 XGBoost 模型

表现效果最佳，明显优于统计回归模型，具有较好的

预测精度和泛化能力，该方法能够为油气工程的设

计和实施提供重要参考。

（2）基于 SHAP 归因分析，得到了各参数对于

XGBoost 模型贡献大小：横波速度>纵波速度>密度，

精确横波速度对弹性模量预测具有重要意义，但其

中具体的机制仍有待进一步的研究。

（3）本研究采集的数据量较少且样本多为沉积

岩，深层油气及新能源和矿产的开发涉及更多地区

和地层，进一步的研究可引入更多的岩性和更大量

的数据，同时将标准化的岩心实验归位到测井曲线

能够引入更多特征参数以构建更大和更详细范围的

数据库，这将有助于进一步认知岩石物理参数之间

的内在联系，构建泛化能力更强的模型，推广地球物

理方法在弹性参数预测中的应用。
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Prediction model for rock elastic modulus based on TPE-optimized ensem-
ble learning
MENG Xianglonga，b* ， WANG Shengjiana，b ， ZHU Disia，b ， MA Yanyana，b ， LI Dayonga，b ，
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a. Oil & Gas Survey；b. Key Laboratory of Unconventional Oil and Gas Geology, China Geological Survey, Beijing 100083, China
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Abstract：[Objective] Geophysical data is often used to determine the elastic modulus of formations in oil and gas
engineering, with experimental data from small core samples used for calibration. However, acquiring core samples
from every stratum is impractical and often leads to inadequate performance under complex geological settings. To
improve  the  predictive  accuracy  and  generalizability  of  the  rock  elastic  modulus,  an  intelligent  prediction  model
based  on  fundamental  rock  physical  properties  is  proposed. [Methods] Using  397  sets  of  core  experimental  data
from  diverse  sources,  with  compressional  and  shear  wave  velocities  and  density  as  input  variables,  intelligent
prediction models for rock elastic modulus were developed based on three ensemble learning algorithms (Random
Forest,  XGBoost,  LightGBM).  The  TPE  method  was  employed  to  optimize  the  models.  The  dynamic  and  static
elastic  modulus  regression  models  were  constructed  based  on  current  methods  used  in  petroleum  engineering  to
provide  a  comprehensive  assessment  of  the  performance  of  the  intelligent  predictive  model  using  statistical
indicators. Additionally, the SHAP attribution analysis was utilized to assess the contribution of each input variable
to  the  model. [Results] The  research  findings  indicated  that: ① The  proposed  intelligent  prediction  model  using
TPE  was  significantly  better  than  traditional  statistical  regression  models,  achieving  accurate  predictions  of  the
elastic  modulus  without  distinguishing  geological  layers,  with  strong  generalization  ability.  Among  the  three
models,  the  XGBoost  model  performed the  best  (R2=0.87, RMSE=6.94, MAE=4.96). ②Shear  wave velocity  made
the  greatest  contribution  to  the  model,  followed  by  compressional  wave  velocity,  with  density  having  the  least
impact.  Accurate  shear  wave  velocity  was  crucial  for  predicting  the  elastic  modulus. [Conclusion] This  method
allows for  the  precise  prediction of  elastic  modulus  without  the  need for  prior  identification of  the  work area  and
strata, providing valuable insights for the design and implementation of oil and gas engineering projects.
Key words:  elastic modulus；TPE；ensemble learning；SHAP；shear wave
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