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摘　要： 反演是处理大地电磁测深数据的关键步骤之一，得到了学者的广泛研究。其中基于数据驱动的反演方

法主要包括带监督反演和半监督反演，对无监督反演的研究较少。DQN（deep Q-network）是一种经典的深度强化

学习算法，作为无监督反演方法最近被用于解决一维大地电磁反演问题，该方法具有不需要训练数据集、对初始

模型依赖较小、多次反演能够得到反演结果的概率分布等优点，但存在反演结果不集中的问题。提出了带光滑

约束的大地电磁强化学习反演方法（smooth DQN，简称 SDQN），该方法基于强化学习框架，将反演问题看成马尔

可夫决策问题，并分别定义环境、奖励、智能体等术语；然后将正则化反演的模型约束项引入到奖励中来，从而引

导智能体不断调整预测模型的电阻率参数以得到更符合模型约束的结果。理论模型反演结果表明，相较于 DQN
反演和 Occam 反演方法，在相同反演次数情况下 SDQN 方法反演不同噪声水平的观测数据时结果更稳定。西藏

扎西康矿集区的大地电磁实测数据反演结果与 Occam 反演结果基本吻合并与已有的地质解释资料一致。SDQN
方法具有反演结果更集中、对观测数据的抗噪能力更强的优点，是解决大地电磁反演问题的新工具。
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大地电磁测深法（magnetotelluric  sounding，简
称 MT）通过天然电磁场来研究岩层的电学性质及其

分布特征，在油气勘探、地热等领域应用广泛 [1-2]。

反演问题是其研究的重点问题之一[3]。经典的大地

电磁反演如阻尼最小二乘法、Occam 法、非线性共

轭梯度法等[4-13]，利用目标函数梯度信息迭代求解，

具有反演速度快的优点，但同时存在过于依赖初始

模型的问题。随着地球物理反演方法的发展，模拟

退火、粒子群优化、差分进化、蚁群优化等全局寻优

的反演算法因容易跳出局部最优，克服了初始模型

依赖问题，得到了广泛研究和应用[14-19]，但存在计算

反演时间较长的问题。

随着人工智能的发展，基于数据驱动的深度学

习反演方法近年来被应用于大地电磁反演领域[20-25]。

深度学习反演可分为带监督反演、半监督反演、无

监督反演三大类。带监督反演是先采用大量标签数

据集 (往往是合成数据集) 训练深度神经网络，然后

用训练完毕的网络实现反演功能[25-30]；有时也将实测

数据作为标签以得到更符合实际的反演解。在实测

数据匮乏的情况下，带监督反演方法存在局限，半监

督反演可解决此类反演问题[31-32]；无监督反演则是研

究在完全没有标签数据的情况下如何进行反演[33-34]，

其中 WANG 等[33] 将深度强化学习中的 DQN 算法

与一维大地电磁反演相结合，首次提出了无监督学

习的地球物理反演方法。该方法将反演问题转变成

马尔可夫决策问题，通过对初始模型的每一层参数

进行扰动来不断修正模型，在满足终止条件后得到

一次反演结果，通过多次反演得到反演解的概率分
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布，进而依据概率分布得到最终的反演结果。该方

法的提出具有开创性意义，然而，反演时间较长，反

演结果不够稳定。为此，将光滑约束引入到强化学

习反演，以稳定反演求解过程。通过实验表明，带光

滑约束的 DQN 强化学习反演算法 (SDQN) 反演过

程更加稳定、反演结果更加集中。最后通过实测资

料反演进一步检验了本方法的实用性。

 1    方法原理

 1.1    强化学习

强化学习是一种在有限离散环境中使用马尔可

夫决策过程构造的无监督学习算法。比较著名的有

Q-learning 算法[35-36]。其优化思想为：智能体接受当

前环境下的状态信息，根据策略选择动作，并得到来

自环境的奖励；智能体能够根据奖励来优化自己的

策略，进而选取更优的动作。其中，动作的选取依赖

于动作价值函数，也叫做 Q函数，它表示不同状态下

做出不同动作时对应的价值，Q函数的定义为：

Q (st,at) = E[Rt +γQ (st+1,at+1)]， （1）

Q (st,at) st at

E Rt at

Q (st+1,at+1) st+1

at+1 γ

式中：   为在当前状态   下动作   对应的

Q值；   为期望；   为执行动作   时获得的奖励

（可视为短期回报）；   为下一个状态  
下动作  的 Q值（可视为长期回报）；  为折扣因

子，取值范围在 0～1 之间，控制智能体在长期回报

和短期回报之间取得平衡。

st at因此，Q函数可理解为在状态  下执行动作 
后能够得到的所有奖励的期望值。Q值越大，意味

着执行该动作越有可能获得更高的长期回报，智能

体就越有可能选择该动作。如果 Q函数的估计存在

偏差或不准确，智能体就不能够做出最优动作，达不

到理想的学习结果。Q函数的更新依赖于环境的奖

励，更新公式为:

Q
′
(st,at)=Q(st,at)+η[Rt+γmax{Q(st+1,at+1)}−Q(st,at)]，

（2）

η

max{Q(st+1,at+1)} st+1

Q′ (st,at) st at

式中：  为学习率，控制智能体依赖先验信息的程度；

 为下一个状态   中的最大 Q值；

 为更新后在状态  下动作  对应的 Q值。

π∗(st) st

π∗(st)

智能体通过 Q函数的不断更新来逐步逼近最优

策略  ，使得智能体能够在状态  下选取最优

的动作 a，最优策略  定义为：

π∗(st) = argmax
a
{Q(st,at)}， （3）

argmax
a
{Q(st,at)}式中：  为选取 Q函数中 Q值最大的

动作 a。
st

at

当 Q函数的更新趋于收敛时，智能体在状态 
下选取的 Q值最大动作  即为最优动作。

 1.2    深度强化学习

强化学习中的 Q函数可以用 Q表来表示，但 Q
表难以解决大规模问题，因此 DQN 算法的深度强化

学习应运而生[37]。DQN 算法使用深度神经网络替

代了 Q-learning 算法中的Q表。Q值近似过程表示为：

Q(s,a, θ) ≈ Q(s,a)， （4）

θ式中：  为深度神经网络的网络参数。

et =

(st, at, rt, st+1,done) = {e1, . . . ,en}

st

st+1

max{Q(st+1, at+1,θ
′

t)}

DQN 算法相较于 Q-learning 算法有以下几个改

进方面：①DQN 算法拥有一个用于存储经历  
 的经验池 D  ，智能体

每次学习时都会从经验池中随机选取一定数量的经

历进行学习。②DQN 算法中包含 2 个结构相同的

深度神经网络。第一个网络称为预测网络，用于预

测当前状态  下各动作的 Q值，其网络参数随着

Q值的更新而实时更新；第二个网络称为约束网络，

它用于得到下一个状态  下对应的最大 Q值

 ，以进行 Q值的更新，约束网络的

参数在 Q值每隔固定更新次数后更新一次，更新时

直接复制预测网络的网络参数。约束网络的引入是

为了防止预测网络因实时更新而不断振荡导致不能

收敛。

结合式 (2)，可以定义预测网络的损失函数

（MSE）为：

Lt(θt) = E[(Rt+γmax
at+1

{Q(st+1,at+1,θt
′)}−Q(st,at,θt))

2]，

（5）

θt θt
′式中：  为预测网络的网络参数；  为约束网络的

网络参数。

智能体学习的本质是对预测网络的参数进行更

新，从而用网络来近似大规模的 Q表。

 2    带光滑约束的深度强化学习反演

 2.1    关键术语的定义

st

at Rt

智能体接受环境提供的状态信息  来做出动作

 ，并得到来自环境的奖励  。智能体不断与环境

交互的过程可以用图 1 所示的马尔可夫决策过程来

表示。对于一维大地电磁反演问题，首先要将该问

题转化成马尔可夫决策问题。存在一个预测模型，

智能体能够不断调整预测模型的模型参数，使预测

模型正演响应尽可能逼近真实的观测数据。基于该
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方法，分别设计状态、动作、奖励如图 1 所示。

 2.1.1    状态设计

psobs φobs

pspre φpre

layer

定义的状态如式（6）所示，为了让智能体能够找

到一个合适的预测模型，使得预测数据和观测数据

尽可能拟合，定义的状态包括真实观测数据和预测

模型正演得到的预测数据，具体来说包括真实视电

阻率（  ），真实视相位（  ），预测模型正演得

到的视电阻率（  ）和视相位（  ）4 个数据。智

能体能够逐层对预测模型的电阻率参数进行扰动，

因此，状态里面还包括当前正在反演第几层（  ）
的信息。如：智能体对当前预测模型的第 i层做出动

作后，状态随之更新，智能体能够根据更新后的状态

继续对第（i+1）层进行扰动。因此，定义的总的状态

（state）为：

state =
{
psobs,φobs,pspre,φpre, layer

}
。 （6）

 2.1.2    动作设计

定义的动作包括 3 个，分别是：①对当前层不施

加扰动；②对当前层的电阻率在对数域上+0.05；
③对当前层的电阻率在对数域上−0.05。设置对数

域是为了让智能体能够更快地找到适合的预测模型

来满足目标函数的终止条件，同时让高阻和低阻的

分布更为均衡。

 2.1.3    奖励设计

奖励可以根据反演问题的目标函数来设计。传

(φ(m))统反演方法中的目标函数  可以写为：

φ(m) = φd(m)+λφm(m)， （7）

φd(m) λ φm(m)式中：  为数据约束项；  为正则化因子； 
为模型约束项；m为预测模型电阻率。

设计的数据约束项和模型约束项如式（8）和式

（9）所示：

φd(m) =
N∑

i=1

∣∣∣∣ dobs
i −dpre

i

dobs
i α

∣∣∣∣
N
， （8）

φm(m) = ∥∇mlog∥1， （9）

N dobs
i dpre

i

α

∥ ∥1 ∇
mlog

式中：  为频点数；  为观测数据；  为预测模

型的正演响应；  为观测数据中噪声的百分比，设为

随机高斯数的标准差；  为 L1 范数；  为求梯度；

 为预测模型中对数域上的电阻率。

式 (8) 确保了数据误差权重在所有频点上处于

相同水平，式 (9) 确保了模型约束权重在所有层上处

于相同的水平。

φd(m) ⩽

在施加光滑约束的情况下使观测数据尽可能拟

合，因此反演过程中的奖励由式 (7) 控制，如果式

(7) 比上一次的值要更小，则奖励为正 10，否则为负

10；而反演的终止条件由式 (8) 控制，即  1 时

终止，完成一次反演，终止时奖励为正 20。
 2.2    智能体设计

智能体通过 DQN 来选择动作，SDQN 方法中

的 DQN 结构如图 2 所示。其中网络的输入来自环

境的状态信息。对于观测数据和响应数据频点数的

不同，可以灵活地设置反演第几层的参数个数。如：

在频点数为 15 的情况下，观测数据和响应数据合并

后共有 4×15=60 个数；可以用冗余且相同的 4 个数

表示当前反演第几层。因此，整个状态的维数为

60+4=64，可以转换成 8×8 的二维张量，这样做的目

 

s
t a

t
s
t+1

R
t+1 R

t+2R
t

s
t+2 s

t+3
...a

t+1 a
t+2

 

st, st+1, st+2, st+3 分别为 t, t+1, t+2, t+3 时的状态；at, at+1, at+2, at+3 分别

为状态 st, st+1, st+2, st+3 下的动作；Rt, Rt+1, Rt+2 分别为执行动作 at, at+1,

at+2,时获得的奖励

图 1    马尔可夫决策过程

Fig. 1    Markov decision process

 

Flatten

Inputs

1×8×8

Feature maps

20×8×8

Feature maps

30×8×8

Feature maps

40×8×8

Feature maps

50×8×8

Hidden units

256

Hidden units

256

Outputs

3

Convolution

3×3

Convolution

3×3

Convolution

3×3

Convolution

3×3 Fully connected Fully connected
 

Inputs. 输入，数字为输入形状；Feature maps. 特征图，数字为特征图的形状；Hidden units. 隐藏单元，数字为隐藏单元个数；Convolution. 卷积操作，

数字为卷积核；Faltten. 展平操作；Fully connected. 全连接操作；Outputs. 输出

图 2    DQN 结构

Fig. 2    Structure of DQN
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的是希望智能体能够像看图片一样处理状态信息。

然后这些状态信息分别经过了通道数为 20，30，40，
50 的卷积层来提取特征，卷积核大小为 3×3，采用同

尺寸填充（same）的方式填充，由于卷积层的参数较

少，所以没有加入池化层和随机失活（dropout）。最

后将卷积层的输出展平并通过 2 个全连接层，每一

层有 256 个神经元。它们进一步提取特征，最后输

出 3 个动作对应的 Q值。整个网络的激活函数为

relu 函数，网络优化器为 Adam。

智能体可以选择最大的 Q值所对应的动作来作

为当前的最优动作。同时，为了让智能体能够在解

空间上进行充分探索，智能体还将以一定概率（称为

探索因子）随机选择动作，本方法中探索因子设为固

定值。智能体选择动作后作用于环境并接受奖励、

下一个状态和当前反演是否完成等信息，将这些信

息放入经验池中，当预测网络达到更新条件时，便从

经验池中随机取一个批量的样本进行学习。当约束

网络达到更新条件时，便将预测网络的网络参数复

制到约束网络。智能体与环境不断交互来积累经验，

在前期主要通过试错来调整预测模型，这使反演结

果不稳定。智能体依据经验不断学习如何调整来获

得更大的回报（更多的正奖励），随着多次的反演，这

一调整过程趋于确定，带来了更稳定的反演结果。

该学习过程没有标签数据来指导，因此为无监督学

习方法。算法流程如图 3 所示。同文献 [33] 的 DQN
方法一样，总共反演 300 次来获得一个统计结果，用

来比较相同反演次数下的反演情况，相关的超参数

设置见表 1。

 3    模型实验

 3.1    五层模型实验

构造了 5 层理论模型作为实验，同时设计了 10
层的预测模型。理论模型和预测模型对应关系示意

如图 4 所示，其中的 5 层理论模型的电阻率和厚度

见表 2。对理论模型的正演响应加入 2% 的高斯噪

声作为真实观测数据，它为 0.001～1 000 Hz 内对数

域上等间隔采样的 15 个点。为了讨论 SDQN 算法

在不同初始模型下对反演结果的影响，10 层预测模

型有 3 种不同的初始值，10 层的预测模型的初始参

数见表 3。
经过测试发现 SDQN 方法中正则化因子在 0.5

的情况下效果最好。图 5 为 DQN 和 SDQN 2 种方

法的训练曲线对比图，从图 5a～c 可以看出，2 种方

法的网络模型更新次数都随着反演的进行振荡下降，

SDQN 方法的网络模型更新次数在反演阶段的中后

期振荡幅度更小，表明 SDQN 方法的网络参数更新

更平稳。从图 5d～f 可以看出，在不同的初始模型

下 2 种方法选取动作对应的 Q均值都随着反演的进

行振荡上升并趋于收敛，且 SDQN 方法在整个反演
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是
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开始
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初始化环境
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当前反演
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总反演数
是否为300
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图 3    算法流程图

Fig. 3    Algorithm flowchart
 

表 1    SDQN算法超参数设置

Table 1    Hyperparameter settings of SDQN
 

超参数 数值

小批量大小 32

经验池大小 2 500 000

约束网络更新频率 500

折扣因子 0.95

预测网络更新频率 5

学习率 0.001 3

探索因子 0.1
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阶段的 Q均值略低于 DQN 方法，这是由于在整个

反演阶段加入了光滑约束，所以智能体更难获得奖

励。从图 5g～i 可以看出，在历代反演的结果和理论

模型的均方差损失中 SDQN 方法每次反演的均方差

损失震荡幅度要更小，表明 SDQN 方法每次得到的

反演解更集中，提高了反演结果的稳定性。

2 种方法得到的最终反演结果如图 6 所示。阴

影部分是最终解可能的概率分布，它是多次反演解

合成起来的结果。将每一层中电阻率出现概率最大

的结果作为这一层最终的预测结果。在 DQN 方法

 

5层理论模型

半空间 半空间

10层预测模型
 

图 4    模型构造对应关系示意图

Fig. 4    Schematic  diagram  of  correspondence  in  model
construction

 

表 2    5层理论模型电阻率和厚度

Table 2    Resistivity and thickness of five-layer synthetic model
 

层号 电阻率/(Ω·m) 厚度/m

1 200 1 820

2 20 1 900

3 100 4 535

4 10 2 150

5 100 半空间

 

表 3    10层预测模型 3种初始模型参数设置

Table 3    Three initial model parameter settings of ten-layer predictive model
 

层号 1 2 3 4 5 6 7 8 9 10

电阻率/(Ω·m)

10 10 10 10 10 10 10 10 10 10

100 100 100 100 100 100 100 100 100 100

1 000 1 000 1 000 1 000 1 000 1 000 1 000 1 000 1 000 1 000

厚度/m 500 600 720 865 1 035 1 245 1 495 1 795 2 150 半空间
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图 5    不同初始模型下 DQN 和 SDQN 方法的迭代曲线

Fig. 5    Training curves of DQN and SDQN methods under different initial models
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中，每张图的阴影部分分布较大，表明反演的结果不

确定信息更大。而在 SDQN 方法中，每张图的阴影

分布的范围要更集中，不确定信息更小。

图 6c, d, i, j, o, p 的反演结果计算 2 种方法在初

始模型为 100 Ω·m 下不同反演次数的最终反演结果

的均方误差和所有反演结果的均方误差的方差，如

表 4 所示。从表 4 可以看出，DQN 方法在不同反演

次数下最终结果的均方误差差异较大，且反演 300
次后的最终结果没有 SDQN 方法好；SDQN 方法的

反演结果均方误差的方差均明显优于 DQN 方法，表

明 SDQN 方法的反演结果概率上更接近理论模型。

 3.2    噪声测试

2%
5% 10%

(α) 2% 5% 10%

为了讨论 SDQN 方法对噪声的敏感程度，另设

计了 8 层理论模型，模型的参数如表 5 所示，观测数

据同样取 0.001～1 000 Hz 内对数域上等间隔采样

的 15 个点。构造的 20 层预测模型的初始参数如表 6
所示，每一层的初始模型的电阻率都为 100 Ω·m，且

层厚按 1.12 的比率增长。对观测数据分别加入  ，
 ，  的高斯噪声进行测试，反演中式 (8) 的噪

声百分比  对应设置为  ，  ，  。同样对

每次测试反演 300 次，并与经典的 Occam 方法[38] 进

行对比。Occam 方法的初始模型参数也按表 5 设置，

反演中已知厚度，仅反演电阻率。2 种方法的终止条

件都设为数据拟合误差小于 1，正则化因子都设为

0.01，测试得到的反演结果如图 7 所示。

图 7 中的 3 种方法的拟合误差均小于 1，且都能

较好地反映出真实模型曲线的基本形态，但能够看

出 Occam 方法对噪声较为敏感，在噪声为 5% 的情

况下中间层对模型曲线的吻合情况没有 SDQN 和

DQN 方法好，所以 DQN 和 SDQN 方法对噪声的鲁

棒性较好。为了进一步对比 SDQN 和 DQN 方法的

结果，绘制了 SDQN 和 DQN 方法在 300 次反演中

每一层结果的箱型图如图 8 所示，每层结果的数据

 

表 4    初始模型为 100 Ω·m时反演结果的误差和方差

Table 4    Error  and  variance  of  inversion  results  for  initial
model at 100 Ω·m

 

反演

次数

最终结果的均方误差/(Ω2·m2) 所有结果的均方误差的方差/(Ω4·m4)

DQN SDQN DQN SDQN

100 99.97 14.23 2 532.45 296.60

200 13.355 15.094 3 019.32 427.82

300 25.332 12.084 5 2 134.51 201.47

 

表 5    8层理论模型电阻率和厚度

Table 5    Resistivity and thickness of eight-layer synthetic model
 

层号 1 2 3 4 5 6 7 8

电阻率/(Ω·m) 2 500 1 000 100 10 100 25 10 2.5

厚度/m 600 1 400 2 200 3 400 7 000 9 000 11 000 半空间

 

表 6    20层预测模型初始模型参数设置

Table 6    Initial model parameter settings for twenty-layer the predictive model
 

层号 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

电阻率/(Ω·m) 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100

厚度/m 600 672 752 842 944 1 057 1 184 1 326 1 485 1 663 1863 2 087 2 337 2 618 2 932 3 284 3 678 4 119 4 613 半空间
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图 7    SDQN、DQN、Occam 在噪声为 2%(a)，5%(b)，10%(c) 下的反演结果

Fig. 7    Inversion results of SDQN, DQN, and Occam at noise levels of 2%(a), 5%(b), and 10%(c)
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做了去中心化处理以方便对比。可以看见在大部分

层下 SDQN 方法的箱型图上限和下限小于 DQN
方法，且上下四分位数小于 DQN 方法，表明 SDQN
方法的反演结果更集中。

从数据上看，图 9 为在噪声水平为 5% 的情况

下 2 种方法反演结果的正演响应曲线，MAPE为数

据的平均绝对百分比误差，2 种方法的响应曲线都能

大致拟合观测数据，误差都在可接受的范围内。

从模型上看，图 10 为噪声水平为 5% 时不同反

演次数下 DQN 和 SDQN 方法的反演结果，可以看

到 SDQN 方法在不同反演次数下的反演结果都较为

稳定且都能较好地贴近理论模型，而 DQN 方法的前

几次反演并不稳定。对于 SDQN 方法，认为少量的

反演次数是可行的，这将极大缩短反演时间，例如只

需要反演 50 次，耗时仅为 3 500 s 就能得到比较好的

反演结果，DQN 需要反演 300 次，耗时 6 000 s，才能

达到相近的反演结果。且在光滑程度上，SDQN
方法最终结果的光滑度为 1 322.82，DQN 方法最终

结果的光滑度为 2 225.17，说明 SDQN 方法学到了

更为光滑的结果。

相应的反演时间如表 7 所示，SDQN 方法在反

演前期由于更难获得奖励，要花费更长的时间才能

达到反演目标，但是在反演中后期，SDQN 方法一旦

收敛，反演时间会比 DQN 方法的反演时间更短。
 
 

表 7    5% 噪声水平下 DQN和 SDQN方法的反演时间

Table 7    Inversion  times  of  DQN  and  SDQN  methods  at  5%

noise level
 

反演次数
反演时间/s

DQN SDQN

50 3 287.29 3 562.45

100 4 164.09 4 520.86

150 4 918.86 5 144.10

200 5 628.15 5 745.47

250 6 304.54 6 299.31

300 6 944.33 6 841.33
 

 4    实测资料处理

为了进一步验证 SDQN 方法的实用性，对西藏
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图 8    不同噪声水平下 SDQN、DQN 方法的反演结果箱型图

Fig. 8    Box  plots  of  inversion  results  of  SDQN  and  DQN
methods at different noise levels
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图 9    5% 噪声水平下 SDQN、DQN 方法的数据拟合图（MAPE为平均绝对百分比误差）

Fig. 9    Data fitting curves of SDQN and DQN methods at 5% noise level
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α

扎西康矿集区的部分大地电磁的实测结果数据进

行反演对比[39]，该数据集的采样点的频率范围为

0.001～320 Hz。测点位置如图 11 所示，测点区出露

主要包括长英质火山岩、石英云母片岩、第四系、片

麻岩等地层单元[40]，对位于第四系连续的 3 个测点

进行反演，测点数据经过了平滑处理，同时设置了噪

声百分比  为 0.05，Occam 法和 SDQN 方法的正则

化因子为 0.01，按照表 6 的方式设置了 20 层的预测

模型，预测模型的初始电阻率都为 100 Ω·m，第一

层的厚度为 800 m，后面的每层厚度按照 1.13 的比

率增加。结合文献 [40]，反演结果及其解释如图 12
所示。

反演结果和 Occam 反演结果在大部分层上基

本相似，3 个测点下的地质模型总体呈现出 3 层结构，

呈 EW 向伸展，与实际资料能够很好的吻合，说明了

SDQN 方法的有效性。

 5    结论及讨论

（1）不同的初始模型反演结果表明，SDQN 方法

相比于 DQN 方法，同样不依赖于初始模型，且能够

更快地收敛，反演的结果更稳定。

（2）不同的抗噪实验表明，SDQN 方法相比于

DQN 方法，鲁棒性同样强，且反演的时间更快，结果

更集中。

（3）实测资料反演结果表明 SDQN 方法能够较

好的反演出地下介质的电性关系，证实了本方法的

实用性。

（4）相对于传统的反演方法，SDQN 方法仍然比

较耗时，更快的强化学习反演方法和二维大地电磁

强化学习反演将是下一步的研究方向。
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图 10    5% 噪声水平时不同反演次数下 DQN 和 SDQN 方法的反演结果

Fig. 10    Inversion results of DQN and SDQN methods under different inversion times at 5% noise level
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图 12    实测反演结果

Fig. 12    Inversion results of measured data
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Summary for “带光滑约束的大地电磁深度强化学习反演”

Magnetotelluric inversion using deep reinforcement learning with a smooth
constraint
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Abstract： Inversion  is  one  of  the  key  steps  in  processing  magnetotelluric  sounding  data  and  has  been  widely
studied by scholars. The data-driven inversion approaches mainly include supervised inversion and semi-supervised
inversion, but there is limited research on unsupervised inversion. [Objective] Deep Q-network (DQN), a classical
deep  reinforcement  learning  algorithm,  has  recently  been  applied  to  one-dimensional  magnetotelluric  inversion
problems as an unsupervised inversion approach. It has the advantages of not requiring a training dataset, being less
dependent  on  the  initial  model,  and  being  able  to  obtain  the  probability  distribution  of  inversion  results  through
multiple inversions. However, it suffers from the problem that the inversion results are not concentrated. [Method]
This  paper  proposed  a  magnetotelluric  inversion  method  based  on  deep  reinforcement  learning  with  a  smooth
constraint  (SDQN).  This  method  was  based  on  the  framework  of  reinforcement  learning,  treated  the  inversion
problem  as  a  Markov  decision  problem,  and  defined  terms  such  as  environment,  reward,  agent.  Then,  the  model
constraint term of regularized inversion was introduced into the reward function, guiding the agent to continuously
adjust the resistivity parameters of the prediction model to obtain results that were more consistent with the model
constraints. [Results] The inversion results of the synthetic model showed that, compared with the DQN inversion
and  Occam  inversion  methods,  the  SDQN  method  produced  more  stable  results  when  inverting  observed  data  at
different  noise  levels  under  the  same  number  of  iterations.  The  inversion  results  of  the  magnetotelluric  measured
data in the Tashikang mine area of Xizang were largely consistent with the Occam inversion results and aligned with
the existing geological  interpretations. [Conclusion] The SDQN method has  the  advantages  of  more concentrated
inversion  results  and  stronger  noise  resistance  to  observed  data,  making  it  a  new  tool  for  solving  the  problem of
magnetotelluric inversion.
Key words:  deep reinforcement learning；magnetotelluric inversion；smooth constraint；DQN method；SDQN
method
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