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摘　要： 软弱土的压缩指数  和回弹指数  是计算土体沉降和回弹的重要参数，采用机器学习算法可高效预

测  和  ，减少室内试验周期和费用。引入孔压静力触探（CPTU）原位测试数据，利用土类指数  量化土层信

息，融合室内试验和原位测试数据，改进遗传算法优化的 BP 神经网络（GA-BPNN），实现多输出功能，同时预测

 和  。通过相关性分析，确定多输出 GA-BPNN 模型输入参数，利用 TC 304 标准场地数据库，将预测结果与

多输出 BPNN 模型、单输出 GA-BPNN 模型比较，进而验证多输出 GA-BPNN 模型能效，并获得预训练模型参数。

在南京有限场地数据条件下，进一步讨论多输出 GA-BPNN 模型的优越性，分析预训练、原位测试数据对模型效

果的影响，最后进行敏感性分析。结果表明，利用标准场地数据获得预训练多输出 GA-BPNN 模型，在有限数据

条件下，可有效预测  和  ；加入原位测试数据的的 GA-BPNN 模型预测  (  ) 和  (  )
精确度较高，预测结果更加接近实测值，预测结果相关性与已有研究保持一致。通过预训练的多输出 GA-BPNN
模型，可在有限场地数据条件下，快速准确预测软弱土的  和  ，对工程实践中的多元参数预测具有良好的应

用前景。
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在预测软弱土体沉降和回弹位移时，软弱土的

压缩指数  和回弹指数  是表征土体变形特性的

2 个重要参数[1]，在同一土样的压缩曲线（孔隙比−压
力 e-lgp曲线）中  和  稳定性较好，在一定的阶

段不会随压力的变化而变化，因此研究  和  的

规律具有工程实践意义[2]。通过室内固结回弹试验

获得  和  ，试验周期长、精确度较低。为此，诸

多研究者尝试建立各种经验公式进行快速预测。何

平等[3] 发现初始孔隙率 n0 与  和  之间具有高

Cc Cs
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度线性关系，提出基于 n0 预测上海黏土  和  的

经验公式；陈波等[4] 对原状土样和重塑土样进行单

向压缩和等向压缩实验，建立原状土样和重塑土样

的  与孔隙比 e的关系，认为原状土样和重塑土样

压缩特性的差异主要由结构的差异性引起；周葆春

等[5] 借助高压固结仪对膨胀土进行了压缩实验，探

讨了  和  与土体结构性、压实度、孔隙比 e等
的关系；楼晓明等[2] 通过试验得到了  和  与塑

性指数和比贯入阻力之间的线性关系；张帆舸等[6]
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分析了泥炭土压缩性和  的取值范围及变化规律，

发现泥炭土的  和  远大于无机质土，且随着有

机质含量增大呈现增长趋势；MESRI 等 [7] 通过对

100 多组砂土样进行压缩试验，揭示了颗粒间滑移、

Cc
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旋转和颗粒间的损伤在压缩过程中的作用；高彦斌等[8]

统计了我国沿海地区软黏土的  值并和国外其他

地区进行了对比，发现  和天然含水率之间有良好

的关系。表 1 为主要的预测  和  经验公式。 

表 1    经验预测公式总结

Table 1    Summary of the empirical prediction formulas
 

压缩性指数 参数 相关性 适用土类 参考文献

Cc

wn

Cc = 0.01wn−0.05 所有土 AZZOUZ等[9]

Cc = 0.01wn 黏土 KOPPULA等[10]

Cc = 0.01wn−0.075 黏土 HERRERO[11]

Cc = 0.013wn−0.115 黏土 PARK等[12]

Cc = 0.008wn+0.063 淤泥 赵有明等[13]

Cc = 0.008wn−0.024 淤泥 顾小芸[14]

Cc = 1.843（0.01wn−0.222） 淤泥质土 魏道垛等[15]

e

Cc = 0.54e−0.19 黏土 NISHIDA[16]

Cc = 0.43e−0.11 黏土 COZZOLINO[17]

Cc = 0.49e−0.11 黏土 PARK等[12]

Cc = 0.521e−0.2874 黏土 朱小林[18]

wL

Cc = 0.006wL−0.054 黏土 AZZOUZ等[9]

Cc =
(wL−13)

109
黏土 MAYNE[19]

Cc = 0.014wL−0.168 黏土 PARK等[12]

Cc = 0.022wL−0.528 淤泥质土 孙更生等[20]

wn，wL
Cc = 0.009wn+0.005wL 黏土 KOPPULA等[10]

Cc = 0.009wn+0.002wL−0.001 黏土 AZZOUZ等[9]

wn，e Cc = 0.4e+0.000 4wn−0.01 黏土 AZZOUZ等[9]

Cs

wn

Cs = 0.000 87wn 海相黏土 ALPTEKIN等[21]

Cs = 0.013 3e0.036wn（式中e为自然底数） 淤泥质土 IŞIK[22]

wL Cs = 0.021 4+0.001 3wL 海相黏土 ALPTEKIN等[21]

wL，Gs Cs = 0.000 463wL ·Gs 所有土 NAGARAJ等[23]

wP Cs = 0.001 94(wP−4.6) 黏土 NAKASE等[24]

Ip Cs = 0.003Ip−0.005 粉质黏土 楼晓明等[2]

e Cs = 0.0121e1.313 1e（底数中e为自然底数） 淤泥质土 IŞIK[22]

e，ρ，wL Cs = −0.05+0.075e+0.015ρ+0.000 3wL 海相黏土 ALPTEKIN等[21]

注：wn. 含水率；e. 孔隙比；wL. 液限指数；wP. 塑限指数；IP. 塑性指数；Gs. 相对密度；ρ. 密度；下同

随着机器学习方法被广泛应用于与岩土工程及

地质工程相关的各个领域[25-30]，YAN 等[31] 通过优化

树法使模型能够有效捕捉变量间的关系，进而有效

评估太原黄土多变量间的关系；黄发明等[32] 通过使

用不同机器学习算法对滑坡易发生的不确定性进行

了评估；李可飞等[33] 通过 Johnson 法构建了多维滑

坡模型，对黄土滑坡的范围进行了预测。在现场测

试中，通过原位测试数据，结合机器学习方法，预测

土体的强度特性、变形特性以及固结与渗流特性，具

有重要意义[34-39]。TANKIEWICZ 等 [40] 和 KOSTER
等[41] 研究表明，静力触探/孔压静位触探（CPT/CPTU）

原位测试数据可作为孔隙比估算的替代指标从而对

Cc

Cc Cs

σv

 进行评估；NGHIA-NGUYEN 等[42] 根据 CPTU 测

试结果，使用多种机器学习模型对  、  和前期固

结压力进行了预测，并进行了敏感性分析和特征分

析；KIRTS 等[43] 通过支持向量机模型将不同土进行

了分类并建立了模型，选取了包括含水率 wn、初始

孔隙比 e、干容重度 γdry、湿容重 γwet、SPT 锤击数

N60、总应力  和细粒含量 7 个物理参数对每个模

型的压缩指数进行了预测；ZHANG 等 [44] 提出了 2
种不同理论框架的贝叶斯神经网络预测压缩指数，

认为与蒙特卡洛丢弃方法相比，整合变分推理的贝

叶斯神经网络表现出更保守的性能，可信区间更大。

前述研究依靠单一来源的室内试验数据或原位
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测试数据，提出的经验公式和机器学习模型主要是

单输出模型，分别对  、  进行预测，预测结果相

互独立，且  的预测模型相对较少。土体的  和
 是通过室内压缩回弹试验的 e-lgp曲线同时获得，

高大钊[45] 指出，常见的黏土的  和  结果，存在

 ，二者相关性较强。因此，  和 
的预测结果需要保证二者之间的相关性。本研究融

合室内试验和原位测试数据，采用土类指数  量化

土层结构信息，通过相关性分析选择多输出 GA-
BPNN 模型的输入参数，利用 TC304 标准数据库中

数据，将预测结果和多输出 BPNN 模型、单输出 GA-
BPNN 模型比较，进而验证多输出 GA-BPNN 模型

能效（预测精度和结果相关性），并获得预训练模型

参数；在南京场地有限数据条件下，基于预训练的多

输出 GA-BPNN 模型同时预测  和  ，对比单输

出的 GA-BPNN 模型和经验公式预测结果，进行敏

感性分析，验证多输出的 GA-BPNN 模型有效性。 

1    模型输入数据分析
 

1.1    室内试验数据

室内试验数据来源于 TC304 标准场地数据库和

南京场地软土数据库。选用 TC304 黏土数据 103 组，

南京软土数据 51 组，包括深度 H（m）、含水率 wn

σ′v

Cc Cs

Cc Cs

Cc

Cs

（%）、重度 γ（kN/m3）、孔隙比 e、液限指数 wL（%）、

塑限指数 wp（%）、塑性指数 Ip、液性指数 IL、有效应

力  （kPa）9 个参数，共计 154 组数据。软黏土的固

结沉降取决于土体的结构、黏土颗粒的吸水能力、

现有应力状态、土的前期固结压力和土颗粒间的压

缩性[35]。因此，可以假定影响这些条件的直接或间

接参数都与  和  有关。室内试验数据统计结果

如表 2 所示，取样深度为 0.3～20.1 m，取样范围广、

具有代表性；含水率平均值为 43.352%、标准误差为

0.958；孔隙比平均值为 1.198、标准误差为 0.025；液
限和塑限指数平均值为 44.922% 和 23.504%、标准

误差为 1.452 和 0.332。  和  统计结果如图 1 所

示，  主要集中在 0.2～0.3 之间，约占样本总数的

40%；  主要集中在 0.02～0.06 之间，约占样本总

数的 50%。 

1.2    原位测试数据

Cc

KIRTS 等[43] 研究认为将土层进行分类，不同土

层使用对应的模型对  进行预测，可取得更好的预

测结果。CPTU 作为新型的原位测试方法，具有精度

高、功能全、稳定性好等优点，被广泛应用于工程勘

察与设计中。CPTU 重要应用就是将测试参数和土

层结构联系起来从而确定土层类型[46]。

Ic

Ic

ROBERTSON 等[47] 认为，CPTU 贯入过程中， 
可连续准确反映土层结构变化情况。  定义如公式

 

表 2    室内试验数据统计分析

Table 2    Statistical analysis of laboratory data
 

参数 H/m wn/% γ/(KN·m−3) e wL/% wp/% Ip IL σ′v /kPa Cc Cs

平均值 7.153 43.352 17.59 1.198 44.922 23.504 21.419 1.249 65.476 0.315 0.05
最小值 0.3 23 14.98 0.520 19 12 1 0.150 4 0.052 0.012
最大值 20.1 74.9 20.6 2.360 94 39 60.6 6.183 213.82 0.700 0.15

标准误差 0.463 0.958 0.083 0.025 1.452 0.332 1.216 0.085 4.594 0.011 0.003

注：参数含义见正文
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图 1    参数分布曲线

Fig. 1    Parameter distribution curve
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（1）所示。

Ic =
[(

3.47− lg Qt
)
2+
(
lg Fr+1.22

)2]0.5， （1）

Qt Fr式中：  为归一化锥尖阻力；  为归一化摩阻比。

Ic

Ic

本研究采用原位测试数据  ，量化考虑土层信

息，通过收集的南京场地的 CPTU 测试数据，作为输

入参数来训练和验证计算模型，提高预测结果的准

确性。场地土层统计结果如图 2 所示，表 3 为土类

指数  分类表，典型的 CPTU 测试结果如图 3 所示。
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Ic图 2      参数统计分析

IcFig. 2    Statistical analysis of  
  

1.3    模型输入数据相关性分析

Cc Cs利用多输出 GA-BPNN 模型预测   和   ，输
入数据来源于室内试验的物理力学参数和原位测试

参数，由于不同输入参数之间可能会反映输出参数

在某一方面共同的特性，从而降低预测模型效率，

如孔隙比 e和含水率 wn 具有良好的相关性，相关研

究因此提出大量经验公式。为避免输入参数间的共

线性问题，对室内试验和原位测试数据进行相关分

析，选取合理的数据参数作为输入变量，提高预测结

果准确性。

Pearson 相关系数可用于分析 2 个变量之间的

线性关系，其计算公式如下：

r =

n∑
i=1

(xi− x̄) (yi− ȳ)√
n∑

i=1

(xi− x̄)2
n∑

i=1

(yi− ȳ)2

， （2）

xi yi x̄ ȳ

r

式中：  ，  分别为 2 个变量；  ，  为相应的平均

值；  为相关系数。

表 4 为模型输入数据相关性的计算结果。e和 wn

相关系数 r=0.93，e和 γ相关系数 r=0.76，wn 和 γ相

 

Ic表 3    土类指数  分类表[47]

IcTable 3    Soil behaviour type index   chart
 

土类 Ic

砾砂−砂 Ic < 1.31

砂土：纯净砂−粉质砂土 1.31 < Ic < 2.05

砂土混合物：粉质砂土−砂质粉土 2.05 < Ic < 2.60

粉土混合物：黏质粉土−粉质黏土 2.60 < Ic < 2.95

黏土：黏土−粉质黏土 2.95 < Ic < 3.60

有机质土−泥炭 Ic > 3.60
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图 3    CPTU 测试结果

Fig. 3    CPTU results
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σ′v σ′v

σ′v Ic

Ic

关系数为 r=0.70，上述 3 个参数间相关性显著，选取

wn 作为代表参数；H和  相关系数 r=0.94，选取 
作为代表参数；wL 和 Ip 相关系数 r=0.99，wL 和 wp 相

关系数 r=0.77，wp 和 Ip 相关系数 r=0.64，选取 wp 和 IL
作为代表参数。因此，室内试验输入参数分别选取

wn、  、wp 和 IL 等。原位测试参数  与其土工参

数均无明显相关性，选取  作为输入参数是合理的。 

2    多输出 GA-BPNN 模型
 

2.1    BP神经网络

BP 神经网络（BPNN）模型作为研究最为成熟的

算法之一，是具有多隐藏层的前馈神经网络，其主要

特点为信息逐层传递，当输出结果未达到期望，则根

据误差反向传播调整网络结构的权值和阈值。其主

要优点为具有良好自适应性、鲁棒性和泛化能力，

由 3 个隐藏层组成的 BP 数据网络可以高精度逼近

任意非线性函数[48]。因此相关学者将其运用到土木

工程相关领域[49-50]，网络结构如图 4 所示。

xi训练过程中，假设数据的输入参数为   （i=1，

Cc Cs yi

ti

l m n

ωi j ω jk

a b

2，…，l），输出参数   和   预测值表示为   （i=1，
2，…，n），期望输出为  （i=1，2，…，n）、输入层个数

为  、隐藏层中神经元个数为  、输出层个数为  、
隐藏层连接权值为  、输出层连接权值为  、隐

藏层阈值为  、输出层阈值为  。
隐藏层输出结果为：

h j = f

 l∑
i=1

ωi j xi−a j

， j = 1,2, · · · ,m， （3）

f式中：  为激励函数；hj 为隐藏层输出。

输出结果为：

yi =

m∑
j=1

h jω jk +bk，k = 1,2, · · · ,n， （4）

式中：bk 为输出层阈值 b的表达形式。

多输出模型误差函数使用均方误差函数

（MSE）[42]：

ek =
1
l

l∑
i=1

m∑
j=1

(ti j− yi j)2， （5）

式中：ek 为预测误差；tij 为期望输出；yij 为预测值。

更新后权值：

ωi j = ωi j+ηh j
(
1−h j

)
x (i)

n∑
k=1

ω jkek，

i = 1,2, · · · , l; j = 1,2, · · · ,m，
（6）

ω jk =ω jk+ηh jek， j= 1,2, · · · ,m;k = 1,2, · · · ,n，（7）

η式中：  为学习率。

更新后阈值为：

a j = a j+ηh j
(
1−h j

) n∑
k=1

ω jkek， j = 1,2, · · · ,m。（8）

bk = bk + ek，k = 1,2, · · · ,n。 （9）

重复上述步骤直到结果达到预期。 

 

表 4    多模型输入数据相关性分析

Table 4    Model input data correlation analysis
 

参数 e wn/% wL/% wp/% γ/(kN·m−3) σ′v /kPa H/m Ip IL Ic
e 1 0.93 0.49 0.42 0.76 0.37 0.22 0.47 0.07 0.26

wn/% 1 0.44 0.34 0.70 0.48 0.32 0.44 0.16 0.31

wL/% 1 0.77 0.47 0.51 0.48 0.99 0.51 0.09

wp/% 1 0.40 0.27 0.25 0.64 0.39 0.44

γ/(kN·m−3) 1 0.21 0.14 0.46 0.18 0.23

σ′v /kPa 1 0.94 0.54 0.07 0.05

H/m 1 0.50 0.17 0.04

Ip 1 0.50 0.15

IL 1 0.27
Ic 1

注：参数含义见正文
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图 4    BPNN 网络结构图

Fig. 4    BP neural network structure chart
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2.2    遗传优化算法

遗传优化算法（GA）是通过模拟自然界中生物

的遗传过程为基础，将生物进化过程中适者生存的

原理加入到优化参数中而形成的随机搜索优化算

法[51-53]，其主要分为以下 5 个步骤：

（1）种群初始化编码　将种群中个体进行一一编

码，所有个体包含了网络结构中全部参数和阈值信息。

（2）适应度函数确定　根据优化目标和约束条

件选取合适的适应度函数。

（3）选择　根据适应度函数结果，选取部分个体

作为初代，具体操作如下：

fi = k/Fi，Pi =
fi

m∑
j=1

f j

， （10）

k Fi

m Pi

式中：fi 为调整后个体适应度值；  为系数；  为个

体适应度；  为个体总数；  为个体选择概率。

（4）交叉　模拟基因交换过程在染色体中选择

一个或多个交叉点作为交叉位置，对基因进行交换

产生新个体。该步骤主要是通过基于交换增强遗传

算法的搜索能力，便于种群寻找全局最优解。

（5）变异　模拟基因突变过程，以设定的变异概

率随机对染色体基因进行变异操作，该步骤有助于

结果陷入局部最优。
 

2.3    多输出 GA-BPNN模型验证

Cc Cs

在小样本数据容量条件下，为增强 BPNN 收敛

速度，克服易陷入局部最优的缺点，本研究基于遗传

算法来优化 BP 神经网络的权重和阈值，建立多输

出 GA-BPNN 模型，同时预测土体的  和  ，与使

用单输出模型分别预测相比，多输出模型能够使每

次调整网络结构时的权值和阈值保持一致。图 5 为

多输出 GA-BPNN 模型预测流程。

Cc Cs

Cc Cs

通过使用 TC304 数据库中数据，分别对 BPNN
和 GA-BPNN 2 种多输出模型进行性能评估。图 6
为 BPNN 和 GA-BPNN 训练过程均方误差变化曲线，

GA-BPNN 优先达到泛化点。图 7，8 分别为 BPNN 和

GA-BPNN 对   和   预测结果，对于训练集和测

试集的  和  预测结果，GA-BPNN 均好于 BPNN。

此外，利用 TC304 数据库获得 GA-BPNN 模型预训
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图 5    多输出 GA-BPNN 模型预测流程

Fig. 5    Multioutput GA-BPNN model prediction process
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练参数，可作为南京场地有限数据条件下，GA-BPNN
模型的初始训练参数。

Cc

Cs

Cc Cs

Cs Cc

对 2 个单输出 GA-BPNN 模型预测结果和相关

性与多输出 GA-BPNN 模型进行比较，结果如图 9，
10 所示，图 9a 中，预测  相对误差在 20% 内的数

据点，单输出模型占 71%，多输出模型相对误差均

在 20% 以内。图 9b 中，单输出模型  相对误差结

果在 20% 内的数据点仅占 76%，而多输出模型相对

误差结果在 20% 内的数据点占 91%。由图 10 的相

关性分析可以发现，单输出模型  和  相关性不

佳，有较多部分数据点  和  比值大于 0.2。 

Cc Cs3    多输出 GA-BPNN 模型预测  和 

研究

上一小节对 TC304 预训练场地的预测结果和相

关性进行了简单分析，本节基于南京场地的有限数

据，分别针对多输出模型对预测结果的影响、预训练

参数对模型的影响、原位测试参数对模型的影响、

输入参数对多输出模型的敏感性进行进一步的详细

分析，并对预测结果进行讨论。模型训练中，将数据

集 70% 作为训练集，30% 作为测试集，通过对训练

集数据进行训练学习，用测试集数据进行验证模型

性能。多输出 GA-BPNN 模型隐藏层节点个数为 5，
最大迭代次数设置为 100 次，学习率为 0.01，遗传次

数设置为 50 次，种群规模为 5。 

3.1    多输出 GA-BPNN模型能效分析

Cc Cs

Ic

Cc Cs

Cc

Cs

Cc Cs

Cs = (0.1 ∼ 0.2)Cc

Cs = (0.1 ∼ 0.2)Cc Cs < 0.1Cc

采用 2 个单输出 GA-BPNN 模型分别对  、 
进行预测，并与加入原位数据  的多输出 GA-BPNN
模型的  和  预测结果进行对比，分析结果如图 11
所示。图 11a 中，预测  相对误差，单输出模型和

多输出模型均在 20% 以内，其中相对误差在 10% 内

的数据点，单输出模型占 81%，多输出模型占 91%。

图 11b 中，单输出模型  相对误差在 20% 内的数

据点占 71%，相对误差在 10% 内的数据点仅占 57%，

而多输出模型相对误差均在 20% 内，相对误差在

10% 内的数据点占 91%。图 12 对  和  预测结

果的相关性进行了分析，多输出模型预测结果相关

性较好，数据点大多数都落在  范围

里；单输出模型预测结果相关性较差，数据点落在

 范围外较多，尤其是  部
分，数据点相关性存在较大偏差。

Cc Cs

Cc

为了比较多输出 GA-BPNN 模型和经验公式

的预测能力，选取了 6 种预测  和 3 种预测  的
经验公式进行对比分析，结果如图 13 所示。图 13a
中 的  预 测 结 果 ， AZZOUZ 等 [9] 和 RENDON-
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图 6    TC304 场地模型训练过程均方误差变化曲线

Fig. 6    Error  variation  curve  during  model  training  at  the
TC304 site
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图 7    TC304 场地 BPNN 和 GA-BPNN 训练集性能对比

Fig. 7    Comparison of the performance of the BPNN model and GA-BPNN model training sets at the TC304 site
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CcHERRERO[11] 提出的经验公式对南京场地  预测整

体偏高；赵有明等[13] 基于深圳淤泥土提出的经验公

式预测结果相对准确，但整体仍然和实测值有偏差。

Cc图 13b 中的  预测结果，朱小林 [18] 根据孔隙

比 e提出的公式在大部分点都预测较为准确，但在

少部分点存在较大偏差；MAYNE[19] 基于液限 wL 提

出的经验公式预测结果与实测值相比，整体偏小；孙

更生等[20] 基于液限 wL 提出的经验公式预测结果较

为离散的分布在实测值两边，且存在部分虚线点偏

差较大。

Cs图 13c 中的   预测结果 ， ALPTEKIN 等 [21]、

NAKASE 等[24]、楼晓明等[2] 预测结果均较差。通过

多输出 GA-BPNN 模型预测结果与经验公式相比，

预测结果更加接近实测值，尤其是加入土类指数 Ic
作为输入参数的多输出 GA-BPNN 模型。 

3.2    预训练模型参数的影响

采用训练结束的 TC304 标准场地的最优网络参

数，作为南京有限场地数据条件下的预训练初始化

模型参数，探究随机初始网络参数和预训练网络模

型参数，对模型训练速度和精度的影响。设决定系
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图 8    TC304 场地 BPNN 和 GA-BPNN 测试集性能对比

Fig. 8    Comparison of testing set performance of BPNN model and GA-BPNN model at the TC304 site
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图 9    TC304 场地相对误差图

Fig. 9    Relative error chart at the TC304 site
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Cs Cc图 10    TC304 场地回弹指数  和压缩指数  相关性

Fig. 10    Compression  and  swell  index  correlation  at  the
TC304 site
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Cc R2

Cs R2

数 R2=0.7，当模型未达到设定值，进行下一次训练，

直至达到设定值，记录 2 种情况下训练次数。测试

结果如图 14 所示，随机初始网络模型训练次数为

139 次，采用预训练网络模型参数作为初始参数时，

模型训练次数为 38 次，有效减少了训练次数，提高

了训练速度。  的预测精度   提高明显（0.78>
0.73）；   的预测精度   也有相当程度的提高

（0.78>0.74）。 

3.3    原位测试数据的影响

Cc Cs

Cc R2 = 0.79

Cs R2 = 0.80 Cc

R2 = 0.93 Cs R2 = 0.99

Ic

基于室内试验数据的多输出 GA-BPNN 模型

（模型 1）和融合原位测试数据的多输出 GA-BPNN
模型（模型 2）的训练集测试结果如图 15 所示。模

型 1 和模型 2 都能较准确的对  和  进行预测。对

比预测值和实测值，模型 1 的  预测精度  ，
 预测精度为   ；模型 2 的   预测精度

 ，  预测精度为  ；加入原位测试

数据  后，融合数据预测模型训练集的预测精度提

高显著。

R2

Cc R2 = 0.96 Cs

R2 = 0.97 Cc Cs

Ic

为综合检验模型 1 和模型 2 的模型能效，通

过决定系数  、均方根误差 RMSE、平均绝对偏

差MAE，对测试集数据进行评价。2 种测试集检

验结果如表 5 所示，预测结果如图 16 所示。模型 2
的预测精度高于模型 1，其  值为  ，  为

 。对比图 17 中的  和  预测结果，引入

原位测试数据  后，模型 2 的预测结果精度明显高

于模型 1。 

3.4    敏感性分析

Cc Cs

Cc Cs

为分析输入数据对  和  预测结果的影响，

在多元输入参数适当的变化范围内，对模型进行敏

感性分析，得到输入参数值变化对  和  的影响

曲线。初始输入参数取值分别为含水率为 33.1%；

有效应力 104.35 kPa；塑限指数为 21.5%；液限指数

为 0.88%；土类指数为 3.9，分析结果如图 18 所示。

Cc Cs

Cc Cs

Cc Cs

Cc

Cs

Cs Cc Cs

Cc Cs

当其他条件不变的情况下，含水率大约在 37%
以下时，  和  具有相同的变化规律，当含水率大

于 37% 时  保持不变，  逐渐减小；有效应力增

大时，  基本保持不变的趋势，  基本保持下降趋

势，这可能是因为  的定义是 e−lgp曲线中保持直

线部分的斜率，和有效应力无关，而  表示的是材

料在受压后，恢复原有形状的能力，当应力增大时，

 逐渐减小；塑限和液限指数变化时，  和  土样

保持基本相同的变化规律；当土类指数 Ic 变化时，

 和  基本保持不变，这是因为土类指数反映的是

土体类型的不同，而不是土的压缩性。 

3.5    模型预测结果分析

Cc Cs

Cc Cs

对多输出模型预测结果和单输出模型预测结果

进行分析发现，在 TC304 预训练场地和南京场地使

用多输出 GA-BPNN 模型同时对  和  进行预测，

其预测精度均优于使用单输出模型分别对  和 
进行预测，预测值和真实值之间的相对误差更小;对
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图 11    南京场地相对误差图

Fig. 11    Relative error chart at the Nanjing site
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Cc Cs图 12    南京场地压缩指数  和回弹指数  相关性

Fig. 12    Compression  and  swell  index  correlation  at  the
Nanjing site

  2025 年　第 44 卷　第 2 期

138



Cc Cs

Cc Cs

Cs ≈ (0.1 ∼ 0.2)Cc

 和  相关性分析发现，TC304 预训练场地和南

京场地多输出模型  和  预测结果相关性均更加

接近  ，而单输出模型部分数据点都

存在较大预测偏差。产生上述结果的主要原因是由

于多输出 GA-BPNN 模型使用相同的训练逻辑（相

同网络结构的权值和阈值）保证输出结果的准确性

Cc Cs

和相关性，而采用 2 个单输出 GA-BPNN 模型分别

预测  和  ，2 个模型训练过程是相互独立的，由

于不能确保 2 个单输出模型每次调整的权值和阈值

保持一致，进而不能确保预测结果的相关性。

Cc通过不同经验公式比较分析发现，在预测  方

面，朱小林[18] 根据孔隙比 e提出的经验公式在本次
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图 13    南京场地 GA-BPNN 模型与经验公式预测结果对比

Fig. 13    Comparison of the GA-BPNN model and empirical formula prediction results at the Nanjing site
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图 14    南京场地测试集性能对比

Fig. 14    Comparison of testing set performance at the Nanjing site
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Cs

Cc Cs

Cc Cs

场地压缩指数的预测上最为准确，在预测  方面，

暂无较为准确的经验公式。通过对不同输入参数进

行敏感性分析发现，含水率 wn、塑限指数 wp、液限

指数 wL 的变化，对  和  的改变比较明显，分析

结果与部分学者采用这 3 个参数构建经验公式预测

的  和  相符合。

Ic

采用 TC304 数据库训练完成的 GA-BPNN 模型

的网络参数，可作为其他场地预测模型的初始参数，

使预测模型可以相对较优的位置更新神经网络参数，

以减少预测模型的训练次数。融合室内试验和原位

测试数据，将  加入预测模型输入参数中，训练得到

的多输出 GA-BPNN 模型预测结果，显著优于单一
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图 15    南京场地 GA-BPNN 训练集性能对比

Fig. 15    Comparison of the training set performance of the GA-BPNN at the Nanjing site

 

表 5    南京场地不同 GA-BPNN模型检验结果

Table 5    Different GA-BPNN model test results at the Nanjing site
 

模型 数据集 输出参数 R2
均方根误差

RMSE

平均绝对偏差

MAE

模型1

训练集
Cc 0.79 2.2×10−2 1.9×10−2

Cs 0.81 5.0×10−3 4.0×10−3

测试集
Cc 0.82 2.9×10−2 2.5×10−2

Cs 0.84 6.0×10−3 5.0×10−3

模型2

训练集
Cc 0.93 1.4×10−2 1.0×10−2

Cs 0.99 1.0×10−3 1.0×10−3

测试集
Cc 0.96 1.3×10−2 1.1×10−2

Cs 0.97 2.0×10−3 1.0×10−3
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图 16    南京场地 GA-BPNN 模型测试集性能对比

Fig. 16    Comparison of the testing set performance of the GA-BPNN model at the Nanjing site
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图 17    南京场地模型预测值和实测值对比

Fig. 17    Comparison of the predicted and measured values at the Nanjing site
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图 18    南京场地模型敏感性分析

Fig. 18    Model sensitivity analysis at the Nanjing site
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室内试验数据模型，这是因为土类指数 Ic 反映了不

同的土体类型，可以将不同组数据进行土体类型特

征的划分，从而达到优化 GA-BPNN 模型的目的。 

4    结论

σ′v Ic

Ic

（1）通过相关性分析选取的模型输入参数 wn、

 、wp、IL 和  无明显相关性，避免输入数据共线

性问题。原位测试数据  ，可准确量化土层结构特

征，提高多输出 GA-BPNN 模型预测精度。

Cc Cs（2）对于  和  预测结果，多输出 GA-BPNN 模

型预测最为准确，且相关性较强；单输出 GA-BPNN
模型准确度次之，相关性较差；经验公式准确度较差，

没有相关性，且经验公式预测结果受场地条件影响

较大。

Cc Cs

（3）在数据容量较小条件下，基于标准场地数据

库，遗传优化算法可增强多输出 BPNN 模型收敛速

度，提高模型能效。基于 TC304 数据库获得预训练

模型参数，采用多输出 GA-BPNN 模型预测南京场

地的  和  ，训练次数由 139 次减少到 38 次。

Cc R2 = 0.96 >
R2 = 0.82 Cs

（4）基于融合数据的多输出 GA-BPNN 模型，相

比于单一室内来源数据的多输出 GA-BPNN 模型，

具有较高的准确性。对于  预测结果， 
 ，对于  预测结果，R2=0.97>R2=0.84。

Cc Cs

Cs ≈ (0.1 ∼ 0.2)Cc

Ic Cc Cs

（5）通过对模型进行敏感性分析，当 wn、wp、和 wL

等室内试验数据变化时，  和  预测变化范围基

本处于  ，与已有研究结果基本一致。

当  变化较大时，  和  基本保持不变。
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Abstract：[Objective] The compression index Cc and swell index Cs of soil are critical parameters for calculating
soil  settlement and swelling. Utilizing machine learning algorithms to predict  these indices quickly and efficiently
can  significantly  reduce  testing  duration  and  costs. [Methods] In  this  study,  we  introduce  Piezocone  Penetration
Test (CPTU) in-situ data and quantify soil layer information using the Soil Behaviour Type (SBT) index Ic. We then
combine  laboratory  data  with  CPTU data  to  develop  a  multi-output  genetic  algorithm-optimized  backpropagation
neural  network (GA-BPNN) model.  The input parameters for the multi-output GA-BPNN model were determined
through correlation  analysis.  Using  the  TC304 standard  site  database,  the  prediction  results  from the  multi-output
GA-BPNN model were compared with those from the multi-output BPNN model and the single-output GA-BPNN
model, verifying the effectiveness of the multi-output GA-BPNN model and obtaining pre-trained model parameters.
For  sites  with  limited  data  in  Nanjing,  the  superiority  of  the  multi-output  BPNN model  was  further  evaluated  by
analyzing  the  impact  of  pre-training  and  in-situ  test  data  on  model  performance.  A  sensitivity  analysis  was  also
conducted to assess the robustness of the model. [Results] The results demonstrate that the pre-trained multi-output
GA-BPNN model, derived from standard site data, can effectively predict the compression and swell indices under
limited  data  conditions.  When  combined  with  in-situ  test  data,  the  multi-output  GA-BPNN  model  exhibits  high
prediction accuracy for these indices, with predicted values closely matching measured data. The consistency of the
predicted results aligns well with existing studies. [Conclusion] The pre-trained multi-output GA-BPNN model can
efficiently predict the compression and swell indices of soft soil under limited data conditions. The proposed method
shows  significant  potential  for  multi-parameter  prediction  in  engineering  practice,  enhancing  the  efficiency  and
reliability of geotechnical engineering assessments.
Key words:  compression  index； swell  index；multiple-output；optimized  neural  network；GA-BPNN  model；
soft soil
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