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摘　要： 隧道工程中，隧道设计和施工安全的前提是准确评估隧道围岩变形量。将萤火虫算法（FA）、鲸鱼优化

算法（WOA）和灰狼优化算法（GWO）与优化支持向量回归（SVR）结合起来，并基于此构建了 3 种混合群智能优化

预测模型，以预测挤压性围岩隧道变形量。构建了一个包含 62 个样本的数据库，选取了 7 种隧道及围岩初始参

数作为预测模型输入参数，将隧道径向变形量作为输出量。选择决定系数（R2）、均方根误差（RMSE）、平均绝对误

差（MAE）模型预测效果的评价指标。最后，使用归一化互信息法评估不同输入参数对隧道围岩变形预测结果的

影响。研究结果表明，FA-SVR 模型在训练阶段和测试阶段的预测性能优于 GWO-SVR 模型和 WOA-SVR 模型，

训练集和测试集对应的 R2 分别为 0.963 4 和 0.964 8，RMSE分别为 18.786 和 14.699，MAE分别为 9.460 和 11.170，预
测能力排序为：FA-SVR>WOA-SVR>GWO-SVR。萤火虫算法、鲸鱼优化算法和灰狼优化算法均能提高支持向量

回归模型的预测性能，FA-SVR 模型的预测效果最好，经过优化的混合预测模型性能显著优于经典模型。敏感性

分析表明，节理密度是影响隧道围岩变形预测值的最重要参数。研究成果可为隧道工程安全控制提供重要参考。
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在隧道开挖过程中引起的应力重分布可能会导

致围岩到达强度极限，产生较大的塑形变形，这种现

象通常被称为隧道挤压[1]。隧道挤压常常发生在承

受高地应力的软岩中，是隧道工程中的主要地质灾

害之一，可能会导致预算超支、施工延误甚至隧道失

稳、人员伤亡等严重后果[2-4]。因此，准确预测挤压

性围岩隧道的变形在隧道的设计和施工中非常重要。

隧道围岩变形预测领域中，不少学者使用经验

方程拟合各参数与隧道围岩变形之间的关系，总结

归纳了多种围岩变形经验公式，并在各国得到了广

泛推广应用[5-6]。由于各隧道初始参数与隧道围岩变

形之间存在高度非线性关系，经验方程在很多时候

难以做出准确的预测。近年来，随着计算机和人工

智能技术的发展，不少学者将先进的机器学习技术

引入隧道工程研究中[7-9]。强跃等[10] 提出一种多尺

度组合核极限学习机预测模型，运用粒子群算法对

核参数和加权系数进行优选，并运用到大相岭隧道

围岩变形预测中，取得了良好的效果；王文玉等[11] 基

于灰色关联分析，用遗传算法优化 BP 神经网络，并

将其应用到工程实际中，也得到了较好的预测效果。

KANG 等[12] 运用了支持向量机和时间序列方法来

预测围岩的变形，并与数值模拟进行对比，证明了方
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法的可行性与方便性；YAO 等[13] 通过一些指数变化

来执行随机复杂进化算法用以提高支持向量机的训

练效率，并将其运用到实际隧道工程中，发现支持向

量机在预测性能上整体优于人工神经网络。前人的

研究证明了支持向量机在隧道围岩变形预测中的可

靠性。此外，支持向量机模型中超参数的选取对预

测结果有较大影响，利用元启发算法对超参数进行

优化能有效提高其预测效果。

目前，关于隧道围岩变形的预测已经有广泛的

研究，但是针对挤压性围岩隧道的变形预测研究还

较少，因此笔者以挤压性围岩隧道变形为工程背景，

全面选取影响隧道围岩变形的 7 个因素作为机器学

习模型输入参数，选用萤火虫算法（firefly algorithm，

简称 FA）、灰狼优化算法 （gray  wolf  optimization
algorithm，简称 GWO）、鲸鱼优化算法（whale optimi-
zation algorithm，简称 WOA）优化支持向量回归模

型，构建了 3 种基于支持向量回归方法的混合优化

模型，用以预测隧道围岩变形。此外，还选用决定系

数、均方根误差、平均绝对误差 3 个指标对混合模

型的预测性能进行评估，比较不同模型的综合预测

性能。最后，借助归一化互信息值分析了不同输入

参数的敏感性。研究结果能为隧道工程安全控制提

供参考。

 1    基本理论

 1.1    支持向量回归

支持向量机（support vector machine，简称 SVM）

是 VAPNIK[14] 提出的一种用于非线性问题的分类

方法。支持向量回归（support  vector  regression，简
称 SVR）是 SVM 在求解回归问题中的推广[15]，该方

法能有效解决高维特征的回归问题，已在多个领域

广泛应用[16-20]。

支持向量回归估计函数 f（x）为：

f (x) =WTφ (x)+b， （1）

式中：φ（x）为将样本数据映射到特征空间的非线性

映射函数；W为超平面的法向量；b为偏置量。

通过使下式最小化来获得W与 b：

D( f )=
1
2
∥W∥2+C

c

c∑
µ,σ=1

Rε
[
yµ, f (xσ)

]
(µ,σ = 1,2, · · ·c)，

（2）

式中: D（f）为考虑最少错分样本和最大分类间隔的

广义最优分类面函数；||W||2 为模型的复杂度；C为惩

罚因子；ε为损失度量值；Rε 为 ε不敏感损失函数；

c为样本总数；xμ，yσ 分别为样本的输入值和输出值。

故优化问题为：

minG(W, ξ) =
1
2
∥W∥2+C

c∑
σ=1

ξσ+C
c∑
σ=1

ξ∗σ

WTφ (xσ)+b− yσ ⩽ ε+ ξσ
yσ−WTφ (xσ)−b ⩽ ε+ ξ∗σ
ξσ ⩾ 0, ξ∗σ ⩾ 0(σ = 1,2, · · · ,c)


，（3）

ξσ, ξ
∗
σ式中：G为优化问题的目标函数；  均为松弛因

子；*为优化问题的最优解。

ξσ, ξ
∗
σ

由 Lagrange  方程和对偶理论，分别令 W，b，
 的偏导数为 0，得到对偶优化问题：

L(W,h,b, ε,y) =minh,h∗
1
2

c∑
µ,σ=1

(
hµ−h∗µ

)T
Hµ,σ

(
hσ−h∗σ

)
+ε

c∑
µ=1

(
hµ−h∗µ

)
+

c∑
r=1

yµ
(
hµ−h∗µ

)
c∑
µ=1

(
hµ−h∗µ

)
= 0

(
0 ⩽ hµ,h∗µ ⩽C

)
Hµ,σ = K

(
xµ, xσ

)
= φ

(
xµ

)T
φ (xσ) (µ,σ = 1,2, . . . ,c)



，

（4）

式中：Hr, σ 为海森矩阵；K（xμ，xσ）为核函数；h为拉格

朗日乘子。

常用的核函数有 4 种，即线性、sigmoid、多项式、

径向基函数，其中径向基函数对多种数据集均具有

良好的泛化能力，所以本研究应用径向基函数为核

函数。通过求解, 可得 SVR 函数模型为：

f (x) =
c∑
σ=1

(
h∗σ−hσ

)
K (xσ, x)+b。 （5）

 1.2    萤火虫算法

萤火虫算法（FA）是最早由 YANG 等[21] 提出的

一种模拟萤火虫群体行为的仿生智能群算法，其主

要思想是：利用空间中的点模拟萤火虫个体，通过亮

度较高的萤火虫吸引亮度较低的萤火虫来完成位置

的更新。

萤火虫算法包含 2 个关键参数，即亮度和吸引

度。亮度表征萤火虫个体的移动方向，吸引度表征

萤火虫个体移动的距离，通过亮度和吸引度的不断

更新实现目标优化。

（1）萤火虫的亮度函数 I为：

I = I0× e−γrdl， （6）

式中：I0 为茧火虫的最大萤光亮度, 与目标函数值相

关, 目标函数值越优自身亮度越高; γ为光强吸收系

数, 亮度会随着距离的增加而逐渐减弱；rdl 为萤火
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虫 d与 l之间的距离。

（2）萤火虫的吸引度函数 β为：

β = β0× e−γr
2
dl， （7）

式中：β0 为最大吸引度。

（3）萤火虫 d被吸引向萤火虫 l移动的位置更新

公式为：

θd = θd +β× (θl− θd)+α×
(
rand− 1

2

)
， （8）

式中：θd，θl 分别为萤火虫 d和 l所处的空间位置；

α为步长因子，其取值范围为 0～1；rand为 0～1 之

间服从均匀分布的随机数。

 1.3    灰狼优化算法

灰狼优化算法（GWO）是受灰狼种群的社会等

级和狩猎行为启发得到的一种群智能优化算法[22]。

自然界中，灰狼种群具有严格的社会阶级架构，一般

划分为 4 个社会等级。α、β 和 δ 这 3 种高等级灰狼

个体共同负责指定普通灰狼 ω 移动的方向，并根据

ω 不断传回的反馈信息实时更新自己的位置。具体

的狼群狩猎过程如下：

D =
∣∣∣B ·Xp(t)−X(t)

∣∣∣， （9）

X(t+1) = Xp(t)−A ·D， （10）

v(t) = 2(1− t/Tmax)， （11）

A = 2vr1− v， （12）

B = 2r2， （13）

式中： D为灰狼个体与猎物之间的距离；t为当前迭

代次数；XP （t），X（t）分别为第 t次迭代后猎物的位置

和搜索个体的当前位置；A，B均为控制参数；Tmax 为

最大迭代次数；v为参数，在迭代过程中由 2 递减到 0；
r1，r2 均为随机数值。

3 种高等级灰狼个体 α、β 和 δ 在进攻阶段时负

责定位猎物的位置，并指引其他搜索个体 ω 完成靠

近、攻击等行为，最终达到捕获猎物的目的。该过程

可表示为：
Dα = |B1 ·Xα−X|
Dβ =

∣∣∣B2 ·Xβ−X
∣∣∣

Dδ = |B3 ·Xδ−X|
， （14）


X1 = Xα−A1 ·Dα

X2 = Xβ−A2 ·Dβ

X3 = Xδ−A3 ·Dδ

， （15）

X(t+1) =
X1+X2+X3

3
， （16）

式中：Dα，Dβ，Dδ 分别为 α、β 和 δ 与搜索个体 ω 间的

距离；X1，X2，X3 分别为搜索个体 ω 经 α、β 和 δ 指引

后下一步移动的位置；Xα，Xβ，Xδ 分别为第 t次迭代

后个体 α、β 和 δ 距离猎物的位置；X为搜索个体的

当前位置；A1，B1 均为灰狼个体 α 对应的控制参数；

A2，B2 均为灰狼个体 β 对应的控制参数；A3，B3 均为

灰狼个体 δ 对应的控制参数。

 1.4    鲸鱼优化算法

鲸鱼优化算法（WOA）由 MIRJALILI 等[23] 开发，

起源于座头鲸的狩猎行为。鲸鱼是世界上最大的动

物，其大脑的某些细胞与人类的大脑非常相似。鲸

鱼使用一种称为“气泡网喂食”的特定行为来追逐食

物，该行为包括 2 个步骤：

（1）以包围模式搜索和捕食，对应公式如下：

Zt+1
i = Zrand −A

∣∣∣CZrand −Zt
i

∣∣∣， （17）

S = 2qm−q， （18）

C = 2m， （19）

Zt+1
i = gbest−S ·

∣∣∣Cgbest−Zt
i

∣∣∣， （20）

Zt
i Zt+1

i式中：Z为鲸鱼的移动位置；  ，  分别为 t时刻

和 t+1 时刻鲸鱼 i的移动位置；Zrand 为随机个体的位

置，表示搜索步长；gbest 为最佳位置；q为参数，在

2～0 之间线性递减；m表示 0～1 之间的随机数；

S为控制系数，当 S>1，搜索猎物的行为用方程（17）
表述，否则，选用方程（20）。

（2）更新包围模式中的位置：

Zt+1
i =

 gbest−A ·
∣∣∣Cgbest−Z t

i

∣∣∣ , p < 0.5∣∣∣Cgbest−Zt
i

∣∣∣ · exp(zl) · cos(2πl)+gbest, p ⩾ 0.5
，

（21）

式中：p为 0～1 之间的随机数；l为 0～1 之间的随机

数；z为描述螺旋形状的常数。

 2    隧道围岩变形预测模型构建

 2.1    基于支持向量回归的混合预测模型构建

在支持向量回归的核函数中，惩罚因子和径向

基函数核偏差是影响预测效果的最重要参数。为取

得更好的隧道挤压变形预测效果，本研究选取 GWO、

FA、WOA 3 种群智能优化算法对惩罚因子和径向

基函数核偏差进行寻优。基于既有研究经验，本研

究中惩罚因子和径向基函数核偏差的寻优范围分别

设置为（0.01,100）和（0.01,100）。随机选取数据库中

数据的 80% 作为训练集，剩余 20% 作为测试集。由

于数据库中共包含 62 组数据，本研究即选取 50 组
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数据作为训练集，12 组数据作为测试集。经过预训

练操作，本研究中的模型最大迭代次数选为 800。训

练集数据用于构建预测模型，测试集用于对已构建

的混合智能预测模型进行测试。3 种群智能优化算

法 GWO、FA、WOA 的参数设置如表 1 所示。图 1
给出了 3 种智能优化模型的适应度值随迭代次数变

化的曲线，FA-SVR 模型收敛速度最快，且适应度值

最低。图 2 描述了由 GWO、FA、WOA 基于 SVR
模型的整体实现过程。
  

表 1    隧道变形预测模型中 GWO、FA、WOA初始参数取值

Table 1    Initial  parameter  values  of  GWO,  FA,  and  WOA  in
tunnel deformation prediction models

 

算法名称 参数 数值

GWO v [2, 0]

FA

γ 1

β0 2

α 0.2

rand 0.94

WOA

m 0.5

q [2, 0]

z 1
p 0.5

注：v. 灰狼优化算法（GWO）的参数，在迭代过程中由 2 递减到0；γ. 萤

火虫算法（FA）光强吸收系数；β0. 萤火虫算法（FA）最大吸引度；α. 萤

火虫算法（FA）步长因子；rand. 萤火虫算法（FA）0～1之间服从均匀分

布的随机数；m. 鲸鱼优化算法（WOA）0～1之间的随机数；q. 鲸鱼优化

算法（WOA）的参数，在2到0之间线性递减；z. 鲸鱼优化算法（WOA）

描述螺旋形状的常数；p. 鲸鱼优化算法（WOA）0～1之间的随机数
 

 2.2    数据集描述

本次隧道围岩变形数据库共选取 63 组挤压性

围岩隧道径向变形数据[24-27]，数据集包含不同类型岩

石，主要有片岩与片麻岩，具体包括绢云母滑石片岩、

风化黑云母片岩、绿泥石片岩、花岗片麻岩、奥根片

麻岩等，隧道围岩变形量真实值分布范围为 0.6～
356 mm。每组数据样本共包括 7 个输入参数，分别

为巴顿岩体质量指标（Q）、隧道半径（a）、隧道埋深

（H）、支护刚度（K）、节理密度（J）、倾角参数（n）、节

理强度参数（r），隧道径向变形量（u）作为机器学习

预测模型的输出参数。其中，倾角参数是由节理平

面相对于主应力方面的角度决定的，节理强度参数

是沿节理方向的摩擦角的正切，在 RAMAMURTHY
等[28-31] 的研究中，对于不同的角度给定了不同的系

数，即本研究中的倾角参数，对于不同的地层给了不

同的节理强度参数，即本研究中使用的节理强度参

数。为探究各输入变量和输出变量的数据分布是否
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图 1    混合模型适应度值梯度下降曲线

Fig. 1    Gradient  descent  curves  of  fitness  values  for  hybrid
models
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图 2    基于 SVR 的混合模型流程图

Fig. 2    Flowchart for SVR-based hybrid model
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均匀，对每个变量分别绘制分布小提琴图，在此过程

中，剔除了 1 个分布较为离散的数据，即本研究最终

使用了 62 组隧道挤压变形数据。重新绘制分布小

提琴图，结果如图 3 所示，可以看出本研究使用的各

数据分布范围广，且分布较为均匀，没有明显的异常

数据。此外，绘制了数据矩阵图，各参数之间的相互

关系用皮尔逊相关系数（Corr）评价，如图 4 所示，可

以看出，除节理密度与倾角参数之间相关性系数较

大外，其余输入参数之间的相关性不是很强，而输入

参数与输出参数之间存在复杂的非线性关系。值得

说明的是，在隧道围岩挤压变形的过程中，节理密度

与倾角参数是 2 个不相关的初始参数。因此，在机

器学习模型训练时，节理密度和倾角参数作为输入

参数同时被输入模型。

 2.3    模型评价指标

利用决定系数（R2）、均方根误差（RMSE）、平均

绝对误差（MAE）等相关评价指标，有效地评价混合

模型的可靠性，解释实际值与预测值之间的关系。

均方根误差表示预测值与实际值之间误差的标准差，

决定系数表示预测值与实际值之间相关性平方的百

分比，平均绝对误差是绝对误差的平均值，能较好地

 

4
a

d e

g h

f

b c

2

0

2 000

1 500

1 000

500

0

−500

5

4

3

2

1

30

20

10

0

0.3

0.2

0.1

0

0

200

400

600

800

0.56

0.42

0.28

0.14

440

330

220

110

0

Q

a
/m

H
/m

n

K
/M

P
a

J

r

u
/m

m

 

Q. 巴顿岩体质量指标；a. 隧道半径；H. 隧道埋深；K. 支护刚度；J. 节理

密度；n. 倾角参数；r. 节理强度参数；u. 隧道径向变形量；下同

图 3    隧道围岩挤压变形数据分布小提琴图

Fig. 3    Violin  diagram  of  the  distribution  of  compression
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图 4    隧道围岩挤压变形数据库中各参数相关性矩阵（Corr为皮尔逊相关系数）

Fig. 4    Correlation matrix of various parameters in the compression deformation database of rock surrounding a tunnel
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反映预测值误差的实际情况。MAE和 RMSE属于

误差评估指标，当它们的值越接近于 0 时，模型的性

能越好。R2 是趋势评价指标，当 R2 越接近于 1 时，

则说明预测结果与真实值越接近。各评价指标的计

算公式如下[32-35]：

RMSE =

√√√
1
N

N∑
η=1

(
ŷη− yη

)2， （22）

R2 = 1−

N∑
η=1

(
yη− ŷη

)2

N∑
i=1

(
yη− yη

)2
， （23）

MAE =
1
N

N∑
η=1

∣∣∣ŷη− yη
∣∣∣， （24）

yη ŷη yη式中：  为实际测量值；  为模型预测值；  为实际

测量值的平均值；N为训练集或测试集的样本数量。

 3    挤压地层隧道变形预测结果分析

3 种混合智能优化模型对应的隧道挤压变形预

测值与实际值的相关性如图 5 所示。各智能优化模

型在训练集和测试集均有较好的预测效果，训练和

测试样本基本都分布在完美拟合线附近。综合 R2、

RMSE、MAE 3 个评价指标而言，3 种智能优化模型的

R2 均在 0.95 以上，说明本研究提出的基于 SVR 的混

合模型都能够达到较好的预测效果。其中 FA-SVR
模型的预测性能要优于其他 2 种智能优化模型，其

训练集 R2 为 0.963 4，RMSE为 18.786，MAE为 9.460；
测试集R2 为0.964 8，RMSE为14.699，MAE为11.170。

为进一步比较分析各智能优化模型的预测性能，

选用综合评分法对 3 种混合模型的预测性能进行评

估[36-39]， 3 种智能优化模型 （GWO-SVR、FA-SVR、

WOA-SVR）预测隧道变形的性能指标（R2、RMSE、
MAE）的综合评分结果见表 2，可以看出，3 种智能优

化模型的预测能力排序为：FA-SVR>WOA-SVR>
GWO-SVR。与 WOA-SVR 和 GWO-SVR 模型相比，

FA-SVR 模型能更准确地预测隧道变形。

为进一步探究群智能优化算法混合预测模型的

预测性能，将 3 种混合模型和未经优化的经典 SVR
模型以及反向传播（BP）神经网络模型、随机森林

（RF）模型进行对比，并使用前述 3 种模型评价指标

对各预测模型的预测结果进行评估。GWO-SVR、

FA-SVR、WOA-SVR 和 3 种经典模型预测结果的各

项评价指标如图 6 所示，可以看出，智能优化支持向

量回归模型较 SVR 模型预测能力更出色。使用群

智能优化算法后，SVR 模型的 RMSE可由 26.396 降

低至 14.699，MAE可由 16.803 降低至 11.170，R2 可

从 0.891 8 提升至 0.964 8；且 3 种混合模型的预测也

明显高于 BP 和 RF 模型，证明智能优化算法混合模

型的预测性能显著高于经典模型。

 4    敏感性分析

本研究选取的 7 个参数均能在一定程度上影响

挤压性围岩隧道变形的预测结果，但各参数的敏感

性尚不明确，需要进一步研究。为研究不同参数对

隧道挤压变形的敏感性，本研究采用归一化互信息

法分析不同影响因素对隧道挤压变形的重要程度。

归一化互信息法是一种过滤方法[40]，它能衡量变量

之间相互依赖的程度，并能反映变量之间相关性的

强弱，变量之间归一化互信息的大小可通过下式获得：

NMI(Y/L) =
H(Y)+H(L)

H(Y,L)
， （25）

式中：NMI（Y/L）是归一化互信息值；H（Y），H（L）分别

为变量 Y和变量 L的信息熵；H（Y, L）是这 2 个变量

的联合熵。

隧道挤压变形的各输入变量的重要程度根据归

一化互信息法中的互信息值确定，如图 7 所示，可知

节理密度对隧道挤压变形预测值影响最显著，各输

入变量的归一化互信息值依次为：节理密度> 隧道

埋深> 巴顿岩体质量指标> 支护刚度> 节理强度参

数> 隧道半径> 倾角参数。这表明节理密度和隧道

埋深对隧道挤压变形预测的影响最大，应重点考虑。

在实际的隧道工程中，节理密度与隧道稳定性密切

相关，隧道埋深对隧道的应力分布具有重要影响，这

可能是节理密度和隧道埋深对隧道挤压变形敏感性

较高的潜在原因。需要额外指出的是，隧道挤压变

形受到很多因素的影响，未来的研究中需要考虑更

多的输入变量以及样本数量来丰富数据集，这样能

使模型具有更好的预测精度和泛化性。

 5    结　论

（1）FA-SVR 模型在训练阶段和测试阶段的预

测性能优于 GWO-SVR 模型和 WOA-SVR 模型，训

练集和测试集对应的 R2 分别为 0.963 4 和 0.964 8，
RMSE分别为 18.786 和 14.699，MAE分别为 9.460
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图 5    基于 SVR 的混合模型隧道变形预测值与实际值对比（R2. 决定系数；RMSE. 均方根误差；MAE. 平均绝对误差；下同）

Fig. 5    Comparison between predicted and actual tunnel deformation values of hybrid model based on SVR

 

表 2    基于 SVR的混合模型预测效果

Table 2    Prediction performance of hybrid model based on SVR
 

模型（训练集） R2 R2综合评分 RMSE RMSE综合评分 MAE MAE综合评分 总评分

GWO-SVR 0.958 7 1 19.946 1 9.828 1 3

FA-SVR 0.963 4 3 18.786 3 9.460 3 9

WOA-SVR 0.959 4 2 19.797 2 9.814 2 6

模型（测试集） R2 R2综合评分 RMSE RMSE综合评分 MAE MAE综合评分 总评分

GWO-SVR 0.958 9 1 15.870 1 11.987 1 3

FA-SVR 0.964 8 3 14.699 3 11.170 3 9
WOA-SVR 0.961 9 2 15.282 2 11.386 2 6
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和 11.170，预测能力排序为：FA-SVR> WOA-SVR>
GWO-SVR，表明 FA-SVR 模型预测性能最好。

（2）3 种智能优化混合模型能有效提升 SVR 模

型的预测能力，且混合模型的预测性能显著高于经

典机器学习模型，其预测精度均能满足实际隧道工

程需求。

（3）节理密度是预测隧道挤压变形的最重要输

入变量，各输入变量的归一化互信息值依次为：节理

密度>隧道埋深>巴顿岩体质量指标>支护刚度>节理

强度参数>隧道半径>倾角参数。因此，开展隧道变

形预测时，应重点考虑节理密度和隧道埋深对隧道

挤压变形的影响。
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Fig. 6    Comparison  of  predictive  performance  of  three  hybrid
intelligent models and classical models

 

r

Q

H

K

J

n

a

0 0.25 0.50 0.75 1.00

归一化互信息值

0.879 5

0.752 8

0.959

0.873 7

0.969 3

0.579 5

0.770 3
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Abstract： [Objective] In  tunnel  engineering,  the  prerequisite  for  tunnel  design  and  construction  safety  is  to
accurately assess the amount of deformation of the rock surrounding a tunnel. [Methods] In this  work,  the firefly
algorithm (FA), whale optimization algorithm (WOA), and gray wolf optimization algorithm (GWO) are combined
with optimized support vector regression (SVR), and three intelligent hybrid swarm optimization prediction models
are constructed to predict the deformation of extruding surrounding rock tunnels. A database containing 62 samples
was constructed, and seven initial parameters of tunnels and surrounding rock were selected as the input parameters
of  the  prediction  models,  with  the  radial  deformation  of  tunnels  as  the  output  quantity.  The  coefficient  of
determination (R2), root-mean-square error (RMSE), and mean absolute error (MAE) were selected as the evaluation
indices  of  the  model's  prediction  performance.  Finally,  the  effects  of  different  input  parameters  on  the  prediction
results  of  tunnel  rock deformation were evaluated via  normalized mutual  information values. [Results] Compared
with  the  GWO-SVR  and  WOA-SVR  models,  the  FA-SVR  model  demonstrated  superior  predictive  performance
during both the training and testing phases. The corresponding R2 values were 0.963 4 and 0.964 8, the RMSE values
were 18.786 and 14.699, and the MAE values were 9.460 and 11.170 for the training and testing sets, respectively.
The  ranking  of  predictive  capability  was  as  follows:  FA-SVR>WOA-SVR>GWO-SVR.  The  firefly  algorithm,
whale optimization algorithm, and gray wolf optimization algorithm can improve the prediction performance of the
support  vector  regression  model.  The  FA-SVR  model  has  the  best  prediction  effect,  and  the  optimized  hybrid
prediction  model  performs  significantly  better  than  the  classical  models.  The  sensitivity  analysis  reveals  that  the
joint frequency is the most important parameter affecting the predicted value of deformation of the rock surrounding
a  tunnel. [Conclusion] The  research  results  can  provide  an  important  reference  for  the  safety  control  of  tunnel
engineering.
Key words:  squeezing  surrounding  rock  tunnel； deformation  prediction； swarm  intelligent  optimization
algorithm；support vector regression；normalized mutual information
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