
Transformer是一种基于注意力机制的新型神经网

络，最早应用于自然语言处理领域[1-2]。相比于卷积网

络，Transformer 具有长距离特征捕获能力，基于

Transformer的模型在各种视觉任务中具有强大的竞争

力，甚至表现更优[3]。因此本文以成都市重点区域为

研究区，采用Transformer模型实现遥感影像地物分类

目标，并通过实验验证分割效果。

1 研究区与数据集

1.1 研究区域

成都市是中国西部地区重要中心城市，地处四川

盆地西部，介于 102°59′~104°54′E、30°05′~31°27′N
之间，地势由西北向东南倾斜，具有平原、丘陵、高

山多地貌特征，自然生态环境多样。成都市属于亚热

带季风气候，年平均气温16℃，年降雨量1 000 mm左

右。本文以成都市重点区域为研究区，地物类型丰富。

1.2 数据源及预处理

本次实验的数据为 2021 年成都市重点区域 7~8
月的 JL1GF02A 和 JL1KF01A 影像，其空间分辨率为

0.8 m，共 17 景。对其进行辐射定标、正射校正、

影像镶嵌等预处理工作，得到 9 300.4 km2的成都市

重点区域遥感影像。为保证模型适用于成都市不同

类别、不同特征的地物要素准确提取，实验选取了

25 个具有不同典型特征区域的遥感影像作为样

本，将其划分为耕地、大棚、园地、林地、草地、

建筑、道路、水体等 8种地物类型，样本采用人工标
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注，经不重叠裁剪，共获取 7 718 张大小为 512×512
的样本数据，按照 8∶2 的比例划分为训练集和测试

集。为避免模型过拟合[4]，在训练过程中样本会进行

随机缩放、翻转、添加噪声等数据增强 [5]操作。

2 研究方法

本文采用基于视觉 Transformer 的语义分割模型

SegFormer[6]进行成都市内建筑、林地、水体、建筑、

道路、耕地等典型地物要素的提取。

首先，针对成都市典型地物地类的分布情况，选

取遥感影像进行地物要素样本采集；其次，将采集的

样本输入到 SegFormer网络模型进行训练，按照网络

的特征提取结构提取地物的特征，网络的分类结构输

出样本中像素的预测结果，通过计算预测值与真实值

之间的损失迭代更新网络的参数；最后保存精度最优

的模型。在模型的预测阶段通过滑窗的方式读取影像

中固定大小的区域，预测区域的结果。预测结果中

存在建筑物边缘粗糙、建筑角度不规则的情况，通

过建筑轮廓规则化方法对建筑边界进行改善。

2.1 地物分类模型

本文采用的SegFormer网络使用自然语言处理（na⁃
ture language processing，NLP）中Transformer代替原本

的卷积特征提取模块，结合轻量级的All-MLP解码器，

形成了一种更加高效、准确、鲁棒的语义分割网络。该

网络包含以下2个主要模块，模型结构如图1所示。
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图1 SegFormer网络结构示意图

2.1.1 分级Transformer编码器

该编码器由4个Transformer块级联构成，与CNNs
相似，每个Tranformer块可提取一个特征图，从浅层

到深层，这些特征图的分辨率依次降低，分别为原始

影像大小的 1
4
、 1

8
、 1

16
、 1

32
，特征图通道依次提

高，图像特征从粗糙变精细。每个Transformer块包含

以下3个部分：

高效的自注意力：在原本的多头注意力的基础上

使用序列缩减方法[7]，如式（1）、（2），其中 N 为序列

长 度 ， K 为 被 缩 减 的 序 列 ， R 为 缩 减 比 ，

Linear(CinCout)(×) 为输入通道数为 Cin ，输出通道数为

Cout 的线性操作， Reshape( N
R
C ×R)(K) 为将 K 变形为

N
R
´（C ×R）。通过变形和线性层将原本为 N ´C 大小

的序列缩减到 N
R
´C ，从而使自注意力的计算复杂度从

O(N 2) 降低至O( N 2

R
) ，突破来自注意力层的计算瓶颈。

K̂ =Reshape( N
R
C ×R)(K) （1）

K =Linear(C ×RC)(K̂) （2）
Mix-FFN：将一个 3×3卷积和MLP混入每一个前

馈网络（FFN）中，为Transformer提供位置信息，如

式（3）所示，其中 Conv 为卷积， xin 为自注意力输

出特征， GELU 为激活函数：

xout =MLP( )GELU( )Conv3 ´ 3( )MLP( )xin + xin （3）
xin 通过 MLP 将 xin 映射到更高维度的特征空间，

经过3×3卷积和 GELU 非线性激活，再恢复到原始维

度，并于输入特征相加。该结构避免了测试影像分辨

率和训练分辨率不同时精度下降的问题。

重 叠 Patch Merging： 给 定 图 像 块 （patch）
2 ´ 2 ´Ci ， 可 以 通 过 Patch Merging 将 其 转 化 为

1 ´ 1 ´Ci + 1的向量，从而获得层次图。同理，我们可以将

特征 Fi(
H
2i
´W

2i
´Ci) 收缩为 Fi + 1

æ
è
ç

ö
ø
÷

H
2i + 1

´ W
2i + 1

´Ci + 1 ，

iÎ{1234} 。为了保证每个 patch 周围的局部连续

性，这里使用了重叠的Patch Merging，相邻patch的步

幅 S 小于 patch大小 K ，同时进行填充以保证合并过

程中特征的空间大小一致。

2.1.2 轻量级All-MLP解码器

All-MLP解码器共包含 4个步骤：①通过MLP层

统一 4 个特征图 Fi 的通道数；②将特征上采样到

H
4
´W

4
大小并拼接在一起；③输入到 MLP 层，融合

拼接后的特征；④输入到另一个MLP层，得到预测分

割掩膜。

2.2 参数设置

学习率为训练过程中调整网络权重的参数，学习

率的大小与网络的收敛速度相关。本实验中模型的学
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习率初始化为 0.000 06，训练过程中学习率会不断自

我更新。学习率在初始的 1 500次迭代中采用线性增

加策略，然后学习率采用多项式衰减策略，为线性衰

减，直至衰减为 0。模型的梯度更新方式为 Ad⁃
amW[8]。为了防止GPU显存溢出，模型的batch_size设
置为 4，每次迭代读取 4张图像进行训练。模型的总

迭代次数为40 000，训练过程中模型的精度会逐渐提

升，最终保留测试集上预测精度最高的模型。

2.3 建筑规则化

地物分类结果中建筑存在边界不平滑，形状不符

合实际情况等问题。为了进一步提高建筑的分割结

果，利用建筑轮廓规则化算法[9]对地物分类中建筑的

结果进行修正。本文采用的规则化算法，分为粗糙处

理和细节处理两部分完成：①粗糙处理主要处理图像

中不合理的顶点、边和多边形。②细节处理主要修改

建筑的形状。

3 实验结果与分析

本实验利用最优模型对成都市重点区域的建筑、

耕地、林地、道路、大棚、水体、园地、草地 8类地

物进行分类，该模型在划分的测试数据集的指标如

表1。8类地物的平均准确率达到84%，平均召回率达

到84%，满足总体精度超过80%的需求。同时，该模

型相较传统CNNs深度学习方法精度更高，如表2。在

145 759×124 736大小的遥感影像上完成全类别推理仅

需2 h左右，模型的解译结果经过少量人工修正后能够

满足实际应用需求，相比于人工判读的方式具有更高的

效率，能够有效减少成都市重点区域的解译周期。

表1 成都市测试数据分类精度

地物类型

耕地

园地

林地

草地

建筑

道路

水体

大棚

Accuracy
84.88
79.45
92.35
69.9

84.51
80.06
93.84
93.28

F1-score
85.36
81.62
91.23
71.52
83.44
80.81
93.68
87.06

Precision
85.84
83.91
90.15
73.22
82.39
81.57
93.53
81.63

Recall
84.88
79.45
92.35
69.9

84.51
80.06
93.84
93.28

表2 不同方法的分类精度

方法

U-Net
HRNet

DeeplabV3+
本文算法

Accuracy
80.45
83.66
83.96
84.25

F1-score
78.67
82.53
81.39
83.88

Precision
80.02
82.49
81.20
83.63

Recall
77.56
82.6
81.73
84.25

经过建筑轮廓规则化算法后，分割结果中不合理

的误检区域被剔除，建筑的边缘更加平滑，建筑的角

度更加符合实际情况。实验结果说明建筑轮廓规则化

算法能够根据建筑的真实轮廓进行修正，不会大量降低

建筑的分类精度。因此该算法适用于改善建筑不合理边

界，可以有效减少建筑物提取后的人工修正时间。

4 结 论

本文利用基于视觉Transformer的语义分割方法对成

都市重点区域进行地物要素分类，该方法通过分级结构

的Transformer输出多尺度特征，通过MLP解码器聚合

不同尺度特征、融合局部和全局注意力，具有强大的

表达能力。本文方法的分类结果经过较少的人工修正

能够达到成都市实际应用的精度需求和时间需求，为

成都市快速、高效、高频地提取重点区域的地物信息

提供技术支持，从而为土地资源的调查提供数据支持。
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