
目前非线性科学已涉及自然学科和社会学科的各个

领域，混沌理论作为一种常见的非线性学科已应用于多

种领域，并且在研究中都取得了较为理想的效果[1-2]。本

文在研究基坑变形监测的基础上将混沌理论引入，首先

对基坑变形系统进行混沌特征识别，使用多种非线性

预测模型对基坑变形数据进行建模预测，这对揭示基

坑变形机理以及基坑工程的安全施工具有重要的意义。

1 混沌特征识别

基坑变形的各科参量具有不确定性 [3]，在基坑施

工或运营过程中由于受到外界的干扰，系统可能会发

生分岔并且可能演变成混沌状态，针对此类问题可选

用Verhulst生物模型拟合基坑变形位移时间序列来判

断基坑变形的混沌特性，其方程表示为：

dx
dt

= k(1 - x)x （1）
式中， x 为变形值； t 为时间； k 为参数。

xn + 1 = k(1 - xn)xn （2）
若 kÎ[01]， xÎ[01]，则对应logistic映射表示为：

1） 0  k  1，则 t®¥0 趋于平衡， x* = 0，即：x® 0；

2） 1 < k  3 = k1 ，系统向
-
x* = 1 - 1

k
演化， k 不断

增长，这时 k1 就为不断变动的分岔点。

3） 3 < k  1 + 6 = k2 ， x* 不断变换，随着 t 值的

不断增长，位移序列近似于 x*1x*2 ：

x*1x*2 =
1 + k ± (k + 1)(k - 3)

2k
（3）
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摘 要：混沌理论特征识别是进行混沌时间序列分析和预测的前提。普通的线性数学算法已经无解决基坑变形所遇到的问题，为

了研究基坑变形监测数据的非线性复杂问题，采用混沌非线性理论方法，首先求取基坑变形时间序列的延迟时间和嵌入维数，其

次对基坑监测数据进行相空间重构，最后对比分析加权一阶局域预测模型以及RBF神经网络混沌预测模型的预测结果，实验表明

RBF神经网络混沌预测模型预测精度最高，同时也说明了混沌预测模型更适合短期预测。最终证明了RBF神经网络混沌预测模型

应用在基坑变形监测中的可行性与有效性。
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4） k > k2 ，由 2点周期变为 4点周期，这时 k3 =

3.54 ； k > k3 ，变为8点周期； k > k4 时，变为16点周

期……，这种现象称为周期分岔，示意图如图1所示。

当 k > kn 时，会出现稳定的 2n 点周期，当 k  k¥ =

3.569 95 ，则表现为 lim
k®¥

2n =¥的非周期。

1.1 最大Lyapunov指数

混沌时间序列的重构相空间为：

Y (ti)= [ ]x(ti)x(ti + τ)x(ti + 2τ)x(ti + (u - 1)τ)

i = 12M （4）
式中， M =N - (u - 1)τ ，查询给定轨道上每个点的最

近邻点[4]，即：

dt(0)= min Y (t)- Y (t̂)  || t - t̂ > p （5）
式中， t̂ = 12M ， M =N - (u - 1)τ ，且 t ¹ t̂ ， p

为时间序列的平均周期。 Y (t) 为相空间的状态点，

dt(0) 为最近邻点之间的距离。

通过相邻点计算取最大Lyapunov指数为：

λ1(im)= 1
uDt

1
(M - u) åt = 1

M - u

ln
dt(i + u)

dt(i)
（6）

式中， u 为常数； Dt 为样本周期； dt(i) 为第 t 对最邻

近点对经过 i 个离散时间步长的距离。

结合Sato算式得:
dt(i)=Cte

λ1(iDt)
C t = dt(0) （7）

对上式求对数变形的：

ln dt(i)= ln Ct + λ1(iDt) t = 12M （8）
由上式直线的斜率可以求得最大Lyapunov指数[5]。

本文采用地铁 3号线纵向线 L9 点 3 a内的 300期

水平监测数据为例，求取该点 x 、 y 方向变形时间序

列的最大Lyapunov指数。最终求得两方向最大Lyapu⁃
nov指数分别为 0.011和 0.015。格里波基证实[6]，若最

大Lyapunov指数大于零，则系统存在混沌状态，这与

前面Verhulst生物模型拟合实验结果一致。

1.2 时间延迟的选择

C-C法求取时间延迟，是将时间序列分成 t 个不

相交的子集，每个子序列表示为：

S1(mNr t)=C(mNr t)-Cm(1Nr t) （9）
式中， m 为嵌入维数， N 为点数， r 为不同元素之间

相关半径， t 为重构时延， N®¥时[7-8]，则：

S2(mr t)= 1
tås = 1

t

[ ]Cs(mr t)-C m
s (1r t)(m = 23)

（10）
DS(m t)=max{ }S(mri t) -{ }S(mrj t) （11）

取 m = 2345ri =
iσ
2

，（i =1，2，3，4， σ为时

间序列的标准差）：

S̄(t)= 1
16åm = 2

5

å
j = 1

4

S(mrj t) （12）

DS̄(t)= 1
4 åm = 2

5

DS(m t) （13）
Scor(t)=DS̄(t)+ || S̄(t) （14）

由式（12），（13），（14）求得时间序列的首个局

部最大值，这时所求的 t 就是时间延迟，当 τ =2时，

DS̄(t) 和 Scor(t) 首次取到近似极小值，由此得知基坑时

间序列的延迟时间 τ =2。
1.3 求取嵌入维数

设 {x1x2xi} 为实测数据，选取 {x1x2

xi}中局部数据组成一个 m 维子序列[9-11］：

ì

í

î

ïï
ïï

r1 = (x1x2xm)
r2 = (x2x3xm + 1)
  
rN = (xNxN + 1xm +N - 1)

（15）

令： C(r)= 1
N 2 å

i j = 1 i ¹ j

N

θ(r - ||ri - rj ) 。

式中， θ(x) 为Heaviside函数。

时间序列吸引子的关联维数表达为：

dc = lim
r® 0

ln C(r)
ln r

（16）
持续增大 m 的值，并求取 m 所对应的 dc ，当 dc

值达到饱和时，可将 m 估计作为嵌入维数，根据

m = 2[ ]d + 1，就可求取最佳嵌入维数 m 的数值。时间

延迟 τ = 2 ，令 m =2，3……13，分别做出基坑变形时

间序列的 ln C(r) ~lnr曲线，当嵌入维数为9时， ln C(r)

与 ln r 的比值不随 m 的增大而改变，由此可以得，所

求嵌入维数 m =9。
1.4 二维重构轨迹

二维最大Lyapunov指数是指 x 、 y 方向之和，即

λ = λx + λy = 0.026 ，由此可以得知二维数据具有混沌特

性，使用时间延迟 τ =2，嵌入维数 m =9对 L9 点水平

位移时间序列进行相空间重构如图1所示。
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Y

图1 水平位移二维相空间重构图
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由图可知，水平位移相空间二维重构较为集中，

若长期观测，获取大量的变形数据，将会得到更为密

集的二维相空间重构图。

2 混沌模型预测分析

2.1 RBF神经网络预测模型

本文对河南省人民医院地下智能停车及综合开发

建设项目（A-05地块）进行监测工作，本次观测工作

使用精度为 0.6 mm的徕卡 TS30全站仪。施工前对监

测区域进行 3次独立测量工作，并与施工测量数据进

行比较，若观测数据满足精度要求则取其平均值作为

测量数据的初值。整个水准网布设 2个高程基准点和

6个工作基点。

RBF神经网络模型包含三层前馈网络，分别为第

一层的输入层，第二层的隐含层，第三层的输出

层[12-15]。其实质是输入信号通过隐含层映射到高维度

空间，来解决低纬度空间线性不可分问题。本文采用

RBF神经网络混沌预测模型对观测数据进行预测处

理，采用混沌特征识别求取嵌入维数，从而对输入量

进行相空间重构，得到一组输入样本，最后将其输入

到RBF神经网络模型中计算预测值。

取 L9 观测点300期数据中的前270期数据用来训

练，后 30期用来与预测数据进行对比分析。对 L9 观

测点 y方向变形数据进行归一化处理，将前 270期数

据做为训练样本，其误差曲线图如图2所示。
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图2 网络训练图

由图 2可以得知，网络训练过程中，仅需 7步就

达到了目标标准差 0.001。对后输入的 30个数据进行

相空间重构，组成一个 N - (m - 1)τ 个样本输入，其中

τ =2， m =9，第 t 个输入样本为：

X (t)={x(t)x(t + 1)x(t + 2)x(t + 3)x(t + 4)x(t + 5)x(t + 6)}

（17）
将样本输入到RBF神经网络预测模型中，计算

RBF神经网络混沌预测模型预测数值。

2.2 加权一阶局域预测分析

求取每个邻域点到 X (t) 的距离，并解算出 X (t)

的参考向量集 X (t) i = 12N ， X (ti) 与 X (t) 的距

离为 d ，设 dm 是 di 中的最小量[16-17]，则点权值为：

Pi =
e
-a(di - dm)

å
i = 1

q

e
-a(di - dm)

（18）

a 为常数，一般令 a = 1，则一阶局域线性拟合为：

X (ti + 1)= aR + bX (ti) ， i = 12N （19）
R =[111]T ，嵌入维数 m = 2 时，使用加权最

小二乘法[18]

å
i = 1

N

Pi[X (ti + 1)- a - bX (ti)]
2 =min （20）

对上式中 a 、 b 求偏导，并求解 a 和 b 的数值并

代入就可以求取预测值。

X (ti + 1)= aR + bX (ti) （21）
2.3 RBF神经网络混沌预测与加权一阶局域预测对

比分析

对比分析RBF神经网络混沌预测模型以及加权一

阶局域预测模型的预测精度。对 L9 观测点 y 方向的

后30期数据进行预计处理，271~280期预测结果如表

1所示，2种模型预测绝对误差如图3所示。

由表 1可以得知加权一阶局域预测模型预测绝对

误差最大值为0.73 mm，最小绝对误差为0.05 mm，而

RBF神经网络混沌预测模型的预测绝对误差最大值为
表1 两种模型预测结果对比表

预测
期数

271
272
273
274
275
276
277
278
279
280

实测值/mm
3.31
-0.55
6.71
1.31
10.23
5.56
8.03
-3.52
6.71
2.39

加权一阶局域预测

预测值/mm
3.36
-0.67
6.55
1.57
9.92
5.85
7.65
-3.13
7.31
1.66

绝对误差/mm
-0.05
0.12
0.16
-0.26
0.31
-0.29
0.38
-0.39
-0.60
0.73

相对误差/%
-1.51
-21.82
2.38

-19.85
3.03
-5.22
4.73
11.08
-8.94
30.54

RBF神经网络混沌预测

预测值/mm
3.33
-0.59
6.77
1.41
10.35
5.67
7.89
-3.69
6.94
2.11

绝对误差/mm
-0.02
0.04
-0.06
-0.10
-0.12
-0.11
0.14
0.17
-0.23
0.28

相对误差/%
0.60
7.27
0.89
7.63
1.17
1.98
1.74
4.83
3.43
11.72

··80
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0.28 mm，最小值为0.02 mm，由此可以得知RBF神经

网络混沌预测模型预计精度高于加权一阶局域预测模

型预计精度。

270 272 274 276 278 280

绝
对

误
差

/mm

期数

加权一阶局域预测RBF神经网络混沌预测

4
3
2
1
0

-1
-2
-3
-4

a 271~280期预测绝对误差

290 292 294 296 298 300
加权一阶局域预测

RBF神经网络混沌预测

绝
对

误
差

/mm

4
3
2
1
0

-1
-2
-3
-4

期数

b 291~300期预测绝对误差

图3 两种模型预测绝对误差

由图3可见， 270~280期的绝对误差低于290~300
期的绝对误差，由此可以得出混沌预测模型适合短期

预测。

3 结 论

本文以河南省人民医院地下智能停车及综合开发

建设项目（A-05地块）的 3号线纵向线 L9 点的变形

监测数据为例，提出了基坑变形混沌判别标准，并使

用不同的方法进行验证，确定了研究区域基坑变形数

据存在混沌现象，随后进行了基坑变形混沌相空间重

构，结合神经网络非线性处理方法，建立了混沌预测

模型，具体结论如下：

1）使用C-C算法求得时间延迟 τ =2，采用G-P算

法求得嵌入维数 m =9。利用重构参数对基坑变形数据进

行了相空间重构，建立了基坑变形混沌识别预测模型。

2）建立混沌预测模型分别对 L9 点 y方向观测数

据的 271~280期数据以及 291~300期数据进行预测处

理，最终得出RBF神经网络预测模型预测精度优于加

权一阶局域预测模型预测精度。271~280期数据预测

精度高于 291~300期预测精度，由此可以得知混沌预

测模型更适合短期预测。
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