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摘 要：针对海底非约束环境下视频背景多模、环境变化复杂导致图像识别困难的问题，提出基于迁移学习的非约束环境下热带

海域鱼类识别方法。首先构建ResNet深度卷积神经网络；其次引入迁移学习进行网络训练，对比迁移学习前后的识别效果。结果

表明，在引入迁移学习下，accuracy和 loss指标均优于非迁移学习的情况，并且在训练到150个epoch时，各项指标开始收敛，能

够较好地完成非约束环境下热带海域的鱼类识别任务。
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Abstract: Aiming at the problems that seabed unconstrained environment video often with complex multi-mode background, complex weather

variation, which leads to difficulty in image recognition, we proposed a tropical fish identification method under unconstrained environment

based on transfer learning. Firstly, we constructed the ResNet deep convolution neural network. And then, we introduced transfer learning for net-

work training, and compared the recognition effect before and after transfer learning. The results show that the indexes of accuracy and loss with

transfer learning are better than those without transfer learning. When the training reaches 150 epochs, each index begins to converge, which can

better complete the task of tropical fish identification under unconstrained environment.
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以往对于海洋鱼类资源监测常通过现场采样

法[1]、渔获法[2]、水声学遥测等方法，这些方法不同程

度地存在依赖专家经验、破坏生物资源、无法判断鱼

的类型等缺点[3]。得益于数据处理技术、评价模型和

方法的完善，海洋生物资源监测评价步入精准化、无

损化时代[4]。建立水下视频深度学习系统，将是智能

化监测海洋鱼类资源最为有效的方法。

计算机视觉捕捉分析技术作为一种非破坏性技

术，在监测中可以保持海洋生物资源完整、带来最少

的环境扰动，被广泛应用到海洋生物监测研究之中。

人们通过摄影、摄像获取海底图像并采用图像处理方

法研究海洋生物特征[5-7]。相较于传统方法，利用计算

机技术进行海洋生物监测是一种自动、非入侵、经济

且有效的方法。

虽然基于图像的目标检测技术近些年得到了广泛

的研究，但是基于海底非约束环境下图像的目标检测

技术仍然面临很大的挑战。由于鱼类的快速自由运

动、天气、光照等外界因素经常变化[8]导致视频影像

对比度低、纹理细节模糊，不利于训练网络提取图像

特征。

1 鱼类图像识别算法

鱼类图像识别基本流程：输入鱼类图像、选择鱼

类特征、构建分类器、分类识别。早期的方法过度依

赖人工选择特征，人工选择特征主要依靠专家的先验

知识，通过鱼的轮廓、形状、颜色等特征进行检

测[9-10]，特征设计中允许出现的参数数量十分有限，难

以准确获取高层次特征[5]，从而影响分类识别结果的

准确性。随着人工智能技术的发展，深度学习在计算

机视觉领域取得了巨大成功，传统的机器学习法正逐

渐被基于深度学习的方法替代。深度学习可以从大数

据中自动学习特征的表示，可以包含成千上万的参
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数，通过深度神经网络结构将数据从像素级低维特征

映射到语义层高维特征，这使得它在提取图像的全局

特征和上下文信息方面具有突出优势[11]，为解决传统

的计算机视觉问题（如图像分割和关键点检测）带来

了新的思路。

2012年后，尤其是以卷积神经网络（convolution⁃
al neural network，CNN）为代表的神经网络模型得到

了广泛应用[12-14]。CNN是由交替卷积层和子采样层组

成的一种流行的深度学习体系结构，由于它能够提取

复杂、高维的图像特征，已经被证明在许多计算机视

觉应用中有效，如分割[15]、对象识别和分类[16]、目标

跟踪[17]。2017年，谷歌和NASA通过CNN技术在开普

勒-90海量影像中发现了一颗新行星。Frederic[12]等亦

通过CNN从数十万张卫星影像中找到了濒危物种海

牛。Spampinato[18]等提出了一种在无约束环境下跟踪

鱼类的算法，基于协方差模型描述被检测对象，比较

当前对象的协方差矩阵与候选对象的协方差矩阵，通

过模板匹配生成轨迹，平均准确率约为80%，有待进

一步提高。针对这些问题，Chuang[19]等进一步提出了

一种基于可变形多核的跟踪算法，通过对颜色和纹理

特征的均值偏移算法，有效地估计核的运动，实现鱼

类跟踪，但文中并没有给出具体的测试结果。在此基

础上，Jager[20]等通过两阶段图形法，用激活的CNN实

现无约束环境下鱼类跟踪，具有较高的跟踪精度和效

率，但模型的14个超参数无法自动调整，从而降低了

模型的可移植性。Wang[21]等针对视频帧中每条鱼的头

部图像，定制CNN并在跟踪过程中对CNN参数进行

自适应更新，以适应轻微的光照和鱼的外观变化，该

方法被证明对斑马鱼有较好的识别和追踪效果，然而

实验仍然局限在水族箱环境内。贾宇霞[22]等通过图像

增强和迁移学习在Fish4Knowledge数据集上进行鱼类

识别实验，识别精度达到99.63%，但仅限于单个鱼类

主体，对无法解决鱼类重叠和遮挡。Pan[23]等构建了多

尺度ResNet实现水下目标对象定位，实现了实时识

别，但对有遮挡对象和微小对象的识别效果不佳。

Zhao[24]等通过改进ResNet，实现在低质量水下环境中

的鱼类识别，但该实验对硬件要求较高。

2 数据来源

项目组从 2017年起在海南省三亚市蜈支洲岛周

围，根据不同礁型、不同材质、不同水深等选取了 5
处人工礁进行海洋鱼类的拍摄观测，如图 1所示。水

下电子舱布置在 5个观测点，一个舱内布置有两台光

电式HB-HM-02水下摄像机从不同角度进行数据采

集。视频分辨率为 648×480，即宽度和高度，帧速

率为 50。目前，五套设备已全部布置并运行良好，

实现了视频数据和水质监测数据的连续不间断记录

和传输。

图1 蜈支洲岛水下视频监控布点位置图

10台摄像机每min产生 150+MB的视频数据（夜

间光照欠佳期间摄像机不拍摄视频），在 12 h的监控

下，每天产生100 GB以上的视频数据，每年产生35+
TB的视频数据，这个地区拥有丰富的鱼类生物资源如

图2所示。

图2 蜈支洲岛数据库视频帧视觉效果示意图

从蜈支洲岛数据库中选取不同时间段对24个视频

片段，共计 3 100个标记视频帧，其中 75%作为训练

集，25%的数据作为测试集,标签数据使用麻省理工计

算机科学与人工智能实验室研发的LabelMe深度学习

图像标注工具完成。如表1所示。

表1 蜈支洲岛数据库概况

数据
库名

蜈支洲岛

视频
数量

24

视频
分辨率

640×480

FPS

50

标记视
频帧

3 100

训练集
样本

2 325

测试集
样本

775

··57
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3 迁移学习

数据是深度学习的关键，有足够可利用的训练样

本是计算机通过学习能够获得好的分类器的前提。大

多现有可用数据是针对特定课题而设计的，如手写数

字数据库MINIST，图片数据集 ImageNet，图像语义理

解数据集COCO等，这些开源数据不能完全满足本研

究所需的深度学习训练数据要求，因此要针对特定鱼

类进行训练数据的补充。然而手动标注图像非常耗

时，在对无人驾驶数据集Cityscapes中单个图像的精

细像素级的标注平均需要花费1.5 h。此外，由于人的

主观因素也容易出现错误标注。因此，项目引入迁移

学习来解决目前目标领域仅有少量有标签样本数据的

问题。

迁移学习是运用已经训练好的知识对不同但相关

领域问题进行求解的一种新的机器学习的方法，以解

决目标领域中仅有少量有标签样本数据的问题。以

往，针对不同的领域问题需要重新训练深度学习模

型，一方面需要耗费大量的时间和计算资源；另一方

面，在图像识别领域，图像底层特征相似性高，这些

底层特征被组合成为不同的更复杂的特征用于图像分

类识别。因此，可以将经过其他大型训练集预训练之

后的网络模型作为底层图像特征提取器，从而实现将

通用图像特征提取知识迁移到热带鱼类分类识别领

域，减少对标注数据的依赖。斯坦福大学吴恩达教授

在2016年NIPS会议上说：“迁移学习将会是继监督学

习之后的下一个机器学习商业成功的驱动力”。

ImageNet图像数据集始于2009年，是目前世界上

图像识别最大的数据库，由美国斯坦福的计算机科学

家模拟人类的识别系统建立。包含约1 500万张图片，

2.2万个类型，每张图片都经过严格的人工筛选与标记。

从2010年起，每年都基于 ImageNet举办全世界的大规

模视觉知识挑战赛（ILSVRC），世界各地的研究团队

在给定的数据集上评估其算法，并在视觉识别任务中

争夺更高的准确性，2017年后比赛由Kaggle社区主持。

在图像分类上，ImageNet竞赛已经是计算机视觉分类

算法事实上的评价标准。Keras是一个由 Python编写

的开源人工神经网络库，主要提供了基于 ImageNet训
练 的 5 种 开 箱 即 用 型 的 CNN 网 络 ——VGG16、
VGG19、 ResNet50、 Inception V3、 Xception。 与

AlexNet、OverFeat还有VGG这些传统顺序型网络架构

不同，ResNet50的网络结构依赖于微架构模组，因为

使用了全局平均池化，而不是全连接层。尽管

ResNet50 比 VGG16 还有 VGG19 要深，weights 却更

小。本文使用Keras库中的ResNet50网络，利用其自

带已训练好的 imagenet作为权重来初始化训练目标模

型参数，实现将已经学到知识共享给新模型，然后

根据目标任务调整输出层，用热带鱼类图像样本精调

网络模型进行训练，提高检测算法的精度和效度，最

终得到热带海域鱼类分类识别模型，迁移学习流程如

图3所示。

目标任务

Dascyllus
trimaculatus

ImageNet上预
训练的

ResNet50模型

Abudefduf
vaigiensis

模型迁移

特征映射

ResNet50 全连接层
低
层
到
最
高
层

特
征
提
取

分
类
器

softm ax

分
类
结
果

图3 迁移学习流程图

4 模型架构

整个 ResNet 深度卷积神经网络由初始卷积

（Conv）层、若干个Residual Block 和最后的全连接层

（fully connected，FC）组成。第一个Conv layer 不需要

进行归一化和ReLU非线性激活。首先按照均值和标

准差，对图像进行归一化处理。考虑到梯度下降的训

练时间，使用 ReLU非线性激活作为激活函数，比

tanh激活函数效果更好 [28]，然后进行第一次 3×3卷积

运算，对卷积结果再次进行batch normalization，ReLU
非线性激活后再进行第二次3×3卷积运算，执行跳远

连接，将第一层的激活迅速传递给第六层后的下一个

Residual Block。模型总训练次数 （train steps） 为

300，图片通过一系列3×3的滤波器进行卷积运算，卷

积滑动步长固定为1，使用mini_batch对算法性能进行

优化。考虑到内存有限，训练集和测试集的batch_size
均设置为 24，padding size为 same进行图像填充。模

型总参数 23 587 712个，固定参数 53 120个，可训练

参数13 534 592个，模型结构及参数设置如图4所示。

5 实验及结果分析

为了评估迁移学习，在蜈支洲岛数据集上进行了

实验，在网络结构、学习效率、损失函数等保持不变

··58
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的情况下，对比了迁移学习前后的各项学习指标。实

验使用了一台 Intel(R) Xeon(R) X5675 3.06 GHz计算机

系统型处理器，32 GB 内存和 NVIDA GeForce GTX
1050 Ti GPU。实验所得部分数据如表2所示。

模型参数 网络结构 Residual Block

参数名 取值

pooling avg

weights imagenet

activation softmax

optimizer sgd

accuracymetrics

Y

FC

Residual Block

Conv

Residual Block

Residual Block

X

Residual Block Unfold

D
ep

th

Conv

ReLU

Batch Normalization

Conv

ReLU

Batch Normalization

s =1
f =3×3

padding = same

s =1
f  =3×3

padding = same

图4 ResNet热带鱼类识别模型架构图

表2 迁移学习前后不同训练次数下的各指标数值

Epoch

1
51
101
151
201
251
300

Train loss
With TL
1.067 8
0.270 0
0.218 8
0.191 1
0.178 7
0.170 5
0.168 8

Without TL
1.309 5
0.335 2
0.272 7
0.238 5
0.225 8
0.218 5
0.214 4

Validation loss
With TL
0.888 5
0.334 9
0.307 9
0.313 8
0.278 8
0.277 5
0.303 8

Without TL
1.129 7
0.463 0
0.399 5
0.402 4
0.383 7
0.380 8
0.387 2

Train accuracy
With TL
0.595 7
0.932 9
0.956 5
0.966 8
0.970 0
0.974 3
0.973 2

Without TL
0.577 5
0.889 1
0.910 6
0.922 0
0.927 3
0.924 3
0.923 5

Validation accuracy
With TL
0.683 6
0.907 8
0.924 2
0.918 8
0.951 6
0.962 5
0.962 5

Without TL
0.671 9
0.859 4
0.875 0
0.880 2
0.890 6
0.895 8
0.911 5

train loss代表训练数据上的损失，使用交叉熵作

为损失函数，主要用来衡量训练集上的拟合能力，

train loss值越低，说明模型在训练集上的拟合能力越

高。validation loss代表验证集上的损失，使用交叉熵

作为损失函数，主要用来衡量模型在未知数据上的拟

合能力，即模型的泛化能力，validation loss值越低，

说明模型的泛化能力越高。由图 5可见，在引入 ima⁃
genet已训练好的模型作为网络的初始权重下，train
loss值和 validation loss值迅速降低，并且随着训练次

数的增加，train loss值和 validation loss值均保持持续

下降的趋势。在训练到 150次后，validation loss 值在

0.41～0.37区间震荡，随着训练的深入，loss值进一

步震荡下行，说明本方法具有较好的拟合能力和泛化

能力。

1.4
1.2
1

0.8
0.6
0.4
0.2
0 1 51 101 151 201 251

train_loss val_ loss

图5 迁移学习训练后的 train loss和validation loss变化图

Train accuracy代表训练数据上的准确率，valida⁃
tion accuracy代表验证集上的准确率，accuracy的值越

高，说明模型对热带鱼类分类识别的准确度越高。由

图 6可见，在引入 imagenet已训练好的模型作为网络

的初始权重下，train accuracy值和 validation accuracy

··59
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值迅速升高，并且随着训练次数的增加，train accura⁃
cy值和 validation accuracy值均保持持续增加的趋势。

在训练到150次后，validation accuracy值在0.85～0.90
区间震荡，随着训练的深入，accuracy值进一步震荡

上行，说明本方法具有较好的识别精度。

1 51 101 151 201 251

0.95
0.9

0.85
0.8

0.75
0.7

0.65
0.6

val _accuracy train_accuracy

图6 迁移学习训练后的 train accuracy

和validation accuracy变化图

在保持网络结构和其他超参数相同的情况下，本

文对比了使用迁移学习前后的 train loss和 validation
loss指标的变化。从图 7中可见，在使用迁移学习前

后，train loss值均随着训练次数的增加而减小至0.2～
0.3左右。在训练起始阶段，loss会有一个较为明显的

下降，当训练到约 100次后，train loss就基本降低到

30%以下，validation loss在0.25～0.45之间震荡。迁移

学习后的 loss明显低于迁移学习前。

1 51 101 151 201 251

1.45
1.25
1.05
0.85
0.65
0.45
0.25
0.05

train loss with transfer learning train loss without transfer learning

a train loss对比图

1 51 101 151 201 251

1.2
1

0.8
0.6
0.4
0.2
0

validation loss with transfer learning validation loss without transfer learning

b validation loss对比图

图7 迁移学习前后的 train loss和validation loss对比图

1 51 101 151 201 251

1
0.95
0.9

0.85
0.8

0.75
0.7

0.65
0.6

0.55
0.5

train accuracy with transfer learning train accuracy without transfer learning

a train accuracy对比图

1 51 101 151 201 251

1
0.95
0.9

0.85
0.8
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图8 迁移学习前后的 train accuracy

和validation accuracy对比图

在保持网络结构和其他超参数相同的情况下，本

文对比了使用迁移学习前后的 train accuracy和 valida⁃
tion accuracy指标的变化。从图8可见，在使用迁移学

习前后，train accuracy值均随着训练次数的增加而增

加至0.9左右。在训练起始阶段，accuracy会有一个较

为明显的上升，当训练到约50次后，train accuracy就
基本稳定在0.8以上。迁移学习后的accuracy明显高于

迁移学习前。

6 结 语

本文以非约束条件下海洋视频监控数据中的热带

鱼类为研究对象，构建了基于迁移学习的热带鱼类识

别模型，以ResNet50作为基础训练网络。结果表明，

迁移学习对非约束环境下热带鱼类的计算机识别具有

较好的效果，有助于提高识别准确度并缩短学习时

间。今后将进一步获取超高清视频数据，优化算法，

解决收敛到局部最优而不是全局最优的问题。同时改

善硬件条件，进一步提高处理精度。
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