
航天遥感卫星技术的快速发展使得遥感卫星影像

在时间、空间分辨率上取得了很大进步，以卫星遥感

影像为基础的相关技术也在林业资源管理、军事侦

察、应急救援等领域发挥了越来越重要的作用[1]。基

于遥感影像的船舶目标检测技术对于提高海上航行效

率、军事情报侦察以及海上交通安全等方面具有重要

的应用价值，是当前遥感影像智能处理的热点研究方

向之一。许多结合人工算子与机器学习的方法曾被用

于检测遥感影像中的舰船目标，Tran T H[2]等曾提出一种

结合视觉背景提取器与频谱残差的海上船舶检测算

法；da Silva B R F[3]等也曾提出一种在候选图像中使用

梯度直方图，再利用支持向量机和K近邻算法对舰船

目标进行分类的算法，上述方法大多先通过传统算子

来描述舰船目标特征，再通过浅层机器学习算法实现

特征目标的检测。然而，受传统算子对目标非线性特

征表达能力不足[4]、浅层机器学习模型泛化能力较差[5]

等因素影响，上述经典方法在实施以小尺度目标为主

的遥感影像船舶检测任务时，普遍存在误检、漏检率

高，对不同背景下的船只目标不敏感等问题。近两年

不依赖人工设计算子、非线性特征提取能力更强的深

度学习卷积神经网络算法正成为目标检测、实例分割

等领域的主流方法，已在多个领域取得了很多的应用
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We used parallel dilated convolution groups and channel attention modules to form the backbone network at first. Then, we spliced the feature

maps of different scales output by all feature extraction layers, and constructed four detection scales by upsampling and downsampling of the

fused feature layers respectively. Finally, we adopted the improved NMS algorithm to optimize the final detection frame output. We used the the

open source data set UCMerced_LandUse and FAIR1M combinative data set to train and test model, and used a variety of image enhancement

algorithms to optimize the quality of training set. We used mosaic processing to obtain more training images with positive samples, performed

tests on raw, unprocessed images. The results show that the average accuracy of model proposed in this paper can reach 0.91, the detection speed

can reach 34 f/s, which has stable detection capability for ship samples with different complex backgrounds and scales.

Key words: remote sensing image, ship detection, dilated convolution, channel attention, fusion feature enhancement

引文格式：何民华 ,张润达 ,赵胜利. 基于Att-DConv的遥感舰船检测方法研究[J]. 地理空间信息, 2024, 22(3): 24-28. doi:10. 3969/j.issn.
1672-4623.2024.03.006

Mar., 2024
Vol.22, No.3

地 理 空 间 信 息
GEOSPATIAL INFORMATION

2024 年 3 月
第22卷第 3 期

收稿日期：2022-03-30。
第一作者简介：何民华（1989—），本科，工程师，从事海洋测绘方面的工作，E-mail：hmhhua_198905@sina.cn。



第22卷第3期

成果。刘冰洁 [6]等运用 Faster R-CNN 与 U-Net 的组合

设计了基于遥感影像的尾矿库检测方法，能在稀少样

本条件下，通过特征提取与最优特征组合实现不同区

域尾矿库高精度识别与提取，可为尾矿库科学管理工

作提供一定技术支持；黄文涵[7]等针对复杂驾驶场景

下的目标检测问题，以RetinaNet为基本框架提出了一种

基于扩张卷积特征自适应融合的检测方法，在复杂驾

驶场景数据集BDD100 K上的测试结果表明，该方法

能有效提升目标检测算法在复杂驾驶场景下的检测性

能；黄西尧 [8]等针对地球同步轨道目标的检测问题，

结合卷积神经网络与拓扑扫描的检测方法，在测试数

据集上取得了80.7%召回率的检测结果；周佳玮[9]等提

出了一种结合高分辨率和多时序遥感影像的深度学习

水稻提取方法，通过全卷积网络对BJ-2号高分遥感影

像进行分类，使用长短期记忆网络与随机森林 Senti⁃
nel-2多时序遥感影像进行分类，再通过面向对象的

分割和投票对 3种方法的分类结果进行融合，最终取

得了较好的分类效果，上述结果都充分说明了深度学

习在目标检测与实例分割任务领域的优势；Kathira⁃
van M[10]等基于R-CNN模型提出了一种基于合成孔径

雷达影像的船舶检测算法，能对海上的船舶目标进行

有效分类。

然而，相对于一般目标的检测任务，基于遥感影

像的船舶检测任务具有更多的特殊性。首先，在目标

尺度方面，不同类型船舶的跨度较大，这就需要检测

模型拥有较好的小目标检测能力；其次，由于船舶目

标的特点，除码头以外的大部分单幅遥感影像内仅包

含极少数船舶目标，这就需要大量且丰富的样本类型

才能充分训练模型。鉴于此，本文提出了一种基于卷

积神经网络的舰船目标检测方法（Att-DConv），针对

小目标特征，同时设计了 4层全局融合结构作为特征

增强网络，并利用改进的非极大值抑制算法优化选取

最终的检测框。为了让检测结果与实际目标更贴合，

使用带有旋转角度的锚点框实施检测；针对图像内样

本个数较少且类型不丰富的问题，采用数字图像处理

手段优化图像质量，以马赛克增强对训练数据进行处

理，使模型得到更充分的训练。

1 Att-DConv模型结构设计

1.1 骨干网络

卷积核感受野是指卷积处理后获取的特征图在原

始图像中映射的区域大小。骨干网络作为整个模型的

前端结构，通过多个卷积特征提取层与下采样层提取

到不同感受野的特征图来实现对不同尺度目标的检测

输出。随着感受野的扩张，图像中的目标信息会不断

丢失，一些小尺寸样本的特征信息甚至会被完全抹

去。为了充分保留小尺寸样本特征对模型进行充分训

练，在特征提取层中采用空洞卷积核进行特征提取。

常规卷积核与空洞卷积核的计算过程见图1。
普通卷积核 空洞卷积核

a 常规卷积 b 空洞卷积（d =1）
图1 常规卷积与空洞卷积
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i 为第 l 层特征提取层中第 i 个卷积核的输出；

k l
i ( )f 为进行操作的卷积核； f 和 a、b 分别为对应的

特征及其元素； d 为空洞卷积的分离率。

在特征提取层中使用空洞卷积核能够保留较多的

小目标特征，但持续使用相同分离率的空洞卷积核则

会造成采样不连续的问题[11]，进而影响小目标特征信

息的完整度。因此，在特征提取层中采用并联的方式

组合不同分离率的空洞卷积核，同时添加快捷链路拼

接原始特征图与提取后特征图，以提高特征图的复杂

程度。为了避免模型因层数过深而产生训练数据的内

部协变量偏移问题，以及训练阶段每次送入模型的训

练样本数量 batch设置较小时产生的非独立同分布和

minibatch问题[12]，在每个卷积核的输出端后采用批量

规范化层对输出特征进行规范化处理，避免模型在训

练过程中出现梯度消失问题。遥感影像通常尺寸较大

且背景复杂，而舰船目标在影像内的数量较少，这就

产生了较严重的正负样本不平衡现象。为缓解该问

题，在特征提取层末端设置了压缩—激励组合的通道

注意力模块，让模型更聚焦于学习正样本特征信息。

通道注意力模块首先在压缩操作层中将输入的多通道

二维平面特征图拉长为 1 ´ 1 ´C 维度的向量， C 为输

入特征的通道维度；然后使用带有激活函数与全连接

层的激励操作层通过两个全连接层生成每个通道的权

重参数；最后将每个通道的权重与原始特征图相乘，

实现对正负样本特征的聚焦与抑制。通道注意力机制

和特征提取层结构见图2，以输入图像尺寸为608×608
为例，骨干网络详细结构参数见表1。
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图2 特征提取模块结构图

表1 骨干网络结构表

层数

1
1
2
2
3
3
4
4
5
5

输入尺寸

608×608×3
304×304×32
304×304×64
152×152×64
152×152×128
76×76×128
76×76×256
38×38×256
38×38×512
19×19×512

19×19×1 024

操作层

Focus
DConv

DownSample
DConv

DownSample
DConv

DownSample
DConv

DownSample
DConv

DownSample

卷积核大小

-
3×3

3×3（setp=2）
3×3

3×3（setp=2）
3×3

3×3（setp=2）
3×3

3×3（setp=2）
3×3

3×3（setp=2）

是否包含注意力层

-
√
-
√
-
√
-
√
-
√
-

为了让模型更好地学习非线性特征，选取参数

化的 ReLU 函数作为特征提取后的激活函数，具体

公式为：

PReLU( )x ={xi xi > 0
ai xi xi  0

（3）
式中， xi 为第 i 个通道的输入特征； ai 为可学习动态

更新的参数。

为尽量保留原始的目标特征信息，避免池化层在

下采样时造成大量的特征损失，利用1×1的可学习卷

积核作为算子，采用两倍步长下采样的方式实现对特

征图的尺寸下采样。

1.2 特征增强网络

特征增强网络能在骨干网络的基础上提高特征图

的信息复杂度，并输出多尺度的特征图参与最终的检

测框输出。为更好地实现不同感受野下特征图间的信

息交互，首先采用全局融合模式的特征增强网络，以

全部的输出特征图为基础，通过下采样与上采样实现

尺寸归一化；再将其融合为一张多通道的特征图，该

特征图内包含了全部感受野下特征图的信息；然后根

据船舶以小目标为主的尺寸特征，以融合特征图为基

础进行两次上采样与两次下采样；最后输出 4个层次

的特征图进行多尺度目标的检测，具体结构见图3。

特征提取层2

特征提取层3

特征提取层1

特征提取层4

输入层

特征增强层 2

特征增强层 1

特征增强层 4

特征增强层 3

下采样

上采样

上采样

下采样
特征提取层5

融
合
特
征
层

图3 特征增强层结构图

为了让检测框与真实目标更贴近，本文采用带有

旋转角度的目标框来实施检测。Att-DConv在训练过程

中使用的损失函数由边框回归损失函数 Lloc 与目标置

信度回归损失函数 Lconf 的加权和组成，具体公式为：

ì

í

î

ïï
ïï

Lloc =
1
N

objnå
i = 1

N Lreg(v`
n - vn)

|Lreg(v`
n - vn)|

+ SkewIoU

Lreg = smoothL1( )v`
θ - vθ - IoU(v`
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N x
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N x
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式中， N 为锚点框的数量； objn 为区分正、负样本

的二元参数； Lreg 为改进的 Smooth L1 函数； v`
n、 vn

分别为预测框与真实框的偏移量； v`
θ、 vθ 分别为预测

角度与真实角度的偏移量； SkewIoU 为旋转预测框与

旋转真实框间的重叠度； c 为样本的目标置信度； x
p

ij

为第 j 个正样本。

1.3 改进NMS算法

NMS算法通过对众多近似的检测框结果进行打分

而剔除冗余边框。经典NMS算法是以目标框与真实框

的交并比（IoU）为标准进行打分，在保留得分最高目

标框的基础上直接剔除剩余所有候选框。该方法剔除

标准严格，且仅考虑了两框之间的重叠面积，对各种

类型检测框的描述不够全面。因此，本文采用加权平

均GIoU算法作为最终检测框的筛选算法，同时以多个

检测框的加权结果生成最终的输出框，具体公式为：

M =
å

i

wi Bi

å
i

wi

BiÎ{B|GIoU( )MB  therehold}ÈM （6）

GIoU = IoU -
|C(AÈB)|

|C|
（7）
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式中， wi 为权重值； Bi 为第 i个检测框； M 为输出的

检测框； C 为检测框与实际框的最大包含面积。

2 实验与结果分析

2.1 数据集预处理

以开源数据集UCMerced_LandUse与FAIR1M为数

据源获取混合遥感影像船舶数据集，对Att-DConv进
行训练和测试。将所有包含舰船目标的遥感影像按照

8∶2的比例划分为训练集和测试集，首先对训练集中

的影像尺寸进行归一化处理；然后为提高训练后模型

的泛化性，对训练数据进行直方图均衡化、暗通道先

验滤波、高斯滤波等增强处理，并选取部分样本进行

马赛克拼接，即通过将 4个训练样本拼接为一张的方

式来提高样本的丰富程度，部分处理结果见图 4；最

后将增强处理和马赛克处理后的影像放入训练集中，

参与训练的影像为874张，包括目标1 458个，测试数

据集内的影像未经过任何处理。

a 原始图像 b 增强影像 c 马赛克处理

图4 数据集预处理结果图

2.2 评价指标

为了客观全面地衡量模型性能，本文采用多种指

标来评价提出模型的检测精度、检测速度和模型体

量。在检测精度方面，采用精确率、召回率以及 IoU
阈值为 0.5 的精度均值（AP0.5）作为评价指标；在检

测速度方面，采用每秒检测图像帧数（FPS）作为评

价指标；在模型体量方面，采用训练后模型权重文件

大小和检测运行参数量作为评价指标。 AP 为精度—

召回率曲线下的面积，相关计算公式为：

ì

í

î

ï
ïï
ï

ï
ïï
ï

precision = TP
TP +FP

recall = TP
TP +FN

AP = 0
1

P( )r dr

（8）

式中， TP 为真样本； FP 为错误检测的真样本； FN

为错误检测的假样本。

2.3 模型训练

模型的训练和测试均在相同的环境下进行，具体

配置为：CPU Intel I7 i9800k、GPU Nvidia 1080Ti、内

存大小 16 GB、硬盘 1 TB、操作系统 Ubuntu 18.04、
CUDA 版 本 11.1， 机 器 学 习 框 架 为 以 TensorFlow
（1.13.1） 为 backend 的 Keras （2.2.4）。为使模型在训

练过程中快速充分地拟合，在训练过程中配置了多种

优化策略，经过多次调参后完成训练，具体参数配

置：输入模型训练的图像尺寸为 608×608，Batch Size
设置为10，采用退火算法实现学习率的动态调节，初

始学习率设置为10e-4，使用自适应矩估计算法更新训练

权重，动量参数设置为 0.9，迭代次数设置为 1 000。
为了验证本文算法的有效性，以单阶段的 SSD、Yo⁃
loV4、 YoloV5s、 RetinaNet 模 型 ， 二 阶 段 的 Faster
RCNN、Cascade RCNN模型，带有旋转框的Yolov5m-obb
模型为基准，采用相同的运行环境与数据集进行训

练，并使用同一组指标对所有模型进行评价。完整技

术流程见图5。
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图5 完整技术流程图

2.4 测试与结果分析

全部模型的测试结果见表 2，本文模型的部分检

测结果见图 6，可以看出，本文模型在检测精度方面

优于所有对比模型，AP0.5 达到了 0.85，比单阶段的

SSD、YoloV4、YoloV5s、RetinaNet 以及 YoloV5m-obb
分 别 提 高 了 24.65% 、 8.33% 、 15.18% 、 62% 和

5.8%，相较于经典 Faster RCNN 和 Cascade RCNN 分

别提高了 49.2%、37.9%，说明 Att-DConv 在船舶检

测任务中具有更明显的精度优势；在检测速度方

面，测试环境下Att-DConv能达到 34 f/s，相较于Yo⁃
loV4、SSD 模型均有显著优势，但稍低于 YoloV5s 模
型；在模型结构方面，本文模型在骨干网络中设置

了空洞卷积核组注意力模块，同时输出了 4 个尺度

的特征图实现最终检测，而 YoloV5s 作为 YoloV5 系

列的轻量级模型，拥有较小的参数量，但在检测精

度方面表现不理想。
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表2 模型评价结果对比表

模型名称

Att-DConv
SSD

YoloV4
YoloV5s

YoloV5m-obb
RetinaNet

Faster RCNN
Cascade RCNN

精确率/%
0.83
0.68
0.81
0.78
0.82
0.52
0.57
0.63

召回率/%
0.87
0.74
0.86
0.81
0.89
0.58
0.62
0.68

AP0.5

0.91
0.73
0.84
0.79
0.86
0.56
0.61
0.66

FPS/(f/s)
34
19
38
62
54
17
8
9

进一步通过不同复杂程度背景的影像来直观说明

本文模型的检测能力，在图6 a、6 b、6 e、6 f中包含

较多的港口和邻近建筑物，背景复杂且负样本居多，

剩余图像则没有太多负样本且样本个数较少，从检

测结果可以看出，Att-DConv模型能准确检出不同背

景复杂程度、不同密集程度的舰船目标，说明本文

模型在具有较高检测精度的同时，还具有良好的泛化

能力。

a b c d

e f g h

图6 部分检测结果

3 结 语

针对基于卫星遥感影像船舶场景下的背景复杂、

小尺寸样本居多、正负样本不均衡等问题，本文提出

了一种带有空洞卷积与通道注意力组合的遥感影像舰

船检测模型Att-DConv。在骨干网络中使用并联空洞

卷积核组进行特征提取，同时在提取层内引入通道注

意力机制来聚焦正样本特征；再通过上下采样组合融

合骨干网络输出的全部尺度特征图；最后利用增强数

据集完成模型训练。实验结果表明，在多种复杂场景

下Att-DConv对不同密集程度的舰船目标均表现出良

好稳定的性能，AP0.5达到 0.91，显著优于现有主流深

度学习模型，在测试环境中的检测速度可达到 34 f/s，
低于YoloV5s，但可开展对舰船目标的实时检测。在

下一阶段的研究中，将尝试采用结构剪枝、模型量化

等方法对现有模型进行轻量化压缩，然后通过部署在

Nvidia Jetson 等边缘硬件上实现低功耗环境下的离线

推理；还将尝试通过生成对抗网络来模拟极端天气等

复杂场景下的舰船遥感影像，并使用带有角度的目标

框对全部样本进行重新标注，通过追加训练，进一步

提高模型的泛化能力和目标定位的准确性。
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