
基于 CEEMDAN-LSTM 的桥梁变形时间序列预测研究

摘 要：针对桥梁变形时间序列的高度复杂性和数据间的强相关性导致预测精度低的问题，在 LSTM 网络的基础上引入

CEEMDAN分解算法，构建了一种基于CEEMDAN-LSTM的桥梁变形时间序列预测模型。首先利用CEEMDAN对桥梁变形时

间序列进行分解，然后利用LSTM对分解得到的各子序列进行训练预测，最后叠加各子序列预测值得到模型的最终预测结果。

利用某大桥南索塔 X 方向的变形时间序列数据对预测模型进行检验分析，并将预测结果与单一LSTM网络和EMD-LSTM模型

的预测结果进行对比。结果表明，基于CEEMDAN-LSTM的桥梁变形时间序列预测模型精度高、实用性强。
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Abstract: Aiming at the problem of low prediction accuracy due to the high complexity of bridge deformation time series and the strong correla-

tion between data, we introduced the CEEMDAN decomposition algorithm into LSTM network, and constructed a bridge deformation time series

prediction model based on CEEMDAN-LSTM. We used CEEMDAN to decompose the bridge deformation time series at first, and then used

LSTM to train and predict the sub-sequences obtained by the decomposition, and finally superimposed the predicted values of each sub-sequence

to obtain the final prediction result of model. Combined with the deformation time series data of a bridge’s south cable tower X direction, we

tested and analyzed the prediction model, and compared the prediction results with the prediction results of a single LSTM network and

EMD-LSTM model. The results show that the bridge deformation time series prediction model based on CEEMDAN-LSTM has high prediction

accuracy and strong practicability.
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桥梁的不断发展给桥梁运营安全监测和监测数据

分析预测提出了新的挑战。由于本身设计存在不足，

再加上长期超载荷使用或遭受车辆船只撞击、地震、

台风等强大突加外界因素的作用，导致部分桥梁出现

不同程度的损伤，甚至会发生桥梁坍塌事故。一旦发

生事故，将给国家经济建设和人们正常生活带来巨大

危害，因此为了确保桥梁安全稳定运营，急需建立长

期有效的监测措施和高精度的预测手段对桥梁健康安

全进行实时监测和预报。

随着时间序列数据分析技术的发展，研究人员提

出了各种基于新技术的时间序列预测方法 [1-2]，如吴

杰[3]等将小波神经网络应用于桥梁位移时间序列预测

中；朱利明[4]等将分解算法中小波分解和完全集合经

验模态分解（CEEMDAN）与ARIMA模型相结合，并

成功应用于斜拉桥SHM应变时间序列监测数据分析预

测任务中；栾元重[5]等将RBF应用于桥梁变形水平位

移时间序列预测。上述方法虽然具备很多优点，可以

取得不错的预测效果，但也存在明显缺陷，如ARIMA
模型面对非平稳、不规则的桥梁变形数据时，很难满

足预测精度要求；小波神经网络和RBF均为普通神经

网络，由于层数不深，很难提取桥梁变形时间序列深

层次的特征，且不具备信息存储能力。近年来，深度

学习以其强大的学习能力引起人们的广泛关注，其中

深度神经网络LSTM充分考虑了时间序列相邻数据的

依赖性和相关性，更加适用于时间序列数据分析，被

广泛应用于情感分析[6]、风速预测[7]、环境污染预测[8]
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等领域，并取得了不错的效果。然而，目前LSTM网

络应用于桥梁变形预测领域的研究还很少。本文将

LSTM 网络引入桥梁变形预测，通过引入 CEEMDAN
构建了基于CEEMDAN-LSTM的桥梁变形时间序列预

测模型，并验证了该模型在处理桥梁变形时间序列预

测任务中的可行性和优越性。

1 研究方法

1.1 CEEMDAN算法

Torres 等于 2011 年在 EMD、EEMD 和 CEEMD 分

解算法的基础上提出了CEEMDAN分解算法。该算法

加入了自适应噪声，通过计算唯一的余量信号获得

一系列本征模态函数 IMF 子序列，能有效地克服

EMD 中存在的模态混叠问题，也能解决 EEMD 和

CEEMD 为减少重构误差增加集成次数引发的计算效

率低下问题。

1） 将一系列自适应白噪声加入原始信号 x(t) ，

则有：

xi(t)= x(t)+ω0ε
i(t) iÎ{1I} （1）

式中， ω0 为噪声系数； εi(t) 为第 i 次添加的自适应白

噪声； I 为集成次数，通常设置为10  20 ； xi(t) 为第 i

次加入白噪声后的信号。

2）分别对 xi(t) 进行EMD分解，获得第一个 IMF
分量，并取其平均值：

c1(t)=
1
Iåi = 1

I

ci
1 （2）

r1(t)= x(t)- c1(t) （3）
式中， ci

1 为对 xi(t) 信号进行EMD分解得到的第一个

IMF分量， r1(t) 为第一个余量信号。

3）对加入自适应噪声的余项进行EMD分解，获

得第二个 IMF子信号，即

c2(t)=
1
Iåi = 1

I

E1(r1(t)+ω1E1(ε
i(t))) （4）

4）计算其余的 IMF子信号，则有：

rk(t)= rk - 1(t)- ck(t) k = 23K （5）
ck + 1(t)=

1
Iåi = 1

I

E1(rk(t)+ωk Ek(ε
i(t))) （6）

式中， K 为模态的总个数。

5）若余量信号的极值点不超过两个，说明余量

信号不能再分了，算法停止。余量信号可表示为：

R(t)= x(t)-å
k = 1

K

ck(t) （7）
原始信号 x(t) 经过CEEMDAN分解后则可表示为：

x(t)=å
k = 1

K

ck(t)+R(t) （8）
1.2 LSTM网络

LSTM 网络是 Hochreiter S[9] 等在循环神经网络

（RNN）的基础上提出的。RNN 是一种拥有“记忆”

能力的深度神经网络，网络某时刻的输出不仅与该时

刻的输入有关，还与前面时刻的输出有关。具体结构

见图 1，左边是一个统一的表达形式，右边是左边的

展开图解， st 为隐藏层第 t 步的状态，为RNN的记忆

单元， xt 为第 t 步的输入， ot 为第 t 步的输出，网络

中每一层参数W、V、U 是共享的，这也是RNN最突

出的一个优势，因为传统神经网络中每一层的参数都

是不同的。在RNN中预测 yt 时，需要同时使用 xt 和

xt - 1 的信息，即可有效保留时间维度的历史信息。

V V V V
W

W

W W W
U U U U

s
st - 1 st st + 1

ot + 1ot - 1
ot

o

x xt - 1 xt + 1xt

Unfold

图1 RNN网络结构

RNN前向传播公式为：

a
(t) = σ(z

(t)
)= σ(Wax x

(t) +Waaa
(t - 1) + ba)

ŷ
(t) = σ(Wyaa

(t) + by) （9）
其中隐藏层的激活函数一般采用 Tanh 函数，输

入、输出函数通常采用 Sigmoid和 Softmax函数。RNN
的传播和训练过程与传统神经网络基本相同，不同在

于RNN的训练算法是BPTT算法，而传统神经网络是

BP 算法，BPTT 算法的传播路径是基于时间轴方向

的，BP算法则是层到层之间的。

令第 t 个时间点的网络输出值为：

ŷ
(t) = σ(o

(t)
) （10）

令输入序列最后的时间点为 τ ，第 t 个时间点的

损失函数为 L
(t)
，则网络的最终损失为：

L =å
t = 1

τ

L
(t)

（11）
为便于说明RNN的训练过程，本文采用的损失函

数为交叉熵损失函数，隐藏层和输出层的激活函数分

别为 Tanh 、Softmax函数。根据RNN模型神经元的内

部结构和具体传播过程， V、c、W、U、b 的梯度计

算较复杂，具体的推导过程见参考文献[8]。与传统神

经网络相比，RNN的循环结构可以很好地利用序列上

下文信息之间的关系，参数共享有利于模型训练，可

大大降低模型的复杂程度；但RNN也存在梯度消失的

冯建强等：基于CEEMDAN-LSTM的桥梁变形时间序列预测研究 ··41
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现象。LSTM的提出意在解决RNN网络梯度消失的问

题，二者最大的不同在于隐藏层，LSTM的隐藏层中

加入记忆单元 c 和3个门（输入门 i 、输出门 o 和遗忘

门 f ）来控制信息的流动。LSTM神经元计算公式和

各参数的推导过程见参考文献[8]。
1.3 CEEMDAN-LSTM模型

本文基于“先分解后组合[10]”的思路构建 CEEM⁃
DAN-LSTM 模型。首先利用 CEEMDAN 算法分解经

过数据预处理的时间序列，以实现时间序列的平

稳化和降噪，进一步挖掘时序信号中不同时间尺

度的特征信息，降低模型构建的难度，提升模型

的预测精度；然后分别对分解得到各本征模态分量

(imf1、imf2、、imfn) 和残差趋势项 res建立LSTM预

测模型，并进行训练预测；最后将各子序列的预测值

叠加得到CEEMDAN-LSTM模型的最终预测结果。

2 实例分析

2.1 实验数据与预处理

本文的实验数据选自某大桥南索塔 GPS-RTK 接

收机 2009-01-01—2011-12-31 获得的 X 方向的变形

监测数据。该桥梁变形监测系统的坐标系为桥轴线坐

标系，正方向为长江北向（N 方向），并与桥轴线平

行。首先对数据进行剔除粗差、插值缺失值等预处

理，再对当天所有符合误差要求的数据求均值，作为

当天的变形观测数据，得到序列长度为 1 095的 X 方

向的变形时间序列数据。

由于变形时间序列数据值较大且相邻时间点的值

较接近，为了更加直观体现变形时间序列的变化特征

和各类时间序列预测模型的预测效果，需对序列进行

进一步处理，即将各时间点的监测数据分别减去时间

序列数据的平均值，得到用于预测实验的 X 方向变形

序列。为消除不同纲量对模型的影响以及提高时间序

列预测模型的运行效率和预测精度，需对序列数据进

行归一化处理，本文采用min-max标准化将原始数据

映射到0~1之间。

2.2 CEEMDAN-LSTM模型构建

2.2.1 实验细节与参数设定

实验中所有神经网络模型均基于Python3.7平台和

Tensorflow2.0深度学习框架搭建而成。为了更好地体

现各种模型的预测效果和公平性，实验中每种时间序

列预测模型都经过多次试验取得预测效果较好的一组

超参数。对于RNN和LSTM网络，隐藏层神经元数目

为100，初始化学习速率为0.001；对于MLP网络，隐

藏层神经元数目为 100，学习率为 0.001；对于 SVR，

在 Python3.7 平台下调用 LIBSVM 工具箱进行参数寻

优，确定惩罚因子和核函数参数；对于 ARIMA 模

型，通过观察ACF和PACF图的拖尾截尾情况，并结

合AIC准则和BIC准则确定阶数 p 和 q 的取值，差分

参数 d 取1。其中，神经网络都采用Adam算法进行模

型的优化和训练，MLP、RNN和LSTM统一设置用于

训练的最大迭代次数为 100，训练批量大小为 16，所

有实验训练集和测试集均按照4∶1的比例划分。

本文采用滑动窗口的方法确定各时间序列预测模

型的输入，通过试验的方法获取最优Lag Window[11]的

取值，以探究在不同的Lag Window取值下各时间序列

预测方法的预测精度。Lag Window 的取值范围为 5~
50，中间间隔为 5，分别计算各取值下不同预测方法

对应的 SMAPE误差（图 2），最终确定 Lag Window为

15时，各模型均可取得最佳预测效果。
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图2 各预测模型在不同Lag Window下SMAPE误差的

变化情况

2.2.2 LSTM网络有效性验证

本文首先通过实验验证基于LSTM网络的时间序

列预测模型在桥梁变形时间序列预测任务中的有效

性。实验直接对比了LSTM网络与常用时间序列预测

方法的预测效果。为体现实验的公平性，除 ARIMA
预测方法外，其他预测方法的Lag Window统一固定为

15。所有预测方法都将利用训练集进行模型的拟合训

练，运用训练好的模型对测试集数据进行预测验证。

本文通过计算各预测方法的RMSE、MAPE和 SMAPE
来对比其预测精度（表1）。

表1 LSTM网络与其他相关预测模型预测结果对比

模型

ARIMA
MLP
SVR
RNN
LSTM

RMSE/cm
2.032
1.985
1.962
1.504
1.318

MAPE
0.678
0.616
0.613
0.474
0.451

SMAPE
39.836
33.001
32.808
27.812
26.778

2.2.3 CEEMDAN-LSTM模型构建

为了能更好地实现桥梁变形时间序列的平稳化和

··42
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降噪，降低模型构建的难度，提升模型的预测精度，

本 文 在 LSTM 网 络 的 基 础 上 进 一 步 构 建 CEEM⁃
DAN-LSTM 模型。该大桥南索塔 X 方向变形序列经

CEEMDAN分解后的结果如图 3所示，第一行为桥梁

变形 X 方向时间序列， imf1~imf5 为频率由高到低的

本征模态函数时间序列； imf1~imf2 时频特征起伏变

化明显，表明桥梁变形受随机因素影响； imf3~imf5

时频具有明显的周期性特征，说明桥梁变形时间序

列具有一定的周期性；余量时频特征较平缓，表明

桥梁变形时间序列的长期趋势；重构后相对百分比

误差达到 10-10 数量级，表明桥梁变形时序数据得到

完全分解。

桥梁变形时间序列经 CEEMDAN 算法分解完成

后，按照 4∶1的比例配置训练集和测试集，对每个

子序列构建 LSTM 预测模型，再相互叠加得到

CEEMDAN-LSTM模型的最终预测结果。本文将预测

结果与其他模型的预测结果进行对比，如表 2 所

示，可以看出，CEEMDAN-LSTM模型的预测精度最

高，说明加入 CEEMDAN 分解算法可有效提升模型

的预测精度。
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图3 X 方向时间序列的CEEMDAN分解结果

表2 CEEMDAN-LSTM模型与相关模型对比实验结果

模型

LSTM
EMD-LSTM

CEEMDAN-LSTM

RMSE/cm
1.318
1.226
1.054

MAPE
0.351
0.335
0.329

SMAPE
26.778
20.072
18.579

3 结 语

本文将深度神经网络中善于处理序列数据的

LSTM 网络引入桥梁变形时间序列数据的预测任务

中，实验结果表明，与当前主流的时间序列预测方法

相比，LSTM网络对处理具有相关性和依赖性的时序

数据具有独特优势。在 LSTM 网络的基础上，加入

CEEMDAN 构建基于 CEEMDAN-LSTM 的桥梁变形时

间序列预测模型。实验结果进一步证明：该模型既能

较好地保留桥梁变形时间序列数据集的变化细节和特

征信息，又能更好地挖掘时序数据内部的变化规律，

可有效提升模型的预测精度，为桥梁安全管理提供一

定的参考依据。
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