
深度学习智能解译支持下的 DEM 生成方法

摘 要：当前深度学习技术极大提升了遥感数据的自动化处理能力，针对DSM到DEM生产过程中降高区域提取环节，采用深

度学习语义分割的U-Net模型实现了降高区域的自动提取，构建了面向DEM生产的样本分类系统，形成了规范化样本标注技

术方法和优化后的DEM制作技术流程，并在DEM生产实践中检验了该方法的实用性。结果表明，在地表景观层次分明、地物

可辨性高的场景下，能得到较好的降高区域提取结果，分类精度可达0.952。相较于传统人工勾绘或逐图幅监督分类的降高区

域提取方法，深度学习智能解译辅助下的DEM生产效率可整体提高20%~30%，且能确保区域尺度DEM产品的协调一致性，具

有重要的实用价值。
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DEM Generation Method Based on Deep Learning Intelligent Interpretation
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Abstract: At present, deep learning technology has greatly improved the automatic processing ability of remote sensing data. For the extraction

of height reduction area in the production process from DSM to DEM, we adopted U-Net model of deep learning semantic segmentation to real-

ize the automatic extraction of height reduction area. At the same time, we constructed a sample classification system for DEM production,

formed a standardized sample labeling technology method and DEM production technology flow after optimization, and tested the practicability

of this method in the DEM production practice. The result shows that this method can get better classification results in the scene with clear sur-

face landscape and high ground object identifiability, and the classification accuracy can reach 0.952. Compared with the traditional height reduc-

tion area extraction method of manual sketching or map by map supervised classification, the overall DEM production efficiency assisted by deep

learning intelligent interpretation can be improved by 20%~30%, and ensure the coordination and consistency of regional scale DEM products,

which has important practical value.
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数字高程模型（DEM）是通过规则格网点描述地

面高程信息的栅格数据集，广泛应用于工程测量、地

形三维建模、辅助遥感影像分类、地质勘察参考等领

域。DEM的获取方法包括外业实地测量[1]、光学遥感

立体卫星测量[2-3]、激光雷达[4]以及合成孔径雷达干涉

测量 [5]等，其中基于 ZY-3 号卫星影像生产 DEM 成为

测绘部门获取地形数据的重要手段[6]，在少量控制点

的条件下，DEM产品高程精度可优于 3 m，平面精度

可优于4 m[7]，为新型基础测绘、实景三维、天地图等

应用提供了高效、高精度的立体影像和地理信息产

品 [8]。采用 ZY-3 号卫星影像生产 DEM 包括数字表面

模型（DSM）提取和基于DSM数据的非地面点滤除两大

技术流程。DSM提取主要是基于作业区立体卫星数据

及其对应的区域网平差优化后的RPC参数建立立体像

对，再通过多模型、多基线算法自动匹配对云、雪、

阴影覆盖区域，水域以及其他异常匹配区域进行人机

交互编辑，得到精细化的 DSM 成果。DEM 生产以

DSM成果为数据源，首先对植被、房屋建筑、桥梁等

具有表面高程信息的地物（降高区域）进行自动滤波

处理，获取真实地表的高程值（图1）；再结合人工立

体量测，对滤波后高程值不准确（密集林地、高大建

筑区、沟、谷等）区域进行人工处理，得到最终的
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DEM产品。降高区域提取是DEM生产流程中最耗时

的环节，也是影响DEM成果一致性的主要因素，传统

作业中主要基于与DEM空间位置相匹配的数字正射影

像 （DOM），采用人工采集和监督分类两种方法获

取，前者提取精度高，但较耗时耗力，增加了DEM生

产时间，且不同作业人员对地物提取存在一定的认知

差异；后者以图幅为单元，需人工均匀绘制ROI，分

类结果过渡依赖于ROI区域的选取，分类一致性也受

到一定影响，且存在大量图幅接边工作。

DSM DEM
图1 DSM与DEM关系示意图

近年来，深度学习在信息处理方面显现出很大优

势，遥感图像分类技术也因此而趋于智能化[9-10]。相对

于传统机器学习方法，深度学习具有更多的运算层

级，极大地提高了含有大量未知信息的遥感图像的分

类精度，进一步提升了影像自动分类能力[11]，能较好

地契合测绘生产中的大尺度分类需求。深度学习中的

卷积神经网络（CNN）被广泛应用于影像处理中，而

全卷积神经网络（FCN）能获得影像像素级的分类结

果，实现像素级的图像分类 [12-13]。 U-Net[14]、 Seg⁃
Net[15]、Deeplab[16]系列等模型均被广泛应用于遥感影像

语义分割的研究和应用中[17-18]。其中，基于编码器—

解码器结构的U-Net模型能在样本量较小的情况下取

得较好的分类效果，可通过扩大网络解码器容量来

改进 FCN 结构，为编码和解码器模块添加了收缩路

径，实现更精确的像素边界定位，且分类结果中细

碎图斑较少，成为各类遥感图像分割比赛和实际应

用的首选模型 [19-21]。因此，本文采用U-Net模型探索

了遥感影像数据支撑下的降高区自动提取方法体

系。首先结合 DEM 生产需求，对降高程的非地面物

体区域进行分类和样本标注；然后进行模型训练和

分类预测；最后自动快速提取大范围降高区域。该

方法不仅有效提高了 DEM 的生产效率，而且解决了

接边区域分类结果不一致的问题，进一步优化了DEM
生产技术流程。

1 实验区域与数据来源

根据实际生产需求，本文以欧洲东部乌克兰境内

的平原区为实验区，位于切尔卡瑟州和基洛沃格勒州

交界处，地表景观层次分明、错落有致，斑块破碎度

较低，地类边界清晰，主要地表覆盖类型为林地、耕

地、房屋建筑和水域。

由于降高区域提取只与遥感影像中的地物目标类

型相关，因此本文仅选取平原区开展相关研究工

作，丘陵区和高山区DEM生产时也可参考本文工作

内容自动提取降高区域。影像选取覆盖实验区的

3 景 ZY-3 号卫星数据，经过几何纠正、影像融合

等预处理，获取到 2 m 空间分辨率的多光谱融合影

像，融合成果色差适中，灰度范围总体呈正态分

布，不存在明显的条带和噪声，无云覆盖。其中，

一景影像作为训练数据集，获取时间为 2019-09-14；
另外两景同轨道影像作为测试数据集，获取时间均为

2019-08-30。
2 研究方法

本文生产 DEM 采用的数据源为精编后的 DSM 成

果，对地面点区域不作编辑，非地面点滤波的工作量

主要集中在降高区域提取和人工检查修改环节。研究

路线如图2所示。

DEM       

接边处理

质量检查

DEM       

DSM      样本标注 模型训练

分类预测精度验证

自动滤波

人工检查修改

降高区域提取结果符合要求

定义降高区域

Y

成果

编辑

成果

图2 总体研究路线图

2.1 降高区域类别确定

降高区域是指具有一定高度的地表附着物，主要

包括房屋建筑、桥梁、林地、灌木等非地面区域。由

于桥梁的目标特征较小，且在大范围作业区域中分布

非常稀疏，通常位于河流水系或高等级道路沿线，采

用自适应滤波或人工立体编辑的方法能快速去除高程

信息，得到符合技术要求的地形数据，因此降高区域

类别包括植被、房屋建筑和其他 3种。其中，植被和

房屋建筑是指具有高度信息的地面物体，其他是指不

具有表面高度、与地形高程信息一致的地表物体，如

水域、裸露地、道路等。

2.2 样本标注规则

人工采集获取植被和房屋建筑的样本标签，剩下

区域划分为其他。经过多次测试发现，样本数据的标

注质量将直接影响模型预测效果，因此标注的样本应

具备典型代表性、类间均衡性和类内均质性，标注数

王馨爽等：深度学习智能解译支持下的DEM生成方法 ··33
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量应满足模型训练要求，成果符合精度指标。

首先从一景影像中选取连续或多块独立的可代表

整景地表景观形态的局部区域，区域内每个像素都有

相应的归属类别，避免选取没有明显分界线或因云雪

覆盖、图像质量不佳等因素导致地类较难判读的区

域；然后按照地类的自然边界采集植被和房屋建筑，

原则上目视能看到的地物都应采集并赋予对应的属性

值，但考虑到实际操作性和采集效率，本文将采集图

斑的最小面积控制在 400 像素。地类边界清晰明确

的，可适当缩小采集指标；地类边界不明晰的，可适

当放大采集指标，面积太小无法采集的可“就近就

大”与周围地类合并。采集边线时，重点关注地物的

自然属性以及在影像上的颜色、形状、纹理特性，不

作任何人为推理。

成功训练一个深度CNN需要大量的训练样本，但

实际生产应用中需综合考虑工作量与效率的协调关

系。因此，本文通过综合比对实验，将样本量控制在

0.2~0.3景；且不同类别的样本数量应尽量平衡，不能

差距太大。样本标注结果应同时满足像素分类的平面

精度和属性精度两个指标，平面精度即样本采集的地

物界线和位置与影像上地物边界和位置的对应程度，

对于影像中具有明显地物分类界线的区域，采集精度

应控制在两个像素以内，特殊情况应控制在 5个像素

以内；属性精度是指对采集的样本图斑进行属性赋值

时，与真实地表属性的对应程度，样本矢量成果标注

的属性项赋值应确保与实际地物相符，满足语义一致

性需求。

2.3 U-Net模型训练

本文采用 U-Net 模型提取降高区域信息。U-Net
模型的优点之一是在小样本条件下也能训练出好的模

型，其左侧为压缩通道，可视为一个编码器，由 4个

子模块组成，每个子模块包含两个卷积层，子模块后

为基于最大池化实现的下采样层；右侧为扩展通道，

可视为一个解码器，也包含 4个子模块，影像分辨率

通过上采样处理后逐渐提升，直到与输入图像的分辨

率一致。U-Net模型的每个隐藏层都有较多的特征维

数，有利于模型学习更加多样、全面的特征。模型的

U形结构使影像的裁剪和拼接过程更加直观、合理，

高层特征与底层特征图的拼接以及卷积的反复、连续

操作，使得模型能从上下文和细节信息组合中得到更

加精确的输入特征图[14]。本文采用TensorFlow 开源框

架实现模型训练和预测，模型输入为 512×512×4 的

16位图像块以及对应位置的512×512的样本数据，迭

代次数采用早停法以获得最佳的分类模型；再利用训

练好的模型，将遥感影像分类为植被、房屋建筑和其

他，实现降高区域信息的自动提取。

2.4 分类精度评价

本文利用混淆矩阵评价降高区域自动提取结果的

分类有效性。混淆矩阵是总结分类模型预测结果的情

形分析表，以矩阵的形式将数据集中的分类按照真实

类别与分类模型得到的类别进行汇总。该矩阵由 n 行

n 列组成，其中 n 为类别数量， pij 为分类结果数据中

第 i 类和真实数据类型第 j 类所占的组成部分，

pi + =å j = 1

n pij 为分类得到的第 i 类总和， pj + =åi = 1

n pij

为实际真值的第 j 类总和， P 为样本（像素值）总数。

本文主要基于混淆矩阵，在整个预测分类区域人

工均匀选取真值样本，并赋予实际属性值；再通过混

淆矩阵的总体准确率以及各类别的准确率来评价分类

结果的属性精度[22]。准确率范围在 0~1之间，值越大

分类结果越好，具体表述为：

pc =åk = 1

n pkk /p

3 实验结果与分析

3.1 降高区域提取结果

基于本文提出的降高区域分类系统，依据样本标

注规则，以人工采集的方式获取了精准的标注结果，

样本总量约占整景影像的 20% （图 3）。在此基础上，

利用训练好的模型进行分类预测，得到的降高区域提

取结果见图 4、5，可以看出，采用 U-Net 模型提取

降高区域取得了较好的分类结果，可自动区分降高

区域与非地面点区域（裸露地表、水域等），其中具

有显著植被光谱和纹理特征的区域提取效果最好，如

稀疏林地、密集林地、行道树等，分类结果转为矢量

后，矢量边界与实际地物类型的平面精度总体较好，

约85%的区域可控制在两个像素内；房屋建筑也取得

了较好的提取结果，团聚式与零散房屋建筑均得到了

有效分类，约70%的区域平面精度可在两个像素内。

图3 样本标注结果

··34
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在分类预测影像中，以 1 km×1 km的格网均匀生

成 2 500个采样点，基于高分辨率影像底图，通过专

家解译的方式获取真值，采用混淆矩阵评价降高区域

分类结果的精度，计算得到的总体准确率为 0.952，
植被类型准确率为 0.975，房屋建筑类型准确率为

0.901，降高区域提取结果可满足生产需求。

0 3 6 12 18km

03.25 6.5 13 19.5km

植被

房屋建筑

图例

植被

房屋建筑

图例

0 3 6 12 18km

03.25 6.5 13 19.5km

图例
降高区域

植被

房屋建筑

图例

图4 降高区域分类提取结果

a 植被 b 房屋建筑

图5 降高区域提取边界局部图

3.2 DEM生产效率评估

降高区域提取成果是自动滤波的关键数据源，也

是影响DEM最终产品质量的关键因素。本文提出的深

度学习智能解译辅助方法通过模型训练和分类预测提

取了植被和房屋建筑，得到了较好的分类结果，人工

微调后得到最终的降高区域。由于降高区域是为后续

自动滤波提供控制范围，类别边界精度有一定的放宽

尺度，个别区域分类结果边界精度未达到两个像素

以内也对后续滤波工作影响甚微，因此该方法基本

可实现降高区域的自动提取，无需过多人工干预，

对自动解译结果进行过滤后即可满足生产需求，使

立体卫星遥感测量方法获取 DEM 的工程技术流程得

以优化。

为了更好地验证本文方法的有效性，针对降高区

域提取环节，选取不同地形地貌和地表景观区域，采

用传统监督分类和人工勾绘分类方法进行DEM生产效

率比较验证。传统监督分类方法主要是基于影像数

据，人工均匀选取一定数量的 ROI，采用最大似然、

支持向量机、最小距离等监督分类方法自动得到降

高区域的分类提取结果；人工勾绘分类通过专家目

视解译的方式，基于影像底图，采集植被和房屋建

筑区域，得到降高区域的矢量边界（图 6a），再依据

实际地物场景，采用三角网内插、距离加权内插、

均值滤波、中值滤波、光滑等算法滤除区域内地物

的高程，然后通过ZY-3号三线阵影像恢复真实立体

环境，进行人工精修编辑，得到最终的 DEM 成果

（图6b）。

b 精修后的DEM成果a 降高区域边界提取

图6 人工勾绘分类方法

以 1幅 1∶50 000图幅为例，分别采用本文方法、

监督分类方法、人工勾绘分类方法提取降高区域，并

评估 3种方法的作业效率，效率差异主要体现在降高

区域提取环节。由综合效率评估情况（图 7）可知，

人工勾绘分类方法虽然提取精度最高，但整个DEM生

产需要 3 d；监督分类方法的 DEM 生产时间为 2.5 d；
而本文方法可 2 d完成DEM生产，表明采用深度学习

智能解译方法提取降高区域，可提高20%~30%的工作

效率。

深度学习自动分类

监督分类

人工勾绘分类

0 0.5 1 1.5 2 2.5 3 3.5 /d
降高区域提取 自动滤波 人工检查修改

图7 不同DEM生产方法效率比对

另外，相较于传统监督分类，本文方法对DEM成

果质量具有一定的提升作用。针对较大区域的DEM生

产，通常需按一定格网大小划分为不同的生产单元，

采用监督分类提取降高区域时由于不同技术人员对于

ROI选取的认知差异，导致相邻生产单元之间降高区

域范围存在不一致，尤其是低矮、稀疏或在地形复杂

区域相间分布的灌木林地，进而影响最终DEM产品的

质量；而本文方法可有效避免该问题，以样本区域为
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核心，通过模型训练和分类预测方法不断扩展，分类

成果具有较高的一致性。

4 结 语

针对传统卫星影像立体测图方法生产DEM过程中

降高区提取费时费力且一致性差的问题，本文提出了

一种基于U-Net模型的降高区自动提取方法，优化了

DEM生产技术流程，并在生产实践中验证了该方法的

有效性。结果表明，在地表景观层次分明、地物可辨

性高的场景下，基于深度学习的降高区自动提取方法

可替代传统作业方法，研究成果为生产提供了更优化

的DEM生产技术路线，降高区域提取环节仅需投入个

别技术人员，集中处理整个作业区，大幅提高了DEM
生产效率，还提升了最终DEM成果的一致性，为智能

时代测绘遥感新突破做出了初步探索。

本文分别从实验研究和生产作业实践两个方面验

证了基于深度学习的降高区域自动提取方法的有效

性，但研究范围是根据生产任务区实际情况，存在一

定的局限性。尽管降高区域提取与遥感影像中的地物

目标类型相关，与地形因素相关性不大，但在丘陵

区、高山区以及各类地形复杂交错区域DEM生产中的

自动提取效果仍需开展进一步定性、定量的研究实

验。后续研究将选取不同地表景观和地形复杂程度的

区域开展实验，综合验证该方法的有效性；并通过不

断扩展和累计样本数据，使该方法能在全国甚至全球

大区域DEM生产中发挥更大的应用价值，为人工智能

在测绘产品生产中的应用提供科学依据。
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