
三维激光扫描系统作为对地观测系统中数据收集

最重要的技术之一，具有快速获取大规模、高精度地

面信息的优势，且在各种地理信息产品（城市规划、

环境监测和电力线检测等）生产中起着越来越重要的

作用 [1]。通过机载三维激光扫描系统对城市进行扫

描，可直接获取具有坐标和几何属性（如强度）的大

规模三维激光点云。从点云中提取各种类型的地理信

息首先需对点云进行语义分割[2]。然而，由于传感器

噪声、复杂的对象结构、不完整的点和不均匀的点密

度，准确而有效的点云语义分割仍是一项艰巨的任

务[3]。早期的机载激光点云分类问题主要通过机器学

习的方法解决。通常点云分类任务是先局部和全局提

取代表点特征，再利用学习到的特征表示将每个点分

类为预定义的语义类别[4]。这些方法首先计算几何特

征，然后通过特定的分类器最大程度地区分各种语义

特征[5-6]，从而实现逐点语义分割；但原始点云的特征

计算能力有限，且过于依赖特定的先验信息或规

则 [7]，独立估计每个点的局部特征并生成标签预测，

结合局部与全局特征的点云语义分割卷积网络

摘 要：点云语义分割在许多与点云相关的应用程序中具有重要作用，特别是对于机载激光点云，精确的注释可大大扩展其在

各种应用中的用途。然而，受限于传感器噪声、复杂的对象结构、不完整的点和不均匀的点密度，准确而有效的语义分割仍是

一项艰巨的任务。因此，提出了一种结合局部与全局特征的机载激光点云语义分割网络。首先利用改进的渐进三角化不规则网

络致密化滤波算法将点云划分为地面点和非地面点，然后针对非地面点分别提取局部和全局特征，再聚合局部特征和全局特征

并获得点标记结果，最后基于图优化模型进行语义标签优化。为评估该方法性能，在一个大规模机载激光点云数据集中进行测

试实验。结果表明，该方法在DALES基准数据集上的总体精度可提高至97.4%，对8个语义类进行分类，mIoU为78.2%。与其

他较前沿方法相比，该方法可实现更高的分割精度。
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Abstract: Point cloud semantic segmentation plays an essential role in point cloud related applications. Especially for the airborne laser point

cloud, accurate annotation can greatly expand its use in various applications. However, accurate and efficient semantic segmentation is still a chal-

lenging task, due to the sensor noise, complex object structures, incomplete points and uneven point densities. In this paper, we proposed a air-

borne laser point cloud semantic segmentation network combining local and global features. We adopted the improved progressive triangulation

irregular network densification filtering algorithm to divide the point cloud into ground points and non-ground points at first. And then, we ex-

tracted local and global features for non-ground points, aggregated the local and global features, and obtained the point labeling result. Finally,

we performed semantic label optimization based on the graph optimization model. We conducted comprehensive experiments on a large-scale air-

borne laser point cloud dataset to evaluate the performance of this method proposed in this paper. The overall accuracy of this method on the

DALES benchmark data set can be increased to 97.4% to classify 8 semantic classes, and the mIoU is 78.2%. Compared with existing methods,

the method can achieve better performance on accuracy.

Key words: airborne laser point cloud, semantic segmentation, deep learning, rear optimization

收稿日期：2021-08-13；修回日期：2021-11-30。
项目来源：青海省自然保护地三维实景游览建设资助项目（63000021T000000009010）。
第一作者简介：宋秀容（1984—），工程师，研究方向为航测遥感数据处理，E-mail：cehuitg@sina.com。

引文格式：宋秀容, 全雪贞, 张洁, 等. 结合局部与全局特征的点云语义分割卷积网络[J]. 地理空间信息, 2023, 21(3): 25-30. doi:10. 3969/j.issn.
1672-4623.2023.03.006

Mar., 2023
Vol.21, No.3

地 理 空 间 信 息
GEOSPATIAL INFORMATION

2023 年 3 月
第21卷第 3 期

（1. 青海省基础测绘院，青海 西宁 810001；2. 青海省自然资源遥感中心，青海 西宁 810001）
宋秀容 1，全雪贞 1，张 洁 1，赵闯姓 2



地理空间信息 第21卷第3期

并未考虑邻域点之间的标签一致性，因此语义分割结

果易受噪声和标签不一致的影响[8]。一些研究试图通

过马尔科夫随机场和条件随机场等优化模型整合上下

文信息[9-10]，增强标签平滑度以提高性能；但这些基于

机器学习的点云分类方法综合利用手工制作的特征来

表征输入点云中的每个点，当应用于大规模野外场景

时，它们的泛化性有限。

近年来，深度学习方法在场景分类、目标检测、

变化检测、高光谱图像分类等应用中均取得了显著成

功。顺应这一趋势，研究人员一直将注意力转向采样

一些深度学习模型解决三维点云语义分割问题。例

如，为了利用卷积神经网络（CNN）的强大功能，有

些方法将原始点云投影到二维图像中，再利用传统的

CNN机载点云分类[11-12]，通常需要手工制作的特征来增

强二维特征图像表示，且由于三维到二维转换过程中的

信息丢失，分类性能受到限制。将无序点云体素化为规

则三维网格的方法是处理点云以适应深度神经网络的

替代方法，如Schmohl S[13]等先将ALS点云体素化，再

投入到子流形稀疏卷积网络进行处理。然而，体素化

不可避免地导致信息丢失并生成伪影，对三维特征的

学习产生负面影响。此外，存储在体素结构中的大量

未占用网格将导致高内存需求[14]。一些研究人员也尝试

直接在原始点云上应用卷积算子，并利用深度神经网

络学习高级点特征，如Yousefhussien M[15]等提出了一个

完全卷积网络，它将输入点云的原始坐标和从相同位

置的地理参考图像中提取的3个附加光谱特征作为输

入，用于逐点分类；WANG S[16]等开发了多尺度深度神

经网络，以实现更强大的特征学习，并进一步提高了

点云分类性能。这些方法首先利用共享的MLP网络提

取每点特征；然后利用下采样块将每个点的特征聚合

到基于集群的特征中；最后利用另一个MLP网络后跟

Softmax分类器进行逐点分类。WEN C[17]等提出了一种

用于点特征提取的方向约束卷积算子，并设计了一种

用于点云分类的多尺度全卷积网络；Arief H A[18]等开发

了Atrous XCRF模块来增强原始PointCNN模型，并在

机载LiDAR点云分类方面开发了有益性能。在林业领

域，WANG Y J[19]等提出基于KNN搜索的三维点云语义

分割方法，改进了现有方法在局部点云特征提取方面

的不足，有效提高了语义分割的精度。尽管这些基于

点云的方法在机载激光点云分类方面取得了出色效

果，但由于点云数据的密度分布不均匀，它们不能充

分识别细粒度的局部结构。为了解决该问题，LI X[20]等

利用密度感知卷积将每个点的逆密度馈送到另一个

MLP网络以进一步增强，并采用上下文编码模块正则

化器对全局语义上下文进行正则化。

考虑到点云的固有拓扑信息，这两年研究人员将

图卷积神经网络用于无序三维点云分类。图形化模型

可自然地表示三维场景，再将图形结构化的数据嵌入

新设计的网络中[21]。梁振明[22]等提出了一种多尺度动

态图卷积网络，首先利用最远点采样方法采样三维点

云数据集的代表点，降低模型计算复杂度；然后利用

不同尺度的K最邻近节点聚合方式对图中每一个中心

节点的K最邻近节点进行定位；最后利用边卷积操作

对中心节点及其邻接节点的局部属性特征进行提取与

聚合，实现点云分类。为了顾及点之间的全局上下文

关系，WEN C[23]等提出了一种用于机载激光点云分类

的全局局部图注意力卷积神经网络。该网络结合了边

缘注意力和密度注意力的局部注意力模块，以及全局

注意力模块。局部边缘注意模块根据相邻点的空间位

置关系动态地学习卷积权重，卷积核的接受场可以动

态适应点云的结构；局部密度关注模块解决了非均匀

采样点云数据的密度分布不均匀问题。为了更好地获

取点云的全局上下文信息，通过计算每两个点之间的

欧氏距离来实现全局关注模块，并利用MLP网络来学

习它们的关注权重。最近，注意力机制变得越来越流

行，因为它可提供参数的重要性分数，有助于改善判

别特征和抑制干扰。HUANG R[24]等研究了远程空间关

系和通道关系的重要性，首先利用局部空间差异注意

力卷积模块学习局部几何描述和局部依存关系，然后

研究由空间关系感知注意力模块和通道关系感知注意

力模块组成的全局关系感知注意力模块，进一步了解

二者之间的全局空间和通道方向关系。

1 研究方法

本文方法主要由4个模块构成（图1）：①地面点

提取，通过改进的渐进三角化不规则网络致密化滤波

算法将点云划分为地面点和非地面点；②局部特征提

取；③全局特征提取；④标签细化。执行图结构优化

算法，通过构造加权间接图并利用图切割解决优化问

题来实现初始语义标记结果的空间平滑。

1.1 地面点提取

由于机载激光雷达系统的扫描方式和激光脉冲重

复率高，地面点占据了整个场景的很大一部分。大量

的地面点不仅扩大了提取非地面目标的搜索区域，而

且增加了空间复杂度，降低了处理速度。因此，区分

地面点和非地面点是处理原始数据的一个初步但至关
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重要的步骤。为减少待处理的数据量并考虑大场景中

的地形波动，本文采用了一种改进的渐进不规则三角

网致密滤波算法[19]。该算法可快速有效地从各种点中

去除地面点云场景，特别是结构复杂的区域。地面和

地上目标点的分离效果如图2所示。

a 原始点云数据 b 分离后的地面点 c 分离后的非地面点

图2 机载激光点云地面滤波结果

1.2 基于局部区域的点特征提取

PointNet及其衍生算法难以在复杂城市场景中进

行有效的大规模机载点云分类。对于一个网络的训练

和推理，分裂和采样的过程是不可避免的。然而，这

个过程中可能会产生伪影，小物件被切成小块，但该

过程无法提供足够的信息来识别小块。为了提高网络

处理不同尺度对象的能力，本文通过分层数据增强方

法来增强PointNet++处理复杂三维数据的能力。分层

采样策略为对象完整性和细粒度细节提供了一种权衡

解决方案，即首先在训练阶段，对用于训练的整个点

云重复实施 3轮细分，每轮子点集的尺度不同，子点

集以固定的点数呈现，换句话说，每一轮细分将使用

不同的尺度来约束子点集的大小，以便将点云细分为

具有预定义和固定点数的非重叠子点集，经过 3轮细

分后，整个场景以不同尺度的子点集呈现，在下采样

步骤之后，所有子点集均被馈送到网络中，以确保以

一致的方式提供输入，可使训练网络在处理范围广泛

的对象时具有更强的泛化能力；然后对用于测试的点

云进行相同的细分和下采样处理，训练和测试过程的

区别在于，不同尺度的细分点集没有一起输入网络，

输入每个尺度中的子点以获得深层特征，再对原始点

云中不包含在网络输入中的点进行插值以获得深度特

征向量，因此所有不同尺度细分的点均可分配一个包

含不同级别上下文信息的深度特征向量；最后可将来

自不同尺度的深度特征连接起来，形成一个多尺度的

深度特征向量。

1.3 全局信息嵌入

由于每个卷积层只有一个局部感受野，且逐点特

征不能编码局部区域之外的信息和对象之间的关系，

因此逐点特征仅代表局部几何，不足以探索大型物体

的内在结构和物体之间的相互作用。缺乏全局上下文

限制了ALS点云中户外场景的逐点预测网络性能。为

了获得更好的性能，从全局角度来看，对象级别的空

间依赖性应被利用并与局部几何特征相结合。受超点

图[25]的启发，本文在由几何同质点组成的段上构建图

以捕捉对象之间的关系。通过结合分段特征和逐点特

征，网络自适应地编码局部—全局特征，从而在ALS
数据集上实现更好的语义预测。

首先，通过无监督算法[26]在训练前基于预定义的

几何特征和强度将点云分割成块。与在训练期间根据

更新的特征动态聚类点的神经网络[27]不同，该网络采

用固定的图结构，且所有段标签都继承自初始分割。

这种固定结构的计算效率更高，因为它不会为每次训

练迭代在高维特征空间中搜索KNN邻居。然后，根据

段 标 签 将 获 得 的 逐 点 特 征 聚 合 到 节 点 特 征

MÎR
Ns ´C3 ，其中 Ns 为场景中的段数。在一个点云块

内，节点特征被计算为所有块中点特征的平均值。对

于每个节点 { }sij|j < ( )Ns - 1 ，与场景中的所有其他节

点构建一个图。中心节点 si 的特征用 miÎR
C3 表示，

sij 的特征用 mijÎR
C3 表示，边缘特征用 eij =mi -mij 表

示。利用边缘条件卷积捕获不同段之间的上下文信

息，并通过 softmax 归一化以获得全局注意力图

wÎRN 。最后，受PointNet++[28]的启发，基于上述融合

局部与全局特征的卷积模块，以端到端的方式开发了

编码器—解码器，将包含与原始点集相同数量的多层

次特征几何送入1×1卷积，以获得每个点的语义标签。

1.4 全局图优化

分类结果缺乏一致性，需要考虑更多的上下文信

息来优化结果。本文将点云最优分类标签配置的解决

方案形式化为马尔科夫随机场（MRF）的最大后验概

率估计问题，表述为能量函数最小化，即

L* = arg min( )Edata( )L + λ ´Esmooth( )L （1）
其中， Edata( )L 为一阶数据项，用于衡量标签与原始

数据之间的差异； Esmooth( )L 为二阶平滑项，主要描述

基于局部上下文信息的局部邻域中标签的不一致； λ

为一阶能量项与二阶能量项之间的权重系数。

现有方法不能直接使用特定的数学模型来表达和

优化MRF模型问题，因此概率分布问题被转化为能量

非地面点

局部特征

全局特征

地面点

特征融合

图1 本文机载激光点云语义分割框架示意图
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函数，点云分类的最优解则通过最小化能量函数获

得。迭代条件模型、模拟退火等大多方法在解决方案

质量方面均取得了相当好的结果，但对于大规模点

云，采用较大的K值仍会带来巨大的计算负担，因此

本文通过图割算法对能量函数进行最小化。该方法在

每次迭代中修改标签，减少迭代次数，以实现高效的

能量优化计算。

能量函数的计算主要包括一阶和二阶项。一阶能

量函数主要衡量预测值与真值的不一致性。本文以局

部最优特征的后验概率估计来表示能量函数，即

Edata( )L =å
iϵP

D( )li （2）
根据邻接关系计算相邻边的权重，再计算二阶能

量函数，计算公式为：

Esmooth( )L = å
i jÎN

Vi j( )li lj （3）
为了选择最优 λ，即均衡数据项和平滑数据的系

数，本文分析了 λ对数据集A标记性能的影响。将 λ

分别设置为 0.5、0.75、1.0、1.25、1.5、1.75和 2，通

过多次测试，初始标记结果随着 λ的变化而改善，当

λ =1.5时，分类精度达到峰值。较大的 λ意味着对使

用的类别数量施加更多的成本，但可能会导致标记点

云结果过于平滑；而较小的 λ意味着对该区域使用的

类别数量的惩罚较小，将导致无法有效纠正的错误标

签数量较多；将 λ设置为 1.5可达到平衡，并获得最

高的分类精度，从而获得有希望的精细标记结果。初

始标签通过α-expansion算法进行调整，主要是将错误

的类别合并到大多数周围的类别中，从而减少局部分

类的不一致性。

2 实验结果与分析

2.1 实验数据与评价指标

本 文 通 过 Dayton Annotated LiDAR Earth Scan
（DALES）数据集 [29]评估本文方法的性能。DALES 数

据集是ALS基准数据集，拥有超过 5亿个手工标记的

点，跨越10 km2的区域；是最广泛的公开可用ALS数

据集，其点数是其他当前可用的带注释的航空点云数

据集的 400倍以上，分辨率是其他数据集的 6倍，平

均点密度约为 50点/ m2。在数据集中考虑了地面、植

被、汽车、卡车、电力线、电线杆、围栏和建筑物

8 类对象，共包含 40 个切片，其中 29 个用于训练、

11个用于测试。每个瓦片覆盖0.5 km2的区域，约包含

1 000万个点。DALES数据集提供了大量专家验证的

手工标记点，用于评估新的三维深度学习算法，有助

于将当前算法的重点扩展到航空数据。本文采用交集

（IoU）、总体精度（OA）和平均 IoU（mIoU） 3个指标

评估本文方法的性能，利用 IoU评估每个类别的分类

性能，利用OA和mIoU来评估方法在整个测试数据上

的性能。

2.2 实验设定

实验硬件环境为两块 Nvidia RTX 1 080Ti，RAM
为16 GB。软件环境采用ubuntu16.04下的 CUDA10.2+
CUDNN7.6.5 + Python3.6 + Anaconda3.6 + Pytorch1.0。
DALES数据集是一个较庞大的数据集，因此本文对

其进行了划分，所有数据被细分为 20 m×20 m 的子

块，没有重叠。为了满足网络的输入要求，将每个子

块的点重新采样为大小为 8 192的点集。训练期间批

处理块的大小为 1 000，批量大小设置为 8，模型的

初始学习率为0.02，学习衰减率为0.9，训练迭代次数

为500次。

2.3 实验结果

DALES数据集部分点云的语义分割结果如图 3所

示，其中图3a为原始点云可视化，由每个点的高程着

色；图 3b 为语义分割结果，不同类别以不同颜色点

缀，可以看出，本文方法在大规模城市机载点云语义

分割方面具有良好的性能，但仍存在一些路边设施识

别错误的案例，大多数错误案例是由场景复杂和不完

整对象的欠分割引起的。

a 原始点云可视化

b 语义分割结果

地面 建筑 汽车 货车 杆状物 电力线 护栏 植被

图3 基于DALES数据集语义分割的结果示例

KPConv[30]、PointNet++[28]、SPG[25]、ShellNet[31]、Po-
intCNN[32]和本文方法的分类结果如表 1所示，可以看

出，KPConv 架构在 DALES 数据集上的 OA 和 mIoU 最

高，具有更强的表现，本文方法也取得了令人满意的

分类结果，排名第二；存在两个大批次的对比度低，

被错误分类，原因之一可能是块大小的选择。尽管本
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文方法倾向于从全局其他点学习远程依赖关系，但连

接仅限于块大小的边界框内。对于大规模数据集，小

块大小足以正确获取小对象的上下文信息；但对于大

对象，小块不足以提供重要的上下文信息。同时，大

块大小会增加内存和运行时间。KPConv 架构与其他

方法（Superpoint Graphs 除外）的区别在于其不依赖

于在边界框中选择固定数量的点，这可能也是 KP⁃
Conv在DALES数据集上表现更好的原因。

表1 基于DALES数据集与不同基线方法的分类结果比较/%

方法

KPConv
PointNet++

SPG
ShellNet

PointCNN
本文方法

地面

97.1
94.1
94.7
96.0
9797..55
96.1

建筑

9696..66
89.1
93.4
95.4
95.7
92.9

汽车

8585..33
75.4
62.9
32.2
40.6
81.2

货车

4141..99
30.3
18.7
39.6
4.8
45.3

杆状物

75.0
40.0
28.5
20.0
57.6
8888..99

电力线

9595..55
79.9
65.2
27.4
26.7
60.9

护栏

63.5
46.2
33.6
60.0
52.6
6666..77

植被

94.1
91.2
87.9
88.4
91.7
9595..11

OA
9797..88
95.7
95.5
96.4
97.2
97.4

mIoU
8181..11
68.3
60.6
57.4
58.4
78.2

注：每个类别的OA、mIoU和 IoU中的最高值用粗体标记。

2.4 消融实验

为评估本文方法每个模块的有效性，本文设计了

一个消融实验来比较 5 个模型：①没有全局和局部

特征的模型（w/o global, w/o local）；②有全局特征模

块但没有局部特征模块的模型 （w global, w/o lo⁃
cal）；③没有全局特征模块但有局部特征模块的模型

（w/o global, w local）；④结合全局和局部特征模块，但

没有后端优化的模型（w global, w local, w/o lr）；⑤完

整的架构（w global, w local, w lr）。5种模型的分类结

果如表 2所示，可以发现，每个注意力模块都在一定

程度上提高了分类性能。

表2 具有模块的模型在DALES数据集上的性能比较

模型

模型（w/o global, w/o local）
模型（w global, w/o local）
模型（w/o global, w local）
模型（w global, w local, w/o lr）
模型（w global, w local, w lr）

OA
91.6
93.4
94.1
97.1
9797..44

mIoU
63.7
65.1
70.2
77.9
7878..22

注：粗体文本表示性能最高的模型。

为验证地面点提取对语义分割结果的影响，本文

设计了另一个消融实验，即分别将分离了地面点的点

云场景和未分离地面点的点云场景投入到语义分割网

络中。实验结果如表 3所示，不难发现，预先提取地

面点，不仅没有降低整体语义分割精度，反而有效提

高了算法的整体运行效率。

表3 地面点提取对语义分割结果的影响

网络输入端

包含地面点

不包含地面点

OA
97.2
97.4

mIoU
77.9
78.2

运行时间/s
5 580
4 475

3 结 语

本文提出了一种直接应用于非结构化三维点云

的新型机载激光点云语义分割网络。该网络分别考虑

了局部结构特征和全局上下文信息，并通过一组对比

实验验证了其有效性。本文方法能根据点云的局部结

构动态学习卷积权重，同时考虑点云的不平衡密度分

布和所有点之间的空间关系。在DALES数据集上将本

文方法与其他较先进的模型进行了比较，结果表明本

文提出的模型优于大多数流行的点云分类模型，并在

OA和mIoU方面实现了较先进的性能。。
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