
随着我国社会进程的飞速发展，基础设施建设达

到了空前的水平。其中，道路作为一种连续的线性地

物，在社会发展和城市建设中具有重要的地位[1]。准确

获取当前路网覆盖情况一直是一大热门研究领域[2]。在

过去，对于道路的制图工作通常采用实地勘察的方

式，这些受到工作量大、人工成本高的限制。近年

来，随着遥感技术的不断发展，以非接触方式对道路

进行解译逐渐取代传统外业[3]。相关研究以像素或是对

象作为最小单元，进行道路识别[4-5]。然而，这些方式

的成功与否很大程度取决于先验知识，且较难设计一

种具备普适性的模型[6]。深度学习技术的快速发展为该

领域带来了新的活力，一种以数据驱动为手段的研究

方式逐渐成为主流[7]。在此过程产生许多优异的模型，

但是，仍会存在受阴影遮挡而混淆地物的误判，以及

缺乏对上下文信息捕捉而漏判的现象。具体表现为，

现有研究中模型的感受野会受到规则卷积方式的影

响，模型获取的特征仅来自于中心像素的周边邻域范

围，并不能较好地关联全局信息，将语义上下文特征

更好表达。基于此，本文结合形变卷积[8]，通过在卷

积中引入偏移项，一次动态调整模型在编码过程中对

影像不同地物的关注度，设计在训练过程可动态变化

的卷积神经网络（D-Net，Deformation Network），并将

其应用在道路提取任务中。D-Net结构上采用编解码器

对称的方式，在编码模块中添加形变卷积，并以跳跃
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连接的方式沟通不同层级的特征信息。实验部分，以

公开数据集和实际案例证明模型的可行性。

1 研究方法

1.1 形变卷积

卷积是卷积神经网络的基础，常规卷积形式可被

公式表示为[9]：

O(z) = å
k = 1

C

(M(k)*F(kz)) +B(z) （1）
式中， O(z) 为输出的第 z 通道特征图； M(k) 为输入

的第 k 通道特征图； * 为卷积运算； F(kz) 为卷积

核； B(z) 为偏置矩阵； C 为输入的总通道数。

因此，若卷积核尺寸为2，即卷积掩膜构成了一个

2×2网格。可将网格范围表示为 RangeÎ{(i i)(0 i + 1)

(i + 10)(i + 1 i + 1)} （ i 表示掩膜左上起始点）。采用

此类方式进行卷积，会存在网络探测受限的情况，即

模型在对道路形态进行学习时只能学习到中心像元周

边四邻域（或八邻域）的内容。因此对于道路这类具

备连续特征的地物，并不能较好满足[10]。

在卷积中引入可学习的偏置项，以此使网络在训

练过程可以将更多的注意力聚焦在道路区域。具体而

言，当引入偏置后，卷积掩膜由原本范围变为

Range'ÎRange +Db （Db 为可学习的偏置）。图1展示

了 2种卷积的差异。可以看出形变卷积具备更高的学

习能力，因此以该方式为基础构建网络模型具有一定

的理论基础和依据。

a 常规卷积 b 形变卷积

图1 卷积方式差异的可视化

1.2 D-Net网络结构

在网络模型设计上参照UNet模型结构[11]，结合形

变卷积，提出一种编解码器对称的动态分割网络，形

变网络（D-Net）。模型结构如图2所示。D-Net整体由

编码器和解码器组成。编码器在网络前向传播过程中

执行特征提取操作，即不断压缩数据的二维尺寸，同

时拓展其特征维度。在数据特征上表现为将浅层的表

征信息聚焦为深层的语义信息。解码其则是将网络在

编码过程中产生的高密度的特征图逐级解包，恢复至

原影像大小，实现端到端、像素到像素的训练过程[12]。
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图2 D-Net结构示意图

2 实验设计

2.1 评价指标

基于二分类混淆矩阵计算，采用交并比 （IoU）
和F1-score作为评价指标，对模型的精度进行定量化

评估。IoU衡量了预测分割掩码与真实分割掩码之间的

重叠程度，是语义分割任务中常用的评价方式。取值范

围在[0,1]，数值越大说明预测结果越贴近真值。具体来

说，IoU是通过计算预测分割区域和真实分割区域的交

集与它们的并集之比来定义。准确率是指预测为正类

别的样本中实际为正类别的比例，召回率是指实际为

正类别的样本中被正确预测为正类别的比例。

F1-score是准确率和召回率的调和平均，它在平衡了

两者之间的关系后给出了一个单一的指标，是一种

常用的二分类评价方式。2种指标对应公式如下：

precision = TP
TP +FP

（2）
recall = TP

TP +FN
（3）

F1 -score=
2 ´ precision ´ recall

precision + recall
（4）

IoU = TP
TP +FP +FN

（5）
式中， TP 为正确分割为道路的像元数； FP 为识别
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为道路但标记为背景的像元数； FN 为提取作为背景

但标记为道路的像元数。

2.2 公开数据集

采用马萨诸塞州道路数据集 [15]和DeepGlobe道路

数据集测试模型的精度。马萨诸塞州道路数据集为航

拍数据，覆盖了美国马萨诸塞州超过2 600 km2的地理

区域，包括城市、城镇、农村和山区等多种地形类型

的道路信息。每张图像的尺寸 1 500，其空间分辨率

约为1 m。该数据集包含1 108张训练样本、49张测试

样本以及 14张验证样本。DeepGlobe道路数据集中图

像尺寸为 1 024，分辨率 0.5 m。标签中白色代表道

路，黑色代表背景。该数据集共有8 579张图像，其中

训练用图像6 226张。由于DeepGlobe道路数据集中测

试和验证集未提供相应标签，因此，的模型测试是在马

萨诸塞州道路数据集全集和DeepGlobe道路数据集训练

集完成的。对于马萨诸塞州道路数据集，首先将其尺寸

采样至 1 024，保证与DeepGlobe道路数据集一致。随

后，考虑实验设备性能，将其裁剪为 512尺寸的图像

块。最终，将马萨诸塞州道路数据集构建为图像尺寸

512，训练集、验证集、测试集比例 4 432∶56∶196。
对于DeepGlobe道路数据集，将其中 6 226个训练样

本以同样方式裁剪为 512大小。按照 7∶2∶1 的比

例，最终生成了一个训练集、验证集、测试集比例

14 267∶4 076∶2 039的数据集。

2个公开数据集的训练集、验证集、测试集将分

别执行训练、验证和评估模型的性能的任务。具体而

言，训练集用于训练模型的参数和权重。模型通过与训

练集中的样本交互，学习特征之间的关系，并调整自身

参数以最小化损失函数。验证集用于监控模型在训练过

程中的性能变化并决定本次迭代权重是否保留。通过在

验证集上评估模型的表现，可以及时发现模型是否过

拟合或欠拟合。测试集用于最终评估模型的性能。

2.3 实验细节

采用Pytorch框架完成对整个实验的代码实现，并

采用 NVIDIA GeForce RTX 3090 （24 G） 完成实验。

在预设参数设计上，将总迭代次数设置为 150，批次

数设置为4，学习率设置为0.000 1，采用Adam优化器

和学习率余弦退火算法优化训练过程。Adam优化器

根据每个参数的梯度的一阶矩估计和二阶矩估计来调

整学习率，是一种常用于训练网络的优化算法，它结

合了动量法和自适应学习率方法。学习率余弦退火算

法是一种用于优化神经网络训练过程中学习率的调度

方法。它通过在训练过程中逐渐降低学习率的大小来

帮助模型更好地收敛到最优解。该算法的思想是模拟

余弦函数的曲线，即学习率在训练过程中以余弦形式

逐渐减小。同时，使用交叉熵作为损失函数帮助网络

学习道路特征。交叉熵对概率分布敏感，是分类（分

割）任务中常见损失函数。可以帮助模型更好地区分

不同类别，并且能够促使模型输出的概率分布接近真

实分布，从而提高分类准确性。

3 分析与讨论

3.1 公开数据集表现

D-Net在公开数据集中的测试结果如表1所示。观

察表1可看出，在2种公开数据集中D-Net具有一个相

对稳定的表现能力，可以实现对道路区域的稳定识别。

表1 D-Net实验结果评价

数据集

马萨诸塞州道路数据集

DeepGlobe道路数据集

IoU/%
62.63
62.66

F1-score/%
77.02
77.05

从马萨诸塞州道路数据集和DeepGlobe道路数据

集中各选取 2个典型案例，并进一步展示了D-Net对
道路识别中的一些细节。从结果中案例Ⅰ和Ⅱ来自马

萨诸塞州道路数据集，其余 2个来自DeepGlobe道路

数据集。每个案例依次展示网络输入图像、用于展示

网络聚焦状态的梯度-类激活图（Grad-CAM）、D-Net
提取效果、以及将提取结果叠置到影像中的结果。结

果叠置图中黄色表示被正确分类的目标像元，蓝色表

示误判像元、红色表示漏判像元。通过观察结果可

知，D-Net在从遥感影像提取道路这项任务中的良好

表现，验证了其一定的生产价值。

具体而言，观察案例Ⅰ可知，D-Net可以准确关

注路网的整体形态，实现对图像中道路区域的整体

提取。这一现象在案例Ⅱ中也得到了印证。然而，

案例Ⅰ和Ⅱ中也同样反映了 D-Net 的 2 点局限性。

首先，通过观察案例Ⅰ中的叠加结果可以看出存在

一定的误判现象 （蓝色标注）。该类误判在提取结

果上表现为 D-Net将未在标签 （真值） 中标记的区

域识别为道路。可以看出该现象主要出现在建筑物

的内部，例如建筑物的间隙。这可能是由于 D-Net
缺少对全局信息的学习，因此，当地物在小范围内

表现出道路特征时，模型就会将其识别并分割出。

其次，通过观察案例Ⅱ中的叠加结果可以看出存在

少部分错判现象（红色标注）。该类错判在提取结果

表现为 D-Net未能将标签中标记的道路区域识别完

全。该类问题主要集中在道路尽头或连接处，即道路

··27
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特征发生一定改变的时候。该问题与案例Ⅰ所呈现问

题在原理上可能一致，因此，在后续的研究中，可

以将模型搭建的重点放置在扩展网络的感受野上，

采用空洞卷积等离散的卷积方式来改善学习效果。上

述情况在DeepGlobe道路数据集上也有所表现。

3.2 现实场景测试

为测试模型的泛化能力，选取一景国产高分辨率

遥感影像 （GF-2），并对其全图幅进行道路提取应

用。GF-2卫星是国内自主研制的高空间分辨率卫星。

实验所选取的GF-2影像对应具体参数如表2所示。

表2 影像参数

时间

2021-01-19
分辨率

3.24 m
传感器

PMS2
中心坐标

117.6°E，34.7°N
实验结果表明，D-Net可以完成对于研究区域中

的路网的整体提取。模型所产生的识别结果可以用作

路网初级产品，为后续进一步加工提供基础。

具体而言，D-Net成功的获取了影像全景范围的

道路区域。并且，在提取结果上极大地保证了道路区

域的连贯性。这得益于D-Net模型内部所采用的可在

训练过程中依据可训练的形变卷积偏置项，而产生的

对道路区域的高度关注。

然而，进一步分析实验结果。D-Net仍然有一些

可以进一步优化的方面。首先，模型对于群落密集的

城镇区域识别能力有限。当建筑物密度增加时，由于

建筑物与道路具备同质纹理，当建筑物在影像中也展现

一定的线性特征时，D-Net极大程度会将其余道路区域

视为整体，不进行识别。在提取结果上表现为，在城

区中解译出的道路区域会有所下降，相较于建筑低密

度区域。其次，对于一些其他的非道路且具备线性特

征的地物缺乏区分能力，表现为误判现象。例如，在

影像中的山区，D-Net会将部分山地边界识别为道路。

4 结 论

本文以形变卷积为模型改进切入点，设计并应用

一种编解码器对称的卷积神经网络（D-Net），实现遥

感影像中道路区域的全面提取。同时，本研究也揭示

了D-Net在广域感受野探测上的局限性。后续，将继

续针对动态学习过程对模型作进一步改进，以生产更

高精度的路网产品。
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